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OZET

VERI MADENCILIGI SINIFLANDIRMA TEKNIKLERINi KULLANARAK
URETIM SISTEMLERINDE HATALI URUNLERIN TESPIT EDILMESI

SIMSEK, Muhammed Fatih
Kirikkale Universitesi
Fen Bilimleri Enstitiisii
Endiistri Mithendisligi Anabilim Dali, Yiiksek Lisans Tezi
Damigman: Dr. Ogr. Uyesi Adnan AKTEPE
Agustos 2019, 88 sayfa

Gilinlimiizde yasanan teknolojik gelismeler sayesinde, hemen her alanda g¢esitli
veriler kolaylikla elde edilebilmekte ve depolanabilmektedir. Fakat elde edilen bu
veriler ¢ogu zaman ham olarak bir anlam ifade etmemektedir. Verilerin kullanilabilir
hale gelmeleri igin ¢esitli siireclerden gegcmeleri gerekmektedir. Veri madenciligi

teknikleri sayesinde ham verilerden kullanilabilir bilgiler elde edilmektedir.

Birgok alanda veri madenciligi tekniklerinden yogun bir bigimde yararlanilmaktadir.
Fakat veri madenciligi tekniklerinin liretim alaninda kullanimi diger alanlara kiyasla
daha azdir. Bu calisma ile, iiretim alaninda az sayida olan veri madenciligi

uygulamalarina bir 6rnek daha eklenmistir.

Bu calismada, bir iiretim atolyesinden elde edilen fiili iiretim verileri WEKA
yazilimi1 iizerinde bulunan c¢esitli siniflandirma algoritmalarinda kullanilmistir.
Algoritmalardan elde edilen sonugclar ile iirlinlerin hatali ya da saglam olmasina etki
eden kosullar i¢in STATISTIKA yazilimi kullamlarak karar agaclari ve kurallar

tespit edilmistir.

Anahtar kelimeler: Veri Madenciligi, Uretim Verileri, Siiflandirma



ABSTRACT

DETERMINING FAILED PRODUCTS IN PRODUCTION SYSTEMS USING
DATA MINING CLASSIFICATION TECHNIQUES

SIMSEK, Muhammed Fatih
Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Industrial Engineering, Master Science Thesis
Supervisor: Asst. Prof. Dr. Adnan AKTEPE
August 2019, 88 Pages

Today, thanks to the technological developments, miscellaneous data sets from
many different domains can easily be obtained and stored. However, these data sets
are mostly in raw format and do not provide so much information. The data should
go through various processes to make them ready for information extraction. Data

mining techniques enable us to obtain the information from raw data sets.

Data mining techniques are used extensively in many areas. However, the use of data
mining techniques in the production area is less compared to other fields. With this

study, a new example of data mining applications in the production area was added.

In this study, a real production data set from a production workshop were used in
various classification algorithms on WEKA software. Using STATISTIKA software,
decision trees and rules have been determined for the conditions that affect the

results of the algorithms and the faulty or robust products.

Key Words: Data Mining, Production Data, Classification
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1. GIRIS

Giliniimiizde teknolojide yasanan hizli gelismeler sayesinde artik hemen her alanda
veri elde etmek ve bu verileri depolamak oldukc¢a kolay ve ucuz bir sekilde
yapilabilmektedir. Fakat bu veri yiginlar islenerek anlamli bilgilere doniismedikleri
takdirde bir anlam ifade etmemekte, kullanilabilmeleri i¢in iglerinden faydali anlamli
bilgilerin elde edilmesi gerekmektedir. Bu ham anlamsiz verileri isleyip anlaml

bilgiler ¢cikarma siirecine veri madenciligi ismi verilmektedir.

Veriye ulasmanin ve depolamanin kolaylagsmasi sayesinde hemen her alanda veri
madenciligi uygulamalar1 yapilmaktadir. Veri madenciligi ile ilgili yapilan ¢aligmalar
incelendiginde, calismalarin biiylk c¢ogunlunun hizmet ve servis sistemlerinin
verileri kullanilarak yapilmis oldugu goriilmektedir. Hizmet ve servis sistemlerine
kiyas edildiginde, iiretim sistemlerinin verileri kullanilarak yapilan g¢aligmalarin
sayisinin oldukca az oldugu goriilmektedir. Bu nedenden dolay: bu ¢aligmada veri
madenciligi yontemleri ile bir iiretim sisteminin verilerini kullanilmis ve az sayida
olan calismalar arasina bir yenisinin eklenmesi ve literatiire bu alanda katki

sunulmasi amaclanmastir.

Bu calismada iiretim sistemlerinde veri madenciligi ile ilgili yapilan yaymlar
incelenmis, veri madenciligi ve kullanilan yontemler hakkinda bilgiler verilmis ve
son olarak da bir iiretim igletmesinin atélyesinden elde edilmis fiili iretim verileri
kullanilarak veri madenciligi uygulamasi yapilmigtir. Caligma sekiz ana bolimden
olugmaktadir ve boliimlerde bahsedilen c¢esitli konular hakkinda bilgiler asagida

belirtildigi sekildedir.

Calismanin giris boliimiinii izleyen ikinci boliimiinde 6ncelikle bir literatiir taramasi
yapilarak iiretim sistemlerinde veri madenciligi ile ilgili yaymlanmig olan

calismalarin 6zeti sunulmustur.

Calismanin {iglincli boliimiinde veri ambarlarindan bilginin kesfedilme siireci ve veri
madenciligi kavramlar1 agiklanmistir. Veri madenciliginin tarihsel gelisim

stirecinden ve gilinlimiizde kullanildigi alanlardan bahsedilmistir. Veriden bilgiye



ulagma siirecinde literatiirde yaygin olarak kullanilan yaklagimlar hakkinda bilgi

verilmigtir.

Dordiincii boliimde veri ambarlarinda anlamsiz halde duran verilerin anlamli bilgiler
haline gelinceye kadar gergeklestirilen siire¢ler ve bu siireclerin teknik detaylar:

anlatilmistir.

Besinci boliimde tahmin edici ve tanimlayict metotlar agiklanarak, denetimli ve
denetimsiz 6grenme kavramlar1 hakkinda bilgiler verilmistir. Farkli veri madenciligi
metotlar1 tanitilarak siniflandirma, regresyon, kiimeleme ve birliktelik analizi gibi

veri madenciligi metotlarindan bahsedilmistir.

Altinct bolimde bu g¢alismanin da konusu olan veri madenciligi metotlarindan
siiflandirma metodu uygulanirken yaygin olarak kullanilan yontemler ayrintili bir
sekilde incelenmistir. Karar agaglari, Bayes Siniflandirma Teknikleri, K-En Yakin
Komsu Algoritmasi, Yapay Sinir Aglari, Genetik Algoritmalar ve Destek Vektor
Makineleri gibi siniflandirma islemlerinde yaygin olarak kullanilan teknikler

hakkinda bilgiler verilmistir.

Yedinci boliimde, onceki boliimlerde bahsedilen veri madenciligi siniflandirma
teknikleri kullanilarak fiili iretim verileriyle bir uygulama yapilmistir. Fiili tiretim
verileri gesitli siniflandirma algoritmalarinda kullanilmis ve algoritmalarin basart

oranlar1 karsilagtirilmistir.

Sekizinci boliimde, basari orani en yiiksek ¢ikan algoritma ile bir karar agaci
olusturularak iirlinlerin saglam veya hatali olma durumlarina etki eden degisken
degerleri belirlenmis ve karar kurallar1 olusturulmustur. Boylelikle sadece tespit
edilen degiskenlerin degerlerine bakarak iriinlerin hatali olup olmayacagi tahmin

edilmistir.



2. LITERATUR ARASTIRMASI

Veri madenciligi glinlimiizde hemen her alanda yogun sekilde kullanilmaktadir.
Fakat yapilan calismalar incelendiginde calismalarin daha ¢ok hizmet sektorii
lizerinde yogunlastigi, iretim sektoriinde yapilan c¢alismalarin hizmet sektoriine
kiyasla olduk¢a az oldugu goriilmektedir. Bu calismanin konusunu ise fiili atolye
ortaminin verileri olusturmaktadir. Bu sebeple bu boliimde literatiirde yer alan iiretim

sistemlerinin verilerini kullanarak yapilan ¢alismalar derlenmistir.

Ozden ve Chen (1999), plastik sanayi i¢in enjeksiyon kaliplama isleminde iiriin ve
siire¢ tasarimi, malzeme ve islemeye yonelik konular, silireci izleme ve iirlin
saglamligin1 tanimlama gibi c¢oklu kalite 6zellikleri i¢in sinir ag modeli 6rnegi
sunmuslardir. Ug girdisi, bir gizli katmani1 ve bes ¢ikisi olan bir sinir ag1 modeli ile
aynt anda bes kritik kalite degiskenini yiiksek dogrulukla es zamanli olarak

modellemislerdir.

Mieno vd. (1999), yari iletken fiiretimi siirecinde veri madenciligi tekniklerini
uygulamiglardir. Regresyon agaci analizi ile proses {izerinde bile tespit edilmesi zor
olan ariza nedenlerini 6nceden tespit etmislerdir ve dogrulama yontemleri ile hata

nedeninin dogrulugunu kanitlamiglardir.

Skinner vd. (2002), levha iiretiminde veri madenciligi tekniklerini uygulayarak
levhalarin kalitesi ve verimi tizerindeki etkileri incelemislerdir. Diisiik verimli
irlinlerin nedenlerini belirleyerek gelecekte iiretimi artirabilecek bilgileri elde
etmeye ¢alismislardir. Kiimeleme ve temel bilesenler yontemini bir siniflandirma ve
regresyon agact (CART) yontemiyle karsilagtirmislardir. Karsilastirma sonucu

CART yonteminin diger yontemlerden daha kullanigh oldugunu ifade etmislerdir.

Li vd. (2003), cam imalatinda iiretim siirecini iyilestirmek i¢in sinir ag1 ve CART
methodu kullanarak makine Ol¢iimleriyle, kalite Ol¢limleri arasindaki iliskiyi
modellemeye ¢alismiglardir. Her iki yontemle sunduklar1 modelde kalite

spesifikasyon tolerans araliginda bir hataya ulagsmislardir.



Kowalski ve Kowalska (2003), endiiksiyon motorlarda rotor, stator ve rulman
hatalarinin teshisi i¢in yapay sinir aglarini kullanmiglardir. Sinir aglarini stator akimi
ve mekanik titresim spektrumlarinin 6l¢iim verilerini kullanilarak egitmis ve test
etmislerdir. Yapay sinir aglarinin tiim hata tiirlerinin tespiti i¢in tatmin edici sonuglar

verdigini O6ne siirmiislerdir.

Baykasoglu (2005), bir ¢esit kompozit cimentonun 28 giin sonundaki olusacak basma
mukavemetini 6nceden tahmin etmek i¢in gen denklem programlama, yapay sinir
aglart ve regresyon analizi yontemlerini kullanmis ve bu yOntemlerin

karsilagtirmalarin1 yapmustir.

Coban (2006), iiretim sektoriinde faaliyet gosteren bir isletmenin gercek verilerini
kullanarak igletmenin tedarik¢ileri ile olan iligkilerine etki edecek anlamli sonuglar

elde etmistir.

Chen vd. (2006), LCD siiriicii IC paketleme fabrikasinda iriinlerin yeterlilik
yiizdesini arttirmak ve tiriiniin kalite problemlerine bir analiz sistemi olusturmak i¢in
veri madenciligi yontemlerinden karar agaclarint kullanilmiglardir. Karar agaglarinin
sonuclarint daha 6nce kullanilmis olan sinir aglar1 ile kiyaslamislardir. Arastirma
sonuglarinin, karar agaci algoritmasiin kullanimimin kalite problemi siniflandirma
ve LCD siiriicii IC ambalaj endiistrisinin analizinde sinir aglarindan daha uygun

oldugunu ifade etmislerdir.

Dal vd. (2006), makinelerin titresim standartlar ile ilgili verileri Yapay Sinir Aglari
modelinde egitim seti olarak kullanmislardir. Gizli katman sayis1 5, 10, 15, 25, 50 ve
75 olan farkli aglar karsilastirip en iyi ¢0ziimii veren ag1 bulmaya calismislardir.
Modellerin egitilmesi sonucu elde ettikleri ¢ikti degerlerini, tablodaki gercek
degerlerle karsilastirdiklarinda, egittikleri modelin  titresim  analizi i¢in
kullanilabilecegini tespit etmislerdir. Calismanin farkli standartlar {izerinde
uygulanabilecegini ve onceden bulunmus Olgtim bilgileri kullanilarak Kkestirimci

bakim programlari olusturulabilecegini 6ne stirmiislerdir.



Kayaalp (2007), endiistride yaygin olarak kullanilan asenkron motorlarda hatalarin
onceden tespit edilebilmesi i¢in smiflandirma tekniklerinden karar agaci
algoritmalarin1 kullanmistir. Motorlarda meydana gelebilecek kisa devre, yalitim
bozukluklar1 veya motor milinde olusabilecek mekanik dengesizliklerin tespitini
amaclamigtir. WEKA yazilimmin siniflandirma algoritmalarimi  kullanmis  ve

RepTree karar agacinin iirettigi kurallarin gegerliligini ispatlamistir.

Bakir vd. (2008), bir dokiim sirketi tarafindan iiretilen {iriinlerde kusura neden olan
en etkili degiskenleri belirlemek i¢in yaptiklari ¢alismada, islem parametreleri ve
hata tipleri arasindaki iliskiyi modellemek i¢in regresyon analizini ve karar agaglarini
kullanmiglardir. Lojistik regresyon modelleri basarisiz olmasina ragmen, karar agaci
yaklagimi tatmin edici sonuglar vermistir. Sonuclar1 sirketin kalite ekibine
sunduklarinda, modeldeki bazi parametrelerin ve esik degerlerinin anlaml

bulundugunu, bazilarinin ise beklenmeyen ilgin¢ bulundugunu belirtmislerdir.

Celik (2009), bir otomotiv yan sanayi firmasinin kesim bdliimiinde hatalarin en aza
indirgenmesi amaciyla hata tanimlamalarini yapip Ana Bilesenler Analizi, Kanonik
Korelasyon Analizi, Coklu Regresyon Analizi yontemlerini kullanmis ve mevcut
durumla karsilastirmistir. En ve boy degerleri icin istenilen sonuglara yilizde yiiz
ulasgtigin1 ve delik ¢ap1 igin ise yiizde elli bes oraninda bir iyilesme sagladigini ifade

etmistir.

Cetin (2009), bir iretim isletmesinde frlinlerin uygunsuz olarak ayrilmasinin
nedenlerini analiz etmek icin SPSS Clementin 11.1 yazilimini kullanarak karar
agaclar1 ve yapay sinir aglar ile bir model gelistirerek uygunsuz iiriinlerin sayisini

azaltmaya calismistir.

Giirbiiz vd. (2009), Tiirkiye’de faaliyet gostermekte olan bir hava yolu isletmesinin
parca sokiim raporlart verileri iizerinde bir veri madenciligi ¢aligmas1 yapmislardir.
Yaptiklar1 calisma ile ucaklarda kullanilan parcalarin, diizeltici ve Onleyici
faaliyetlerin yapilabilmesi i¢in, parca lizerinde herhangi bir ariza olusmadan 6nce

uygun ikaz seviyelerini tespit etmeyi amaglamiglardir. Gelistirdikleri kurallari



dogruluklart ve giivenilirlikleri ile test ederek anlamli kurallar olugturduklarini ifade

etmislerdir.

Koksal vd. (2009), yaptiklar1 TUBITAK projesinde sanayi kuruluslarinda iiriin ve
stireclerin kalitesini artirmaya yonelik kullanilabilecek veri madenciligi yaklasimlari
belirlemeye ve yeni yaklasimlar sunmaya calismislardir. Kalitenin tanimlanmasi,
tahmin edilmesi, siniflandirilmasi ve parametrelerinin optimizasyonu problemlerini
ele almislardir ve bu problemlerin ¢oziimii i¢in veri hazirlama ve 6n islemenin
yanisira kiimeleme, tahmin etme, siniflandirma, birliktelik analizi ve optimizasyon
gibi veri madenciligi iglevlerinin gerekli olabilecegini belirlemislerdir. Ayrica kalite
iyilestirme alaninda etkinligi artirabilecek c¢esitli yontem ve metotlar

gelistirmislerdir.

Kahya Ozyirmidokuz (2009), hali imalat siirecini ve iiriin kalitesini iyilestirmek
amagh veri madenciligi uygulamalar1 yapmustir. Hali hatalarinin ve makine
duruslarinin sebeplerini bilgi kazanci teknigi ile bir standarda kavusturmustur.

Modelleme siireci sonunda, karar agaglar1 ve sinir aglart model ¢iktilar1 elde etmistir.

Bilekdemir (2010), smiflandirma tekniklerinden karar agaclar1 ile bir su sayaci
iiretim tesisinde makinelerin iiretim siirelerini tahmin etmeye calismistir. Karar
agaclar ile siirekli degiskenlerin tahmini yapilamadigindan dolayi, bu durumlarda
yapay sinir aglari, genetik algoritmalar gibi veri madenciligi tekniklerinin

kullanilabilecegini 6ne slirmiistiir.

Gu vd. (2011), bir g¢esit karbon ¢eliginin yiizey sertlestirme islemini etkileyen
nitelikleri belirlemek amaciyla yaptiklar1 deney sonuglarini kullanarak genetik
algoritma geri yayilimlhi sinir ag1 (GA-BP) kullanilarak tahmin ve optimizasyon
modeli gelistirilmiglerdir. Sertlesen tabakalarin 6zellikleri ve islem parametreleri
arasindaki dogrusal olmayan bir iliski tespit etmislerdir. Tahmin sonuglarinin dl¢iilen
sonuglarla oldukga iyi bir uyum i¢inde olmasindan dolay1 GA-BP tahmin modelinin

giivenilir oldugunu belirtmislerdir.



Abhang ve Hameedullah (2012), bir tir c¢elik alasimin yiizey pirizliligi
parametlerinin tahmin modelinin gelistirilmesi i¢in ¢oklu regresyon ve yapay sinir
aglarim1 kullanmisglardir. Sonuglara gore, geri yayilim modeline sahip yapay sinir ag1
modelinin ¢oklu regresyon modellerine kiyasla yiiksek dogrulukta oldugunu

belirlemiglerdir.

Yal¢in Piringciler ve Sen (2012), siirekli iyilestirme ve bu amaci benimseyen Alti
Sigma metodolojisi teknikleri i¢in kullanilan DMAIC dongiisiindeki asamalarda veri
madenciligi tekniklerine yer vermislerdir. Verilerin toplanmasi, dl¢iilmesi ve analiz

edilmesi siirecinde veri madenciligi tekniklerinden faydalanmislardir.

Ordu (2013), demir-gelik sektoriinde veri madenciligi tekniklerini kullanarak gegmis
yillardaki tiretim verileri ile uzun {riinler olarak nitelendirilen {iriin grubu iizerinde
tiretime iligskin degiskenleri incelemis ve veri madenciliginde siniflandirma temelli
teknikler ile analizler yaparak iliretim miktarina iliskin tahmin modeli ve iiretimi

etkileyen en 6nemli degiskenleri tespit etmistir.

Oncel Cekim ve Karasoy (2013), karar agac1 yontemi ile elde ettikleri diigiimleri Cox
regresyon modeline adim fonksiyonu olarak ekleyerek, Cox regresyon yontemi ve
karar agaclar1 yontemleriyle karma bir model olusturmuslardir. Olusturduklar
modeli komiir isletmesinde kullanilan makinelere ait veriler {lizerinde kullanarak
makinelerdeki lastik Omiirlerinin tizerinde etkili olan degiskenleri belirlemeye
calismislardir. Olusturduklar1 karma modelin klasik Cox regresyonundan daha iyi

sonuglar verdigini belirtmislerdir.

Yildiz (2014), yapmis oldugu doktora tezi ¢calismasinda kumas hata denetimi ile ilgili
iki farkli calisma gerceklestirmistir. Ilk calismasinda hatali kumas goriintiilerine,
goriintii isleme algoritmalari uygulamistir. Hatali alanin tespitini yaptiktan sonra
sekilsel ve histogram 6zelliklerini ¢ikarmig, Fuzzy C-Means Algoritmasi ile yapilan
uygulamada ortalama %87 kiimeleme basaris1 elde etmistir. ikinci ¢calismasinda ise 3
farkli kumas tiirii izerinde farkli hatalara sahip olan video iizerinde anlik hata tespiti,
simiflandirma ve yer tespiti gerceklestirmis ve K En Yakin Komsu, Bayes Aglari,

Karar Agaclari kullanarak simiflandirma yapmis ve K En Yakin Komsu Algoritmasi



kullanarak yaptigr smiflandirmada diger yontemlere gore daha iyi sonuclar elde

etmistir.

Erden ve Nazarov (2017), tekstil endiistrisinde ipliklerin siirtiinme 6zelliklerini Kaba
kiimeler teorisi kullanarak analiz etmislerdir. Gerg¢ek veri setleri ile galisarak dort
Ozellik smifi arasindan hammadde o6zelliginin, iplik siirtiinmesine etki eden en
onemli Ozellik oldugunu tespit etmislerdir. Tekstil endiistrisinde kullanilan verilerin
belirsizlik icermesi nedeniyle, az ve belirsiz veriler ile caligabilen Kaba kiimeler
teorisi kullanilarak verilerin analizinde ve yorumlanmasinda karar vericilerin isinin

kolaylagacagini sdylemiglerdir.

Seker ve Yiiksek (2017), bir makine 6grenme metodu olan derin 6grenmeyi goriintii
isleme ile teknikleri ile birlikte kumas hatalariin tespiti i¢in kullanmislardir. Derin
O0grenme modelinin hiper parametlerinin ince ayarlar1 ile oynamalar yaparak
Oznitelik ¢ikarimi basarisini artirmayr amaglamislardir. Kendi veri setleri iizerinde

%96’ 11k bir basar1 orani sagladiklarini belirtmislerdir.

Tapkan ve Ozmen (2018), iplik iireten bir tesiste nitelik segimi ve siniflandirma ile
iplik kalitesini belirlemislerdir. Once Taguchi deneysel tasarim yéntemi kullanilarak
iplik kalitesini etkileyen etkin nitelikler tespit edilmistir. Daha sonra ise veri
madenciligi yontemlerinden siniflandirma yontemiyle maliyete-duyarli ve maliyete-

duyarsiz olarak iki farkli sekilde kural ¢ikarimlar1 yapmislardir.

Karadag (2018), yaptig1 tez galigmasinda veri madenciligi teknikleri ile bir ambalaj
firmasinin {iretim siirecinde ¢ikan fire miktarin1 tahmin etmeyi hedeflemistir. Uretim
degiskenlerinin fire lizerindeki etkisini belirlemek i¢in on farkli versiyon olusturmus
ve farkli algoritmalar ile denemeler yapmistir. Denemeleri sonunda hangi iiretim
girdilerinin farkli versiyonlarda ciktilari ne derece etkiledigini tespit etmeye

caligmustir.

Tirkoglu vd. (2018), soguk dovme makinelerinin duraksama sayisinin azaltilmasina

yonelik yaptiklar1 ¢alismada veri madenciligi tekniklerini kullanmiglardir. Soguk



dovme makinelerinden gelen bilgileri veri madenciligi algoritmalarinda kullanarak

analizler sonucunda umut verici sonuglar bulduklarini ifade etmislerdir.

Canli ve Toklu (2019), tretim verileriyle otomotiv sanayisinde kalite kontrol
stirecinde veri madenciligi simiflandirma algoritmalarini kullanarak bir karar destek
sistemi olusturmay1 hedeflemislerdir. Siniflandirma algoritmalarindan C4.5, Rastgele
Orman, Sirali Minimal Optimizasyon ve Naive Bayes algoritmalarini kullanarak
modelleri farkli oranlarda hold-out ve cross-validation performans yontemleriyle
degerlendirmislerdir. En iyi performans gdsteren algoritma olarak C4.5 algoritmasini
bulmuslardir. Algoritmalarin, islem tamamlanmadan 6nce iiriiniin arizali oldugunu
tespit ederek kalite analizini ¢ok hizli ve kolay hale getirdigini ve bu sayede iscilik

ve malzeme maliyetinin azaldigini belirlemislerdir.

Tungkaya (2019), fosil yakitlh bir enerji santralinde kritik operasyon
parametrelerinden 19 adetini segerek Yapay Sinir Aglartyla (YSA) santralin
modellemesini gerceklestirmistir. Prosesin en kritik ¢ikis degiskenlerinden biri olan
ve elektrik tiretim miktarin1 6nemli bir sekilde etkileyen ana buhar basinct degerinin
tahmin edildigi bir kestirim ¢alismasi sunmustur. Elde ettigi sonuglari, istatistiksel
kestirim yontemlerinden Coklu Dogrusal Regresyon yontemi ile karsilastirmistir.
Model ciktilarinin performanslari, kok ortalama karesel hata ve determinasyon
katsayis1 yaklasimlari ile karsilastirmistir. Yapay Sinir Ag1 modelinden elde ettigi
degerlerin, Coklu Dogrusal Regresyon modelinden buldugu degerlere gore daha
basarili oldugunu tespit etmistir. En biiylik mutlak hata degeri i¢in model bagarimini
% 99,83 bulmus ve giris parametrelerinin degisimi ile ana buhar basinci degerlerini
operatdrlerin kolay ve gercege yakin sekilde Onceden tahmin ederek takip

edebilecegini 6ne stirmiistiir.



3. VERi AMBARLARINDAN BiLGi KESFi VE VERi MADENCILIiGi
KAVRAMLARI

Gliniimiizde artan rekabet kosullar1 ve gelisen teknolojik hayat, bir¢ok alan igin
bilgiye sahip olmanin 6nemini ve bilgiye duyulan ihtiyact artirmistir. Bu sebeple
bilgiye ulasmak i¢in hemen her alanda ¢ok ¢esitli verilere gereksinim duyulmaktadir.
Bilisim teknolojilerinde yasanan hizli gelisim ve donanim maliyetlerinin diismesi ile
de veri ambarlarinda oldukga biiyiik boyutlarda veriler depolanabilmekte ve verilere
olan gereksinim karsilanmaya calisilmaktadir. Fakat ¢ogu zaman bu biiyiik karmagik
veriler bilgi acgisindan bir anlam ifade etmemekte ve bu verilerin anlamli ve

kullanilabilir hale gelmeleri i¢in igslenmeleri gerekmektedir.

Geleneksel sorgu veya raporlama tekniklerinin biiyiik veri boyutlari karsisinda
yetersiz kalmasi, Veri Ambarlarindan Bilgi Kesfi (VABK) kavraminin ortaya
¢ikmasina neden olmustur (Akpinar, 2000). Veri yiginlar1 arasinda fark edilmeyen
fakat bizim icin gerekli olan bilginin elde edilmesi i¢in ¢esitli siireglerden ge¢mesi

gerekmektedir.

Veri Ambarlarindan Bilgi Kesfi (VABK) ve Veri Madenciligi (Data Mining)
kavramlar1 bazi arastirmacilar tarafindan karistirilmaktadir. Veri Madenciligi
VABK’nin bir alt siireci oldugu halde bu iki kavrami karistiran arastirmacilar
kavramlar1 benzer bigimde kullanmaktadir (Ozdemir vd., 2009). Bu kavramlarin
birbiriyle karistirilmasinin sebebi, Veri Madenciligi adiminin, VABK asamalarinda
modelin olusturulmas1 ve degerlendirilmesi gibi siirecinin en 6nemli basamagini
olusturmasidir (Akpmar, 2000). Literatiirde Veri Madenciligi VABK siirecinin bir
parcasi olmasina karsin, pratikte Veri Madenciligi, VABK siirecinin tamamini i¢ceren

bir kavram olarak kullanilmaktadir (Talan,2016).

Veri madenciligi genis anlamiyla; var olan sorunlar1 ¢6zmek, 6nemli kararlar1 almak
ve gelecegi tahmin igin gereken ama heniiz kesfedilmemis olan potansiyel bilgiyi
kullanigh hale getiren analiz teknikleri biitiinii olarak tanimlanabilir (Aydemir, 2017).
Klasik istatistikte 6zet ve asir1 diizenlenmis verilerle ¢alisilirken, veri madenciliginde

cok daha fazla veri ve degisken ile ¢alisilir. Veri madenciligini diger metotlardan
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ayiran en 6nemli yon, onceden akla gelmeyecek ve tahmin edilemeyecek bilgiyi
ortaya c¢ikarmasidir (Sekeroglu, 2010). Veri madenciligi teknikleri veriler arasinda
bulunan, insan gozlem ve hesaplamalar ile fark edilemeyecek bagintilarin ortaya
cikarilmasini saglarlar. Bunun sonucunda ise karmasik veriler arasindan kullanilabilir

ve faydali bilgiler kesfedilip elde edilir.

3.1. Veri Madenciliginin Tarihsel Gelisimi

Veri madenciliginin temelleri  1950’lerde iretilen ilk bilgisayarlara kadar
dayanmaktadir. Uretilen bu ilk bilgisayarlar daha ¢ok sayim amagcli kullanilmislardir
(Canli, 2017). 1960’11 yillarda ise veri ambari sistemleri gelistirilmistir. Bu sayede
bilgi ve dokiimanlarin veri ambarlarinda saklanabilmesi miimkiin hale gelmistir

(Odabas, 2017).

1970’lere  gelindiginde iliskisel veri ambari yonetim sistemi uygulamalari
kullanilmaya baslanmistir. Basit kurallar igeren uzman sistemler gelistirilmis ve
boylece basit anlamda makine 6grenimi kavramina adim atilmistir. 1980’lerde ise
iliskisel veri ambar1 yonetim sistemleri yayginlasmis ¢esitli alanlarda kullanilmaya
baslanmigtir. Sirketler tarafindan miisterileri, rakipleri ve triinleriyle ilgili verileri
iceren veri ambarlar1 olusturulmaya baslanmigtir. Bu yillarda geleneksel
algoritmalara dayali istatistiksel araglar kullanilmis ve oldukga giizel sonuclar da
alimmistir. Fakat veri boyutu arttikga giivenilirligin azaldigi gozlemlenmistir.
1990’larda katlanarak artan bu veri boyutlar: karsisinda veri ambarlarindan gerekli
olan faydali bilginin nasil elde edilebilecegi arastirllmaya baslanmistir (Savas vd,
2012). Bilgisayar miihendisleri, biiylik miktardaki veri i¢cinden geleneksel istatistiksel
yontemlerinin yerine algoritmik bilgisayar modiilleri kullanilarak veri analizinin
yapilabilecegini belirterek veri madenciligi ismini kullanmislardir (Boyaci, 2017).
1992 yila gelindiginde ise ilk veri madenciligi yazilimi olusturulmustur (Canli,
2017).

2000’1 yillarda veri madenciligi siirekli gelismis ve neredeyse tiim alanlarda
kullanilmaya baglanmistir. Elde edilen sonuglarin faydalar1 goriildiik¢e, bu alana

kars1 gosterilen ilgi artmistir (Faki, 2015). Gelisen teknoloji sayesinde bilgisayarlarin
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hem hizli bir sekilde islem yapmasi hem de biiyiik boyutlarda veri depolamaya
olanak saglamalarindan dolayr veri madenciligi ¢alismalari daha da yayginlasarak
farkli metot ve algoritmalarin gelistirilmesine neden olmustur. Bu sayede birgok

alanda kesfedilmemis faydali bilgiler degerlendirilebilmektedir (Y1ldirim, 2016).

3.2. Veri Madenciliginin Kullamldig1 Alanlar

Giliniimiizde veri madenciligi hemen her alanda yaygin bir sekilde kullanilmaktadir.
Veri madenciligi uygulamalarmin yogun bir sekilde kullanildigi alanlar ve bu
alanlarda yapilan calismalara ait ¢esitli ornekler asagida belirtilmistir (Yurdakul,
2015; Ozarslan, 2014):

Pazarlama Alaninda;

» Miisterilerin satin alma aliskanliklarmin tespit edilmesinde,

» Mevcut miisterilerin elde tutulmasinda ve yeni miisterilerin bulunmasinda,

» Kaybedilen miisterilerin benzer 6zelliklerinin tespit edilmesinde,

» Market sepet analizi ile tiriinlerin satislar1 arasindaki iliskinin tespit edilmesinde,

» Miisterilerin degerlendirilmesinde ve ozellikleri birbirine benzeyen miisterilerin
belirlenmesinde,

» Satig tahminlerinin yapilmasinda

Bankacilik Alaninda;

» Miisteri davranislart arasindaki benzerliklerin bulunmasinda ve miisterilerin
gruplandirilmasinda,

» Aldiklar1 hizmeti iptal etme riski bulunan miisterilerin tespit edilmesinde,

» Farkli finansal gostergeler arasindaki gizli korelasyonlarin bulunmasinda,

» Kredi kart1 dolandiriciliklarinin tespit edilmesinde,

» Miisterilerin kredi taleplerinin degerlendirilmesinde.

Sigortacilik Alaninda;
» Yeni police alacak miisterilerin ve policelerini yenilemeyecek miisterilerin
tahmininde,

» Sigorta dolandiriciliklarinin tespit edilmesinde,
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» Riskli miisteri gruplarmin tespiti edilmesinde

Internet alaninda;

» Web sayfalarinda gezinen kullanicilarin profilinin belirlenmesinde,

> Internet aligveris siteleri kullanicilarinin satin alma profillerinin belirlenmesinde,

» Web sayfalarimi kullanan ziyaretgilerin sayfa icerisindeki davranislarinin analiz
edilmesinde

» Bilisimsel saldirilarin ¢6ziimlenmesinde,

» Kullanici davranislarina gére web sayfalarinin 6nerilmesinde,

Telekomiinikasyon Alaninda;

» Kaynak kullaniminin iyilestirilmesinde,

» Misteri davraniglarina gore yeni hizmetlerin sunulmasinda

» Dolandiricilik yapan miisteriler i¢in gegmis veriler kullanilarak model olusturma
ve benzeri davranislari yapanlari belirlemede,

» Arama zamani, mekani, siiresi, aranilan bilgiler gibi verilerden ¢esitli Oriintiileri

tespit edilmesinde,

Saghk alaninda;

» Hastalik haritalarinin hazirlanmasinda,

» Hastalik tanilarinin belirlenmesinde ve tibbi teshis konulmasinda,
» Hastaliklar etkileyen faktorlerin ortaya ¢ikartilmasinda,

> Ila¢ kullaniminda olas1 sahtekarliklarin belirlenmesinde,

» Test sonuglariin tahmin edilmesinde,

> Hastalara ait tibbi verilerden hastanin risklerinin tahmin edilmesinde,

Egitim alaninda;

> Ogrenci profillerine gore basar1 durumlarinin tahmin edilmesinde,

» Benzer ozellikleri gosteren 6grencilerin belirlenmesinde,

> Olg¢me ve degerlendirme sistemlerinin gelistirilmesinde,

> Ogrenme ortamlarinin gelistirilmesine yonelik arastirma-gelistirme ¢alismalarinin

yapilmasinda,
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Biyomedikal ve DNA alaninda;

» DNA dizilimindeki benzerliklerin karsilastirilmasinda,

» Zengin genetik veri ambarlarinin meydana getirilmesinde,

» Genler arasindaki iliskilerin belirlenmesinde,

» Genlerin hastaliklarin farkli seviyelerindeki etkilerinin belirlenmesinde,

» Biyomedikal verilerin anlasilmasinda gorsel araglardan faydalanilmasinda,

Imalat alaninda ve miihendislik uygulamalarinda;
» Arastirma ve gelistirme faaliyetlerinde,

> Uriin hatalardaki sapmalarin belirlenmesinde,

» Cesitli 6runtiilerin tanimlanmasinda,

» Simiilasyon uygulamalarinda veri madenciligi teknikleri kullanilmaktadir.

3.3. Veri Ambarlarinda Bilgi Kesfi Siirecinde Kullanilan Yaklasimlar

Biiyiik veriler igeren, analizlerin klasik hesaplama yontemleri yiiriitiilemeyecegi,
temel istatistik yontemlerinin tek basina asamayacagi problemler karsisinda veri
madenciligi yontemlerinin kullanilmasi kag¢inilmaz olmustur. Kiiciik verilere
kolaylikla uygulanabilen geleneksel analizler, veri biiyiikliiglinlin artmas1 ve ayrica
farkli veri tiirlerinin olugmasi ile yetersiz duruma gelmistir. Bu verilerin geleneksel
metotlarla analiz edilmeye ¢alisilmasi, zaman ve maliyet kaybina neden olmaktadir.
Bu kaybin onlenmesine, veri madenciliginin ve bilgisayarlarin devreye girmesiyle
¢oziim bulunmustur. Boylece biiyiik veriler arasindan faydali olan bilginin kolaylikla
bulunmasi saglanarak zaman ve maliyet kaybinin 6niine gegilmistir (Cigsar, 2017).

Veri Ambarlarindan Bilgi Kesfi siirecinin farkli kaynaklarda farkli sekilde ele
alindigr goriilmektedir (Emre, 2017). Bu boliimde literatiirde yaygin olarak

kullanilan yaklagimlarin birkagindan bahsedilecektir.

3.3.1.Fayyad Yaklasimi

Fayyad vd. (1996), Veri Ambarlarinda Bilgi Kesfi siirecini Sekil 3.1.de goriildigi

gibi tanimlamislar ve siirecinin adimlarini asagidaki gibi detaylandirmislardir:
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Sekil 3.1. VABK Siirecini Olusturan Adimlara Genel Bir Bakis (Fayyad vd., 1996)

Birinci adim: VABK siirecinin hedefinin, miisteri bakis acisiyla tanimlanarak
uygulama alanmin ve uygulama alamiyla ilgili 6n bilginin anlagilmasi

gerekmektedir.

Ikinci adim: Bir hedef veri seti olusturulmasidir.

Ugiincii adim: Veri temizleme ve veri 6n islemedir. Eger miimkiinse giiriiltiilii

veriler tespit edilmeli ve eksik veri alanlarina yonelik stratejiler belirlenmelidir.
Ddérdiincii adim: Amaca bagl olarak boyut azaltma veya doniistiirme yontemleri
ile degiskenlerin sayis1 azaltilabilir veya veriler arasindaki Oriintiiyii
degistirmeyen ve veriyi temsil eden kiigtik veri setleri bulunabilir.

Besinci adim: VABK siirecinin birinci adimdaki hedeflerini gergeklestirmek i¢in
Ozetleme, siniflandirma, regresyon, kiimeleme gibi veri madenciligi tekniginin

secilmesidir.

Altinc1 adim: Veri madenciligi metot ve algoritmasinin se¢ildigi asamadir.
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e Yedinci adim: Veri madenciligi asamasidir. Oriintiilerin, siiflandirma kurallart

veya agaglarin, regresyon ve kiimelenme gibi temsillerin olusturuldugu adimdir.

e Sekizinci adim: Modellerin yorumlandigi adimdir. Bu adim, ¢ikarilan modellerin
veya modellerin verilerinin gorsellestirilmesini i¢erebilir. Daha 6nceki adimlardan

birine tekrar doniilmesini gerektirebilir.

e Dokuzuncu adim: Kesfedilen bilgi lizerinde hareket etmektir: Bilgiyi dogrudan
kullanmak, bilgiyi baska bir sisteme dahil etmek veya sadece belgeleyerek ilgili
taraflara rapor etmektir. Bu silire¢ ayn1 zamanda Onceden inanildigr (veya

cikarilan) bilgiyle olasi1 ¢eliskileri kontrol etmeyi ve ¢ozmeyi de igerir.

3.3.2. Han Yaklasim

Han vd. (2012), veri madenciligi alaninda 6nemli ¢alismalardan biri olan Data
Mining Concepts and Techniques isimli kitapta, VABK siirecini Sekil 3.2.°de
goriildiigii gibi gorsellestirmisler ve adimlarin detaylarini asagida belirtildigi gibi

aciklamislardir:
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Sekil 3.2. Bilgi Kesfi Siirecinde Bir Adim Olarak Veri Madenciligi. (Han vd., 2012)

1. Veri temizleme: Giiriiltiilii ve tutarsiz verileri belirleyip ¢ikarma adimidir.

2. Veri entegrasyonu: Birden fazla veri kaynaginin birlestirildigi adimdir.

3. Veri secimi: Analizle iliski olan verilerin veri ambarindan se¢ildigi asamadir.

4. Veri donlisimii: Verilerin madencilikte kullanilabilecek uygun formlara
dontstiiriildiigii asamadir.

5. Veri madenciligi: Oriintiileri ¢ikarmak igin veriye akilli ydntemlerin uygulandig

asamadir.
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6. Oriintii degerlendirme: Bilgiyi temsil eden ilging oriintiilerin tanimlandig
asamadir.
7. Bilgi sunumu: Kesfedilen bilgiyi kullanicilara iletmek amaciyla gorsellestirme ve

bilgi sunum metotlarinin uygulandig1 asamadir.

3.3.3. CRISP-DM (Cross-Industry Standard Process for Data Mining)

SPSS, NCR, Daimler Chrysler gibi firmalar, endiistride kullanilabilecek sekilde
VABK siirecini standart hale getirmek i¢in bir konsorsiyum olusturmuslardir.
Calismalarinin sonucunda oldukga genis bir alanda farkli sektorlerde kullanilabilecek
sekilde CRISP-DM (Cross-Industry Standard Process for Data Mining) adini
verdikleri metodolojiyi tiretmislerdir (Chapman vd., 2000).

Chapman vd. (2000), veri madenciligi projesinin yasam dongiisiiniin alti agsamadan
olustugunu ve agamalarinin kati olmadigini, farkli asamalar arasinda ileri geri hareket
etmenin her zaman gerekli oldugunu belirtmislerdir. CRISP-DM (Cross-Industry
Standard Process for Data Mining) siirecini Sekil 3.3.’de goriildiigii gibi sematize

etmislerdir.

Sekil 3.3. CRISP-DM Siireci (Chapman vd., 2000)
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Dis daire, veri madenciliginin kendisinin dongiisel dogasin1 simgelemektedir ve bir
¢oziim yayimlandiktan sonra da veri madenciligi sona ermez. Daha sonraki veri
madenciligi stiregleri, Oncekilerin deneyimlerinden faydalanacaktir. CRISP-DM
sirecinin alti agamasinin detaylar1 ise asagida bahsedildigi gibidir (Chapman vd.,
2000)

Isi Anlama: Bu baslangic asamasi, proje hedeflerini ve gereksinimlerinin is
perspektifinden degerlendirildigi, ardindan bu bilgiyi bir veri madenciligi problemi
tanimina doniistiriildiigii ve hedeflere ulagmak icin bir 6n planin tasarlandig

asamadir.

Veriyi Anlama: Veri toplama ile baglayan veri anlama asamasi; veri ile ilgili bilgi
sahibi olundugu, veri kalitesinin sorunlarmin tanimlandigi, verilerle ilgili ilk
bilgilerin kesfedildigi ve ilging alt kiimeleri fark etmeyi saglayan etkinliklerin yer

aldig1 asamadir.

Veri Hazirlama: Veri hazirlama asamasi, ilk ham verilerden baslayarak modelleme
araglarma beslenecek olan nihai veri setini olusturana kadar gerekli olan tiim

faaliyetleri kapsar.

Modelleme: Modelleme tekniklerinin segildigi ve uygulandigi asamadir. Bazi
tekniklerde veri formlart i¢in belirli gereksinimler vardir. Bu nedenle genellikle veri

hazirlama asamasina donmek gerekebilir.

Degerlendirme: Modelin is hedeflerini diizgiin bir sekilde yerine getirdiginden emin
olmak i¢in, modeli tam olarak degerlendirmek ve bunu olusturmak igin atilan
adimlarm gdzden gegirildigi asamadir. Onemli bir amacin ya da yeterince dikkate

alinmamis 6nemli bir is konusunun olup olmadig: belirlenir.

Yaymm: Modelin olusturulmasi genellikle projenin sonu degildir. Genellikle, bir

kurulusun karar verme siireclerinde canli modeller uygulanmasini gerektirir.
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3.3.4. SEMMA Yaklasim

Bir yazilim sirketi olan SAS firmas1 tarafindan gelistirilen ve bilgi kesfi siirecini

standart bir sekle sokmayi amaglayan diger bir yaklasgm SEMMA metodudur.

SEMMA kelimesi sample (0rnekle), explore (arastir), modify (diizenle), model

(modelle), assess (degerlendir) kelimelerinin bas harflerinden olusturulmustur. Siire¢

bes asamali bir dongiiden olusur. SEMMA adimlar asagida belirtildigi gibidir
(Olson ve Delen, 2008; Azevedo ve Sanoz, 2008; Akdemir,2016):

Sample (Ornekle): Biiyiik bir veri kiimesi iginden, hizli bir sekilde islemek
i¢in yeterince kiiclik olan fakat 6nemli ve anlamli bilgileri i¢cerecek kadar da
biiyiik olan bir kisminin ¢ikarilmasidir. Orneklenen kiiciik veri tiim veri setini
istatistiksel agidan temsil etmelidir. Verilerin tamamina yayilmis bir oriintii

varsa 0rneklenen kii¢iik kisimda da yer alacak sekilde segilmelidir.

Explore (Arastir): Veri kiimesini daha iyi anlamak igin, beklenmedik
egilimlerin ve anormalliklerin aradigi asamadir. Verileri 6rnekledikten sonra,
bir sonraki adim, dogal egilimler veya gruplamalar i¢in bunlar1 gorsel veya
sayisal olarak arastirmaktir. Kesif siirecini  hassaslagtirmaya ve
yonlendirmeye yardimcr olur. Gorsel kesif net egilimleri ortaya ¢ikarmazsa,

istatistiksel teknikler araciligiyla veriler aragtirabilir.

Modify (Diizelenle): Kullanicinin modelleme siireci i¢in degiskenleri
belirledigi, sectigi ve doniistiirdiigli asamadir. Bu asamada degisken sayisinin
azaltilmasi veya yeni degisken eklenmesi gibi islemler yapilabilir, aykir1 ve
gurtiltili veriler tespit edilip gerekli diizenlemeler gerceklestirilebilir. Asama

sonunda veriler analiz yapmak i¢in uygun hale getirilmis olur.
Model (Modelle): Analiz yapmak icin hazir hale gelmis olan verilere ¢esitli

veri madenciligi algoritmalarin uygulanarak verilerde bulunan bilgilerin

kesfedildigi adimdir.

20



e Assess (Degerlendir): Veri kesfi siirecindeki bulgularin yararliliginin ve
giivenilirliginin degerlendirdigi adimdir. Bu son adimda, modellerin ne kadar
iyi performans gosterdigi degerlendirilir. Bir modeli degerlendirmenin bir
yolu, verilerin bir kismint 6rneklem olustururken bir kenara koymak ve
model olustuktan sonra model yapimi sirasinda kullanilmayan bu veriler

uzerinde modeli test etmektir.

Calismada bahsedilen 6rneklerden de goriildiigii gibi veri ambarlarindan bilgi kesfi
stireci i¢in birbirinden farkli ¢esitli yaklasimlar mevcuttur. Fakat genel olarak her
birinde ortak olan yonler dikkate alinarak 6zetlemek gerekirse, veri kesfi silirecinin

asagida belirtilen adimlardan olustugu sdylenebilir:

» Problemin Tanimlanmasi
> Verilerin Hazirlanmasi
» Modelin Kurulmasi ve Degerlendirilmesi

> Modelin Uygulanmasi ve Izlenmesi

Belirtilen adimlarda ve bu adimlarin alt basliklarinda yapilmasi gereken islemler

calismanin ilerleyen boliimiinde detayli olarak agiklanmustir.
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4. VERI AMBARLARINDAN BiLGi KESFi SURECIi ASAMALARI

4.1.Problemin Tanimlanmasi

Problemin tanimlanmasi adimi, bilgi kesfi siirecinin ilk adimidir ve uygulamanin
hangi amag icin yapilacagi belirlenir. Ayrica bu adimda uygulama siirecinin ne
sekilde ilerleyecegi planin da yapilmasit gerekir (Aydemir, 2017). Problemin
belirlenmesi asamasi veriden bilgi kesfine giden siirecinin en 6nemli asamasidir.
Belirlenen amag, problem ile tam uyusmaz ise c¢alismadan dogru sonug
alimamamakla birlikte hatali kararlar verilmesine neden olarak bagka yanliglara da
yol agabilir (Odabas, 2017). Yani veri madenciligi uygulamalarinda basarili olmanin
ilk kosulu, calismanin hangi ama¢ i¢in yapilacaginin agik ve net bir sekilde
belirlenmis olmasina baglidir. Basarili olmak igin probleme odaklanilmali, problem
acik ve net bir sekilde belirlenmeli, ¢iktilarin basari seviyelerinin nasil Ol¢iilecegi
dogru bir sekilde tanimlanmali, yanlis tahminlerin getirebilecegi kayiplar ve dogru

tahminlerin saglayacagi faydalar da bu adimda tahmin edilmeye ¢alisiimalidir (Cetin,

2009).

Amaglarin acik net ve anlasilir olmasi, veri madenciligi yontem ve algoritmalarinin
se¢imini belirleyen ana unsurdur. Beklentileri net olmayan amaglar, uygun olmayan
yontem ve algoritmalarinin tercih edilmesine neden olurlar. Uygun olmayan yontem
ve algoritmalarmin  tercih edilmesi ise basarisiz  bir  modellemenin

gerceklestirilmesine yol agar (Talan, 2016).

4.2.Verilerin Hazirlanmasi

Verilerin hazirlanmasi1 asamasi, ham veriden baslayip islenmeye hazir olan nihai
veriyi elde edene kadar yapilmasi gereken biitiin islemlerin yapildigi olduk¢a yogun
emek gerektiren bir adimdir (Faki, 2015). VABK siirecinin en 6nemli ve en ¢ok vakit
alan adimi olarak, verilerin model i¢in hazirlanmasi adimi gosterilebilir. Veriler elde
edilirken; insanlarin sebep oldugu sorunlardan, verinin bir yerden bagka bir yere
aktarilirken olusan sorunlardan, donanimdan kaynakli meydana gelebilecek

sorunlardan vb. sebeplerden dolay1 elde edilen verilerde cesitli hatalar meydana
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gelebilir. Ham sekliyle verilerde; eksik degerlere, yanlis degerlere ya da olagandan
cok cok biiyiikk ya da kiiciik degere sahip olma gibi sorunlar goriilebilir. Bundan
dolayr modellemeden 6nce verilerdeki bu sorunlarin giderilerek verilerin kullanima
uygun bir bigime ¢evrilmesi gerekmektedir. Aksi takdirde verilerden hatali sonuglar

elde edilecektir (Kiling, 2015).

Verilerin model igin hazirlandigi bu asama kendi igerisinde veri toplama, veri
biitiinlestirme, veri temizleme, veri dontistirme, veri indirgeme gibi adimlarindan
olusmaktadir. Bu adimlar sonucunda veriler modelleme i¢in uygun hale gelmis

olacaklardir.

Veri hazirlama siireci adimlarinin belirli bir siras1 veya tekrar sayisi yoktur. Siirecte
meydana gelecek problemlerden dolay sik sik geri doniiliip veri hazirlama siirecinin

bastan yapilmasi durumu meydana gelebilir (Yildirim, 2016).

4.2.1. Veri Toplama

Tanimlanmig olan problem igin gerekli olacak veriler toplanmadan 6nce bu verilerin
toplanacag1 kaynaklarin belirlenmesi gerekmektedir. Verilerin nereden, ne sekilde
toplandig1 biiylik 6nem tasimaktadir. Ciinkii ihtiya¢ olandan az verinin bulunmast,
uygulama siirecini aksatabilecegi gibi ihtiya¢ olandan c¢ok verinin bulunmasi ise
uygulama siirecinin uzamasina neden olabilir. Bdylece zaman ve emek gibi
kaynaklarin kaybi ya da veri kirliligine neden olacak durumlar ortaya ¢ikabilir

(Uyumaz, 2017).

Elde edilen verilerin ¢aligmanin ihtiyaglarini karsilayip karsilamadigini anlamak igin;
verilerin formatinin ne oldugu, ne kadar kayit sayisi elde edildigi, kayitlarin kag
ozellikten olustugu gibi  verilerin  diger Ozelliklerinin  incelenmesi  ve
degerlendirilmesi gerekmektedir. Ayrica ileride ayn1 projenin tekrardan veya projeye
benzer projelerin yapilmasi durumunda yardimci olmasi igin verilerin elde edildigi
kaynaklarin, veriyi toplarken kullanilan yontemlerin, yiliz yiize gelinen sorunlarin ve
gerceklestirilen ¢oziimlerin veri toplama adiminda kayitlarinin tutulmasi énemlidir

(Sik, 2014).
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4.2.2 Veri Biitiinlestirme

Veriler toplanirken birden fazla veri kaynaginda yer alabilir. Degisik kaynaklardan
(veri ambarlari, veri kiipleri, metin dosyalari, vb.) saglanan veriler arasindaki uyumu
saglamak i¢in veri biitlinlestirme isleminin gerceklestirilmesi gerekir. Biitlinlestirme
islemi yapilirken verilerin karakteristik 6zellikleri, toplanma bi¢imi vb. 6zelliklerinin

g0z Oniine alinarak tutarliligin saglanmasi gereklidir (Dondurmaci ve Cinar, 2014).

Veri biitiinlestirme asamasinda, ayni nitelige ait sabit bir degisken baz alinarak
biitlinlestirme islemi yapilir. Personel sicil numarasi, 6grenci numarasi gibi, farkl
veri kaynaklarindan toplanan verilerde ayni sabit degeri tasiyan degiskenler
kullanilarak yapilir. Sekil 4.1.’de iki farkli tabloda yer alan bilgilerin personel sicil
numaras1 gibi sabit deger yardimiyla biitiinlestirilerek tek bir veri kaynagina

dontistiiriilmesi bu isleme 6rnek olarak gosterilebilir.

Personel Yas Ogrenim

Sicil No Durumu

1000 48 Lise

1001 42 Lise Personel vas Ogrenim | Medeni | Cocuk

1002 35 Onlisans Sicil No Durumu | Durum | Sayisi

1003 30 Lisans 1000 43 Lise Evli 3
1001 42 Lise Evli 2
1002 35 Onlisans | Bekar 0

Personel | Medeni| Cocuk 1003 30 Lisans Bekar 0

Sicil No | Durum Sayisi

1000 Evli 3

1001 Evli 2

1002 Bekar 0

1003 Bekar 0

Sekil 4.1. Biitiinlestirilmis Veri Ornegi

Farkli kaynaklardan toplanan verilerde degiskenler farkli sekillerde ve isimlerde
tutulmus olabilirler. Yukarida verilen personel sicil numarasi Ornegi igin,
kaynaklardan birinde personel sicil no ismiyle veri tutulmugken digerinde
per_sicil id sekliyle veri tutulmus olabilir. Veri birlestirme asamasinda bu tarz

durumlara dikkat edilerek islemlerin gerceklestirilmesi gerekmektedir.
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Veri biitlinlestirme isleminde dikkat edilmesi gereken bir diger nokta ise aym
degiskene ait verilerin farkli formatlarda tutuluyor olabilecegidir. Ornegin cinsiyet
degiskenine ait veriler, bir veri kaynaginda kadin-erkek seklinde tutuluyor iken diger
bir veri kaynaginda 0-1 seklinde tutuluyor olabilir. Bu tarz farkli formatlarda tutulan
veriler i¢in de gerekli diizenlemelerin yapilarak veri biitiinlesmesinin dogru bir

sekilde gergeklestirilmesi saglanmalidir.

4.2.3.Veri Temizleme

Bazen calisilan veride beklenilen 6zelliklerin olmadigi goriilebilir. Verilerde eksik
kisimlar veya olagandan olduk¢a uzak degerler yer alabilir. Bu tarz istenmeyen
durumlarda eksik ve aykiri verilerin temizlenmesi gerekmektedir. Eksik verilerin

diizenlemesi i¢in agagida belirtilen metotlar kullanilabilir (Akin, 2012):

» Eksik degerlerin oldugu kayitlar veri kiimesinden ¢ikartilabilir.

> Eksik degerlerin yerine genel bir sabit yazilabilir. Ornek verilirse tiim eksik
degerler icin “bilinmiyor” gibi bir deger yazilabilir. Fakat bu durum cesitli

kayiplarin ve yanlislarin olugsmasina neden olabilir.

» Degiskenin tiim verilerinin ortalamasi alinarak eksik deger yerine yazilabilir.

» Degiskenin tiim verilerinin ortalamasinin yerine, eksik veri ile ayni sinifa ait

degerlerin ortalamasi alinarak eksik olan deger yerine yazilabilir.

» Veriler arasindaki iligkiler tespit edilerek veya makul bir model kurularak eksik

degerlerin tahmin edilmesi saglanarak eksik deger yerine yazilabilir.

Veri temizleme adiminda temizlenmesi gereken diger veriler ise giiriiltiilii verilerdir.
Veri girisi yapan kisilerin dalginligi, veri aktarirken olusan format degisiklikleri veya
veri kayb1 gibi nedenlerden &tiirii giiriiltiilii veriler olusabilmektedir. Ornegin bir
kisinin yasinin 360 olmas1 veya kilosunun 650 olmasi ya da dogum tarihinin 4986

olmasi gibi giirtiltiilii veri iceren verilerin de temizlenmesi gerekmektedir.
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Veri temizleme isleminin kullanilmast gerekli olan bir bagka yer ise olagandan
oldukea farklr olan verilerdir (outliers). Ornegin maas ortalamasinin 2000 oldugu bir
kaynakta bir adet degerin maasinin 54500 olmasi durumu. Bu verilerin belirlenmesi
icin histogram, kiimeleme analizi, regresyon analizi gibi metotlardan yararlanilabilir

(Oguzlar, 2003).

Temizleme adiminda yapilan hatalar siirecin basa donmesine sebep olabilir. Bu
nedenle veri temizleme adiminda g¢aligmanin amacina ulagsmasinda gerekli olan
verilerin kayba ugramamas i¢in dikkatli ve titiz davranilmali, sadece ¢ikartilmasi

gercekten gerekli olan verilerin gikartilmasia dikkat edilmelidir (Ozbay, 2015).

4.2.4. Veri Doniistiirme

Tim veri madenciligi algoritmalarinin kendine 6zgii 6zellikleri mevcuttur ve bu
Ozelliklerin birisi de igleyebildikleri veri tiirleridir. Her algoritma her veri tiirii ile
calisamaz. Dolayisiyla algoritmalarin kullanimina uygun hale getirmek i¢in veriler
lizerinde doniistirme islemlerinin  yapilmasi gerekli olabilir. Kullanilacak
algoritmalar hangi veri tipiyle calisiyor ise (sayisal, kategorik, 0-1 degerleri gibi)

doniistiirme isleminin o dogrultuda uygulanmasi gerekmektedir (Kiling, 2015).

En yaygim kullanilan veri doniistiirme islemlerinden birisi veri normallestirmedir.

Bazi veri normallestirme islemleri asagidaki gibi siralanabilir (Tahminciler, 2014):

» Min-Max: Orijinal veriler, hedeflenen araligina dogrusal doniisiim ile dondisiirler.
Baz1 veri madenciligi algoritmalar1 sadece 0-1 aralifinda calistigindan

doniistiiriilmiis aralik genellikle 0-1 aralig1 olmaktadir.

» Z Skor: Degiskenin herhangi bir degeri i¢in, bilinen Z doniisimii kullanilarak

degiskenin ortalama ve standart sapmasina bagli olarak hesaplanir.

> Ondalik Olgekleme. Degiskenin ondalik kisimlar1 ile oynanarak yapilan

normallestirmedir. Ornegin 825 sayis1 0,825 gibi bir deger ile normallestirilebilir.
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4.2.5.Veri Indirgeme

Biiyiik veri kiimeleri iizerinde yapilan uygulamalarda iglem siireleri dogal olarak
uzun olacaktir. Aynmi ¢iktilar1 verecek daha ufak veri kiimeleriyle ¢alismak, uzun
islem siirelerinin diismesine neden olacaktir. Bu sebeple veri boyutlarinin azaltilmasi
icin 6rneklemeler yapilabilir. Biiyiik veri kiimesinin girdi dagilimini koruyarak daha
kiicik orneklerin olusturulmast miimkiindiir. Ayrica veride gereksiz olan o6zellikler
elenerek de veri boyutlarii azaltma yoluna gidilebilir. Sonuca olumlu ya da olumsuz
bir etki etmeyen veya algoritmanin basarili sonu¢ almasini engelleyecek
degiskenlerin atilmasi bilgi kesfi siirecini olumlu sekilde etkileyecektir (Kiling,
2015).

Veri indirgeme adiminda asagidaki metotlar uygulanabilir (Oguzlar, 2003):

» Veri Birlestirme veya Veri Kiipii: Veriler tek tek kendi baslarina degil, benzer
veriler gruplanarak genel kavramlarla ifade edilir. Ornegin elimizde 2000-2003
yillar1 i¢in dort fakli ¢eyrek donemin satis tutarlarinin yer aldigi bir veri kiimesi
olsun. Ceyrek donemlik satis tutarlarini yillik satis tutar1 sekline ¢evirdigimizde
veri birlestirmesi yapmis oluruz. Satis tutarlarini yillik seklinde tuttugumuzda veri

kiimesinin hacmi kiigiilmiis olur fakat herhangi bir bilgi kayb1 yasanmis olmaz.

Veri kiipleri ise ¢ok degiskenin yer aldigi birlestirilmis bilginin saklandig
yerlerdir. Ornegin bir satis tutarlarinin; yillar, satis1 gerceklestirilen mallar ve
firmanin farkli satis noktalar1 aym kiip lizerinde gosterilebilir. Veri kiipleri 6zet

bilgi hizlica ulasilmasini saglayan yapilardir.

» Boyut indirgeme: Veri kiimeleri bazen gereksiz sekilde oldukga fazla degiskene
sahip olmaktadir. Ornegin bir iiriiniin satigina ait ¢alisilan bir veri kiimesinde
miisterilerin telefon numaralar1 gereksiz bir degisken olarak yer alabilir. Bu tarz
gereksiz degiskenler hem bilgi kesfi silirecini yavaslatacak hem de yanlis
ortintiilerin elde edilmesine yol agacaktir. Bu tarz gereksiz verilerin tespit edilip,

veri kiimesinden atilmasi ¢calismanin hizi ve dogrulugu agisindan faydali olacaktir.
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» Veri sikistirma: Sifreleme ve veri doniistirme islemleri yardimiyla boyut
sikigtirmast yapilarak asil veriyi temsil eden ve oldugundan daha az alan kaplayan

veri kiimesinin elde edilmesi islemidir.

» Kesikli Hale Getirme: Bazi veri madenciligi algoritmalari sadece kategorik
degerler ile c¢alisirlar. Bu algoritmalarda kullanilacak siirekli verilerin kesikli
verilere doniistiiriilmesi gerekir. Ornegin kazanilan aylik iicret gibi siirekli bir
degisken 0-2000, 2000-4000, 4000+ gibi kategorik bir sekilde ifade edilebilir. Bu
sekilde bir veri indirgeme yapildigi zaman detay bazi bilgiler kayip olsa da

genellestirilmis veriler daha anlamli sonuglar verecektir.

4.3. Modelin Kurulmasi ve Degerlendirilmesi

Bu asama modelleme tekniklerinin se¢imini, test tasariminin olusumunu, modelin
olusumunu ve modelin degerlendirilmesini igerir. Adimlarda bir 6nceki adima geri

donme ihtiyact duyulabilir (Mocan, 2016).

4.3.1.Modelleme Tekniklerinin Secimi

Tanimlanmis olan probleme en uygun veri madenciligi modelinin segilebilmesi i¢in
verilerin ¢ok sayida model iizerinde denenmesi gerekmektedir. Bundan dolay: veri
hazirlama ve model kurma adimlari, en uygun olan modele karar verilinceye kadar
yenilenen siireglerdir (Boyaci, 2017). Oldukca ¢esitli algoritmalar var olmasina
karsin secgilecek olan algoritmalarin, uygulanacak problemin yapisina gore
belirlenmesi gerekmektedir. Kullanilan algoritmalarin dogruluk, kesinlik, 6zgiinliik,
duyarhilik gibi dlgiitleri géz Oniine alinarak algoritmalarin basar1 oOlgiitleri belirlenir.
Kullanilan verilerden en 1yi basariy1 saglayan algoritma tespit edilerek secim yapilir

(Aydin, 2017).

4.3.2. Test Tasariminin Olusumu

Veri madenciligi genellikle oldukga biiyiik veri kiimelerinin analizi i¢in kullanilir.

Standart veri madenciligi siirecinde bu biiyiik veriler boliinerek, bir kism1 modelin
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gelistirilmesi i¢in (training set) kullanilir, ayrilan diger bir kismi ise insa edilen
modelin test edilmesi i¢in (test set) kullanilir. Verileri bu sekilde bolerek bir
parcasint modelin gelistirilmesi i¢in kullanmak ve ayr1 bir pargasi iizerinde test
etmek daha kesin sonuglar elde etmemizi saglayacaktir. Bazi uygulamalarda
parametlerin tahmini i¢in dogrulama kiimesi (validation set) adinda ii¢iincii bir veri

boliimii daha yapilabilmektedir (Olson ve Delen, 2008).

Bir modelin dogrulugunun testi i¢in asagida belirtilen yontemler kullanilmaktadir
(Akpinar, 2000):

» Basit Gegerlilik/Dogrulama Testi (Simple Validation Test): Bu ydntemde
verilerin tercihe gore %5 ile %33 arasindaki bir kismi test verisi i¢in ayrilir ve
diger kismi ile model egitilir. Model egitildikten sonra test i¢in ayrilan veriler

tizerinde uygulanarak modelin dogrulugu test edilmis olur.

» Capraz Gegerlilik/Dogrulama Testi (Cross Validation Test): Veri kiimesi
rastgele olacak sekilde ikiye ayrilir. Ayrilan veri kiimelerinden biri egitim islemi
icin diger kalan kisim ise test islemi i¢in kullanilir. Daha sonra model ikinci kez
uygulanarak egitim i¢in kullanilan veriler test i¢in, test igin kullanilan veriler de
egitim i¢in kullanilir. Hata oranlarinin ortalamasi alinarak modelin hata oram

olarak kullanilir.

» N Kath Capraz Gegerlilik/Dogrulama Testi (N-Fold Cross Validation Test):
Veri kiimesi rastgele N adet par¢aya boliiniir ve her defasinda bir pargasi test ve
kalan diger pargalar egitim verisi olarak kullanilir. Tiim pargalar test kiimesi
olacak bi¢imde N defa model uygulanir ve elde edilen N denemenin ortalama hata
oran1 modelin hata oran1 olacaktir. Ornedin yaygin olarak kullanilan 10 Kat

Capraz Gegerlilik/Dogrulama Test Sematigi Sekil 4.2.’de gortildigii gibidir.
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TEST1

TEST 2

TEST 3

TEST 4

TESTS

TEST6

TEST7

TEST3

TEST9

TEST 10

PARCA 1
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM

TEST

PARCA 2
EGITiM
EGITiM
EGITiM
EGITIM
EGITIM
EGITiM
EGITIM
EGITIM
TEST

EGITIM

PARCA 3
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
TEST
EGITIM

EGITIM

PARCA 4
EGITIM
EGITIM
EGITiM
EGITIM
EGITIM
EGITIM
TEST
EGITIM
EGITIM

EGITIM

PARGA 5
EGITIM
EGITiM
EGITiM
EGITIM
EGITIM
TEST
EGITIM
EGITIM
EGITIM

EGITIM

PARCA 6
EGITIM
EGITIM
EGITIM
EGITIM
TEST
EGITIM
EGITIM
EGITIM
EGITIM

EGITIM

PARCA 7
EGITiM
EGITiM
EGITiM
TEST
EGITIM
EGITiM
EGITIM
EGITIM
EGITIM

EGITIM

PARCA 8
EGITIM
EGITIM
TEST
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM

EGITIM

PARCA 9
EGITIM
TEST
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM

EGITIM

Sekil 4.2. 10 Kat Capraz Gegerlilik/Dogrulama Test Sematigi

PARCA 10
TEST
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM
EGITIM

EGITIM

» Bootstrapping: Kiigiik veri kiimelerinin bulundugu o6rneklerde modelin hata

tahmininde kullamilan bir diger tekniktir. Once model tiim veri kiimesi iizerine

kurulur ve sonra tekrarli orneklerle en az 200 hatta bazen binin lizerinde adetlerle

olduk¢a fazla sayida 6grenim kiimesi olusturularak veri kiimesi i¢inde dgrenim

kiimesinden geriye kalan ornekler test verisi olarak kullanilarak hata orani

hesaplanir.

4.3.3.Modelin Olusumu

Modelin kurulus stirecinde, denetimli ve denetimsiz &grenmenin kullanildig:

modellere gore farkliliklar goriiliir. Denetimli 6grenmede, ilgili siiflar dnceden

belirli olan élgiitlere gore ayristirilir ve her bir smif i¢in 6rnekler verilir. Boylece

verilen 6rneklerden yola ¢ikilarak modeller her bir sinif i¢in 6zellikleri kesfeder ve

kural ¢ikarimlar elde eder. Denetimsiz 6grenmede ise, modellerin gzlemlerden yola

cikarak Orneklerin arasindaki benzerlikleri ve iliskileri kesfetmesi ve Ornek

kiimelerini tanimlamaya ¢alismasi beklenir (Uyumaz, 2017).
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4.3.4.Modelin Degerlendirilmesi

Bu asama igerisinde modelden elde edilen sonuglarin degerlendirilmesi, model
olusturulurken gecen siireclerin degerlendirilmesi, bir sonraki asgamanin ne olacagina
karar verilmesi gibi ¢esitli degerlendirmeler yapilir. Hangi modelin calismanin
amacina ne oranda katki sagladigi belirlenmeye ¢aligilir. Modelleme siireci sonunda
istenilen hedeflere ulasilamadiysa, basarisizliga neden olan etmenlerin belirlenmeye
calisilmas1 ve basarisizlik durumunun etkilerinin degerlendirmelerinin de yapilmasi

gerekmektedir (Levent, 2016).

4.4. Modelin Uygulanmasi ve Izlenmesi

Degerlendirme siireci sonunda en basarili bulunan model, baslangigta belirlenen
amaca yonelik tek bagina kullanilabilecegi gibi herhangi bir sistemin pargasi olarak
farkli bir sisteme entegre edilerek de kullanilabilir. Modelin kullanilmaya baslamasi
ile birlikte model izlenmeye baslanir. Calismanin niteliginin degismesi, veri
depolama  sistemlerinde yasanabilecek  farkliliklar, zamanla yeni kayit
degiskenlerinin olusmasi veya bazi degiskenlerin zamanla anlamini kaybetmesi
modelin basarisin1 olumsuz olarak etkileyebilmektedir. Bu tarz degisikliklerin analiz
edilerek model iizerinde olusan olumsuz durumlarin giderilmesi gerekir. Ayrica
zamanla modelde kullanilan algoritmalarin veya yontemlerin degistirilmesi gibi

islemler de yapilabilir (Talan, 2016).
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5. VERI MADENCILIGIi METOTLARI

Veri madenciligi fonksiyonlar1 acgisindan genel olarak, tahmin edici (predictive)
metotlar ve tanimlayici1 (descriptive) metotlar olarak iki temel kategoriye ayrilabilir
(Han vd., 2012). Veri madenciligi metotlarinin genel hiyerarsisi Sekil 5.1.°de
goriildiigli gibidir. Bu yontemlerin detaylari bagliklar halinde ilerleyen boliimde

aciklanmistir.

VERI )
MADENCILIGI
METOTLARI

/

Metotlar

Metotlar

Tanimlayici J Tahmin Edici

- Birliktelik
Kiimeleme =
Analizi

Siniflandirma ‘ L Regresyon J

S e T TS

Yapay Sinir Bayes Destek Vektor Genetik
Aglan Siniflandincilar Makineleri Algoritmalar

KNN (K En
Yakin Komsu)

L Karar Agaglan

Sekil 5.1. Veri Madenciligi Metotlar1 Gosterimi

5.1.Tahmin Edici Metotlar ve Denetimli/Goézetimli (Supervised) Ogrenme

Tahmin edici metotlar, eldeki verileri kullanarak gelecege iliskin bir olayin
sonuglari tahmin etmek i¢in kullanilirlar. Mevcut ve onceden tanimlanmis bir
smifin 6zelliklerini inceleyerek bir egitim siireci sonunda sonug sinifi ile ilgili gerekli
cikarimlar1 yaparlar. Yeni bir 6rnek geldiginde, bu yeni 6rnegi onceden tanimlanmis
ve Ozellik ¢ikarimlari yapilmis olan uygun sinifa atama islemini gergeklestirirler.
Siniflar 6nceden belirli oldugu i¢in yeni 6rnegin sonucunun kategorik veya rakamsal
olarak alabilecegi deger kiimeleri bellidir. Tahmin edilen sonuglarin kalitesi yani ne
dogrulukta tahmin edildigi de sonucun ne oldugu kadar onemlidir. Dolayisiyla

tahmini sonug ile birlikte tahminin kalitesine yonelik giiven araligi, olasilik vb.
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tahminin dogrulugunu gosteren istatistiki degerlerinde belirlenmesi 6nemlidir

(Argtiden ve Ersahin, 2008).

Tahmin edici metotlar, bilinmeyen sonuglara erisirken sonuglari bilinen bir 6grenme
kiimesini kullandigindan dolay1 denetimli/g6zetimli (supervised) 6grenme olarak da
adlandirilirlar. Test verisi {izerindeki Ozelliklerin 6grenme verisine uyumu, basari
Olgiitii olarak ifade edilmektedir. Denetimli 6grenme metotlarina 6rnek olarak

simiflandirma ve regresyon analizi metotlar1 verilebilir (Erduran, 2017).

Veri madenciligi metotlar1 arasinda siniflandirma ve regresyon analizi en yaygin
olarak kullanilan metotlardir. Smiflama ve regresyon modelleri arasindaki temel fark,
tahmin edilen bagimli degiskenin (sonug¢ degiskeni) kategorik ya da siireklilik degere
sahip olmast ile ilgilidir (Ergiin, 2008). Eger bulunmasi hedeflenen sonug degiskeni
kesikli ise tahmin modeli i¢in siniflandirma metodu, eger sonug degiskeni siirekli ise

tahmin modeli igin regresyon metodu kullanilir (Sik, 2014).

5.1.1. Simiflandirma Metodu

Siniflandirma metodu, veri madenciligi metotlar1 i¢inde en ¢ok kullanilanidir.
Verilerin siniflandirilmasi isleminde, test verisi ve 0grenme verisi olarak iki veri
kiimesi, 6grenme adimi ve siniflama adimi olarak da iki adim1 mevcuttur. Ogrenme
adiminda, veri madenciligi algoritmalar1 6grenme verisini kullanarak analizler yapar
ve ¢esitli kural ¢gikarimlart olustururlar. Amag bir niteligin degerini diger nitelikler
yardimiyla tespit etmektir. Yeni bir veri geldiginde olusturulan bu kurallar
kullanilarak yeni veri hakkinda nasil karar verilecegi belirlenir. Siniflama adiminda
ise, kurallarin dogrulugunu oOlgmek icin test verisi lizerinde Ogrenilen kurallar
denenir. Kurallarin dogrulugu kabul edilebilir bir seviyede ise, o zaman kurallar yeni

verinin siniflandirilmasinda kullanilabilirler (Tiirkoglu, 2016).

Siniflandirilma modellerinde yaygin olarak kullanilan teknikler agsagida belirtilmis ve
bu teknikler ilerleyen bolimlerde detayli olarak agiklanmistir. Yaygin olarak

kullanilan siniflandirma teknikleri asagida belirtilen tekniklerdir:
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Karar Agaclar1 (Decision Trees)

Bayes Siniflandirmasi (Bayesian Classification)
K-En Yakin Komsu (K-Nearest Neighbour)
Yapay Sinir Aglar (Artificial Neural Networks)
Genetik Algoritmalar (Genetic Algorithms)

YV V V VYV V V

Destek Vektor Makineleri (Support Vector Machines)

5.1.2. Regresyon Analizi Metotlari

Regresyon modelleri, siireklilik gosteren degerlerin tahmini i¢in kullanilirlar.
Amaglari, girdiler ile ¢ikt1 arasindaki iliskileri tespit ederek buna gore bir model
olusturmak ve en dogru tahmini bulmaya calismaktir. Sonu¢ degiskeni ‘bagimli
degisken’ olarak girdi degiskenleri ise ‘bagimsiz degisken’ olarak tanimlanir.
Bagimli degiskenin (sonu¢ degiskeni) alacagi deger genellikle bir giiven araligi
icinde tespit edilir. Girdiler duruma gore bir veya daha ¢ok sayida olabilir. Gergek
hayattaki problemlerin neredeyse tamaminda dogru tahmini bulabilmek i¢in birden
fazla girdi degiskeninden yararlanmak gerekir. Girdi degiskenlerinin sonucun dogru
tahmin edilmesine ne oranda katki yaptiklart 6nemlidir. Bazen sonuca katkist ¢ok
kiigiik oranda olan girdi degiskenlerini modelden atmak, daha verimli bir model

olusturulmasini saglayabilir (Yurdakul, 2015).

Regresyon modelleri matematiksel olarak da Esitlik 5.1.’de goriildigii gibi
gosterilebilir: Bagimsiz degiskenin veya degiskenlerin (girdi degiskenlerinin)

katsayilar1 olan parametreler (qi,...Qn) ve bagimli degiskenin (sonu¢ degiskeni)

.....

tizerindeki etkisini tespit etmek amaciyla, bagimli degisken ile tahmin edilen degerin

arasindaki fark hata terimi (e) olmak iizere,

y=F(xa)+e G-

esitligini saglayan en F fonksiyonu i¢in q degerinin tespit edilmesi siireci regresyon
analizi olarak tamimlanir (Sik, 2014). Regresyon modeli tek bir adet bagimsiz
degiskenden olusuyorsa basit dogrusal regresyon, birden fazla bagimsiz degiskenden

olusuyor ise ¢oklu regresyon modeli olarak adlandirilir (Erduran, 2017).
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Siiflandirma modelleri ve regresyon modelleri arasindaki en temel fark;
siniflandirma modelleri kategorik degerleri tahmin etmek icin kullanilirken,
regresyon modelleri ise siireklilik gosteren degerleri tahmin etmek igin
kullanilmaktadir. Fakat cok terimli lojistik regresyon gibi kategorik degerlerin
tahminine imkan saglayan regresyon tekniklerinin gelistirilmesi gibi nedenlerden
dolay1 regresyon ve siiflandirma modelleri gittikge birbirine yaklagmaktadir (Kilig,

2014).

5.2.Tamimlayic1 Metotlar ve Denetimsiz/Gozetimsiz (Unsupervised) Ogrenme

Tanimlayic1t metotlarin amaci veri kiimesinde bulunan veriler arasindaki iligkileri,
baglantilar1 ve Oriintiileri kesfetmektir. Tahmin edici metotlarda oldugu gibi bir
O0grenme siireci sonucunda, veriyi dnceden belirli bir sonu¢ degiskenine atamazlar.
Eldeki mevcut verileri kendi iglerinde degerlendirerek davranig bigimlerini tespit
etmeyi ve ayni davranig 6zelliklerini gosteren alt veri setlerini belirlemeye ¢aligirlar
(Argiiden ve Ersahin, 2008). Yani kisacasi sonu¢ degiskeninin dzelliklerinden yola
cikarak bir 6grenme metodolojisi gelistirmezler, verilerin davranis bi¢cimlerinin tiim

ozelliklerini dikkate alarak kendileri olusturmaya calisirlar.

Tanimlayici metotlar, denetimsiz/gozetimsiz (unsupervised) metotlar olarak da
adlandirilirlar. Herhangi bir bilgi baslangi¢ bilgisi verilmediginden dolayr denetimsiz
O6grenmenin sonuglar1 kesin dogruluk igermeyebilir. Kiimeleme ve birliktelik analizi

metotlart denetimsiz 6grenme yontemlerine 6rnek olarak verilebilir (Erduran, 2017).

5.2.1.Kiimeleme Metotlari

Kiimeleme metodu ilk kez Londra’da ortaya ¢ikan kolera salgininda ¢ok sayida can
kaybinin yasanmasi iizerine, bu durumun ¢oziimii i¢in kullanilmigtir. John Snow
adinda bir kisi harita iizerinde 6len kisilerin yerlerini isaretlediginde bazi bolgelerde
isaretlerin yogunlastigin1 fark ediyor. O bolgelerdeki su pompalar1 incelendiginde
ana sokaklardan birinde atik su tesisindeki problem fark edilmistir. Su tesisindeki

problemin ¢oziilmesi kolera salginin sonlamasi i¢in yeterli olmus ve koleradan
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kaynakli oliimler engellenmistir. Giiniimiizde de kiimeleme analizi ile istatistik,
makine 0grenmesi ve Oriintii tanima gibi bircok alanda aragtirmalar yapilmakta ve

ilging sonuglar kesfedilmektedir (Tiirkoglu, 2016).

Kimeleme metotlar1, denetimsiz ve tanimlayict metotlar igerisinde yer almaktadir.
Bu metotlarin siniflandirma ve regresyon metotlardan farki, bulunan mevcut verileri
daha onceden belirli olan bir siiflandirmaya gore degil, belirli olmayan ve kendi
kesfettigi bir boliimlemeye gore gruplandirmasidir. Kiimeleme analizi ile, veri
setinde dogal sekilde meydana gelen alt gruplar kesfedilmeye ¢alisilir (Ozcan, 2014).
Yani smiflandirmada smiflar 6nceden belli iken, kiimelemede olusan gruplar
onceden belli degildir ve kiimeleme islemi sonrasinda olusur. Gruplart olusturma
asamasinda ayni gruba atanacak verilerin birbirleri ile benzerliklerinin artirilmasina,

gruplar arasinda ise benzerliklerin azaltilmasina ¢aligilir (Pagaman, 2014).

Gruplarin ayrimi benzerlik ve uzaklik matrisleri kullanilarak yapilir. Benzerlik, iki
nesne arasindaki iliskinin kuvveti bigiminde tanimlanabilir. Uzaklik ise, iki nesne
arasindaki zitlik veya farklilik olarak tanimlanabilir. Nesneler benzerlik ve uzaklik
iligkilerine gore birbirlerinden ayirt edilir ve boylece veri kiimeleri alt gruplara
ayrilmis olur. Nicel veriler i¢in bu dlglimler ¢esitli matematiksel yontemler ile

yaptlmaktadir (Ugurlu, 2015).

Uzaklik veya benzerlik oOlcilileri veri kiimesinde bulunan degiskenlerin 06l¢ii
birimlerine gore degisiklik gostermektedir. Degiskenlerin oransal, kesikli, sayisal ya
da ikili (binary) degisken olmasma gore literatiirde yer alan ¢esitli benzerlik ve
farklilik Olgiilerinden kullanilacak olan uzaklik o6lgiisii farklilik gdsterecektir

(Ergiin,2008).

Kiimeleme metodu denetimsiz 6grenme uygulamasi olmasindan dolayr kiime
sayisinin onceden belirlenmemesi gerektigi halde kiimeleme algoritmalarinin bir¢ogu
kiime sayisinin analizden dnce belirlenmesini istemektedir. Dolayisiyla kullanicilar,
farkli kiime sayilarin1 denemekte ve sonucun dogrulugunu test ederek optimum kiime
sayisini bulmaya c¢alismaktadirlar. Ayrica optimum kiime sayisin1 bulmaya yarayan

literatiirde kullanilan bazi indeksler de bulunmaktadir (Erduran, 2017).
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Literatiirde ¢ok sayida kiimeleme metodu mevcuttur. Kullanilacak olan algoritmanin
secimi, caligmanin amacina Ve verinin tipine gore degisecektir (Ergilin, 2008).
Kiimeleme analizi, gruplar i¢i 6n tahmin yapilmasi, veri yapisinin belirlenmesi,
verilerin indirgenmesi ve ayrik degerlerin tespiti gibi amacglar i¢in de

kullanilmaktadir (Erduran, 2017).

5.2.2.Birliktelik Analizi Metotlar1

Veri kiimesi incelenerek, birlikte gergeklesen olaylarin belirli olasiliklarla tespit
edildigi veri madenciligi yontemlerine birliktelik analizi adi verilir (Canli, 2017). Bu
yontemlerde kurallar degerlendirilirken destek ve giiven Olgiitleri adinda iki Olgiit
kullanilir. Destek olgiitii; veri kiimesinde birlikte bulunan nesnelerin sayisinin veri
kiimesinde bulunan olay sayisina oranidir. Giivenilirlik Olciitii ise; X segenegi
gerceklestiginde Y segeneginin de gergeklesme olasiligidir. X ve Y segeneklerinin
birlikte bulundugu olay sayisinin X’lerin bulundugu olay sayisina boliinmesi ile elde
edilir (Cigsar, 2017). Destek ve giiven 6lgiitlerinin minimum esik degerleri belirlenir
ve bu esik degerlerinden biiyiik olan degerlerin yer aldig: birliktelik kurallar1 dikkate
almir, esik degerlerinin altinda kalan kurallar ise dikkate alinmaz (Argiiden ve
Ersahin, 2008). Destek ve giiven degerleri ne kadar biiyiikk olursa aradaki
birlikteligin o derece kuvvetli oldugu ifade edilebilir.

Birliktelik analizi kurallar1 ¢ogunlukla pazarlama alaninda kullanilmaktadir.
Birliktelik kurallarindan hareketle pazar sepet analizi (market sepet analizi) olarak
bilinen veri madenciligi uygulamalartyla misterilerin aligveris davranislar
belirlenmeye c¢alisilir. Bir miisteri bir {riin aldiginda, bu firtinle birlikte diger
tiriinlerden bagka hangisi ya da hangilerini de aldiginin belirli bir olasiliga gore tespit
edilmesi amaglanir. Bu iiriinler tespit edildiginde, magazalarin raflar1 bu sonuglara
gore diizenlenerek bu iiriinleri miisterilere daha kolay ulastirilmasi hedeflenir (Kose,
2015). Ayrica bu veriler kampanya, promosyon diizenleme gibi stratejilerde
kullanilabilirler (Can, 2017).

Birliktelik kurallarin1 tek boyutlu birliktelik kurallart ve ¢ok boyutlu birliktelik
kurallar1 seklinde ikiye ayirabiliriz. Tek boyutlu birliktelik kuralina iki {irliniin
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arasindaki satin alinma iligkisini 6rnek verilebilirken, ¢ok boyutlu birliktelik kuralina
hava durumu, yer ve giin gibi birden fazla 6zellige gore degisebilen satin alma

iliskisinin incelenmesi 6rnek olarak verilebilir (Erkus, 2015).

Ardisik zamanlh Oriintiiler ad1 verilen ve birliktelik analizine benzeyen bir diger veri
madenciligi metodunda ise birbirini izleyen donemlerde gerceklesen olaylarin
birbirleri arasindaki iligkiler incelenir. Birliktelik analizinde ayni zamanli olaylarin
arasindaki birliktelikler tespit edilirken, ardisik zamanli oriintiiler de ise birbirini
izleyen donemlerde gerceklesen birliktelikler géz Oniinii alinir. “X ve Y firiinlerini
alan miisteriler %90 ihtimalle Z iirliniinii alir” bi¢imindeki ¢ikarimlar birliktelik
analizi kurallarina 6rnek verilebilirken “K ameliyati1 olan bir kisinin on giin iginde
%50 ihtimalle L enfeksiyonu olusacaktir” bigimindeki zaman faktoriinii de goz
Online alan c¢ikarimlar ise ardistk zamanli Oriintiiler kurallarina 6rnek olarak

verilebilirler (Ciga, 2015).

Icerisinde kategorik degisken olan her yerde birliktelik kurallar1 uygulanabilir.
Birliktelik kurallarinda en bilinen ve yaygin olarak kullanilan algoritma “Appriori

Algoritmasidir” (Diler, 2016).
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6. VERI MADENCILIGINDE SINIFLANDIRMA TEKNIiKLERIi

Bu boéliimde, bu tezin de konusunu olusturan siniflandirma metodu i¢in literatiirde
yogun olarak kullanilan tekniklerden bahsedilecektir.

6.1. Karar Agaclar

Adindan da anlasildig iizere tipki bir agacin dal ve yapraklar1 gibi acilimlara sahip
olan, karar diigiimlerinden, dal ve yapraklardan olusan yapilara karar agaclar
denilmektedir. Karar agaclarinda simiflandirma islemi kok diigiim ile baslar, daha
sonra diiglimler alt dallarina ayrilirlar ve bu islem yaprak elde edilinceye kadar
devam eder. Burada diiglimler karar isleminin uygulandigi adimlardir, diigiimlerin
sonuglarina gore dallar meydana gelir ve elde edilen dallar ile tahmin sonuglarinin
bulundugu yapraklara (karar sinifina) gidilir. Fakat dallarin sonucunda bir siniflama
tamamlanmiyorsa tekrardan diiglim olusturulur ve yapraga yani karar sinifina ulagsana
kadar islem tekrarlanir (Diler, 2016). Sekil 6.1.°de O6rnek bir karar agaci

goriilmektedir.

Sekil 6.1. Karar Agaci Ornegi
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Karar agaglar1 hem smiflandirma hem de regresyon modelleri igin
kullanilabilmektedirler (Armutlu, 2018). Karar agaglari, kolay modellenebilmeleri,
kolay yorumlanabilmeleri ve giivenilirliklerinin yiliksek olmalar1 nedeniyle veri
madenciligi yontemleri arasinda en fazla kullanilan simiflandirma metodudur

(Levent, 2016).

Karar agaci algoritmalarina ornek olarak ID3 (Iterative Dichotomiser 3), C4.5
Algoritmalari, CART (Classification And Regression Trees) Algoritmalari, Rastgale

Orman (Random Forest) Algoritmalar1 6rnek olarak gosterilebilir.

Kok diigiimiin ne olacagi, dallanmalarin neye gore yapilacagi kullanilan karar agaci
algoritmasina gore farklilik gostermektedir (Atasoy, 2015). Karar agaci olusturma
isleminde kullanilan algoritma degisirse, agacin yapist da degisir ve dolayisiyla

smiflama igleminin sonuglart da degismis olacaktir (Can, 2017).

Entropi ad1 verilen 6l¢lim, hangi 6zelliklerin hangi sirada kullanilarak karar agacinin
olusturulacaginin belirlenmesinde kullanilan bir Slgiittiir ve bu amagla kullanilan
Olgiitlerin en yaygin olanidir. Entropi 6l¢iimii ne kadar fazla ise, elde edilecek olan
sonuclarda o oranda belirsiz ve kararsizdir. Dolayisiyla 6zellikler i¢in entropi hesabi
yapildiginda entropi degeri en az olan 6zellik kok diigiim olarak kullanilir (Uyumaz,

2017). Diger alt dallanmalarda da entropi hesab1 goz oniine alinarak ac¢ilim yapilir.

Karar agaclar1 olusturulduktan sonra ise karar kurallar1 olusturulur ve olusturulan
kurallar veri kiimesine yeni gelen verilerin smiflarimin tahmini i¢in kullanilir.
Ornegin kredi durumunun smifin1 tahmin eden bir modelde “yas =41-50 aras1 ve
gelir=yiiksek ise kredi durumu=miikemmel” seklinde bir kural ¢ikarimi yapilmis
olsun. Bu veri kiimesine geliri yiiksek olan 45 yasinda yeni bir kisi geldiginde model
bu kisinin kredi durumu tahminini mitkemmel olarak siniflandiracaktir (Yurdakul,
2015).
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6.2. Bayes Simiflandiricilar

Bayes siniflandiricilar, mevcut siniflandirilmis olan verileri kullanarak yeni gelen
verinin hangi bir smifa dahil olabileceginin ihtimalini tahmin eden istatistik tabanli
yontemlerdir. Oncelikle mevcut &grenme kiimesindeki degerlerin ve smiflarin
bulunma sikligini1 hesaplayarak yeni gelen veri i¢in bu hesaplara gore hangi sinifa

dahil olabileceginin olasiligin1 tahmin ederler (Faki, 2015).

Bayes siniflandiricilarin temeli Bayes Teoremine dayanir. Bayes siniflandiricilar,
kolay uygulanabilirligi ve hizli hesaplama yetenegi ile veri madenciligi siniflandirma
algoritmalari ig¢inde arastirmacilar tarafindan tercih edilen algoritmalar arasinda yer

alirlar (Uyumaz, 2017).

Bayes yontemi kosullu olasilig1 temel alir. Esitlik 6.1°de goriilen P(C | X), “X” in
olmasi durumunda “C* nin olmast olasilig1 ve P(C) sinifin olasiligidir (Altun, 2018).
Esitlik 6.1’de paydada goriilen P(X), Esitlik 6.2°de goriildiigii gibi yazilabilir ve
Bayes Teoremi Esitlik 6.3’de goriildiigii gibi ifade edilebilir (Tiirker, 2013).

X|C).
p(C | x) = LRI PO |P()X)P(C)
(6.1)
P(X) = P(Cy)* P(X | C1)+...+ P(Ci)* P(X | C) = TX_, P(Cj) » P(X|Cj) (6.2)
P(Ci| X) =P(X|C1)* P(C2) I [ XK, P(C) » P(X[C)T,  (=1.2,...) (6.3)

Bayes smiflandirmanin nasil yapildigi, Cizelge 6.1.’de goriilen veri seti lizerinde

yapilan 6rnek bir hesaplama ile asagida belirtilmistir.
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Cizelge 6.1. Naive Bayes Algoritmasi Hesabi I¢in Ornek Veri Seti

OZELLIK 1|OZELLIK 2 | OZELLIK 3| SINIF
Kiigiik Dar Kisa Iyi
Biiytik Normal Uzun Kotii

Orta Normal Kisa Iyi
Orta Dar Kisa Iyi
Orta Genis Kisa Iyi
Biiyiik Normal Kisa Koti
Kiigiik Genis Uzun Iyi
Orta Dar Uzun Kotii
Kiiciik Genis Uzun Koti
Biiyiik Normal Uzun Iyi

Ornek veri setimizde bulunan 10 adet drnekten, 6 adet 6rnek iyi sinifina ait 4 adet
ornek ise kotii sinifina aittir. Dolayisi ile iyi smifina ait olma ihtimali P(iyi) = 0,6
iken, kot smifina ait olma ihtimali ise P(Koéti) = 0,4 olarak bulunur. Verilerin

ozelliklerine gore dagilimi ise Sekil 6.2.°’de goriilmektedir.

snnsmamE

Sekil 6.2. Naive Bayes Hesaplamasi i¢in Verilerin Ozelliklere Gére Dagilimi

Ozellik 1 icin hesaplanan olasiliklar Cizelge 6.2.°de, Ozellik 2 i¢in hesaplanan
olasiliklar Cizelge 6.3.’de, Ozellik 3 igin hesaplanan olasiliklar Cizelge 6.4.’de

gosterilmektedir.
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Cizelge 6.2. Naive Bayes Ornegi Ozellik 1 igin Olasiliklar

Iyi | Koti Toplam
Kicik | 2/6 | 1/4 3/10
Orta 3/6 1/4 4/10
Biyik | 1/6 | 2/4 3/10

Cizelge 6.3. Naive Bayes Ornegi Ozellik 2 I¢in Olasiliklar

Iyi | Koti | Toplam
Dar 2/6 1/4 3/10
Normal 2/6 2/4 4/10
Genis 206 | 1/4 3/10

Cizelge 6.4. Naive Bayes Ornegi Ozellik 3 Igin Olasiliklar

Iyi | Koti Toplam
Kisa 4/6 1/4 5/10
Uzun 2/6 3/4 5/10

Veri setimize yeni gelen ve nitelikleri “Ozellik 1: Biiyiik, Ozellik 2: Dar, Ozellik 3:
Kisa” olan bir 6rnek i¢in, Bayes Teoreminin 6rnegi hangi sinifa dahil edecegi
asagida bahsedilen sekilde hesaplanabilir. Bahsedilen yeni gelen Ornegin Bayes
Teoremine gore iyi sinifina atanma olasiligir Esitlik 6.4’ de, kotii sinifina atama

olasilig1 Esitlik 6.5’de gosterildigi gibidir.

P(X | iyi)+P(iyi)

P(lyi | X) = P00

(6.4)

P(X | Kotii )eP(Kotii)
P(X)

P(Kétii | X) = (6.5)
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Esitlik 6.4 ve Esitlik 6.5’yer alan de formiillerin i¢inde bulunan olasiklar, Esitlik 6.6,
Esitlik 6.7, Esitlik 6.8, Esitlik 6.9’da goriildiigii gibi hesaplanabilir.

P(X | Iyi) = P(Biiyiik | fyi) « P(Dar | Iyi) * P(Kisa | Iyi) = 1/6 « 2/6 + 4/6 (6.6)
P(X|lyi) = 1/6 « 2/6 « 4/6 = 0,037 (6.7)
P(X | Kotii) = P(Biiyiik | Kétii) « P(Dar | Kotii) « P(Kisa | Kotii) (6.8)
P(X | Kotii) =2/41/41/4=0,031 (6.9)

Esitlik 6.4 ve Esitlik 6.5’in paydasinda goriilen P(X) olasihig1 ise Esitlik 6.10 ve
6.11°de gosterildigi gibi hesaplanabilir.

P(X) = P(iyi)s P(X | Iyi) + P(Kétii)* P(X | Kotii) (6.10)
P(X)=10,6 * 0,037 + 0,4 « 0,031 = 0,0346 (6.11)
Bulunan degerler Bayes Teoremi formiiliinde yerlerine konuldugunda yeni gelen

Ornegin 1yi sinifina atanma olasiligr Esitlik 6.12°de goriildiigii gibi, kotii sinifina

atanma olasilig1 ise Esitlik 6.13’de goriildiigii gibi bulunur.

P(X |iyi)sP(iyi) _ 0,037 0,6

P(iyi | X) =
(Iyi | %) P(X) 0,0346

= 0,642 (6.12)

P(X | Kotii )eP(Koti) _ 0,031 0,4
P(X) 0,0346

P(Kotii | X) = = 0,358 (6.13)

Esitlik 6.12°de bulunan iyi smifina atanma olma olasihigi, Esitlik 6.13’de bulunan
kotii sinifina atanma olasihigindan daha yiiksek bulundugundan dolayi, 6rnekte
nitelikleri bahsedilen yeni bir veri geldigi zaman, Bayes Teoremi bu yeni 6rnegin

siifini “iyi” olarak belirleyecektir.
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6.3. K-En Yakin Komsu (K-Nearest Neighborhood, KNN)

K-En Yakin Komsu Algoritmasi ile yeni gelen bir veri 6rnegi smiflandiriimak
istenildiginde, o veri 0rneginin etrafinda bulunan ve daha onceden siniflandirilmig
olan k adet en yakin komsusuna olan uzakligini 6lgerek yeni drnegi adet olarak fazla
olan komsularinin bulundugu simnifin igine dahil eder. Burada 6nce bir k degeri
belirlenmesi gerekir. Algoritma, belirlenen k adet en yakin komsusuna bakarak
calisacagi i¢in belirlenecek k degerine gore algoritmanin basarisi degisecektir. Yeni
ornek ile egitim seti igerisindeki uzakliklar1 6lgmek icin gesitli uzaklik yontemleri
kullanilmaktadir. Oklid uzakligi, Minkowski uzakligi, Manhattan uzaklig,
Chebyschev uzakligi kullanilan uzaklik o6lgme yoOntemlerine 6rnek olarak

gosterilebilir (Yakupoglu, 2018).

K-En Yakin Komsu Algoritmasi, biiylik boyutlu veri kiimelerinde oldukca yiiksek
performansta sonuglar vermektedir. Ogrenme kiimesinde yeterli sayida veri
bulunmasi, dznitelik sayisi, belirlenen k sayisi ile kag en yakin komsuya bakilacagi,
kullanilan uzaklik o6l¢iiti ve agirliklandirma yonteminin kriterleri gibi etkenler
yontemin performansini etkilemektedir (Giizel, 2018). K sayisinin farkli alinmasi
durumunda siniflandirmanin nasil etkilendigi Sekil 6.3.’de gosterilmistir. Seklin sol
tarafinda yer alan veri setine, yildiz ile temsil edilen yeni veri 6rnegi geldiginde, k=3
alinan durumda, belirlenmek istenen yeni 6rnek A sinifina atanirken, k=5 durumunda
ise belirlenmek istenen yeni 6rnek B sinifina atanmaktadir. Veri seti i¢in en uygun

olan k degeri ise farkli denemeler yapilarak tespit edilebilir.

o AA
"o %A
O kT A,

°' . o

o 0

Yo Yeni Gelen Veri

ata

¥* = A Olarak Siniflandinlir

Sekil 6.3. K Sayisinin Siniflandirmaya Etkisi
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6.4. Yapay Sinir Aglan

Yapay sinir aglarinin en genel tanimi; “Insan beyni ve biyolojik sinir sisteminin
isleyis ve 6grenme mekanizmasini, elektronik ortamlar iizerinde taklit etmeye ¢alisan
sistemlerdir” seklinde yapilabilir (Yakut, 2012). Biyolojik sinir sistemlerinde
O0grenme noronlar arasinda meydana gelen iletisim ile olurken, yapay sinir aglarinda
O0grenme ise katmanlar arasinda gelisen bir dizi dongiilerin tekrar etmesiyle

gergeklesir (Yildiz, 2019).

Yapay sinir aglar1 yapist genel olarak birkag katmandan olusur. ilk katman olan girdi
katmani verilerin analiz edilmek iizere fonksiyona girmesi i¢in kullanilir. Son katman
olan ¢ikt1 katmani ise 6grenme sonucunda elde edilen sonuglarin ortaya kondugu
katmandir. Girdi ve ¢ikt1 katmanlari arasinda ise islemlerin gerceklestirildigi sayisi
birden fazla olabilen gizli katmanlar vardir. Cok katmanli yapilarda ilk gizli
katmandan elde edilen sonuglar bir sonraki katmanin girdileri olacak sekilde

kademeli olarak ilerler (Yalgin, 2019). Ornek bir yapay sinir ag1 yapis1 Sekil 6.4."de

goriildigi gibidir.
X1 ( ) ‘
1 o
N s ™~ .
\ oo N @ —
X2 ® 0
—M X >@<
® o Y2
[ hes i e
/ & 1
X3 ® 0
i ) >
\ . ./
Girdi Katmani Ara Katmanlar Cikt: Katmani

Sekil 6.4. Yapay Sinir Ag1 Ornegi
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Yapay sinir aglarinda ana etken agi kontrol edecek ya da yonetecek kisinin
degiskenlere atadigi rollerdir. Her bir degisken bir agirlik vektori ile ifade edilir ve
cikt1 degiskenine agirligr olgiisiinde etki eder (Yildiz, 2019). Yapay sinir aglarinda
Ogrenme siireleri uzun oldugu i¢in, siire problemi olmayan veya verilerin boyutunun

¢ok biiyiik olmadigi durumlarda kullanilmalar1 daha uygundur (Yalgin, 2019).

6.5. Genetik Algoritmalar

Genetik algoritmalar biyolojiden esinlenerek g¢aprazlama, mutasyon ve gen gibi
terimlerden yararlanip en iyi ¢0ziime ulagmayr hedefler. Genetik algoritma
calistirildiginda, problem oOncelikle bir baslangic ¢oziimii olusturmak icin kodlanir.
Daha sonra biyolojide oldugu gibi se¢im, g¢aprazlama ve mutasyon yoluyla yeni
degerler {iretilir. Sonlandirma kriterine uyan ¢oziimii bulana kadar dongii bu sekilde

devam eder (Ozaltindis, 2018).

Gen, popiilasyonu olusturan bireylerin kod yapisindaki en kii¢iik birimdir. Bir genin
yapisinda genelde ikili tabandaki sayilar kullanilmakla birlikte tamsayailar,
karakterler, aga¢ bigimi vb. farkli semboller de kullanilabilmektedir. Kromozom ise
birden ¢ok sayida genin bir araya gelmesiyle olusan yapidir ve her bir kromozom bir
bireyi temsil eder. Bireyler asagida goriindigii sekilde 0-1 gibi ikili bitlerle,
tamsayilarla, rasyonel degerlerle ya da karakterlerle kromozom yapilarina gore farkli

sekillerde kodlanabilirler (Gitmez, 2018):

Kromozom A= 101100110
Kromozom B=43552346
Kromozom C=4.15.34.215
Kromozom D=CBDAABCDC

YV V VYV V

6.6. Destek Vektor Makineleri

Destek vektor makineleri siniflari birbirlerinden ayirmak icin kullanilan bir denetimli
ogrenme algoritmasidir. Iki sinifi birbirlerinden ayirabilmek i¢in, optimum sekilde

siiflarin aralarinda bulunan en uzak mesafeyi tespit etmeye calisir. En uzak
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mesafeyi tespit ettikten sonra, buraya bir hiperdiizlem c¢izer. Cizilen bu hiperdiizlem
sayesinde smiflar birbirinden ayrilmis olur ve bdylece siniflandirma islemini
gergeklestirilir (Saylan, 2018). Destek vektdr makinelerinin bir 6rnegi Sekil 6.5.’de
gosterilmektedir. En uzak mesafenin ortasindan gecen dogru ile siniflar arasina bir
sinir ¢izilmekte ve yeni gelen veri hangi sinif tarafinda kaliyor ise o smifin tarafina

atama yapilarak siniflar belirlenmis olmaktadir.

Sinif B

. . '.".". e
Sinif A \/@ Uzak Mesafe

Sekil 6.5. Destek Vektdr Makineleri Ornegi
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7. VERI MADENCILIiGIi UYGULAMASI

Uygulama, bir iiretim isletmesinin kaynak atolyesinde tiretilen bir iiriiniin fiili tiretim
verileri kullanilarak gerceklestirilmistir. Uriin kalitesini belirleyen {i¢ adet cikt1
degiskenine etki eden yirmi iki adet girdi degiskeni ile, WEKA adli makine
O0grenmesi yazilimi kullanilarak veri madenciligi uygulamasi yapilmistir. Firma
gizligi nedeniyle, tiim veriler belirli bir katsay: ile degistirilmis ve firma ismi ile
degiskenlerin isimleri ¢alismada paylasilmamistir. Veri setinin Ornek bir kesiti
Cizelge 7.1.°de, iiriin kalitesini tespit etmede kullanilan metodolojinin semasi ise

Sekil 7.1.”de gosterilmektedir.

Cizelge 7.1. Veri Seti Kesiti Ornegi

No | X1 | X2 | X3 | X4 | X5 | X6 | X7 | X8 | X9 | X10 | X11 | X12 | X13 | X14 | X15 | X16 | X17 | X18 | X19 | X20 | X21 | X22 i | y2 | v3

1 |0076| 0,18 |19,73 (4,244 (1575 1 1 |58 21 | 22| 78 | 724 | 144 | 234 |2286| 21,8 | 24 | 26 | 26 | 02 | 772 (1178 2,190 | 0,214 | 17,430
18 | 0,088 | 0,204 (19,69 (4,244 | 1575 | 1 1 | 162 | 216|206 72 | 726 15 | 23 |2298| 21,8 | 28 | 22 | 26 | 04 | 61,2 (1156 2,162 | 0,250 |17,478
19 | 0,088 | 0,204 | 19,69 [ 4,244 | 1575 | 1 1 |172| 202|208 8 73 | 148 | 24 |2298| 22 2 |24 |32 04| 80 |78 2,078 | 0,068 | 17,644
34 | 0,12 |0,182 (19,65(4,244 |1575| 1,4 | 12 | 162 | 21 | 204 | 72 | 724 | 15 | 238 (2284|222 | 24 | 2 | 18 | 02 |1032( 93,2 2,190 | 0,228 |17,596
42 | 0,12 |0,182| 19,65 | 4,244 |1575| 14 | 1 18 | 208 | 22 7 | 728|152 | 23 |2204| 226 | 26 | 32 | 2 | 02 | 676 | 624 1,852 | 0,900 |17,126
50 | 0,08 0,186 |19,68 |4,244|1575| 14 | 14 | 15 | 206 | 204 | 7 | 724 | 144 | 234 |2288| 21,6 | 2,4 [ 1,8 | 2,8 | 02 | 109 |1196 2,100 | 0,452 |17,292
65 | 0,08 |0,186 (19,68 (4,184 1578 | 1,4 | 1 | 158|214 | 204 | 76 [ 722 | 15 | 23 |2302| 224 | 28 | 26 | 3 | 04 | 856 |1004 2,256 | 0,118 |17,524
83 [0,082 0,142 (19,744,184 |1578| 1 | 1,2 | 168 | 21,6 | 208 | 8 | 7L4 | 146 | 23 |2298| 226 | 24 [ 28 | 22 | 02 | 101 |1158 1,480 | 0,542 |17,874
91 |0,082 (0,142 19,74 | 4,184 |1578| 1,4 | 1,2 | 154 | 21,8 | 21,8 | 7,2 | 71 | 144 | 238 | 229 | 226 | 24 [ 26 | 2 [ 02 | 622 652 1,866 | 0,274 | 17,730

SAGLAM URUN

\ J

Sekil 7.1. Uriin Kalitesini Tespit Etme Sematigi
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Bir iirlinlin saglam olabilmesi i¢in Y1, Y2, Y3 degisken degerlerinin Sekil 7.1.’de
belirtilen araliklar1 saglamasi gerekmektedir. Eger Y1, Y2, Y3 degerlerinden
herhangi birisi olmasi gereken araligin disinda kalir ise o veriye ait {iriin hatali {irlin
olarak nitelendirilmektedir. Cizelge 7.1°de sar1 ile isaretli olan satirlar hatali tirtinleri
temsil etmektedir, temsili 6rneklerde goriilen 19 numarali satirda Y2 degeri alt
araliktan daha diisiikk oldugu i¢in, 42 numarali satirda Y2 degeri iist araliktan daha
yiiksek oldugu i¢in ve 83 numarali satirda Y1 degeri alt araliktan daha diisiik oldugu

i¢in bu triinler hatal1 iirlin olarak siniflandirilmaktadir.

7.1.Calismada Uygulanan Veri Madenciligi Metodolojisi

Calismada uygulanan veri madenciligi metodolojisi Sekil 7.2.’de goriilmektedir.

x Verilerin Algoritmalann
= Elde Baganlanni
. Edilmesi Degerlendirme ve g —
= Karar Kurallarimn = &
so: Elde Edilmesi E E
'.= Bagimh T T
g Degigkenler EVET = ":
Uzerinde Veri -]
Indirgemesi E [}
— Sonugl -
- Verilerin nugla S E
e ) Dengelenmesi Baganh s =
= = E
= Numerik Girdi E &
- Degiskenleri ile = =
= ARFF s =
:E Formatinda g I Ehgu
@ dosyalann onugclann =T
E olugturulmas: Elde
= Edilmesi

%80 BayesNetAlg. | | Naive Baves Alg.
| Eitim
Werisi
Ibk Algoritmasi | | Random Forest
Model
Olugturma
148 Algoritmasi Random Tree
10 Kat
Gapraz Multi r
L Dogrulama _ vﬁg;é‘éﬂ;ﬁﬁv SMO Mg-
1 I | l
Egitim ve Test Model Algoritmalann Uygulanmas:
Verilerinin Olugturma
Belirlenmesi

Sekil 7.2. Calismada Kullanilan Veri Madenciligi Metodolojisi

50



Calismada ilk asama olarak, kullanilan veri seti iizerinde veri 6n isleme adimlari
uygulanmistir. Bagimli degiskenler olan {i¢ adet ¢ikt1 degiskeni veri indirgenmesi ile
hatali1 veya saglam olacak sekilde tek degisken haline getirilmistir. Olusturulan tek
cikt1 degiskeninde “1” ile ifade edilen degerler saglam pargalari, “0” ile ifade edilen

degerler ise hatali parcalar1 gostermektedir.

Cikt1 degiskeni tek degiskene doniistiiriildiikten sonra, WEKA yazilimina Excel
formatinda veri tanimlanamadigi i¢in bulunan veriler WEKA yaziliminin tanidigi
arff formatina donistiirilmustiir. Veriler arff formatina donistirilirken girdi

degiskenlerini niimerik olarak tanimlanmistir.

Veriler algoritmalar tarafindan ¢oziimlenmeden Once egitim ve test verisi olarak
ayrilmistir. Modellerin egitim seti iizerinde grenme yapmasi ve test verisi lizerinde
basarisini 6lgmesi saglanmistir. Egitim ve test verileri belirlenirken yaygin olarak
kullanilan 10 kat capraz dogrulama test yontemi ve verilerin %80egitim-%20test
olarak ayirma metodu uygulanmistir. Her iki metot da WEKA yaziliminda yer alan

farkl1 algoritmalara uygulanmis ve algoritmalarin sonuglar karsilastirilmastir.

93 adeti saglam {irlin verisi, 8 adeti hatali riin verisi olan veri seti ¢esitli
smiflandirma algoritmalarina uygulanmistir. Veri setinin algoritmalara on kat ¢apraz
dogrulama test yontemi ile uygulandiginda elde edilen karigiklik matrisleri
(confusion matrix) Cizelge 7.2.’de, %80egitim-%20test yontemi ile uygulandiginda
elde edilen 20 adet test verisinin karisiklik matrisleri (confusion matrix) ise Cizelge
7.3.’de gorilldiigli gibidir. Karigiklik matrislerinde satirlarda yer alan degerler
verilerin gercekteki adetlerini, siitunlarda yer alan degerler ise algoritmalarin

tahminleri sonucunda buldugu adetleri gostermektedir.
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Cizelge 7.2. Dengeleme Oncesi Karisiklik Matrisleri (10 Kat Capraz Test Yntemi)

10 Kat Capraz Test Sonucu Tahmin
Kangikhik Matrisleri Reel | O 1
0 0 8
Bayes Net Algoritmast 1 0 93
0 0 8
Ibk Algoritmasi
1 5 88
0 0 8
J48 Algoritmasi
1 1 92
Multipl P i ° ! !
ultiplayer Perception
i P 1 6 87
0 0 8
Naive Bayes Algoritmasi
1 2 91
0 0 8
Random Forest Alg.
1 0 93
0 1 7
Random Tree Alg.
i 11 | 82
0 0 8
SMO Algoritmasi
1 0 93
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Cizelge 7.3. Dengeleme Oncesi Karisiklik Matrisleri (%80 Egitim- %20 Test)

%380 Egitim, %20 Test Tahmin
Sonucu Karisikhk 0
Matrisleri Reel 1
0 0 3
Bayes Net Algoritmast 1 0 17
0 1 2
Ibk Algoritmast
1 2 15
0 0 3
J48 Algoritmasi
1 0 17
Multipl P i ° ; ’
ultiplayer Perception
Py P 1 5 12
0 0 3
Naive Bayes Algoritmasi
1 3 14
0 0 3
Random Forest Alg.
1 0 17
0 1 2
Random Tree Alg.
1 5 12
0 0 3
SMO Algoritmasi
1 0 17

Cizelge 7.2. ve Cizelge 7.3.’te goriilen matrisler incelendiginde, dogru siniflandirilan
0ge saymin yiiksek olmasmma ragmen Ozellikle hatali triinleri (sifir etiketli)

siniflandirmada oldukg¢a basarisiz olduklar1 goriilmektedir.

Hatali iriinlerin nigin yanlig siniflandirildiginin nedeni arastirildiginda; veri setinde
saglam tirtin adetinin hatali {iriin adetine oranla olduk¢a fazla olmasindan kaynakli,
veri dengesizligi olustugu ve algoritmalarin az miktarda bulunan hatali iriin sinifi
hakkinda veri lizerinde tam 6grenme gergeklestiremediginden dolayi, verileri saglam

iirtin siifina atamaya meyilli olduklari tespit edilmistir.

Veri setinde 93 adet saglam {iriin verisi bulunurken sadece 8 adet hatali {iriin verisi
bulunmaktadir. Dolayis1 ile modeller hatali {iriin verilerini 6grenmekte yetersiz
kalmakta ve ornekleri veri setinde baskin olarak bulunan saglam {irlin verisi sinifina

atamaya egilim gostermektedirler.
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Bu asamada veri 6n isleme adimina doniilerek unbalanced (dengesiz dagilmis)
veriler, balanced (dengeli dagilmig) hale getirilerek veri dengesizligi ortadan
kaldirilmistir. Veri dengeleme islemi sonucunda saglam ve hatali {iriin sayisi

esitlenerek bu sorun ¢oziilmiistiir.

7.2. Verilerin Dengeli (Balanced) Hale Getirilmesi

Algoritmalarin dogru sonuglar verebilmesi amaciyla, ¢ikti degiskenlerinin veri
setinde dengeli bir sekilde dagilmasi i¢in veri 6n isleme adimina geri doniilmiistiir.
WEKA Yaziliminda veri 6n igleme prosesinde yer alan sentetik veri iiretme modiilii
Synthetic Minority Oversampling Technique (SMOTE) ile saglam tiriinlerin verileri
ile hatali tirlinlerin verileri arasinda veri dengeleme islemi yapilmistir. Programin
icindeki bu modiil sayesinde verilerin i¢indeki bagmtilar1 bozmayacak sekilde, en
yakin komsularina bakarak veri oriintiileri korunmus bir bigimde, sadece adet olarak
cogaltim isleminin yapilmasi saglanmistir. Veri dengeleme islemi ile hatali {iriin ve
saglam iriin miktarlar1 esit hale getirilmis ve algoritmalarin dengeli bir 6grenme
yapabilmesine olanak saglanmistir. Dengeleme isleminden sonra 93’1 saglam 93’1
hatali olacak sekilde 186 veri elde edilmis ve elde edilen bu veriler algoritmalara

yeniden uygulanmustir.

Veri dengeleme adimi uygulanmadan 6nce ve uygulandiktan sonra verilere ait temel
istatistiksel ozellikler Cizelge 7.4.°de goriildigi gibidir. Dengeleme islemi
sonrasinda, birka¢ ufak degisiklik disinda, dengeleme isleminden Once verilerde
mevcut olan minimum maksimum degerler, standart sapma, ortalama gibi temel

istatistiksel 6zelliklerin korundugu gériilmektedir.
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Cizelge 7.4. Girdi Degiskenlerinin Temel istatistiki Ozellikleri

Veri Dengeleme Isleminden Once

Veri Dengeleme Isleminden Sonra

Voeger | eger | Ortaama | G eger | peger | Ortlama | "GO
X1 0,076 0,120 0,088 0,014 0,076 0,120 0,088 0,012
X2 0,142 0,204 0,172 0,024 0,142 0,204 0,174 0,023
X3 19,650 19,736 19,704 0,032 19,650 19,736 19,701 0,028
X4 4,184 4,244 4,217 0,030 4,184 4,244 4,217 0,027
X5 15,746 15,782 15,762 0,012 15,746 15,782 15,762 0,016
X6 1 1,400 1,200 0,162 1 1,400 1,167 0,155
X7 1 4,400 1,182 0,170 1 1,400 1,167 0,149
X8 14 18 15,865 1,144 14 18 16,053 1,004
X9 20 22 21,091 0,602 20 22 21,243 0,579
X10 20 22 20,966 0,628 20 22 20,960 0,538
X11 7 8 7,469 0,312 7 8 7,509 0,287
X12 71 73 71,923 0,634 71 73 72,055 0,609
X13 | 14,400 15,200 17,798 0,304 14,400 15,200 14,795 0,282
X14 23 24 23,517 0,359 23 24 23,471 0,334
X15 228 232 230,022 1,227 228 232 230,171 | 0,960
X16 | 21,600 22,600 22,103 0,351 21,600 22,600 22,167 0,326
X17 1,800 3,200 2,558 0,440 1,800 3,200 2,493 0,395
X18 1,800 3,200 2,497 0,493 1,800 3,200 2,531 0,436
X19 1,800 3,200 2,535 0,472 1,800 3,200 2,639 0,440
X20 0,200 0,400 0,307 0,100 0,200 0,400 0,294 0,092
X21 | 60,600 119 90,347 17,831 60,600 119 91,468 15,421
X22 60 119,800 90,859 18,444 60 119,800 91,403 17,847

7.3. Algoritmalarin Uygulanmasi ve Basarilarinin Karsilastiriimasi

Veri dengeleme isleminden sonra elde edilen veri seti, on kat ¢apraz dogrulama test

yontemi ve %80egitim-%20test yontemi ile egitilmis ve algoritmalara tekrardan

uygulanarak yeniden test edildiginde anlamli sonuglar elde edildigi goriilmistiir.
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7.3.1. Algoritmalarin On Kat Capraz Dogrulama Test Yontemi Ile Uygulanmas:

Elde edilen 186 veri ¢esitli siniflandirma algoritmalarma uygulanmis ve on kat
capraz dogrulama test yontemi ile test edilmistir. Test sonucunda algoritmalarin
dogru smiflandirdigit 6ge sayist Cizelge 7.5.°de, grafigi ise Sekil 7.3.’de

gosterilmektedir.

Cizelge 7.5. Dogru Siniflandirilan Oge Sayis1 (On Kat Capraz Test Yéntemi)

10 Kat Capraz Test

Sonuclan Adet

Bayes Net Algoritmast 176
Ibk Algoritmasi 149

J48 Algoritmas1 165
Multiplayer Perception 157
Naive Bayes Algoritmasi 167
Random Forest Alg. 178
Random Tree Alg. 164
SMO Algoritmasi 150

176

Bayes Net
Algoritmasi
Multiplayer
Perception
Algoritmasi

[EEY

S

(e}

[EEY

w

~N
Random Forest [N

=

w

o

Naive Bayes

Ibk Algoritmasi
J48 Algoritmasi

Alg
Random Tree Alg.
SMO Algoritmasi

Sekil 7.3. Dogru Smiflandirilan Oge Sayis1 Grafigi (On Kat Capraz Test Yontemi)
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On kat ¢apraz dogrulama yontemi ile test edilen algoritmalarin dogru siniflandirdigi

0ge sayisinin tiim veriler i¢cindeki ylizdesi Cizelge 7.6.’da gosterilmektedir.

Cizelge 7.6. Dogru Siniflandirilan Oge Yiizdesi (On Kat Capraz Test Yontemi)

Ot carm | v
Bayes Net Algoritmast 94,62
Ibk Algoritmasi 80,11

J48 Algoritmasi 88,71
Multiplayer Perception 84,41
Naive Bayes Algoritmasi 89,78
Random Forest Alg. 95,70
Random Tree Alg. 88,17
SMO Algoritmasi 80,65

Dengelenmis veriler kullanilarak on kat ¢apraz dogrulama test yontemi ile uygulanan
algoritmalarin sonuglart incelendiginde; olusturulan modeller arasinda en basarili
olan modelin %95,70 basar1 orani ile 186 veri arasindan 178 veriyi dogru

siniflandiran Random Forest Algoritmasi oldugu goriinmektedir.

On kat capraz dogrulama yontemi ile test olan algoritma sonuglarinin karisiklik
matrisleri (confusion matrix) Cizelge 7.7.°de goriindiigii gibidir. Karisiklik
matrislerinde satirlarda yer alan degerler verilerin gergekte mevcut olan adetlerini,
stitunlarda yer alan degerler ise algoritmalarin tahminleri sonucunda buldugu adetleri

gostermektedir.
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Cizelge 7.7. Dengeleme Sonrast Karigiklik Matrisleri (10 Kat Capraz Test Y Ontemi)

10 Kat Capraz Test Tahmin
Sonucu Karisikhik 0 1
Matrisleri Reel
0 85 8
Bayes Net Algoritmasi
1 2 91
0 92 1
Ibk Algoritmasi
1 36 | 57
0 83 | 10
J48 Algoritmasi
1 11 | 82
Multipl P ti ° % !
ultiplayer rFercepton
i P 1 22 | 71
0 81 | 12
Naive Bayes Algoritmasi
1 7 | 86
0 88 | 5
Random Forest Alg.
1 3 | 9
0 80 | 13
Random Tree Alg.
1 9 | 84
0 81 | 12
SMO Algoritmasi
1 24 | 69

7.3.2. Algoritmalarin %80 Egitim- %20 Test Verileri Ile Uygulanmasi

Bu kisimda verilerin farkli bir test yontemi test edilmesi ve basarili olan
algoritmalarin  basar1 oranlarmi devam ettirip ettiremeyecekleri denenmek
istenmistir. Verilerin %801 egitim verisi olarak kullanilarak modelin bu verilerle
ogrenme yapmasi ve daha sonra ayrilan %20’lik veri kismi tizerinde modeli test
etmesi saglanmistir. Algoritmalar modeli 6grendikten sonra tiim verinin %20’si olan
37 veri lizerinden modelin dogrulugunu test etmislerdir. Algoritmalarin dogru
siiflandirdig1 68e sayis1 Cizelge 7.8.’de grafik iizerinde gosterimi ise Sekil 7.4.’de
gorildigl gibidir.
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Cizelge 7.8. Dogru Siniflandirilan Oge Sayisi (%80 Egitim- %20 Test Y dntemi)

%380 Egitim, %20 Test Yontemi
Adet
Sonuclan
Bayes Net Algoritmasi 34
Ibk Algoritmasi 32
J48 Algoritmasi 32
Multiplayer Perception 31
Naive Bayes Algoritmasi 33
Random Forest Alg. 36
Random Tree Alg. 33
SMO Algoritmas1 30
37 - 36
36 -
35 1 34
34 33 33
33 32 32
32 31
31 - 30
30 -
29 A
28 A
27 T T T T T T T T
@ b7} @ c @ 8o td &
E 5 5 2 E T % B
= = = g = o 9] =
o o [e] s ] s = o
50 50 S0 o 0 o G0
< < < o < ‘-'E- g =
= ~ 0 %)
S
3 =3 o0 S o n
5 5 v =
o s g

Sekil 7.4. Dogru Siniflandirilan Oge Sayis1 Grafigi (%80 Egitim- %20 Test)

%80 Egitim - %20 Test verisi yontemi ile uygulanan algoritmalarin dogru
siniflandirdigi  6ge sayisinin, tiim veriler i¢indeki yiizdesi Cizelge 7.9.°da

gosterilmektedir.
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Cizelge 7.9. Dogru Siniflandirilan Oge Yiizdesi (%80 Egitim- %20 Test Y &ntemi)

%380 Egitim, %20 Test Yontemi
Sonuclari Yiizde
Bayes Net Algoritmast 91,89
Ibk Algoritmasi 86,49
J48 Algoritmasi 86,49
Multiplayer Perception 83,78
Naive Bayes Algoritmasi 89,19
Random Forest Alg. 97,30
Random Tree Alg. 89,19
SMO Algoritmasi 81,08

Dengelenmis verilerin algoritmalara %80egitim-%20 test yontemi ile uygulanan
sonuglari incelendiginde; modeller arasinda en basarili olan modelin %97,30 basari
orani ile 37 veri arasindan 36 veriyi dogru siniflandiran Random Forest Algoritmasi
oldugu goriinmektedir. Boylece test yontemi degistirildiginde de en basarili

algoritma degismemis yine Random Forest Algoritmasi olmustur.

Verilerin  %80egitim-%20test yontemi ile uygulandigi algoritma sonuglarinin
karisiklik  matrisleri  (confusion matrix) Cizelge 7.10.’da goriindiigii  gibidir.
Karigiklik matrislerinde satirlarda yer alan degerler verilerin gergekteki adetlerini,
stitunlarda yer alan degerler ise algoritmalarin tahminleri sonucunda buldugu adetleri

gostermektedir.
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Cizelge 7.10. Dengeleme Sonrasi Karigiklik Matrisleri (%80 Egitim-%20 Test )

%80 Egitim, %20 Test Tahmin
Yontemi Kangikhk Matrisleri | gooj| O 1
0 14 3
Bayes Net Algoritmasi
1 0 20
0 17 0
Ibk Algoritmasi
1 5 15
0 12 5
J48 Algoritmasi
1 0 | 20
Multipl P i ° B
ultiplayer Perception
1 4 16
0 14 3
Naive Bayes Algoritmasi
i 1 |19
0 16 1
Random Forest Alg.
1 0 | 20
0 15 2
Random Tree Alg.
1 2 | 18
0 13 | 4
SMO Algoritmasi
1 3 | 17
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8. SONUCLAR VE ONERILER

Hatali ve saglam {irtinlerin tespit edilmesi igin, yedinci boliimde uygulanan her iki
test yonteminde de en fazla dogruluk oranina sahip olan Random Forest
Algoritmasimin sonuglar1 kullanilmistir. Algoritmanin agag yapist elde edilmis ve
hangi dallarda saglam friinlerin hangi dallarda hatali triinlerin yer aldigi
kesfedilmistir. Dallara ulasmak i¢in gerekli olan yollar tespit edilerek karar kurallar
cikarilmistir. Random Forest Algoritmasinin gorsel aga¢ yapisini ve kural ¢iktilarini
WEKA yazilimi sonug¢ olarak vermeyip sadece istatistiki degerleri verdiginden
dolayr gorsel agag yapisi icin STATISTIKA isimli istatistik ve veri madenciligi
yazilimi kullanilmigtir. STATISTIKA yaziliminda Random Forest Algoritmasina
girdi olarak WEKA ile aym veriler verilmis ve WEKA’nin elde ettigi sonuglara

uyumlu sonuglar elde edilmistir. Random Forest Algoritmasi ile elde edilen agag

yapis1 Sekil 8.1.’de goriildiigl gibidir.

—1
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Num. of non-terminal nodes: 10, Num. of terminal nodes: 11
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Sekil 8.1. Random Forest Algoritmasindan Elde Edilen Agag Yapisi

62




Sonuglar incelendiginde mavi renkli diiglimler karar asamasinin bitmedigi ve

dallanmanin devam ettigi diigiimleri gostermektedir. Kirmiz1 renkli digiimler ise

algoritmanin dallanmayi bitirdigi ve bir sonuca ulastig1 yapraklar1 temsil etmektedir.

Kok diigiim olarak algoritmanin X9 degiskenini belirledigi goriilmektedir. X9

degiskenin degerinin 21,616’dan kiigiikk veya esit olmasi durumu ile 21,616’dan

bliylik olmasit durumuna gore aga¢ yapisi dallanmaktadir. Aga¢ yapisinin daha

detayli goriinebilmesi i¢in bu iki durum biiyiik 6l¢ekli olarak Sekil 8.2.’de goriildiigi

gibi iki farkli par¢aya ayrilmis ve parcalar detayli olarak agiklanmigtir. Degerlerin

daha net goriinmesi ve aciklamalarda

karmagiklik olmamasi acisindan, degerler

virglilden sonra yuvarlanarak {i¢ basamak olarak ifade edilmistir.
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1

[
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’D " ]
D=12 1 D= 13 N=1

1 Tree graph for X23
Num. of non-terminal nodes: 10, Num. of terminal nodes: 11
m
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Sekil 8.2. Random Forest Algoritmasindan Elde Edilen Aga¢ Yapisi (Parcali)

X9 degerinin 21,616’dan kii¢iik veya esit olmast durumunda yapmis oldugu

dallanmanin biiyiitiilmiis 6l¢ekli detayl goriiniimii Sekil 8.3.’de goriildiigi gibidir.

63



<= 21,615997
D=2 M=64
1
]
2
== 0, 143674 = 0,143674
D=4 M=2; D=5 N=41
1 1
X12 X192
<= 71,500000 = 71,500000 == 2 865803 > 2 65903
ND=6 N=: D=7 N=1 D=8 “N= 0=5 N=E:
i 1 1 4]
X8 X6
== 16,971671 = 16,971671 ==1,330229 =1,330229
D=10 N=10} D=11 N=3 D=14 N=17 D=15 N=3
1 0 o 1
X14 ]
<= 23086644 > 23, 086644 == 21,351662 = 21,351662
D=12 MN=3 D=13 M=F D=16 N=13 D=17 N=4
1 1] o i}

Sekil 8.3. Random Forest Algoritmasindan Elde Edilen Aga¢ Yapis1 (Parca 1)

X9 degiskenin degerinin 21,616’dan kiiciik veya esit olmas1 durumunda karar agaci
X2 degiskenine bakarak yeniden dallanma yapmaktadir. X2 degiskeninin degerinin
0,144’den kiiciik veya esit olmast durumuna gore ve 0,144’den biiyiilk olmasi

durumuna gore agag¢ dallanmaktadir.

X2 degiskenin degerinin 0,144’den kiigiik veya esit olmasi durumunda X12
degiskenin degerine bakarak siniflandirma yapmaktadir. X12 degiskeninin degerinin
71,5’den kiiciik veya esit olmast durumu ile 71,5’den biiyiik olmasi durumlarinda

farkli dogruluk oranlari ile iiriinii SAGLAM smifina atamaktadir.

X2 degiskenin degerinin 0,144’den biiyilk olmasi durumunda X19 degiskenin
degerine bakarak aga¢ yeniden dallanmaktadir. X19 degiskenin degerinin 2,666’ dan
kiigiik veya esit olmast durumunda X8 degiskenine bakarak, X19 degiskenin
degerinin 2,666’dan biiyiikk olmas1 durumunda ise X6 degiskenine bakarak yeniden

dallanma yapmaktadir.
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» X8 degiskeninin degerinin 16,972’den kiigiik veya esit olmasi durumunda
karar agaci iirini SAGLAM olarak smiflandirmistir. X8 degiskeninin
degerinin 16,972’den biiyiik olmas1 durumunda ise X14 degiskenine bakarak
karar vermistir. X14 degiskeninin degerinin 23,087’den kiiciik veya esit
olmast durumunda iiriinii SAGLAM sinifina, 23,087’den biiyilk olmasi

durumunda ise HATALI sinifina atamaktadir.

» X6 degiskeninin degerinin 1,330’dan biiyiik olmasi durumunda karar agaci
iirini  SAGLAM olarak simmflandirmistir. X6 degiskeninin degerinin
1,330’dan kiiciik veya esit olmasi durumunda ise X9 degiskeninin degerine
bakarak karar vermistir. X9 degiskeninin degerinin 21,352’den kiiciik veya
esit olmast durumu ile 21,352°den biiyilk olmast durumlarinda farkl

dogruluk oranlar ile tirtinii HATALI sinifina atamaktadir.

X9 degerinin 21,616’dan biiyiik olmasi durumunda yapmis oldugu dallanmanin

biiyiitiilmiis 6l¢ekli detayli goriiniimii Sekil 8.4.’de goriildiigii gibidir.
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Sekil 8.4. Random Forest Algoritmasindan Elde Edilen Agag Yapis1 (Parga 2)
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X9 degiskenin degerinin 21,616’dan biiyiikk olmasi durumunda karar agaci X9
degiskenin farkli bir degerine bakarak yeniden dallanma yapmaktadir. X9
degiskeninin degeri 21,930’dan biiyiikse iiriinii SAGLAM sinifina atamaktadir. X9
degiskeninin 21,930’dan kiiciik veya esitse X2 degiskenine bakarak karar

vermektedir.

X2 degiskenin degerinin 0,147°den kiiciik veya esit olmast durumu ile 0,147°den
bliylik olmasi durumunda farkli dogruluk oranlar1 ile {iriinii HATALI sinifina dahil

etmektedir.

Agag Yapisindan Elde Edilen Kurallar Ozetle Asagidaki Gibidir:

» X9 degiskeni 21,616’dan kiigiik-esit VE X2 degiskeni 0,144’den kiiciik-esit ise
iirin SAGLAM

» X9 degiskeni 21,616 dan kiigiik-esit VE X2 degiskeni 0,144°den biiyiikk VE X19
degiskenin degeri 2,666’dan kiiglik-esit VE X8 degiskeni 16,972 den kiigiik-esit
ise iirlin SAGLAM

» X9 degiskeni 21,616 dan kiigiik-esit VE X2 degiskeni 0,144’den biiyiikk VE X19
degiskenin degeri 2,666’dan kiiciik-esit VE X8 degiskeni 16,972’ den biiylik VE
X14 degiskeni 23,087 den kiigiik-esitse iiriin SAGLAM

» X9 degiskeni 21,616’dan kiigiik-esit VE X2 degiskeni 0,144’den biiyiikk VE X19
degiskenin degeri 2,666’dan kiigiik-esit VE X8 degiskeni 16,972’den biiyiik VE
X14 degiskeni 23,087 den biiyiikse iirtin HATALI

» X9 degiskeni 21,616’dan kiigiik-esit VE X2 degiskeni 0,144’den biiyiikk VE X19

degiskenin degeri 2,666’dan biiyilkk VE X6 degiskeni 1,330’dan biiyiikse iiriin
SAGLAM

66



» X9 degiskeni 21,616’dan kiigiik-esit VE X2 degiskeni 0,144’den biiyiikk VE X19
degiskenin degeri 2,666’dan biiyiik VE X6 degiskeni 1,330’dan kii¢lik-esitse {irlin
HATALI

» X9 degiskeni 21,616’dan biiyiik ve 21,930’a kiigiik-esit ise tirtin HATALI

> X9 degiskeni 21,930’dan biiyiikse iirin SAGLAM seklinde karar kurallar1 elde

edilmistir.

Calismada bir tretim sisteminden elde edilen veriler kullanilarak WEKA {iizerinde
veri dengelemesi yapilmigs ve dengelenmis veriler ile algoritmalardan oldukca
basarili sonuglar elde edilmistir. On kat capraz dogrulama test yontemi Ve
%80egitim-%20test yontemi gibi her iki test yonteminde de en basarilt sonucu
Random Forest Algoritmast vermistir. Algoritma on kat capraz dogrulama test
yonteminde %95,70 gibi bir basar1 oran1 yakalarken, veriler %80 egitim-%20 test

verisi olarak kullanildiginda % 97,30 gibi yiiksek bir basari orani elde etmistir.

Algoritmalarin yakaladiklar1 yiiksek basari oranlari, tiretimde hatali {iriin ve saglam
iriin verisi gibi dengesiz dagilim gdsteren veri setleri ile ¢aligilirken, veri setlerinin
dengeli hale getirildiginde algoritmalardan basarili smiflandirma sonuglari

aliabilecegini gostermektedir.

En bagsarili sonucu veren Random Forest Algoritmasi’nin aga¢ yapist ¢ikarilarak
tirlinlerin hatali ya da saglam olmalarini etkileyen degiskenler tespit edilmis ve karar

kurallar1 belirlenmistir.

Sonug olarak, ¢ikarillan karar kurallar1 sayesinde c¢ok fazla sayida olan girdi
degiskenlerinden sadece birka¢ tanesinin degerine bakarak iiriinlin saglam mi hatali
m1 olacag belirlenebilmektedir. Boylece iirlin kalitesini 6nemli derecede etkileyen
birka¢ degiskenin degeri, liretimin erken asamalarinda gézlemlenerek tiriinlerde daha
hata meydana gelmeden once gerekli onlemler alinabilir. Bu sayede hatali {iriin
tiretiminin neden olacagi isgiicli, zaman, maliyet gibi kayiplar 6nlenebilir veya

azaltilabilir.
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