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OZET

YAPAY ZEKA YAKLASIMI ILE SON YILLARDA VE GELECEGE YONELIK
MESLEKI DEGISIMLER VE EGILIMLERIN ANALIZI

KARAAHMETOGLU, Ebru
Kirikkale Universitesi
Fen Bilimleri Enstitiisii
Endiistri Miihendisligi Anabilim Dali, Doktora tezi
Danigman: Prof. Dr. Siileyman ERSOZ
Ortak Danisman: Dog. Dr. Adnan AKTEPE
Ocak 2023, 107 sayfa

Metin madenciligi, metinsel verileri veri kaynaklari olarak kullanan veri madenciligi
yontemidir. Metin madenciligi yonteminde, kaynak olarak alinan metin dilbilimsel
olarak, Ozet, onemli, anahtar veri ¢ikarimi amacgli olarak kullanilir. Metin veri
madenciligi ile analiz edilen belgeler, 6grenme algoritmalar1 ile islenerek analiz
konular1 ile ilgili tahminler iiretilmeye calisilir. Ogrenme modelleri denetimli ve
denetimsiz 6grenme olmak tlizere 2 farkli algoritma modeli bulunmaktadir. Bu
calismada denetimsiz Ogrenme algoritmalardan, kiimelesme yOntemlerinden
yararlanilarak verilerin icerdigi iliskiler ve dzellikler ile ilgili ¢ikarimlar yapilmaya
calisilmistir. Metin veri kaynagi olarak IPA raporlari, metin madenciligi teknikleri ile
analiz edilmeye calisilmistir. Calismadaki amacimiz, mesleklerle ilgili metinlerden
¢ikarim yapmak ve bu c¢ikarimlarla tahminler yapmaya c¢alismaktir. Mesleklere
yonelik arama kriterlerine gore, internet kaynaklarindan edinilen belgeler 6grenme ve
tahmin belgeleri olarak 2 baslikta ele alinmistir. Belgeler lizerinde metin madenciligi
siireglerini isleterek, Ogrenme kiimesindeki belgelere, O6grenme algoritmalar
uyguladiktan sonra, tahmin belgeleri ile mesleklere yonelik tahminler yaparak,
sonuclart sunulmustur. Calismadaki asil amacimiz gelecegin mesleklerine yonelik
analizler yapmak ve tahminler iiretmektir. Bu dogrultuda, gelecegin meslekleri arama
kriteri ile erisilen belgelerde toplu frekans analizi siireci ¢alistirilmistir. Frekans analizi
sonuglari, ¢esitli kaynaklardan faydalanilarak olusturulan gelecegin meslekleri listesi
ile filtrelenmistir. Gelecegin mesleklerine yonelik veri kiimesi, makine &grenme
algoritmalarina tabi tutularak, tahminler iiretilmistir. Caligmada elde edilen sonuglar,
cesitli istatistiki degerlendirme yontemleriyle degerlendirilerek, grafiksel gdsterimleri
yapilmistir.

Anahtar Kelimeler: Metin madencligi, makine 6grenmesi, meslekler, denetimli
ogrenme



ABSTRACT

PROFESSIONAL CHANGES AND TRENDS IN RECENT YEARS AND
FOR THE FUTURE

KARAAHMETOGLU, Ebru

Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Industrial Engineering, Ph. D. Thesis
Supervisor: Prof. Dr. Siileyman ERSOZ
Co-Supervisor: Assoc. Dog. Dr. Adnan AKTEPE
January 2023, 107 pages

Text mining is a method of data mining in which the data to be analyzed is in text
form. In the text data mining method, the text is used linguistically for extracting
summary, important, key data. Documents analyzed with text data mining are
processed with learning algorithms to produce predictions about analysis topics. There
are two different classes of algorithm models in learning models. In supervised
learning, there are data related to the model that we will try to teach the system, and
by teaching this data to the system, the relationship between data input and output
values is tried to be found. In unsupervised learning, there is only data. Just as there is
no information on the subject to which the data is related, there is also no feedback on
the forecast values. In these algorithms, it is tried to make inferences about the
relationships and properties of the data by using clustering methods. In this study, first
of all, IPA reports have been tried to be analyzed with text mining techniques. The
data obtained in these analysis processes were visualized with frequency analysis and
density graphs. Our main purpose in the study is to make inferences from texts about
professions and to make predictions with these inferences. At this point, we divided
the documents we downloaded according to the search criteria for professions into two
classes as learning and estimation documents. By operating text mining processes on
the documents, after applying learning algorithms to these documents in the learning
set, we presented the results by making predictions about the professions with
estimation documents. We evaluated the obtained results with various statistical
evaluation methods and graphically displayed them. Documents accessed on the
internet for future professions were subjected to text analysis and learning processes.
The obtained results were evaluated by evaluation methods.

Keywords: text mining, machine learning, professions, supervised learning
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1. GIRIS

Bilgisayarlarin hayatimiza girmesiyle birlikte arastirmacilar i¢in de yeni bir alan
dogmustur. Bu alan, bilgisayarlar tarafindan gesitli ortamlarda toplanan verilerin
incelenmesi ve anlamli sonuglarin elde edilmesi islemlerinden olusur. Toplanan bu
verilerin  incelenmesi i¢in  ¢esitli  yOntemler  gelistirilmistir.  Bilgisayar
teknolojilerindeki gelismeler, bilgisayar sistemlerinde saklanan veriler {izerinde
analizler yapilarak, ¢ikarimlar yapmaya olanak saglamustir. Boylelikle, bilgisayar
bilimlerinde “Veri Madenciligi” olarak isimlendirilen veri analizi teknikleri

kullanilmaya baglanmistir.

Veri Madenciligi, 60’l1 yillarda veri analizi sorunlariin bilgisayar ile ¢oziilmeye
baglanmasi ile ortaya ¢ikmig olup, “Veri Madenciligi” ismi 90’11 yillarda bilgisayar

miihendisleri tarafindan ortaya atilmistir.

Yapay zeka teknolojilerindeki ilerlemelerle birlikte, robot teknolojilerinin gelismesi
mesleklerde makinelesmeyi hizlandirmustir. Is siireglerindeki insan giicii ile yapilan
islerin yerini makinelerin, robotlarin almasi, yapay zeka algoritmalari igeren bilgisayar
programlari ile iglerin tamamin veya belli kisimlarinin gergeklestirilmeye baglanmasi,
gelecekte bazi mesleklerin kismen veya tamamen ortadan kalkmasina neden
olabilecektir. Bununla birlikte degisen is modelleri ve siiregleri ile yeni meslekler

ortaya ¢ikmaya baslayacaktir.

Mesleklerin degisimi aslinda 150 yildir insan hayatinin dogal bir parcasi olmustur.
Ornegin bundan 40 yil dncesine ait olan “arzu halcilik” meslegi ortadan kalkmustir;
meslekler tizerindeki degisimler, bazen dogal siirecte yok olmakta, bazende

giincelligini yitirmektedir.

Ozellikle iiretim ve tarim alaninda robotlasma ve yapay zekanin endiistri 4.0
kapsaminda kullanilmaya baglanmasiyla, bu alanlarda istihdam ihtiyaci azalacak ve
bazi meslekler kaybolmaya baslayacaktir. Yapay zeka ve robotlagsma agisindan cazip
olmayan, 6rnegin bahgecilik, tesisat¢ilik gibi bazi mesleklerin, yine insanlar tarafindan

yapilmaya devam edilecegi diistiniilebilir. Kitle iletisim, psikologluk vb. insan



iletisimi gerektiren mesleklerin, kisa vadede yapay zeka tarafindan gelistirilmeye
baslanamayacagi oOngoriilmektedir. Yapay zeka ve robotlasma ile degisen is
modellerinde yeni meslekler ortaya ¢ikacak olup, istihdamda bu alanlara kaymalar
olmasi beklenmektedir. McKinsey raporuna gore, endiistri 4.0 ile gelen iiretimde
makinelesmeye bagl olarak, 2030’a kadar, is yasaminda harcanan isgiiciiniin %30’
unun robotlarca yerine getirilecegi beklenmektedir. Bu tahminler {iretimin igerdigi
isgiicii faaliyetleri, gerekli mesleki yetenekler ve meslekler agisindan iilkeden iilkeye
ciddi farkliliklar gostermektedir [1].

2015 - 2030 yillar1 arasinda artan tiiketim oranlarina istinaden artan gelirlerin tiiketici
mallar1 {izerindeki etkisi sonucunda, gelisen ekonomilerde 250-280 milyon yeni
meslegin ortaya ¢ikacagi diistiniilmektedir. Mesleklerdeki artis ve azaliglar sonucu, 75
ile 375 milyon kisinin meslek degistirmesi beklenmektedir. Makinelesme sonucu is
modellerinde ortaya ¢ikacak degisimlerle, 2030°1u yillara kadar, yaklasik 800 milyon
meslek sahibinin yerine getirdigi islerin, robotlar tarafindan gelistirilmeye baglanmasi
ongoriilmektedir. Bu nedenle, sdz konusu meslek sahiplerinin yeteneklerine gore, yeni
islerde degerlendirilmesi gerekecegi diisiiniilmektedir. Gelecekte yeterli meslek olup
olmayacag: ile ilgili duyulan endiseden ziyade, asil sorun gelecegin mesleklerini
yapabilecek yetenek ve bilgi birikimine sahip olup olunmadigidir. Meslek
degisimindeki bu gecise ayak uyduramayan iilkelerde, issizligin artmasi, {icretlerin

diismesi ve iilkenin ekonomik olarak geri kalmas1 kaginilmazdir.

McKinsey raporuna gore, gelismis ekonomilerde makinelesme sonucu, istihdamda
azalma goriilen meslekler ortadgretim diizeyindeki meslekler olmakta iken, {iniversite
diizeyindeki mesleklerin artmast Ongoriilmektedir. Hindistan gibi gelisen
ekonomilerde, ortadgretim diizeyindeki mesleklerde de artis olmasi beklenirken, asil

biiyiik artig iniversite diizeyindeki mesleklerde olacaktir [1].

Ulke olarak temel dnceligimiz, egitim programlarimizi, is diinyasinin ve iiretim
siireclerinin ihtiya¢ duydugu yetkinlikte isgiicii saglayacak sekilde sekillendirmek
ve gelismis isgiicimiiziin de yetkinlik ve bilgi birikimimizi zenginlestirmektir.
Bununla birlikte, Bilim ve Sanayi Bakanligi tarafindan hazirlanan meslekler
raporuna gore, ililkemizde yogun bir gen¢ niifus issizligi bulunmaktadir. Bu
igsizligin nedeni ise lniversite egitim programlarinin, sanayinin ihtiyaglarina

yonelik olarak tasarlanmis olmamasidir. Calisanlari, isgiicii piyasasanin mevcut ve



degisen i3 modelleri sonucu ortaya ¢ikan mesleklerin gereksinimlerine gore

hazirlamak, egitimden ge¢mektedir [2].

Gelisen diinya diizeninde, iscilik maliyetlerinin diisiik olmasi yatirimlar {ilkeye
cekmeye yeterli olmamakta, egitimli ve nitelikli isglicli, sermaye hareketlerinde
onemli bir rol oynamaktadir. Artik iilkeler, beseri sermaye yatirimlarina onem
vermekte ve bu vesile ile siyasi, politik ve ekonomik gii¢ elde etmektedir. Kisacasi
yeni diinya diizeninde, egitim ve kalkinma arasinda siki bir iliski vardir. Modern diinya
diizeninde beseri sermayeler 6nemli olmakla birlikte, lilkeler bu yonde yatirimlar da

yapmalidir [3].

Giliniimiizde sanayi devrimin {izerine insa edilen ve dijital devrim olarak isimlendirilen
dordiincli sanayi devrimi yasanmaktadir. Dordiincli sanayi devrimiyle gelen
degisimler, teknoloji, yonetim, tiretim vb. alanlardaki gecmis degisimlere gore, hi¢ bu

kadar yikict olmamustir [4].

Dordiincii sanayi devrimindeki degisimin temeli imalat sektoriinde olup, firmalar ve
firma ile miisterileri arasinda iletisimi saglayan teknik platformlar, yeni firsat alanlar
olusturmustur. Imalat sanayindeki biiyiimenin iilke ekonomilerine biiyiik katkisina
ragmen llke ekonomileri bliyliylip zenginlestikce, GSYH icerisindeki payinin
artmastyla tliiketim de artmis, hizmet sektorii biiyiimilis ve imalat sanayinin pay1
azalmistir. Dolayisiyla gelismis ve ilerlemis ekonomilerde imalat sanayinin ekseni
iretkenlik, verimlilik ve siirdiiriilebilirligi tetikleyen bir yenilige dogru kaymistir. Bu
kayma, yeni miisteriler ve diisiik maliyetli liretim saglayan, gelismekte olan iilkeler ile
kiiresel bir imalat ortamina Onayak olmustur. Hizmet sektoriindeki bu gelismeleri
goren gelismis iilkeler, imalat sanayini ucuz isgiiciine kaydirarak, bilgi, teknoloji,

inovasyon ve bilime yatirim yapmislardir.[5].

Endiistri 4.0 ile gelen is siireclerinde, degisimi iiretim siiregleri ve is modelleri ile etkin
olarak pekistiren ve degisim siireglerini etkin olarak yoneten iilkelerin, refah
diizeylerinin daha yiiksek olmasi kagmilmazdir. Bu savin gostergesi ise, kiiresel
olgekte tiiketim mallariin degerinin, 2030 yilina kadar, 2015 yil1 degerinin iki katina

ulagmasinin beklenmesidir [5].

Uclincii sanayi devriminde sayisal sistemler, liretim sistemine entegre edilerek,

bilgisayar kontrollii sistemlerin iiretim sisteminde kullanilmaya baglamasiyla, biiyiik



sigrama yapilmistir. Uretim sektdriindeki montaj hatlarinda, bilgisayarlarin baz1 insani

gorevleri tistlenmeye baslamasiyla, is modellerinde degisimler baglamistir.

Dordiincii sanayi devrimi ile iiretimin sayilagtirilmasi ve iletisim teknolojilerinde
timlesik sistemler kullanan “kiigtik miktarda bireysellestirilmis tiriinler” in tiretiminin
yapilacag1 fabrikalara ihtiya¢ olusmasi beklenmektedir. Kablosuz teknolojiler gibi
uculayan yeni teknolojilerin kullanim1 sonucu, iiretim siiregleri ile ilgili daha fazla ve
farkli bilgilerin toplanmasi, bu bilgiler ile iiretim ve planlama siireglerinin
iyilestirilmesi ve iiretim miktarlarinin artirilmasi beklenmektedir Toplanan veriler
akilli karar verme siireclerinde kullanilabilecek olup, tiretimdeki robot ve insan
iletisiminde onemli rol oynayarak, iiretim siireclerini iyilestirecek ve etkin bir is

modeli saglayacaktir [2].

Ulkelerin dérdiincii sanayi devrimine yonelik hazirladiklar1 programlara bakilacak
olursa, Cin endiistri 4.0 ile gelecek degisimleri onceden gorerek, sanayide lider tilke
olma ve bilgi teknolojilerinde ilerleme hedefiyle eylem planlarini olusturmustur [6],
[7]. Gelismis ekonomiye sahip Almanya ve Amerika gibi tilkeler ekonomik gii¢lerine
korumak ve degisen is modellerine ayak uydurmak i¢in, iretimde makinelesme, diger
bir deyisle, liretim siire¢lerinde biiyiikk 6nem teskil etmesi beklenen veri bilimi ve

yapay zeka alaninda yatirimlar1 desteklemislerdir.

Ekonomilerini ve imalat sektorlerini giliclendirmek adina, ABD ve Almanya
“giiniimiiz teknolojik devrimi’ni, diger bir adlandirma ile “sayisal endiistrilerini”

destekleyecek tesebbiislerin finansmaninda etkin rol almiglardir.

Dordiincii sanayi devrimi is siire¢lerinde biiylik degisimlere neden olarak, yeni is
modellerini ortaya ¢ikaracaktir. Is siireclerinde bu biiyiik degisimlerin, ortaya ¢ikacak
olan yikic1 teknolojiler araciligi ile olmasi beklenmektedir. Uretim siireglerinde lider
olmay1 planlayan {ilkeler simdiden gelecegi yonetmek adina c¢ikardiklar1 bu
programlarla, yikici teknolojileri yonetmeye, degisimin riskini kontrol altina almaya
calismaktadir. Is siireclerindeki bu degisimlerle ortaya ¢ikan yeni mesleklere, ortadan
kalkan mesleklere, kismi olarak isgiicli ve robot paylasimi ile gergeklestirilen
mesleklere, inovasyon, bilgi aktarimi ve egitimlerle, isgiiclerini hazirlamaya

calismaktadir.

Dordiincii sanayi devrimi ile, is siireglerindeki ucuz isgiiciine sahip olan gelismekte

olan iilkelere iiretimi kaydirma egilimin degismesi, iiretim faaliyetlerinin yeniden



teknolojileri elinde tutan gelismis iilkelere geri ¢agrilmasi egiliminin, Tiirkiye gibi
gelismekte olan iilkeleri etkilemesi beklenmektedir. Uretim siireglerinde robotlagma,
ucuz isgiicii yerine egitimli, nitelikli isgliciine ihtiyact artiracak olup, gelismis
tilkelerin ucuz isgiicii ihtiyaci azalacak ve tiretimi kendi iilkelerinde gergeklestirmeye
baslayacaklardir. Bu nedenle gelisen iilkelerde, ciddi bir issizlik sorunu ile karsi

karsiya kalinmasi beklenmektedir.

Bu ¢alisma kapsaminda, yukarida bahsedilen biiyiik degisimlerin mesleki alanlardaki
etkilerini analiz etmek iizere, metin madenciligi yontemlerini kullanarak, IPA raporlari
tizerinde analizler yapilmistir. Calismanin temel aldigi teorik bilgiler ve elde edilen

deneysel sonuglar, ilerleyen boliimlerde sunulacaktir.



2. LITERATUR TARAMASI

2.1. Veri Madenciligi Literatiirii

Veri madenciligi alaninda ulusal ve uluslararasi olmak {izere ¢ok fazla sayida yayin,
makale ve kitap bulunmaktadir. 1990’lardan giinlimiize kadar yaymlanmis bir¢cok
makalesiyle David Hand basta gelmektedir. Istatistikle veri madenciligini ele aldig
makalesinde, veri madenciliginin istatisti§in bir alt kiimesi oldugunu, fakat baska
alanlarda da kullanilabilecegini belirtmistir [8]. Istatistikle veri madenciligi arasindaki
iligkiyi arastiran diger bir kisi ise Jerome H. Friedman’dir. Makalesinde veri
madenciliginin ve istatistigin uygulama alanlarmi incelemistir [9]. Bilgisayar
teknolojisinin gelismesiyle birlikte, veri madenciligine olan ilgi artmis ve bu konuda
Han ve Kamber [10], Larose [11], Bramer [12], Nisbet, Elder ve Miner [13] veri
madenciligi yontemlerini, modellerini ve uygulama alanlarinm kitaplarinda detayl bir

sekilde ele almiglardir.

Son yillarda iilkemizde de veri madenciligine olan ilgi artmstir. Ornegin Akpinar
makalesinde veri tabanlarinda bilgi kesfi ve veri madenciligi kavramlarini ele alirken
[14], Tiziintiirk istatistik ile veri madenciligi arasindaki iligkiyi ele almistir [15]. Bir
diger calisma, Savas, Topaloglu ve Yilmaz tarafindan gergeklestirilmis ve veri
madenciliginin Tiirkiye’deki uygulama alanlar1 incelenmistir. Sektordeki cesitli
alanlarda uygulamalara yer verilen ¢aligmada incelenen arastirmalarda, kurum ve

kuruluslarin ¢ogunun miisteri/kullanici analizlerine yoneldigi belirlenmistir [16].

Veri madenciligi alaninda birgok lisansiistii ¢alisma yapilmistir: Koyuncugil doktora
tezinde, bulanik veri madenciligi ve sermaye piyasalarimi ele almistir [17]. Kiigiiksille
doktora tezinde, veri madenciligi yontemini kullanarak portfoy performanslarini
degerlendirmis ve IMKB hisse senetleri ilizerine bir uygulama yapmustir [18]. Bu
calismalarin yaninda veri madenciligi ve bilgi kesfiyle ilgili cesitli kitaplar
yayinlanmistir. Sentiirk kitabinda veri madenciligi {iriinii olan Rapid Miner

uygulamasiyla veri madenciligi yontemlerini incelerken [19], Giirsoy kitabinda veri



madenciligi ile ilgili yurtdisinda yaptig1 aragtirmalarindan yola ¢ikarak sektorel veri
madenciligi uygulamalarim ele almigtir. Ayrica Aylik Sanayi Uretim anket verileri ile
hesaplanan Sanayi Uretim endeksi hakkinda da literatiir taramas1 yapilmistir [20].
Ekonominin kisa dénemde gelisiminin 6nemli bir gdstergesi olan, Sanayi Uretim
Endeksini ekonometrik agidan inceleyen ¢ok sayida calisma bulunmaktadir. Kizilca,
yiiksek lisans tezinde Tiirkiye’nin 1980-2001 donemini incelemis, sanayi liretim
endeksini etkileyen faktorleri belirlemis, zaman serisi yontemiyle analizler yapmustir.
Sanayi tiretim endeksi bagimli degisken olmak {izere, sanayi iiriinlerin ihracati,
ithalati, igyeri sayisi, istthdam, reel katma deger ve reel iicret degiskenleri bagimsiz
degisken olarak belirlenmistir. Olusturulan ekonometrik modelle, zaman serisi analizi

kullanilarak 6ngorii modeli olusturulmustur [21].

Veri madenciligi yontemleri ile ¢ok biiylik boyutlardaki veriler iizerinde cesitli
analizler yapilabilmektedir. Gilinimiizde gittikce artan veri yiginlari ve Veri
madenciligi yontemlerinin elverisli yapist nedeniyle ¢ok fazla sayida arastirma

yapilmaktadir.

Ulusal ve uluslararasi literatiirde, veri madenciligi tekniklerinin ¢esitli alanlara
uygulandig1 bir¢cok calisma bulunmaktadir. Bu ¢alismalar sosyal bilimler alaninda
yogunlagsmakta olup, tip ve miihendislik alanlar1 gorece olarak az sayidadir.
Baykasoglu [22] ve King vd. [23], karar agaglari algoritmalari, istatistiksel
algoritmalar ve yapay sinir aglari teknikleri arasinda karsilagtirma yaptiklari
caligmalarinda, ¢esitli veri kiimeleri arasinda hangi algoritmalarin daha iyi sonuglar
iirettigini incelemeyi amacglamiglar ve iyi sonug iiretenlerle, analiz edilen veriler

arasinda iliski tespit etmiglerdir.

Ozden ve Chen (1999), plastik sanayisinde regine iiretiminde kullanilan enjeksiyonlu
dokiim isleminde iiriin kalitesini arttirmak amaciyla veri madenciligi yontemlerinden
sinir aglar1 ve karar agaclarini kullandiklar1 ¢alismalarinda, olusturulan sinir aglar

modellerinin iiriin kalitesini arttiric1 bir yontem oldugunu belirtmislerdir [24].

Skinner vd. levha iiretim isleminin, levhalarin kalitesi ve tiretim verimindeki etkisini
inceledikleri c¢aligmalarinda, veri madenciligi yontemlerinden CART karar agaci
yontemini kullanmislar ve CART karar agacinin diisiik verimi engelleyici bir yontem

oldugunu rapor etmislerdir [25].



Li vd., caligmalarinda, kaplanmis cam iiretiminin gelistirilmesi amagli mekaniksel,
kimyasal, elektriksel ve manyetik islemlerdeki degiskenleri, CART ve yapay sinir
aglar1 metotlar1 ile incelemisler, CART ve sinir aglar1 yaklagimlarinin, iiretim
hattindaki makine ve kalite Ol¢limleri arasindaki iligkiyi modellemede ve cam

kalitesini artirmada, umut vaat eden sonug verdigini bulmuslardir [26].

Koyuncugil (2006) tez ¢alismasinda, Bulanik Veri Madenciligi’ ne dayali olarak veri
madenciligi yontemlerinden, k-ortalamalar, bulanik kiimeleme, bulanik hedefli
CHALID karar agaci ve algoritmasi ve dnsel birliktelik kurallari algoritmalarini ardarda
kullanmig ve hisse senetleri piyasasinda manipiilasyon tespitine yonelik, bir erken

uyari sistemi gelistirmistir [17].

Coban, iiretim sektoriinde faaliyet gosteren bir sirketin verilerini kullanarak igletmenin
tedarik¢i se¢imine dair yaptigi modelleme calismasinda, yapay sinir aglari (YSA),
CART, CHAID ve QUEST, kiimeleme algoritmalarindan ise k-ortalamalar ve
Kohonen yontemlerini kullanmistir. Analizlerde elde edilen etkinlik grafikleri
incelendiginde, YSA algoritmasinin baglangigta, karar agaci algoritmalarinin ise siireg

icerisinde daha etkin oldugu gézlenmistir [27].

Ozgmar (2006) ¢alismasinda, KPSS sinavina girecek dgrencilerin sinav sonuglarini,
veri madenciligi tekniklerinden yapay sinir aglar1 ve c¢oklu regresyon tekniklerini
kullanarak onceden tahmin etmeye yonelik bir model olusturmustur. Modellerin
tirettikleri hata degerleri farki ¢ok yiiksek olmasa da, yapay sinir agi modelinin,
calismada kullanilan biitiin veri kiimelerinde, regresyon analizi modelinden daha
basarili oldugu goriilmiistiir. Bu sonug, yapay sinir aglarinin, egitim alanindaki tahmin
icerikli ¢aligmalarda, alisilmig istatistik yontemlerinin yerine tercih edilebilecegini

gostermistir [28].

Dolgun, vd. calismasinda, birliktelik kurallar1 ve karar agaglar1 yontemleriyle 6grenci
segme sinavi verilerini analiz ederek, meslek tercihi egilimlerini belirlemeye

calismuslardir [29].

Rajavarman, vd. c¢alismalarinda, genetik algoritma kullanarak gelistirdikleri
siniflandirma yontemiyle, ID3, hizlandirilmis ID3 ve yapay sinir ag1 algoritmalarinin
bagsarim Kkargilagtirmasini  yapmislardir. Basarim karsilagtirmalarini  farkli  veri
kiimelerini kullanarak yapmiglar ve sunduklart smiflandirma modelinin daha iyi

sonuglar {rettigini belirlemislerdir [30].



Bozkir, vd. (2008) tiniversite 6grencilerinin egitimle ilgili internet erisimlerini, veri
madenciligi teknikleriyle analiz ederek, 6grencilerin diisiince ve davraniglarinin egitim

amagcli internet erisimlerine etkilerinin oriintlisiinii ¢ikarmaya ¢alismiglardir [31].

Soylemez ¢alismasinda, puan karti veri madenciligi, lojistik regresyon ve karar
agaclar1 tekniklerini kullanarak bir bankanin kredi degerlendirme sonuglarin1 tahmin

eden bir puan kartt modeli kurmustur [32].

Cetin calismasinda, bir iiretim isletmesinde iiretilen {irlinlerin yanlis ayrilmasinin
nedenlerini belirlemek ve yapilan hatalar1 azaltacak stratejiler gelistirmek i¢in, yapay

sinir ag1 ve karar agaci algoritmalarimi Kullanarak. modeller gelistirmistir [33].

Coskun c¢alismasinda, gogiis kanseri vaka kayitlarint igeren SEER veri kaynagini
tizerinden J48, naive bayes, lojistik regresyon ve Kkstar algoritmalarinin
karsilagtirmasin1  yapmustir. Yapilan karsilastirma sonucuna gore, eldeki veriler
tizerinden c¢alistirilan J48 algoritmasiyla diger algoritmalara gore daha iyi sonuglar
elde edilmesine, ancak modellerin birbirine 6nemli bir tistiinliik gésteremedigini ifade

etmislerdir [34].

Bilekdemir ¢alismasinda, su sayaglarinin iiretim siiresinin tahmininde yapay sinir agi,
genetik ve karar agaci gibi siniflandirma algoritmalar1 kullanan veri madenciligi

teknikleriyle, iiretim siiresinin tahmin edilebilecegini gostermistir [35].

Tokmak, gelistirdigi uygulamayla, veritabaninda bilgi kesfiyle veri madenciligi

arasinda baglanti olup olmadigini belirlemeye ¢alismistir. [36].

Ciftlik¢i ve Ozyirmidokuz calismalarinda, hali iiretim isletmesinde iiretilen halilarin
kalitesini artirmak amaciyla, siniflama aga¢ modelleri i¢in C4.5 ve hata nedenlerini
tahmin etmek i¢in ise C5.0 algoritmalarini kullandiklar1 ¢alismalarinda, karar agaglari
yontemiyle, islemdeki hatalar1 bulmus ve hatali tirlinlerin iiretimini engellemiglerdir

[37].

Ertugrul vd. c¢aligmalarinda, Pamukkale Universitesi Hastane Bilgi Y®onetim
Sisteminde yer alan verileri kullanarak, veri madenciligi yontemleri yardimiyla,
hastaneye gelen hastalarin profilini belirleyen bir uygulama g¢alismasi yapmuslardir
[38].

Hanehalki Isgiicii Arastirmast ile elde edilen veriler iizerine de ¢esitli veri madenciligi

yontemleri uygulanmigtir. Oguzlar (2004) calismasinda, Tiirkiye’nin 2002 hanehalki



isgiici anketi verileri, CART algoritmas1 kullanarak analiz etmislerdir. Kisilerin is
arama durumlarini belirleyen 6zelliklerin, egitim durumu, cinsiyet, medeni durum ve

referans kisiye yakinlik oldugunu, CART karar agaci olusturarak sunmustur [39].

Yilmaz (2012) galismasinda, 2009 ve 2010 yillar1 Hanehalki Isgiicii Anketi verilerine
CHAID algoritmasin1 uygulamis ve Tirkiye’nin 2009 ve 2010 isgiicii istihdam

durumunu belirlemeye ¢alismistir [40].

2.2. Metin Madenciligi Literatiirii

Literatiirde, metin smiflandirma konusundaki caligmalar siber gilivenlikten saglik

alanlarina kadar farkli alanlarda, farkli teknikler kullanilarak yapilmistir.

Rong, Yuancheng ve Xianggian yaptiklart ¢alismada, derin inang aglari kullanarak
gelistirdikleri spam sinflandirmayla, internet ortamindaki zararl igerik ve programlari

engellemeye ¢alismiglardir [41].

Agren ¢alismasinda, yalan haberlerle insanlarin yatirim tercihlerinin yanlis yonde
etkilendigi, popiiler basin organlarinda yayginlasan yaniltici haberlerle

sahtekarliklarin arttigini belirtmislerdir [42].

Cardoso ve Silva calismasinda, yanlis ve tarafli yorumlarin, miisterilerin tiiketim

tercihlerini olumsuz yonde etkiledigini belirlemislerdir [43].

Kudugunta ve Ferrara ¢alismalarinda, otomatik olarak olusturulan ve bir iilkenin se¢im

ve saglik sistemini hedef alan, yalan yanlis twitter verilerini belirlemislerdir [44].

Figueira calismasinda, basili ve Internet ortaminda yaymnlanan gercek olmayan

haberleri, gizli Markov modelleri kullanarak belirlemeye ¢alismistir [45].

Yao ve Zhi-Min ¢alismasinda, konu bazli yazi siniflandirmasinda, destek vektor
makineleri, k-en yakin komsu, naive bayes vb. siniflandirma algoritmalarina gore iyi
sonuglar tireten, DNB adini verdikleri konusal yazi siniflandirmasi gelistirmislerdir
[46]. Trstenjak, Mikac ve Donko, metin madenciliginde, knn makine &grenme
algoritmasinin iyi sonuglar iirettigini belirttikleri ve belgelerin analiz konusuyla ilgili
olup olmadigini belirlemek amaciyla TF-IDF algoritmasini kullandiklar1 bir ¢alisma

yapmuslardir [47].
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Liang ve arkadaslar1 gelistirdikleri ¢alismada, internet ortamindan kimya bilimiyle
ilgili belgeleri toplamislar ve bu belgeleri metin madenciligi teknikleriyle analiz
etmek i¢in, sozlik yaklastmim1i kullanan metin siniflandirma algoritmasi

gelistirmislerdir [48].

Kotevska, Padi ve Llbath, Twitter, Facebook vb. sosyal medya ortamlarinda yapilan
paylasimlarin toplum iizerinde 6nemli etkileri oldugunu ve toplumun nabzinin veri
madenciligi teknikleri ile belirlendigi duygu analizi algoritmalarina kaynak veri
saglayacagini Ongiirmiislerdir. Caligmada gelistirilen NLP ve rastgele orman
algoritmasinmi kullanan siniflandirma algoritmasi, destek vektor makineleri ve naive

base algoritmalarina gére daha iyi sonuglar tiretmistir [49].

Gelisen teknolojiler, giinliik ve is yasamindaki degisimler, internet ortaminda yayilan
verilerin hacmini ve belgelerin metinsel biyiikliglinii artirmistir. Qazi ve Guadar
caligmasinda, metin dosyalarin sayisal ve boyutsal biiyiikliigiiniin, metin madenciligi
analiz  stlireglerini  zorlastirdigi, bu durumun smiflandirma analizlerinin
gerceklestirilmesinde ontoloji tekniklerini kullanan terim agirliklandirma ydntemi

sunmuglardir [28] [50].

2.3. Endiistri 4.0 Literatiirii

Ik olarak Almanya’da kullanilmaya baslayan endiistri 4.0 terimi, yiiksek teknoloji
stratejilerini temel almistir [51]. RiiBmann ve ark. Enddstri 4.0° in Almanya’da ¢esitli
sektorlerde biiylime saglayacagini ongormiislerdir [52]. Endiistri 4.0 ile organizasyon

yapilari, siiregler, personel ve is yapis bigimlerinde bir¢ok degisiklik olmustur [53].

Endistri 4.0’ isgiicii istihdamma etkileri, meslek ve sektorlere gore farklilik
gostermektedir. McKinsey raporuna gore, tretimde makinelesme sonucunda,
oncelikle fiziki giicle yapilabilen mesleklerle birlikte veri isleme ve toplama

alanindaki mesleklerin de robotlarca gergeklestirilecegi beklenmektedir [1].

Ulkelerin dérdiincii sanayi devrimine yonelik hazirladiklari programlara bakilacak
olursa, Cin bilgi teknolojileri alaninda yetkinliklerini gelistirerek, sanayide lider iilke
olmay1 hedeflemektedir [54]. Amerika ve Almanya, endiistri 4.0’ la gelen
degisikliklere hazirlanmak ve ekonomilerini giiclendirmek amaciyla, bilgi

teknolojileri faaliyetlerine yatirim finansmani1 yapmuslardir. Oxford Universitesinden
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Frey ve Osborne’in ¢alismasina gére, Amerika’daki giincel islerin %47’ si, Almanya
i¢in yapilan bir calismaya gore %59 u, OECD iilkeleri igin %57’ si, Isveg i¢in yapilan
bir ¢aligmaya gore ise %50’ sinin bilgisayar teknolojilerince yerine getirilmesi
beklenmektedir [55] [56]. Ote yandan, iiretim siireglerinde makinelesme, ucuz isgiicii
nedeniyle dogu tilkelerinde yapilan iiretim faaliyetlerinin, Amerika ve Kuzey Avrupa

tilkelerine geri donmesini saglayacagi ongorilmektedir [57].

Macurova, Ludvik ve Zwakova’ min 2017 yilindaki calismasina gore, organizasyonlar
Endiistri 4.0’ la gelen degisimlerin gerektirdigi yetenekte iggiicii bulamama riskine
maruz kalacaklardir. Degisimin hizli olmasi nedeniyle, yeni mesleklere yonelik egitim
stratejilerinin uygulanmasinda ge¢ kalinacak, dolayisiyla ihtiya¢ duyulan yetkinlikte
eleman ihtiyact karsilanamayacaktir [58]. Weber’in 2016 yilinda yaptig1 calismaya
gore, Endiistri 4.0 ile vasifsiz is¢ilerde kisa siireli bir ihtiyac azalmasi beklenmektedir.
Endiistri 4.0 ile diisiik seviye yetenek gerektiren islerin azalmasi beklenirken, hizmet
sektoriinde, Ozellikle bilgi teknolojileri ve bilimsel meslekler gibi yiliksek yetenek
gerektiren isgiiclinde, arzin artmasi beklenmektedir [59]. Kane vd. g¢alismasinda,
egitim stratejilerinde ve programlarinda yeni mesleklere yoOnelik degisimler
olacagindan bahsedilmistir [60]. Tim iilkelerin egitim sistemleri ve vasiflarini,
tiretimde dijitallesme kapsaminda analiz ederek, giiclii ve zayif yanlarini belirlemesi
gerekmektedir [61]. Tlkokuldan baslayarak, egitim miifredatlarinin bilisim derslerine
yer verecek sekilde giincellenmesi, degisimin gerektirdigi yetenekte isgiicli hazirlamak

acisindan 6nemlidir [62].
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3. KAVRAMSAL CERCEVE VE YONTEMLER

3.1. Veri Madenciligi

Ilk defa 1995°te gerceklestirilen, veritabanlarinda bilgi kesfi konferansinda bilgi

teknolojilerinin olusturdugu veri yiginlari su sekilde ifade edilmistir [63]:

“Diinyadaki bilgi miktarinin her 20 ayda bir, ikiye katlandig1 tahmin edilmektedir. Bu
ham veri yiginlari ile ne yapilmasi gerekmektedir? Bilgisayarlar veri ¢opliigiine neden

olmaktadir.”

Winter Corporation’ 1 isletmelerde kullanilan veritabanlarinin kapladigi hacmi
belirleyerek, en biiyiikk veritabanini bulma amagli olarak gergeklestirdigi ¢alismaya
gore Sears, Roebuck ve Co. kurulusuna ait karar destek veritbani, 1998’de 4630

gigabyte veri boyutuna ulagmustir.

Veritabani sistemlerinde veri boyutlarindaki bu hizli artig, veri uzmanlarii yeni
yontemler arayisini itmistir. Bu noktadan hareketle bilgi kesfi, veri ambari, veri

madenciligi vb. kavramlar ve teknolojiler ortaya ¢ikmistir [14].

3.1.1. Veri Madenciligi Nedir?

Veriler biiyiik hacimlerde yer kaplamalarina ragmen kullanim degerleri fazla degildir.
Verilere uygulanan belli dontisiimler sonucu elde edilen ¢ikarimlara bilgi denir. Bilgi,
verilere gore hacim olarak daha az yer tutmakla birlikte, kullanim degeri yiiksektir
[64].

Gilinlimiiz teknolojileri isletme isleri gerceklestirilmesi icin gelistirilen veritabanlari
sistemlerinde terabyte’larca veri tutulmaktadir. Isletmelerde iist yonetim gelecek
projeksiyonlar1 ve stratejilerini belirlemek igin, veri yigiinin i¢inde sakli ve 6nemli
bilgileri ihtiya¢ duymaktadirlar. Biiyiik hacimde veri yiginindan, ¢esitli algoritma,
teknik ve siireglerin kullanimiyla, 6nemli bilgi ve oriintiilerin ¢ikariminin yapilmast,

veri madenciligi olarak isimlendirilir.
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Piatetsky-Shapiro’ya gore, veri madenciligi, biiyiik veri yiginlarindan, 6nemli ve

anahtar bilgi ¢ikarimi yapilmasidir [65].

Veri madenciligi basitce, insan ve alisilmis tekniklerce biiylik emek ve ¢alisma zamani
harcanarak elde edilebilecek, bilgi ve oriintii ¢ikariminin ¢esitli 6grenme algoritmalari

ve analizlerle elde edilmesidir [66].

Diger bir deyisle, veri madenciligi, biiyilk miktarda veri icinden, gelecekle ilgili

tahmin yapmamizi saglayacak baginti ve kurallarin aranmasidir [67].

Veri madenciligi, ¢esitli analiz teknikleri ve araglar kullanilarak, analize konu veri
yiginlariin icerdigi Oriintii ve iliskilerin ¢ikarimi yapilarak, tahminler tiretilmesidir.
Biiyiik veri yiginlar1 igerisinde bilinmeyen bilgileri belirlemeyi amaglayan veri
madenciliginde, kontrol veridedir. Analistin kendi diisiince ve beklentilerine gore,

analizi yonlendirme sans1 yoktur [66].

Veri madenciligi ¢iplak haliyle bir anlam ifade etmeyen veriden, 6nemli bilgi ¢ikarimi
yapmay1 amaglar. Diger bir deyisle biiyiik bir veri yiginindan, isletme i¢in 6nemli
bilginin ¢ikariminin yapilmasidir. Kisacasi, veri madenciligi farkli kaynaklardan elde
edilen kurum verilerini analiz ederek, veriler arasindaki iliskileri belirleme ve
gelecekle ilgili tahminler yapmaya caligma siirecidir. Kurumun gelecegi ile ilgili
stratejik agidan onemli bilgilerin bulunmasini saglamasi agisindan, veri madenciligi

karar destek sistemleri i¢in 6nemlidir [67].
3.1.2. Veri Madenciliginin Tarihsel Kesfi ve Gelisimi

v’ Bilgisayar 1950°li yillarda kullanilmaya baslamustir.

v' 1960’1 yillarda, veriler diiz ve hiyerarsik dosyalarda saklanarak veri

koleksiyonlari olusturulmustur.

v Gliniimiiz veritaban1 uygulamalarinda, verileri sakladigimiz iliskisel veritabani

sistemleri, 1970’1i yillarda kullanilmaya baslamistir.

v' 1980’1 yillarda veritabani uygulamalarinin kullanimi artmaya baslamustir.
Isletmeler islerini yerine getirecek otomasyon projelerini gelistirmeye

baslamiglardir.
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v’ Veritaban1 uygulamalarinca iiretilen ve saklama ortamlarinda tutulan veri
yiginlarindan, isletlemelerin stratejik kararlarina katkida bulunacak bilgi

¢ikarimi yapilip yapilamayacagi, 1990’11 yillarda sorgulanmaya baglamistir.

v 1989 yilinda, biiyiik veri yigmlarindan bilgi ¢ikarimi ¢alismalari konusunda,
bilgi kesfi grubunun ilk toplantisi1 yapilmistir.

v' Piatetsky-Shapiro 1991 yilindaki ¢alismasinda, karar destek sistemlerinin

temel kavram ve tanimlar1 tizerinde durmustur [65].
v 1ik veri madenciligi uygulamasi, 1992 yilinda gelistirilmistir.

v' 1995 yilinda veri madenciligi ve bilgi ¢ikarimina yonelik uluslararasi bir

konferans diizenlenmistir.

v Veri ambar1 ve veri madenciligi uygulamalarinin, veri analiz projelerinde

kullanim1 yayginlagmustir.

1840 Posta
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Sekil 3.1. Veri Madenciliginin Tarihsel Kesfi ve Gelisimi
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Veri madenciligi, kavramsal olarak 1960’11 yillarda bilgisayarlarin, veri analizi
problemlerinin ¢6ziimiinde, kullanilmaya baslanmasiyla ortaya ¢ikmistir. Bu
donemlerde, bilgisayar ve veritabanlarinin, kisitli hesaplama ve depolama yetenekleri
nedeniyle, veriden bilgi kesfinin, uzun taramalar sonucu olacagi kabul edilmistir. Bu
nedenle, veri taramasi veya veri yakalamasi kavramlar1 veri madenciliginde

kullanilmugtir [67].

1990°l1 yillarda veri analizlerinde, geleneksel istatistik yontemleri yerine,
algoritmalarin kullanilmaya baglanmasi ile veri madenciligi ismi kullanilmaya
baslanmistir. Bu gelismeden hareketle, bilim adamlari, istatistik, veri bilimi, makine
ogrenmesi vb. teknikleri kullanan uygulamalar gelistirerek, veri madenciligi yapmaya

calismslardir [67].

Bilgisayarlarin veri analizinde kullanilmaya baglanmasi ile birlikte, daha dnceden
yapilmasi mimkiin olmayan istatistiki yontemler gelistirilerek, veri analizlerinde
kullanilmaya baslanmistir. Boylelikle verinin kesfi siirecinde, istatistik ve veri

madenciligi giliglii bir igbirligi icinde kullanilmaya baglanmistir [67].

Gliniimiizde Endistri 4.0 ile endiistri ve bir ¢ok alanda yapay zeka kullaniminin
artmasiyla, makine 6grenmesi biiylik 6nem kazanmistir. Yapay zeka algoritmalarinin
insan 6grenmesini taklit eden yapis1 kullanilarak, 6zel 6grenme problemlerine yonelik
algoritmalar tiretilmeye baglanmasiyla, istatistik ve makine 6grenme kavramlari, veri

madenciligi alaninda kullanilmaya baslanmistir.

3.1.3. Veri Madenciliginde Verinin Onemi

Veri madenciligi, istatistik, veri tabanlari, yapay sinir aglari, oriintii tanima, makine
Ogrenmesi, veri analizi ve gorsellestirme olmak tizere ¢esitli disiplenlerden algoritma
ve teknikler icerir. Bu disiplinlerle veri madenciligi i¢ ice girmis olup, siire¢ olarak

birbirlerini tamamlamaktadirlar [68].

Veri madenciliginde kullanilacak verilerin, asagida anlatilan olgiitleri saglamasi

gerekmektedir:

v’ Verilerin Elde Edilebilirligi: Analiz konusu ile ilgili veriler, analiz igin uygun

bigime ¢evrilir.
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v’ Veriler Ilgili Nitelikleri Sagliyor mu? Elde edilen degiskenler irdelenerek,

kayit edilmemis degiskenler belirlenmeye calisilir.

v’ Veriler Giiriiltiilii mii? Verilerin hatali veriler igermesi durumudur. Verilerin
igerdigi glriiltii oran1 ne kadar ¢ok olursa, analiz sonuglarinin giivenilirligi o

derecede azalir.

v’ Verilerin Yeterliligi: Veri madenciliginde verilerin yeterliligi, verilerin

biiytlikliigiine gore degil, ne kadar ¢ok nitelik icerdigine gore belirlenir.

v’ Verilerle Ilgili Uzman Bilgisi: Analiz edilecek verinin uzmanlik alanina gore

uzman goriisiiniin alinmasidir.

Veri madenciliginde, istatistikten farkli olarak analiz edilecek veri yigini, biiyiik ve
cok degisken icermektedir. Analiz modelinde kullanilan degisken sayilarinin artmasi
durumunda, hesaplama karmagikli§i ve matematiksel denklemlerin derecesi
artmaktadir. Bu da alisilmis istatistik yontemleri ile kotarilamayacak bir yapi

olusturmaktadir.

Biiytik veri kiimelerine erismek, satir, siitiin sayist ve hacim gibi parametre
biiytikliikleri ve cogunlukla bu verilerin karigik bir sekilde farkli veri kaynaklarinda
bulunmasi nedeniyle zordur. Bunun yaninda, biiyiik veriler, veri toplama stireglerinin
yaninda, eksik, kirli ve hatal1 veriler icermesi agisindan da sorunlar olusturmaktadir.
Veri madenciligi alaninda, analize konu verilerin biiyiikligii ve analiz agisindan
kurulan matematiksel modele gore normallestirilmemis ham veriler, aligilmis istatistik

tekniklerine gore farkli sorunlar1 giindeme getirmektedir [68], [69].

Veri madenciliginde, veri analizinde kullanilacak model ve degiskenler belirlendikten
sonra, ham veri, modele uygun hale getirilmek {izere, veri temizleme, normallestirme,
eksik veri tamamlama gibi siireglerden gecirilir. Bunun gibi 6n isleme ve veri
temizleme siiregleri, analiz i¢in harcanan siirenin %80 kadarin1 kapsamaktadir [70].
Veri 6n islemede, analizde kullanilmak tizere toplanan veriler, siniflandirilarak analize
uygunlugu belirlenip, veri segme siireci igletilir. Secilen veriler, belirlenen model
degiskenlerine gore kurulan bir veri yapisinda birlestirilir. Birlestirilen veriler eksik
veri tamamlama, normallestirme vb. siireclerden gegirilerek, analize uygun hale
getirilir [71]. Verilerin se¢iminde, ham verinin barindirdigi 6zellikler ve veri

biiylikliigiiniin analize uygunlugu o6lgiitleri, géz 6niinde tutulur.
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3.1.4. Veri Amban

Veri madenciligi uygulamalari i¢in toplanan verilerin, belirli bir bi¢im
kazandirildiktan sonra depolandigi, 6zel veritabanlarina veri ambari denir. Veri
ambarlarinda, bircok kaynaktan toplanan farkli bigimlerdeki veriler, veri madenciligi
uygulamalarinin yorumlayabilecegi bir sekilde, ortak bir cati altinda birlestirilir ve

depolanir. Ornek bir veri ambar1 mimarisi asagidaki sekilde goriilebilir [66].

Sorgulama &Inceleme

Birlestirme

Kaynak |

Sekil 3.2. Ornek Veri Ambar1 Mimarisi

Veri ambarlar1 kurumun stratejik karar siireclerine 6nemli bilgi saglamak {tizere,

kurumun temel islem veritabanindan ayri olarak, rapor amagl olusturulan veritabani
yapilardir.
Veri ambarlari, biiylik veri yiginlarindan isletmenin durumu ile ilgili 6zet yonetici
raporlari sunar. Isletmenin gelecegi ile ilgili stratejik kararlara temel olusturan veri
ambarlarinin, tasimasi gereken ozellikler agagida listelenmistir [67]:

v Amaca Yonelik: Analiz yapilacak konuya iliskin veriler incelenir ve

modellenir.
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v’ Birlestirilmis: Veri ambarlarinda farkli kaynaklardan gelen veriler
birlestirilerek tutulur. Cesitli veri temizleme ve birlestirme tekniklerinin

kullanimu ile, degisik veri kaynaklarindan gelen verilerin tutarliligi saglanir.

v' Zaman Degiskenli: Veri ambarlarinda analiz ve tahminler yapilacagi i¢in, uzun

siire Olgekli tarihsel veriler tutulur.

v' Degisken Degil: Veri ambarlarinda veriler belli araliklarla farkli bir

veritabanina alindig i¢in, canli sistemdeki anlik degisimlerden etkilenmez.

Farkli veri kaynaklarmi igeren sistemlerden veri ¢ekebilmek igin, iki yontem

kullanilabilir. Bunlar, birlestirilmis veritabanlari ve veri ambaridir.

Alt Sorgulamalar

—— Sorgulama
Sorgu
. Blrle§t

Sonug
Arabulucu S— Veri Ambar

Sonug
Kaynaklar
Birlestirilmis veritabanlar Veri Ambart

Sekil 3.3. Farkli Veri Kaynaklarindan Veri Cekme Mimarisi

Veritabanlarinin birlestirildigi birlestirilmis veritabanlarinda, sorgu alt sorgulara
ayrilarak her bir veritabaninda calistirilir ve sonuglar birlestirilir.

Veri ambari ¢éziimiinde ise talep ve gereksinimlere gore, veri daha sonra kulanilmak
tizere, veri ambarinda birlestirilir ve depolanir.

3.1.5. Veri Madenciligi Yontemleri

Veri madenciligi siirecinde kullanilan bir endiistri standardi olan CRISP-DM
tarafindan belirlenen yontemler, Sekil 3.4’teki grafikte gdsterilmistir.

3.1.5.1. Problem Tanim

Bu asamada, is gereksinimlerine gore proje amaglari belirlenir ve proje amaglarindan

problem tanimi belirlenir.
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3.1.5.2. Veri Kesfi

Bu asamada veri toplanir, tarif edilir ve incelenir. Veri kalitesi bu asamanin énemli
etmeni olup, veri kalitesi sorunlar1 bu agamada belirlenir. Veri kesfi igin, betimsel

istatistikler gibi geleneksel veri analizleri kullanilir.

Y

Problem Tanimi Veri Kesfi

I

Veri Hazirhigi

. |

Modelleme

‘ Degerlendirme '—J

Sekil 3.4. CRISP-DM

3.1.5.3. Veri Hazirlama

Bu asamada analiz modelleme siireci i¢in veri olusturulur. Veri, ¢esitli temizleme ve
dontigiimlere tabi tutularak, veri madenciligi araglarinin kullanabilecegi bigime
cevrilir. Veri hazirlama silirecinin bu asamasinda veri yiginlari, veritabaninda
saklanacak tablo bi¢imine g¢evrilmeye ¢alisilir. Kurulmasi planlanan model

degiskenlerine gore segilen 6zelliklerle, kayitlar olusturulur ve tablolarda saklanir.

Veri hazirlama stireci model olusturmada biiylik 6neme sahiptir. Problemin ¢oziimiine
yonelik kurulan modelin eksik, yanlis ve modelle iliskisi olmayan veriyle
calistirilmasi, beklenen sonuglarin elde edilememesine neden olacaktir. Bu da siirekli
olarak geri doniilerek, verilerin yeniden degerlendirilmesi i¢in ¢aba harcanmasini

gerektirecektir. Veri hazirlama siireci, veri madenciliginin analistlik asamas1 olarak
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degerlendirilecek olursa, dogru model, buna bagl olarak dogru sonuglar iiretebilmek

i¢in, bu agamada tiim ¢abanin %85°1 kadarin1 harcamak gerekmektedir [14].

3.1.5.4. Modelleme

Problem tanimina gore bilinen matematiksel modeller, verilere uygulanarak ¢oziimler
iiretilmeye calisilir. Coziim i¢in en iyi degerler elde edilene kadar, model parametreleri
degistirilerek, matematiksel model veriye uygulanir. Bu islemler sonucunda, yiiksek

kaliteli bir veri modeli kurulmus olur.

3.1.5.5. Degerlendirme

Veri madenciligi modeli elde edilen sonug degerlerine gore degerlendirilir. Elde edilen
degerler problem icin kabul edilebilir degerler degilse, model tekrar degerlendirilir;

uygun goriilen diizenlemeler yapilir ve veri analiz siireci tekrar isletilir.

3.1.6. Bilgi Kesfi

Veri madenciligi, teoride bilgi kesfinin bir asamasi olmasina ragmen, uygulama
gelistirmede veri madenciligi ile ayn1 anlamda kullanilmaktadir. Bilgi kesfi igin analiz
icin belirlenmis model, veri madenciligi teknikleriyle veriye uygulanir. Boylelikle veri

icindeki Oriintliler bulunmaya calisilir.

Veri madenciligi, biiyiik veri kaynaklarindan, gizli, 6nemli, 6nceden bilinmeyen,

yararl bilgiyi bulmay1 amagclar.
Veri madenciliginde bilgi kesfinin asamalar1 asagida listelenmistir (bknz. Sekil 3.5):

v" Veri Temizleme: Modelle iligkisi olmayan, verinin genel egilimleri ile tutarlilik

acisindan ¢elisen verilerin ayiklanmas: siirecidir.
v’ Veri Biitiinlestirme: Farkli veri kaynaklarindan saglanan veriler birlestirilir.

v’ Veri Se¢me (Indirgeme): Analizle ilgili veriler belirlenir ve segilir. Analize
konu verilerin icerdigi genel egilimlerle uyumlu olmayan, sadece 6zel olarak
gerceklesmis, tekrarlanmayan olaylari tasvir eden verilerin, model acisindan

Oonemi kontrol edildikten sonra, model verilerinden ayiklanir.

V' Veri Doniistiirme: Veri, veri madenciligi teknikleri ile analiz edilebilir hale

getirilir.
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Veri Madenciligi: Veri madenciligi algoritmalari, veriye uygulanarak, analizler
yapilir.

Oriintii Degerlendirme: Veri analizleri ve &lgiimlerle elde edilmis bilgiyi

temsil eden ortintiiler gelistirilir.

Sunum ve Degerlendirme.: Veri madenciligi yontemleri ile elde edilmis bilginin

kullanicilara sunulmasidir.

Degerlendirme

Veri
Madenciligi

n
n
[ ]
1
1
1
1
1
1
1
1
n 1
1 1
1 1
1 [] -
! ! Oriintiiler
1 1
. 1 H ontig tiirtlmiis
Verl ' H On Islenmis 1} Veri
H .
H i Veri H
1 . 1
! HedefVeri | H
1 1 "
' 1 1
1 1 1
1 1 1
[ 1 1
[ L) 1
1 : 1
P P R ———— TR . 4

Sekil 3.5. Bilgi Kesfinin Asamalari

Crisp-DM (bknz. Sekil 3.4) asamalarinda da goriildiigii tizere, veri madenciligi
siirecinde model islemleri baglamadan 6nce ham veri, veri veri kesfi ve veri hazirlama
slireglerine tabi tutulur. Pyle’in ¢alismasinda, veri madenciligi projesi gelistirmeye
harcanan toplam zamanin %60°1 veri hazirlamaya ayrilirken, sadece %5’inin

modellemeye ayrildigi iddia edilmektedir [71].

Veri madenciliginde veri kalitesi, yapilan analizlerin giivenilirligi acisindan ¢ok

onemlidir. Ciinkii hatal1 verilerle yapilacak analizler, hatali sonuglar iiretecektir.

v Veri on isleme,
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Verilerin analizine engel teskil edecek veri hatalarin diizeltilmesi,
Problemin ¢oziimiine yonelik veri analizi ger¢eklestirmek i¢in, verinin igerdigi
anlamlarin belirlenmesi,

Analize konu veri y1gininin modele uyumlu, model acisindan anlamli bir hale

doniistiiriilmesi,

amactyla calistirlir.

Veri madenciligi uygulamalarinda, ¢6ziilecek problem, analiz i¢in toplanan veriler ve

kurulan modele gore, gesitli veri 6n isleme tekniklerinin kullanilmasini gerekmektedir.

Bu nedenle, modelin anlamli sonuglar tiretebilmesi i¢in, dogru veri 6n isleme

tekniklerini kullanmak 6nem arzetmektedir [72].

CRISP-DM siireglerindeki, 4 siiregten olusan Veri On isleme teknikleri,

v

v

v

v

Veri Temizleme
Veri Birlestirme
Veri Doniistiirme

Veri Indirgeme

seklinde listelenir.

Veri 6n isleme tekniklerinin uygulanmasi sonrasinda yapilan analizlerin veri kalitesini

artirmasi, hem analiz sonug¢larmin kalitesini, hem de veri madenciligi siirecinde

harcanacak zamani artirmigtir [10].

Genelde veritabanlarinda bulunan ham verinin, 6n islemeye tabi tutulmadan once

cesitli problemleri vardir. Bunlar;

v

D N NN

<\

Model agisindan 6nem igermeyen alanlar,

Eksik degerler,

Verinin igerdigi genel eyilimlerle ¢elisen degerler,
Mantiksiz degerler,

Modelle uyumlu olmayan alanlar, anlamsiz degerlerdir.
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3.1.6.1. Mantiksiz Degerler

Analize tabi tutulacak verilerdeki mantiksiz degerlerin, diizeltilerek eksik degerlere

dontstiirilmesidir.

3.1.6.2. Eksik Degerler

Kullanic1 veri girisine acik veri tabanlar1 ve bu veri tabanlarindaki verileri kullanarak
olusturulan veri ambarlari, eksik, birbirleriyle tutarsiz ve giiriiltiilii veriler igerebilir.
Literatiirde bdyle veriler, kirli veriler olarak tabir edilip, veri temizleme siireclerine
tabi tutulmasi gerekir. Kim vd. nin ¢alismasinda, kirli verilerin genis bir taksonomisi
hazirlanmistir [73]. Hatali veriler nedeni ne olursa olsun veri 6n isleme siirecinde

diizeltilmelidir [10].

Bir kaydin tiim alanlarinin eksik veriden olusmasi durumunda, kayit analiz disinda
tutulur. Kaydin bazi alanlarinda veri olup, diger alanlarinda verinin eksik olmasi
durumunda, gelistirilecek model ve verilerin igerdigi istatiksel eyilimlere gore, ¢esitli

eksik veri tamamlama yontemleriyle veri tamamlanir. Bunlar;
v" Eksik veri yerine sabit bir degerin atanmast,
v Ay tiir verilerin aritmetik ortalamasi ile eksik degerin tamamlanmasi,
v’ Istatistiki bir dagilimdan iiretilen rastgele bir degerle degistirilmesi
v’ iglemleridir.

Modelin kullandig1 analiz algoritmasinin dogru ve tutarli sonuglar {iretebilmesi i¢in,
eksik verilerin, model ve mevcut verilerle uyumlu bir sekilde tamamlanmas1 gerekir.
Eksik degerlerin, regresyon ve karar agaci gibi yontemlerle degistirilmesi, modele
standartlastirilmis veri saglayacagi i¢in, daha dogru ve tutarli analiz sonuglarinin elde

edilmesine olanak tantyacaktir.

3.1.6.3. Anlamsiz Degerler

Kullanic1 veri girisiyle veri toplanan sistemlerde, kullanicinin yanlis veri girisi,
uygulama hatalar1 vb. nedenlerle veri igcerisinde anlamsiz degerler olusabilir. Veri
ozelliginin igerdigi degerlerin varyansi hesaplanarak, sapma oranina gore anlamsiz,
giiriiltiilic degerler belirlenebilir. Kiimeleme analizi, regresyon, histogram vb.

yontemler kullanilarak model i¢in, anlamsiz veriler belirlenebilir.
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3.1.6.4. Veri Birlestirme

Veri madenciligi ¢esitli veri kaynaklarindan, farkli bi¢imlerde veriler toplanarak
yapilir. Farkli veri kaynaklarindan toplanan verilerin, veri madenciligi modeliyle
analiz edilebilmesi icin, analize uygun olarak olusturulan bir bigimde, tek bir veri

kaynag1 olarak birlestirilmesi gereklidir.

3.1.6.5. Veri Doniisiimleri

Degiskenlerin 06l¢ii birimleri arasindaki farkliliklarinin giderilmesi amagli olarak
yapilan doniistimlerdir. min-max ve z-skor standartlastirma algoritmalari, en bilinen
iki yontemdir [74] :

min-max yonteminde veri degerleri mininum 0 ve maksimum 1 olacak sekilde,
asagidaki esitlik kullanilarak doniistiiriiliir:

_X-min(X) X -—min(X)
T aralik(X)  max(X) — min(X)

*

(3.1)

z-skor normallestirme yonteminde ise, veri O aritmetik ortalama, 1 standart sapmaya
sahip olacak sekilde doniistiiriiliir. Bu islem i¢in veriden ortalamanin ¢ikarilmasi ve
standart sapmaya boliinmesi yeterlidir.

_ X —ortalama(X) X — X
~ standartsapma(X) S,

*

(3.2)

3.1.6.6. Aykir1 Degerlerin Tespiti

Aykirt degerler yanliglikla tanimlanmis olabilmekle birlikte, veri analizleri iizerinde
biiylik etkilere sahip olabilecek degerlerdir. Bu degerler standartlastirma algoritmalari
sonucunda elde edilen degerler incelenerek tespit edilebilir. z-skor algoritmasina gore
+3’ ten biiyiik veya -3’ ten kiigiik olarak hesaplanan degerler, aykir1 degerler olarak

tanimlanir.

3.1.6.7. Veri Indirgeme

Veri indirgeme analizde kullanilacak verinin, igerdigi anlamlar1 kaybetmeden, kiigiik,
ozet bir kopyasinin olusturulmasidir. Indirgenmis veriler, veri madenciligi

modellerinin uygulama hesaplama karmasikligin1 azaltmak, asil konuya iliskin
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verilerle probleme odaklanmak gibi faydalar sayesinde, veri madenciligi analizlerinin

daha iyi sonuglar {iretmesini saglar.

Veri madenciliginde asagida listelenmis veri indirgeme yontemleri kullanilir:
v Veri birlestirilmesi veya veri kiipii olusturulmasi
v" Boyut azaltma
v Verinin sikistirilmasi

v Verinin kesikli bigime ¢evrilmesi

3.1.7. Veri Madenciligi Modelleri

Veri madenciliginde kullanilan model islevsel olarak ii¢ farkli grupta listelenebilir.

Bunlar; [16]
1. smiflama ve regresyon modelleri,
2. kiimeleme modelleri
3. birliktelik kurallaridir.

Veri madenciligi tekniklerinde iki farkli 6grenme modeli yaklasimi kullanilir [14],
[75], [76], [77]:

v" Denetimli 6grenme modelinde, gergek sonug degeri veri kiimesi, 6grenme ve
test verisi olarak ikiye boliiniir. Giris ve ¢ikis degerleri bilinen 6grenme veri
kiimesiyle, model egitilir. Modelin egitimi tamamlandiktan sonra, test veri
kiimesi ile tahminler tiretilir. Test veri kiimesi i¢in iiretilen tahmin degerleriyle
gercek c¢ikis degerleri, gesitli 6l¢iim metrikleri ile karsilagtirilarak, hata
hesaplamasi yapilir. Hesaplanan hata degerleri ne kadar kii¢iik olursa, o kadar

dogru tahminler tiretildigi diisiiniiliir.

v Denetimsiz 6grenmede, 6grenme siirecine rehberlik edecek sinif, ¢ikis degeri
bilinen veri olmadig1 igin, verinin igerisinde Oriintiiler incelenerek rehberlik

edecek bilgi olusturularak, elde edilmeye calisilir.

Siniflama ve regresyon modelleri denetimli 6grenme modelleri, kiimeleme ve

birliktelik kurallariysa, denetimsiz modeller olarak tanimlanir [76].
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Denetimli modellerde, analiz verileri igerisindeki veri Orneklerinin hangi simifta
oldugu bilinir; bu bilgi 6grenme ve tahmin siirecine rehberlik eder. Denetimsiz
O0grenmede ise, bdyle bir bilgi bulunmamaktadir. Analizde kullanilan &grenme
algoritmasi, Veri igerisinde oriintii, iliski ve bagimliliklart inceleyerek, kendi kendine

ogrenme siirecini isletir [77].

Veri madenciligi yontemlerinin siniflandirilmasi, asagida sematik olarak

gosterilmistir [67].

[ Veri Madenciligi Yontemleri |

| I
[ Ongorii Yontemleri ] [ Tammlayici Yontemler ]

S el By v

=
s
=
N
=
=5
S

&
(8 1=
)
o
&
=3
=

Sekil 3.6. Veri Madenciligi Yontemlerinin Siniflandirilmasi

Veri madenciligi yontemlerinin siniflandirmasinin, denetimli ve denetimsiz model

iliskilendirmesi Tablo 3.1°de verilmistir.
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Tablo 3.1. Denetimli / Denetimsiz Modeller

Degerlendirme Yontemi Denetimli Denetimsiz

Siiflandirma \
Tahmin Regresyon \

Zaman Serisi Analizi \

Baglanti1 Analizi \
Birliktelik

Ardisik Zamanli \
Kiimeleme Aykir1 Deger Analizi \

3.1.7.1. Simiflama ve Regresyon Modelleri

Veri madenciliginde 6grenme, toplanan verileri bir grupta simiflayarak yapilmaya
calisilir. Smiflama ve regresyon algoritmalar1 denetimli 6grenme modelleri olarak
tanimlanir. Denetimli 6grenme modellerinde, veri kiimesinin bir kismi ile egitilen
O0grenme algoritmasindan, diger kismi ile, sonu¢ degerini tahmin etmesi beklenir.
Regresyon ve Kkarar agaci algoritmalari, denetimli grenme modelleri i¢inde en 6nemli

algoritmalar olarak bilinmektedir [78], [79].

Smiflama ve regresyon algoritmalar1 olarak bilinen 6nemli yontemler asagida

listelenmistir [75]:
1. Karar Agaclar
2. Yapay Sinir Aglar1
3. K-En Yakin Komsu Algoritmasi
4. Naive-Bayes Siniflandirici
Karar Agaclan

Agag seklinde kokten yapraklara kadar kurallar silsilesinden olusan karar agaclarinda,

ogrenme modelindeki degiskenlerin degerlerine gore, agacta dallanarak Ogrenme
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gerceklestirilir [80]. Su ozellikler, akis diyagrami yapisindaki karar agaglarinin giiglii

yonleri olarak listelenebilir [79]:
v' Karar agaglarinda mevcut kurallardan kolaylikla yeni kurallar tiiretilebilir.
v" Verileri, kolayca smiflandirma konusunda yeteneklidir.
v Kesikli ve siirekli degiskenler iceren modellere uygulanabilir.
v Model hangi degiskenlerin 6nemli oldugunu se¢ebilme yetenegine sahiptir.

Karar agaclarinda, digiimler ozelliklerin testini gosterirken, diiglim dallar1 test

sonuclarini, aga¢ yapraklari ise agagla yapilan siniflandirmanin etiketlerini gosterir.
Karar agaci modellerinde, agacin olusturulmasi iki siireg igerir [67]:

1. Agac olusturma: Veri orneklerinin 6zellik degerlerine gore, agagta kokten
yapraklara dallanmalar ve diigiimler olusturularak aga¢ olusturulur.

2. Aga¢ budama: Agac lizerinde veri madenciliginin veri temizleme siireci
caligtirtlir. Model igin 6nemli olmayan, aykirt ve mantiksiz degerler ile bir

defaya mahsus gelisen durumlar1 tanimlayan degerler agactan silinir.

Karar agaci ile smiflandirmada, 6rnek veriyi en iyi bdlen o6zellikler belirlenerek
smiflama yapilir. Veriyi en iyi siniflayan ozelliklerin dogru olarak belirlenmesi,
modelin dogru kararlar vermesi agisindan énemlidir. Ornekleri en iyi bdlen dzellikler,

tyilik fonksiyonu (goodness function) kullanima ile belirlenebilir.

Veri madenciligi modeli smiflandirma algoritmalarina gore kullanilan iyilik

fonksiyonlar1 asagida listelenmistir:

1. Bilgi kazanci: ID3, C4.5

2. Gini indisi: Her nitelik ikiye boliiniir ve tiim olasi ikiye boliinmeler sianur.
Bilgi Kazanci

Bilgi kurami kavramlar1 kullanilarak, karar agaclarimin olusturuldugu yontemdir.
Biitiin niteliklerin ayrik degerler aldig1 varsayilan yontem, degisiklik yapilarak siirekli
degiskenlere de uygulanabilir. Siniflandirma isleminde minimum sayida karsilastirma

yapilmasinin hedeflenmesi, siniflandirmanin 6nemli 6zelliklerindendir.

S veri kiimesi i¢in, A 6zelliginin bilgi kazanci,
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S.
Gain(S,A) = Entropy(S) — Z %Entropy(s,,) (3.3)

veValues(4)
ifadesiyle hesaplanabilir. Bu ifadede, Values(A), A o6zelliginin alabilecegi degerler,

S, ise, A = v kosulu i¢in, S’ nin alt kiimesidir.
Entropi fonksiyonu

Entropi rastgeleligi, belirsizligi ve beklenmeyen durumun ortaya ¢ikma olasiligini
gosterir. Entropinin siniflandirmada 6nemi, belirsizligi 6lgmesidir. Veri analizinde
gerceklestirilen siiflandirmanin dogruluk derecesi, entropinin 0’a yakin olmasiyla
Olctiliir. Smiflandirmada olayin gergeklesmesi durumu, entropi degeri 0 olarak
tanimlanir. Esit olasilikli durumlara sahip sistemler, yiiksek belirsizlige sahiptirler.
Entropi bilgi igin, rassal bir olaymn olmasi durumunda varolan bilgi 6lgiiti olarak
tanimlanirken, bir siire¢ i¢in, veri 6rneklerinin tamaminin igerdigi bilginin 6ngoriilen

degeri olarak tanimlanir.

Shannon’a gore, bir sistemde gelisen durum degisikliklerinde, entropide meydana
gelen degisim, bilgi boyutunu tanimlar [81]. Bu durumda bir sistemin belirsizligi
arttikca, sistem dahilindeki olaylarin gergeklesmesi durumunda elde edilecek bilgi de

artacaktir. Diger bir deyisle, risk arttik¢a, kazancta artar.

P1, D2, -, Ds , toplamlar1 1 olan olasilik degerleri olmas1 kosulu ile, entropi fonksiyonu

asagidaki esitlik ile hesaplanir:
S
H(py,p2,..,ps) = — z pilog(py) (3.4)
i=1

Gini indisi Algoritmasi

Gini algoritmasinda, ozellik degerleri iki ayr1 bolimde hesaplama islemine tabi
tutularak, boliimleme gergeklestirilir. Sol ve sag boliimler igin ayr1 olarak, Ginig,; Ve

Ginigqy degerleri, (3.5) ifadesi ile hesaplanir.
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i=1

(3.5)

Tsinif; sol ve sag bolimdeki siif degerlerini, |Bg,;| sol kisimdaki degerlerin

tamaminin sayisini, |Bsag| sag kisimdaki degerlerin tamaminin sayisini gosterir.

Hesaplamalar sonucunda, béliimler bazinda Gini degeri en diisiik olan degerler, sonug

olarak segilir.

Karar Agaci Algoritmalar

Yapisinda karar agaglarini kullanan CHAID, QUEST, CRT, SLIQ, ID3 ve C5.0 gibi
bircok algoritma vardir. Bu algoritmalardan bazilar1 ve ozellikleri Tablo 3.2°de

verilmistir [82].

Tablo 3.2. Baz1 Karar Agaci Algoritmalar1 Ozellikleri

Karar Agaci Algoritmasi Ozellikler

CRT v" Gini indisi algoritmasi ve iki bolimli islemi kullanir.

v Karar agacmim digiim bagh olmayan diigiimlerinde

iki dal bulunur.

v Karar agacmin karmasikligina gore budama islemi

yapilir.

v Siniflandirma ve regresyon siiregleriyle uyumludur;

bu siireclere kolaylik saglar.
v' Siirekli degiskenler igeren modellere uygulanir.

v' Ham veri kullanilmaz. Verinin algoritmaya uygun
hale getirilmesi i¢in, veri 6n isleme siire¢lerine

ihtiyag¢ duyar.
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C4.5ve C5.0 v Karar agaci dugiimlerden ¢ikan ¢ok sayida dallarla

olusturulur.

v Agactaki dal sayis1 veriyi olusturan kategorik

degiskenlerin sayisina esittir.

v" Smiflandirma modeli, birden fazla karar agacinin

birlesiminden olusur.

v' Degiskenlerin alt boliimlere ayrilmasi islemlerinde

bilgi kazanc1 yontemi kullanilir.

v' Karar agacinin yapraklarinda, karsilasilan hata

oranina gore budama islemi yapilir.

CHAID v' Algoritmadaki bolimleme iglemleri ki-kare testleri
SLIQ ile yapilir.
v Agagtaki dal sayisi iki ile veriyi olusturan kategorik

degiskenlerin kategori sayisi arasinda degerler alir.
SPRINT v' Hizli ve Olgeklenebilir  bir  smiflandirma

algoritmasidir.

v' Algoritma hizhi bir sekilde calisan aga¢ budama

islemine sahiptir.
v' Biiyiik veri kiimelerinde iyi sonuglar tiretir.

v Nitelik degerlerinden en uygun olani segilerek,

bolme islemi yapilir.

v’ Algoritmanin  bellek  kisitlamalarina  ragmen,
nitelikler bellekte liste olarak tutulur; hesaplamalar

bu veri yapis1 tizerinden yapilir.

ID3 Algoritmasi

Quinlan tarafindan sunulan ID3 algoritmas1 kategorik verilerle ¢alisir [83].

Algoritmada olusturulan karar agaci ile ¢ok boyutlu veri, belirlenmis bir nitelikle
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boliimlenir ve her adimda 6zelliklere gore yapilacak islemler belirlenir. Karar agaclari
algoritmalarmin karmasiklig: icerdigi diigiim ve yaprak sayisina gore belirlenir. Bu
nedenle, ID3 algoritmasinda diigim ve yaprak sayisini azaltacak teknikler

kullanilmastir.

Karar agaclarin bdliimlenmenin baslanacagi niteligin dogru belirlenmesi 6nemlidir.
Boliimlemenin uygun nitelikten baslamamasi, karar agacinda c¢ok fazla diigim ve

yaprak olmasina neden olmaktadir.

Dallanma igin nitelik belirleme isleminde, asagida anlatilan islem adimlari takip edilir
[67]:

1. Oncelikle smnif niteliginin entropisi hesaplanur.

S
3.6
H(T) = = pilog() (49
i=1
2. Smuflarla bagmtili nitelik vektorlerinin entropisi hesaplanir.
n
T3 |T;
H(X,) = — lo
T L X
(3.7)
o 1%
HX,T) = — Y —<H(X,)
& x|

3. Siif niteligi i¢in hesaplanan entropi degeriyle, nitelik vektorlerinin

entropisinin farki alinarak, nitelik bazinda kazang degeri hesaplanir.
Kazang(X,T) = H(T) — H(X, T) (3.8)
(3.8) ifadesiyle hesaplanan kazang degerleri iginden, kazang degeri en biiyiik olan
vektor, dallanilacak diigiim olarak segilir.
C4.5 Algoritmasi

Quinlan’1n gelistirmis oldugu C4.5 [84] algoritmasi sayisal degerler alan degiskenlerle
karar agaci olusturmada kullanilir. ID3 algoritmasinin iyilestirilmis bir slirlimii olan
C4.5 algoritmasi, sayisal degerlerin kategorik degiskenlere cevrilmesi agisindan

farklidir. Algoritmada asagida listeli adimlar takip edilir [84], [67]:
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1. Bilgi kazancin1 maksimum yapacak bir esik degeri segilir.
2. Siralanan degerler ikiye boliinerek, esik degeri bulunur.

3. [v;,v;41] araliginin orta noktasi bulunarak, esik degeri hesaplanir (bknz. (3.9)).
t; = ‘T”f (3.9)
4. Boylelikle esik degeri orta nokta kabul edilerek, nitelik degerleri iki kategoriye

boliinmiis olur.
Twoing Algoritmasi

1984°te Breiman tarafindan bulunan, diigiimlerde sadece ikili dallanmalarin oldugu
CART algoritmasinda diigiimde dallanmalar, belirli bir olgiite gore gerceklestirilir
[85]. Bu 6lg¢iit tiim niteliklerin degerleri ve eslesmeleri gbz Oniine alinarak belirlenir.
Boliinme islemi sonucunda iki bdliim elde edilir ve bu algoritma ile se¢me islemi

yapilir [67]. Twoing algoritmasinin adimlari agsagida listelenmistir:

1. Algoritmada egitim veri kiimesi, her bir islem adiminda sag ve sol olmak {izere

iki ayr1 dala boliintir.

2. Sag ve sol dallar igin ayr ayri, ilgili siitundaki nitelik degeri yineleme sayisi

hesaplanur.

3. Smif degerleri meydana gelme olasilig1, sag ve sol boliimdeki nitelik degerleri

icin hesaplanir.

4. Diiglimlerdeki dallanmalar i¢in uygunluk degeri hesaplanir; nitelik degerine en

biiyiik deger atanir.

smlfj

smlf] | (3.10)
|Bsol| TlBsagll

I sol|| sagl
®(B|d) = 2 z
(Bld) Tl

(3.10) ifadesinde, T egitim kiimesi kayit sayisi, B aday boliinme sayisi, d digiimii,
Tsinifj, j.smuf igin hesaplanan degeri, ®(B|d) ise hesaplanacak uygunluk degerini

gosterir.
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K-En Yakin Komsu (K-Nearest Neighbour) Algoritmasi

Denetimli 6grenme modeli algoritmas1 olarak bilinen k-en yakin komsu
algoritmasinda, sinifi yani sonu¢ degeri bilinen veri kiimeleri ile 6grenme siireci
isletildikten sonra, modele yeni eklenen gozlem degerleri i¢in sinif degeri tahmin

edilir.

Bu smiflandirma tekniginde, veri kiimesine eklenen gozlem kayitlarinin birbirine
uzakliklart hesaplanarak, birbirine en yakin kK sayida gozlem kaydi birbirine komsu

olarak secilip ayn1 grupta siniflanir.

Gozlem kayitlarinin birbirlerine komsuluklarini hesaplamada kullanilan en bilinen
uzaklik hesaplama yéntemi, Oklid uzaklik yonteminin ifadesi (3.11)° de

goriilmektedir.

p
@d(i,j) = z(x"" — x,-k)2 (3.11)
k=1

Uzaklik hesaplamada Oklid uzakligindan farkli olarak Hamming [86] ve Minkowski
[87] uzakliklar1 da kullanilabilir.

K-en yakin komsu algoritmasinin adimlar1 asagida listelenmistir:

1. Oncelikle, algoritmada bir simifi olusturacak en yakin komsu sayist (k),

parametresi segilir.

2. Referans almacak bir noktaya gore en yakin komsuluklarin bulunulacag:
algoritmada, uzaklik fonksiyonlart kullanilir. Veri kiimesi kayitlari ile referans
nokta arasindaki uzaklik hesaplanir; uzaklik olarak en yakin olanlar, komsu

olarak ayni siifda gruplanir.

3. Uzaklik fonksiyonu ile hesaplanan degerler, kiiciikten biiyiige siralanir ve en

kiigiik k deger ¢oziim olarak segilir.

4. Cozim olarak segilen degerlerin smifi belirlenerek, en fazla yinelenen sinif

secilir.

5. Belirlenen sinif, tahmin i¢in kullanilan veri gézlem Orneginin tahmini sinif

degeri olarak segilir.
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Bayes Siniflandiricilar

Bayes teoremini kullanarak yapilan istatistiki tahminlerle, veri 6rneginin bir sinifa iiye
olma olasiligin1 tahmin eden bir siiflandiricidir. Naive Bayesian olasilik teorisini
temel almasi, veri kiimesindeki 6rnek olaylarin birlikte gerceklesme olasiliklarim

hesaplamasi 6zellikleri sayesinde, basarili sonuglar iireten bir siniflandiricidir [77].

Bayes kurali,

p(x|Cj) . j sinifina ait bir veri 6rneginin x olma olasiligi,

P(Cj) : j smifininin olugma olasiligy,

p(x) : Veri kiimesinden segilen bir 6rnegin x olma olasiligi,

P(Cj|x) - Veri kiimesinden segilen x verisinin j sinifina ait olma olasiligi,

olmasi kosuluyla, (3.12) ifadesi ile hesaplanir.

p(x|C;)P(C;)  p(x|C;)P(C))
px) Y. pXx|C)P(C,) (3.12)

P(C; 1x) =

Naive Bayes smiflandiricisinin islem adimlar asagida listelenmistir:

v Ogrenme veri kiimesi T ‘nin biitiin elamanlarmin n boyutlu veri uzayinda

tanimli olmasi kosuluyla, X = (xy, x5, ..., X;,) olarak ifade edilsin.
v Veri kiimesinde m adet sinif olsun ve C;, C,, ..., C,,, olarak ifade edilsin.

v Siniflamada son olasilig1 en biiyiik olan degerler aranir ( max ((C;|X)) ).

P(X|Cy)P(Cy)

ifadesi tiretilir.
P(X)

v' Bayes teoreminden P(C;|X) =

v' P(X) olasiliginin, veri modelindeki tiim siiflarda sabit bir degere sahip olmasi
nedeniyle, P(C; |X) =PX | C;)P(C;) ifadesi i¢in, maksimum olasilik degeri

bulunmaya ¢aligilir.
Siniflandirma Basarim Degerlendirmesi

Siniflandirma teknikleri ile gerceklestirilen siniflandirmalarin bagarimi asagida listeli

yontemler ile dlgiilebilir [67]:
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1. Hiz

a. Model olusturmaya harcanan siire

b. Smiflandirma islemi i¢in harcanan siire
2. Kararlilik

a. Analizde kullanilan veri kiimesinin, modele aykir1, mantiksiz, eksik degerler

icermesi durumunda da tutarli, iyi sonuglar tiretmesidir.
3. Olceklenebilirlik

a. Veri kiimesinin biiyiikliigiinde artiglara cevap verme yetkinligiyle, biiyiik

boyutlu veri kiimelerinde iyi sonuglar iiretmeye devam etmesidir.
4. Anlagilabilirlik

a. Smiflandirma modelinin  kullanicinin  yorumlayabilecegi  sonuclar

iiretmesidir.
5. Kural bagimlilig:

a. Birbirine benzer olmayan, iliskisiz kurallar

3.1.7.2. Kiimeleme Modelleri

Denetimsiz bir 0grenme modeli olan kiimeleme modellerinde, veri kiimesi,
birbirleriyle benzer 6zellikler tasiyan veri elamanlarindan olusur. Ayn1 kiimede olan
veri elamanlar1 birbirine yiiksek oranda benzerlik gosterirken, farkli kiimedeki veri

elamanlari ¢ok az benzerlik gosterir [77].

Kiimeleme modelllerinde Sekil 3.7. de goriildiigii gibi, veri elamanlarinin birbirine
benzerliklerine gore, birbirine benzemeyen kiimelerde gruplanmasi amaglanmaktadir

[77].
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Sekil 3.7. Kiimeleme Modelleri

Veri kiimesini olusturan veri elemanlarinin birbirlerine benzerlikleri uzaklik
fonksiyonlar1 kullanilarak hesaplanabilir. Uzaklik fonksiyonu degerine gore birbirine
yakin elemanlar ayni kiimede gruplanirken, uzak elemanlar1 farkli kiimelerde
gruplanir. Kiimeleme algoritmalarinda kullanilan, bilinen uzaklik hesaplama

yontemleri sunlardir:

v" Manhattan Uzakligi: p boyutlu uzayda segilen i ve j noktalar1 arasindaki
uzaklik,

d(i,j) = |xi1 - lel + |xi2 — xl'zl + -+ |x,-p - xjpl (313)

ifadesi kullanilarak hesaplanir.

v Oklid Uzaklig1 :p boyutlu uzayda secilen i ve j noktalari arasindaki uzaklik,

@)= \/lxil = x| g = 2|+ [ — ] (3.14)

ifadesi kullanilarak hesaplanir.

v" Minkowski Uzakligi: p boyutlu uzayda segilen i ve j noktalar1 arasindaki
uzaklik,

.. 4 q q q
d(l,]) = \/lxil - lel + |Xi2 - ij + -4 xip _ xjp (315)

ifadesi kullanilarak hesaplanir.
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Kiimeleme modellerinde, veri elamanlarinin ayni kiimede gruplanmasinda kullanilan

ikili benzerlik ve uzaklik 6lgiisii yontemi asagida anlatilmustir:
Ikili Benzerlik ve Uzakhk Olgiisii

Analizde kullanilan verilerin, iki siniftan olusan kategorik degiskenler igermesi
durumunda kullanilan 6lgiim yontemidir. Genellikle O ve 1 degerlerinden olusan bu
veri degiskenlerinde, 0 aranan o6zelligin olmamasin1 gdsterirken, 1 aranan 6zelligin

oldugunu gosterir.

Bu yontemde, Tablo 3.3’te gosterimi verilen, 2*2 boyutunda olasilik tablosu

kullanilarak, benzerlik ve uzaklik hesaplamalar1 yapilir [77], [88].

Tablo 3.3. Binary Benzerlik Olgiisii

j Ornegi
i Ornegi 0 1
0 a b
1 C d
a : i ve j orneginde 0 degerini alan 6zellik sayist

(ay)

. 1 6rneginde 0, j* de 1 degerini alan 6zellik sayis1
c : i 6rneginde 1, j ‘de 0 degerini alan 6zellik sayis1
d: ivejorneginde 1 degerini alan 6zellik sayis1

Tablo 3.3” teki degerler kullanilarak asagida verilen yontemlerle, benzerlik 6l¢iisii

hesabi yapilir.

Basit Eslesme Katsayisi: Modelde kullanilan ikili degiskenin simetrik olmasi

durumunda,

a+d

a+b+c+d (3.16)

sim(i,j) =
ifadesi kullanilir.

Jaccard katsayisi: Modelde kullanilan ikili degiskenin asimetrik olmasi durumunda,

d

- 3.17
b+c+d ( )

Sim]accard (i'j) =

ifadesi kullanilir.
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K-Ortalamalar Kiimeleme

Analiz veri kiimesini, bilinen K sayida kiimeye, istatistiki yontemleri kullanarak
ayiran, basit ve verimli bir kiimeleme yontemidir. Belirli sayida kiimeyle, ortalama
hata metrigini minimum yapmak amaciyla, verinin kiimelerine ayrilmasi algoritmasi

asagida verilmistir.

v' N boyutlu uzayda, N 6rnekli kiimelerin verildigi varsayilsin. Bu uzayin
{ci, ¢y, ..., ck} seklinde K kiimeye ayrildigi diistiniilsiin. Bu durumda,
Yn, =N (k =1,2, ..., k) olmasi kosuluyla, C;, kiimesi ortalama vektorii M,
asagidaki gibi hesaplanir.

My, = nikZ?zleikC (3.18)

v' Burada X, degerinin, C), kiimesinin bir elamani olmasi kosuluyla, Cj
kiimesindeki karesel hata, C; 6rnek veri elamanlari ile veri kiimesinin merkez
noktas: arasindaki, Oklid uzakliklarinin toplam olarak hesaplanir. Asagidaki

ifade ile hesaplanan hata terimi, kiime i¢i degisim olarak da isimlendirilir:

Nk
? = ) (e = M (319
i=1

v' Kiimeleme algoritmasinda toplam karesel hata, tiim veri kiimesi igerisindeki
kiime i¢i degisimlerin kareleri toplami alinarak, (3.20) ifadesindeki gibi

hesaplanir.

K
E2 = Z o2 (3.20)

=1

=

K-ortalamalar kiimeleme algoritmasinda, K sayida kiime kullamlarak, EZ hata
terimini minimun yapacak sekilde, veri kiimesinin kiimelerine ayrilmas1 amaglanir. Bu
ifadeden hareketle, Ef hata teriminin algoritmanin ddngiileri boyunca azalacag

beklenir. K-ortalamalar kiimeleme algoritmas1 islem adimlar1 asagida listelenmistir:
v Kiimeleme iglemlerinde verilerin ayrilacagi, k kiime sayis1 belirlenir.

v' Analizde kullanilacak veri igerisinden rassal olarak, k merkez noktasi

belirlenir.
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v Veri kiimesi elemanlariyla, segilen merkez noktalar1 arasindaki Oklid

uzakliklar1 hesaplanir.
v Yeni veri elamanlariyla, veri kiimeleri i¢in merkez noktalar1 hesaplanir.

v' Hesaplanan veri kiimesi merkez noktalarinin énceki merkez noktalari ile ayni
olmasi durumunda algoritma sonlanir. Aksi durumda 3. adimdan g¢alismaya

devam eder.
Hiyerarsik Kiimeleme

Hiyerarsik kiimeleme yonteminde, k-ortalamalar kiimeleme yonteminden farkl
olarak, kiime sayisinin belli olmasina ihtiya¢ duyulmaz; fakat algoritma bir durma

kosuluna gereksinim duyar.

1990 yilinda Kaufmann ve Rousseeuw tarafindan bulunan, Sekil 3.8” de sematik
gosterimi yapilmig olan, hiyerarsik kiimeleme yoOnteminin islem adimlar1 asagida

listelenmistir [89]:

v Algoritma veri elamanlarinin her birini, bir kiime kabul ederek calismaya
baglar.

v Kiimeler arasindaki uzakliklar hesaplanir; birbirine en yakin olan kiimeler
birlestirilir.

v" Kiimelerin birbirlerine uzakliklari, tekil baglanti yontemi kullanilarak

hesaplanir.

v" Veri elamanlarmin tiimii tek bir kiimede toplanana kadar, islem ¢alismay1

surdirur.

S
k'a k"-ﬁ \'s) \*2 |

¢ PN ~ f':

)

2
’l
-

¢
('/ *e

Sekil 3.8. Hiyerarsik Kiimeleme Modeli (AGNES)
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Hiyerarsik Kiimeleme: DIANA

[k defa Kaufmann ve Rousseeuw (1990)” in duyurdugu DIANA algoritmasi, AGNES
algoritmasinina gore ters yonde calisir. Veri elamanlarimin tiimii tek bir kiimede
toplanmis sekilde calismaya baslayan algoritma, tiim veri elamanlar1 ayr tek bir
elamanli kiimeye yerlestirilene kadar devam eder [89]. Algoritmanin sematik

gosterimi Sekil 3.9.da verilmistir.

R Q N
L on = =\ ()
( =9

3.1.7.3. Birliktelik Modelleri

Sekil 3.9. Hiyerarsik Kiimeleme Modeli

Birliktelik modelleri birden fazla olayimn, birbiriyle iligkili olarak, es zamanh
gerceklesmelerini analiz etmeye ¢aligir. Birliktelik modelleriyle veri madenciliginde,
cesitli bilgi alanlarnin analizi 6nem arzeder. Ornedin miisterilerin alisveris
aligkanliklarini belirleyerek, hangi tiriinleri birlikte satin almayi tercih ettikleri
belirlenebilir ve satis rakamlarinin artmasi saglanabilir. Birliktelik kurallart ve ardisik
zamanli Oriintiiler, veri madenciligini temel alan pazar sepeti analizlerinde,

misterilerin aligverislerinde {iriin tercihi aliskanliklarini belirlemede kullanilir [14].

Es zamanl gergeklesen, birbirleriyle iliskili olaylarin tanimlanmasinda kullanilan

birliktelik modellerine, baz1 6rnekler asagida listelenmistir:
1. Marketten kola alan bir miisterinin, %75 olasilik ile patates cipsi almasi.

2. Yagsiz yogurt ve az yagli peynir satin alan miisterinin, %85 olasilikla %0 yagh

siit almas1 gibi.

Ardisik zamanli Oriintiiler, birliktelik kurallarindaki gibi aralarinda bir iligki olan

olaylar1 incelerler; fakat olaylar eszamanli olarak gerceklesmez, ardisik olarak
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gerceklesir. Sonraki olayin olugma olasiligi, onceki olaymn olusmasina baghdir.

Ardisik zamanh Oriintiilerle ilgili baz1 6rnekler asagida goriilebilir.

1. X ameliyat1 gegiren bir hasta, 15 giine kadar, %45 olasilikla Y enfeksiyonuna

yakalanabilir.

2. IMKB endeksinde diisiis olmasi durumunda, A hisse senedinde %15’in
tizerinde bir artis olursa, 3 isgiliniine kadar B hisse senedinde de %60 olasilikla

artis olacaktir.

Orneklerden de goriildiigii gibi olaylar birbirine takip eder; ardisik olarak gerceklesir.

3.1.7.4. Model Hata Degerlendirme

Denetimli 6grenme modellerinde ham verinin veri 6n isleme siirecleriyle islenmesiyle
elde edilen veri, 6grenme ve test verisi olarak iki kiimeye ayrilir. Ogrenme veri kiimesi
ile egitilen algoritmadan, test verileri ile tahminler iiretmesi beklenir. Denetimli
6grenme modellerinde kullanilan test verisinde, giris degerlerine karsilik ger¢ek sonug
degeri bilinmektedir. Ogrenme algoritmasi ile tahmin edilen sonuc degeri, gesitli
Olciim metrikleri kullanilarak gercek sonug¢ degeri ile karsilastirilir ve modelin

dogruluk derecesi belirlenir.

Bir 6grenme modelinin dogruluk derecesinin belirlenmesinde kullanilabilecek en ilkel
yontem, basit gegerleme yontemidir. Veri kiimesinin %5 ila % 33’ iiniin test verisi,
diger kisminin 6grenme verisi olarak ayrildigi bir denetimli 6grenme modelinde,
ogrenme verisi ile egitim gerceklestirildikten sonra, test verileriyle tahminler iiretilir.
Test verileriyle elde edilen tahmin sonuglari, gercek sonuglar karsilastirilarak, dogru
ve yanlis siniflandirilan olaylar belirlenir. Bu parametreler kullanilarak hata orani,
yanlis tahmin edilen olaylarin sayisi, biitlin olaylarin sayisina, dogruluk orani ise yanlis
tahmin edilen olaylarin, biitiin olaylarin sayisina boliinerek hesaplanir. Tahmin edilen
degerin dogru veya yanlis olmak {izere, iki durumunun olmasindan hareketle, olasilik
teorisinin geregi olarak, dogruluk ve hata oranmin toplami 1 olur. Bu durumu

aciklayan ifade (3.21)’ de verilmistir.

Dogruluk Orant = 1 — Hata Orant (3.21)
Veri miktarinin smirli sayida olmast durumunda, ¢apraz gegerleme yontemleri daha

1yi sonuglar verebilir. Bu yontemde veri kiimesi rassal olarak, a ve b olmak iizere, esit
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sayida elamanl iki veri kiimesine boliiniir. Oncelikle a 6grenme veri kiimesi ile
egitilen 6grenme modelinin, b veri kiimesi ile tahmin iiretmesi beklenir. Ikinci
asamada 6grenme ve test veri kiimeleri yer degistirilerek, ayn1 islemler tekrar edilir.
Her iki asamada hesaplananan hata degerlerinin ortalamasi alinarak hata oram

hesaplanur.

Birkag¢ bin satir civart veriden olusan veri kiimelerinde, veri kiimesi n gruba
boliinebilirse, n kath capraz gecerleme yontemiyle model degerlendirme
gerceklestirilebilir. n katli ¢apraz gecerleme yonteminde veri, n veri kiimesine
boliiniir. n veri kiimesinden biri test digerleri 6grenme kiimesi segilerek, denetimli
O0grenme siirecgleri isletilir. Bu siire¢, her asama diger veri kiimelerinden biri test veri
kiimesi secilerek, n asama devam eder. Her bir asamada hesaplanan hata oranlarinin

ortalamasi alinarak nihai hata oran1 hesaplanir.

Bootstrapping veri kiimesi boyutunun kii¢iik oldugu durumlarda tercih edilir. Bu
yontem egitim veri kiimesi, veri kiimesi i¢erisinden tek tek rastgele olarak secilerek
belirlenir. Rassal olarak secilen veri, her defasinda asil veri kiimesine tekrar eklenir.
Bu nedenle secilen bir verinin tekrar segilebilme durumu oldugu gibi, hi¢
secilmeyedebilir. Egitim veri kiimesi ile 6grenme siireci isletildikten sonra, kalan
veriler de test kiimesini olusturur. Modelin dogru sonuglar tiretebilmesi i¢in egitim ve
test veri kiimesi olarak segilen 6rneklemlerin, modeli iyi tarif etmesi gerekir. Modelde
n adet 6rneklem i¢in n kez calisarak 6rnekleme islemi yapilir ve herbir 6rneklem igin
Ogrenme ve test asamalari caligtirllir. Hesaplanan hata oranlarmin ortalamasi

hesaplanarak, nihai hata oran1 belirlenir.

3.2. Metin Madenciligi

3.2.1. Metin Isleme

Metin madenciligi, analiz edilecek verinin metin bi¢iminde oldugu veri madenciligi
yontemidir. Metin veri madenciligi yonteminde, metin dilbilimsel amaglarla veya 6zet,

Oonemli ve anahtar veri ¢ikarimi amacl olarak kullanilir.

Metin madenciliginde yapisal olmayan veriden 6nceden bilinmeyen, analiz agisindan
kullanigh ¢ikarimlar yapilmaya g¢alisilir. Elde edilen bilgilerden, metinden g¢ikarim

yapilacak gizli iliskiler, varsayimlar ve yonelimler oldugu goriiliir [90], [91].
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Metin madenciligi, metin bigimindeki veri kaynaklarindan bilgi kesfetme olarak da

tanimlanabilir [92].

Metin madenciligi teknikleriyle, iki farkli belgenin birbirleriyle benzer olup
olmadigina, karar verilebilir. Bu islem frekans analizi ile yapilabilir. Belgelerin
igerisindeki kelimelerin tekrar sayilar1 birbirleriyle karsilastirilarak, iki belgenin

birbirleriyle benzerligine karar verilebilir [93].

Metin madenciligi klasik veri madenciliginin bir parcasi olarak diisiiniilse de, veri
kaynaklart agisindan ciddi bir fark olusturmaktadir. Metin madenciliginde dilbilimsel

analizler, dogal dil metinleri tizerinde kullanilmaktadir [92].

Metin madenciliginde veri ¢ikarimi, tokenlastirma, frekans analizi, duygu analizleri,
dilbilimsel, fonetik ve morfolojik analizler, oriintii tanima vb. analizlerle yapilmaya
calisilir. Metin madenciligi basit anlamda, metinleri sayisallagtirarak, Oriintiiler
cikarmaya calisir. Ileri seviyede diisiiniildiigiinde ise metinleri dzetleyerek bilgi

¢ikariminda bulunmaya calisir.

Miner vd. (2012)’ nin ¢alismasinda, metin madenciliginin, veri madenciligi, dogal dil
isleme, makine Ogrenmesi, yapay zeka, istatistik, hesaplamali diller, kiimeleme,

smiflandirma vb. disiplinler ve yontemler ile iliskili oldugu sunulmaktadir [94].

Metin
Siniflandirma

Veri
Madencilgi

Bilgi
Cikarimi

Metin Kiimeleme

Metin Madenciligi

Veri Tabanlan Web Madenciligi

Kavram
Cikarimi

Bilgiye
Erigim

Hesaplamali Diller

Sekil 3.10. Metin Madenciligi Iliskili Oldugu Yéntem ve Disiplinler

45



Genel olarak, klasik bir metin madenciligi ¢alismasi Sekil 3.11°de 6zetlenmistir [95].

Degerle?udi.mle

Ozellik Secimi

I
I
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4 |

\ I

\ I
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| \ |
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Sekil 3.11. Metin Madenciligi Calismasi

Zohar (2002)’ ye gore metin madenciligi, dort ana grupta siniflandirtlmistir [96]:

1. Bilgi Erisimi

no

Bilgi Cikarimi

3. Web Madenciligi

e

Kiimeleme

3.2.1.1. Bilgi Erisimi

Vickery [97], Mooers [98] bilgiye erisimi, bilgilerin tutuldugu bir veri kaynagindan

getirilmesi olarak tanimlar.

Metinsel bir veri kaynaginda bilgiyi bulmak i¢in, konusal bir arama yapilir. Buradaki
sorun, kullanicinin ne gibi bilgilerle ilgilendigi ve kullanicinin yaptig1 aramaya karsilik

ne gibi belgeler sunmak gerektigidir [99].

Can vd. (2008) calismasina gore bilgi ulasmada iki dnemli 6l¢iit vardir [100]:
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1. Dogruluk: Kullanicinin aradigi bilgi ile ilgili yaptig1 sorguya sonug¢ olarak
donen belgelerin igerisinde, aradig1 konu ile ilgili belgelerin sayisinin, tiim ilgili

belgelerin sayisina orant, dogruluk orani olarak gosterilir [100], [101].

Konuyla ilgili belge sayist

Dogruluk = (3.22)

Tum ilgili belgelerin sayist

2. Duyarhilik: Kullanicinin yaptigi sorgu sonucunda donen belgeler igerisindeki
konuyla ilgili belgelerin, donen tiim belgelere oram1 duyarlilik olarak
isimlendirilir. Duyarlilik yapilan ¢alismada hizi belirleyen 6nemli bir etkendir.
I1gili belge bulma oran diisiik oldugu siirece, yeterli sayida ilgili belge bulma

sliresi uzayacag i¢in ¢aligmanin hizi da yavaslayacaktir [100], [101].

Donen ilgili belge sayist

Duyarlilik = (3.23)

Donen belgelerin sayist

Bilgi ¢ikariminda elde edilen bilginin belge icerisinde dnem haiz edip etmedigi,
konuyla ilgili olup olmadigin1 anlamak i¢in agirlk (w) verme modelleri
gelistirilmistir. Yerel agirliklandirma isleminde terim frekans: kullanilirken, genel
agirliklandirma islemindeyse ters belge frekansi kullanilir [100], [101].

Terim frekansi (tf) bir terimin belge icerisindeki tekrarlanma sikligidir. Ters belge

frekansi (bf) ise terimin belge koleksiyonu (B) igerisindeki 6nemini gosterir.

Bu tanimlardan hareketle, bilginin 6nemi belge icerisinde terimin sik gdziikmesine
bagliyken, belge kiimesi icerisinde az goziikkmesine baglidir. Bu durumda agirlik

fonksiyonu asagidaki ifadedeki gibi hesaplanir.

B
w; = tfilogﬁ (3.24)

Frekans degeri kiigiik olan terimlerin ters belge frekansi biiyiik degerler alirken, biiyiik

olanlarin ise kiigiik olur.

TF-IDF, bir terim az sayida belgede ¢ok siklikla goriiliiyorsa biiyiik, tiim belgelerde
az ¢ok sayida yer aliyorsa kii¢iik deger alir [100], [101], [102].
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3.2.1.2. Bilgi Cikarim

Birgok veri kaynagindan elde edilen belge yiginindan, 6zet bilgilere erigilmesine bilgi
¢ikarimi denir. Web sayfalarindan bilgiler karsilagtirilarak, genis 6lgekli belgelerden
bilgi ¢ikarimi yapilabilir [103].

Bilgi ¢ikarimi yontemi, belge igerisindeki unsur ve varliklar1 ¢ikarir; aralarindaki
iligkileri belirler. Bilgi ¢ikarimi teknikleri, analiz edilen metindeki varliklar hakkinda
bilgi veren 6nermeleri kullanarak, metnin varliklar1 ve aralarindaki iliskiler hakkinda
bilgi ¢ikarimda bulunurlar [104], [105].

Bilgi ¢ikarimi yontemleri metnin konusuyla ilgili terimler ve iligkileri 6n plana
¢ikarmasi agisindan 6nemlidir. Bu yontemlerle metin analizlerinde amacin bilinmeyen
terimler ve iligkileri ortaya ¢ikarnak olmasi durumunda, bilgi kesfi yontemlerinden
faydalanilir. Bilgi kesfi yontemleri metinden elde ettigi bilgileri diger kaynaklarla
pekistirir. Bu yontemde terim ve terimler arasi iliskilerden daha ileri gidilerek 6zel
yapilar ve fonksiyonlarla, birbirlerine baglilik gosteren bir baginti kiimesi olusturulur.
Bu tiir sistemlerde metinsel verilerle birlikte yapisal verilerden de faydalanilabilir
[106].

Bilgi ¢ikarim sistemlerinde elde edilen verinin degerlendirilmesi bilgi erisim
sistemlerinde oldugu gibi, dogruluk ve duyarlilik dl¢iitleriyle yapilir. Bilgi ¢ikariminda
tahminler, olgim olgiiti olarak kullanilir. Duyarlilik, dogru tahminlerin tiim
tahminlere oraniyla hesaplanirken, dogruluk ise dogru tahminlerin, bulunan varlik

say1sina bolinmesiyle hesaplanir [107], [108].
3.2.2. Metin Madenciliginin Adimlari

3.2.2.1. Metin Koleksiyonu Olusturma

Analize konu olacak veriler toplanarak, bir koleksiyon olusturulmasidir. Giiniimiizde
genellikle bilinen arama motorlar1 kullanilarak veri toplanir. Buna ek olarak, yapisal

veri kaynaklari, veritaban1 ve bilgisayarda bulunan metin veri kaynaklar1 da

kullanilabili [101], [109].
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3.2.2.2. Metin Onisleme

Metin Onislemede, metin oncelikle kelimelerine ayrilir. Metin madenciliginin 6nemli
analizlerinden frekans analizinde, kelimelerin metinde ne kadar gectiginin
belirlenebilmesi i¢in, kelimenin ciimle i¢cinde kullanim sekli, yani climlenin 6gelerine
gore kelimenin anlami bulunur. Tiirkge sondan eklemeli bir dil oldugu i¢in, ayni
kokten tliremis, ayni anlamli kelimeler metinde, yazilis olarak farkli sekillerde yer
alabilir. Kelimeler koklerine ayrilarak, bu sorunun iistesinden gelinebilir. Analiz
acisindan herhangi bir énemi olmayan, baglag, noktalama isareti, semboller vb.
kelimeler metinden ayiklanir. Bunlara ek olarak, Tiirk¢e dilbilgisi kurallarina gore,

yazimsal yanlislarin belirlenmesi ve diizeltilmesi islemleri bu siirecte yapilir.

3.2.2.3. Metin Doniisiimii

Hece ve eklerine ayrilmis kelimelerin kdklerinin bulunmasi siirecidir. Kok bulma
(stemmer) algoritmalar1 bu asamada devreye girer. Tiirkge gibi sondan eklemeli bir
dilde, kok bulma algoritmalarinin basari orani diisiiktiir. Bu asamada asagidaki

algoritmalar kullanilir:
v Snowball: Kelime kokii bulmada kullanilan en bilindik algoritmadir.

v Kelime Tiirii: Kelimenin ciimlenin igerisinde gegtigi bolgeye Ve tiirlerine gore
ctiketlenmesidir. Bu islemlerde, Pos Tagging olarak isimlendirilen

algoritmalar kullanilir.

v' Stopword Islemi: Bir dilde, yazilan metinde sikga tekrar edilen, fakat tek
basina bir anlam ifade etmeyen kelimeler vardir. Bu kelimeler dillere gore

stopwords listelerinde yer alir ve analiz yapilmadan once metinden filtrelenir.

v' Bagofwords Vektorii: Analizle ilgili olarak toplanan belgelerin, makine
ogrenmesi modelleriyle analiz edilebilmesi, bir matris bigimine getirilmesidir.
Belgeler matrisin satirin1  olustururken, kelimeler siitunu olusturur. Bir
kelimenin hangi belgede, ne kadar gegtigi ise, hiicrelerin degerini olusturur.
Cesitli agirliklandirma yontemleriyle, kelimelerin belgeyle ne kadar ilgili

oldugu derecelendirilebilir.
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3.2.2.4 Ozellik Secme

Metin madenciligi ile analiz edilmek i¢in toplanan belgeler, analiz konusu ile ilgili
olmayan, hatalar iceren bircok bilgiden olusabilmektedir. Metin madenciligi
islemlerine baslamadan 6nce, hatali, modelle iliskisi olmayan, birka¢ belge ile sinirh
kalan, belgelerin tiimiine yayilmayan bilgilerin, verilerin i¢inden ayiklanmasi
gereklidir. Bu amagla, veri madenciligi siireclerinin is yiikiinli azaltmak i¢in, veri 6n
isleme siireclerinden sonra galistirilan 6zellik se¢me siirecinde, veri kiimesinin tiimiine
yayilim gosteren, analiz konusu agisindan 6nemli kelimelerin secilmesi, bir kisim
belgede gozlemlenen, analiz konusu ile pek ilintili goziikmeyen kelimelerin

¢ikarilmasi islemleri gergeklestirilir [110], [111].

3.2.3. Metin islemenin Adimlan

Metin madenciligi islemlerinde dil bagimsiz olarak kullanilan islem asamalar1 agagida

anlatilmigtir:

1. Analizde kullanulacak metnin dilinin ve analiz konusuna iliskin olarak, metin
madenciliginde kullanilacak belgelerin tanimladigi alanlarin belirlenmesi.
Metin dili ilerleyen asamalarinda kullanilacak, yontem, parametreler ve
algoritmalarda etkili olacaktir.

2. Metin kelime ayristirma, metni olusturan kelime dizilerinin bulunmasi.

3. Analiz konusu acisindan Onem igermeyen, metin dilinin yapis1 geregi
kullanilan, baglag, zamir, noktalama isaretleri ve simgeler gibi kelimelerin
metinden ayiklanmasi.

4. Ayiklanma islemi sonrasi elde edilen kelimeler {izerinde standartlastirma ve
kok bulma siireclerinin ¢alistiriimasi. Ozellikle kok bulma siireci, Tiirkge gibi
sondan eklemeli dillerde Onemlidir. Tiirk¢e dilinde ayni kelime, metin
icerisinde  kullanimina gore sonuna ek olarak farkli sekilllerde
goriilebilmektedir. Bu da frekans analizi gibi siireglerde, ayni1 kelimenin farkl
kelimeler olarak sayilmasimna ve analiz sonuglarinda yanlislik olusmasina
neden olabilmektedir. Bu nedenle frekans analizi oncesinde, kok bulma siireci
ile kelimelerin kokleri bulunarak, kelimenin metin igerisinde ge¢me sayisi
dogru hesaplanmaktadir.

5. Yazilslar1 ayni, okunuslar farkli kelimeler belirlenerek, frekans analizi gibi

stireclerde ayn1 kelime olarak sayilmast.
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6. Metnin diline gore yazimsal hata iceren kelimelerin diizeltilmesi.
7. Islem adimlar1 sonucunda elde edilen kelimelerin, gelistirilen metin
madenciligi uygulamasinin gereklerine gore, kolay erisilebilir sekilde, saklama

yapilarina kaydedilmesi.

3.3. Makine Ogrenmesi Algoritmalar:

Makine oOgrenmesi, karmasik veri yiginlarindan analizler yaparak elde edilen
cikarimlarla, O6grenme isleminin gerceklestirildigi yapay zeka teknigidir. Veri
madenciliginde, 6zellikle Endiistri 4.0’ la veri biliminde, makine 6grenmesi biiyiik

Onem kazanmustir.

Makine Ogrenme algoritmalar1 kabaca, analiz verilerini smiflandirmaya c¢alisir.
Makine 6grenmesinde siniflandirma, denetimli ve denetimsiz 6grenme olmak iizere
iki farklr algoritma modeliyle tasarlanir. Denetimli algoritmalarda sisteme 6gretmeye
calisilan modele iliskin veriler bulunmakta olup, bu verileri sisteme 6greterek, veri
giris ve ¢ikis degerleri arasindaki iligki bulunmaya ¢alisilir. Buna ek olarak, dgretilen
modeli test etmek amagl olarak kullanilan, sonu¢ degerleri bilinen test veri kiimesi
bulunmaktadir. Ogrenme veri kiimesi ile egitilen analiz modelinden, test verileri ile
tahminler tiretmesi beklenir. Test verisi ile yapilan tahmin degerleri ile gercek degerler
karsilastirilarak, modelin dogrulugu ve hata oranlar1 belirlenir. Egitim verileri ile

egitilen modeller, sonucu bilinmeyen veriler i¢in de tahminler tiretebilir.

Denetimli 6grenme algoritmalar1 modelin siirekli veya kategorik degisken i¢cermesine
gore, regresyon veya siniflandirma algoritmalar1 kullanilarak analiz edilir. Regresyon
modelleri siirekli degiskenler icermekte olup, siirekli bir egri ile uyumlu tahminler
dretilir. Smiflandirma modelleri ise kategorik degiskenlerden olugmakta olup, veri

elamanlarini bu kategorik siniflarda siniflayacak tahminler tiretilmeye ¢alisilir.

Regresyon algoritmalarinda siirekli bir eyilimde tahminler iirerilmeye caligilirken,

smiflandirmada ise, ¢iktilar ayr1 siniflarda tahmin edilmeye ¢aligilir [112].
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Sekil 3.12. Regresyon Algoritmalarinda Veri Dagilimi

Denetimsiz 6grenmede ise sadece veri vardir. Verinin neyle iligski oldugu hakkinda bir
bilgi olmadigi gibi, tahmin degerleri ile ilgili geribildirim de yoktur. Denetimsiz
o0grenme algoritmalarinda modelin gozetlenmesi ve yonlendirilmesine gerek yoktur;
model verileri kendi kendine 6grenir. Bu algoritmalarda kiimelesme yontemlerinden
yararlanarak verilerin igerdigi iliskiler ve 6zellikler ile ilgili ¢ikarimlar yapilmaya

caligilir [113].

Sekil 3.13. Smiflandirma Algoritmalarinda Veri Dagilinm
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3.3.1. K-nn Algoritmasi

K-nn algoritmasinda bir veri kiimesi, n sayisinda kiimelere boliinmeye calisilarak
kiimelenir. Veri kiimesi igerisinde secilen kiime merkez degerlerine gore; verilerin

merkeze uzakliklar1 kiyaslanarak kiimelenmeye calisilir [114].

K-nn algoritmas1 denetimli 6grenme algoritmasi olup, kiimeleme problemlerinde
oldugu kadar, regresyon tamamlama problemlerinde kullanilir. Genel olarak kullanim

alan1 kiimeleme problemleridir. K-nn algoritmasinin iki temel 6zelligi bulunmaktadir

[115]:

1. Tembel Ogrenme Yéntemi: K-nn algoritmasinda 6zel bir grenme
asamas1 yoktur. Ogrenme kiimeleme asamasinda gerceklesir. Bu nedenle,
K-nn algoritmasi bir tembel 6§renme algoritmasidir.

2. Parametresiz Ogrenme Algoritmasi: K-nn algoritmasi analiz edilen veri
tizerinde herhangi bir varsayim yapmadigi igin, parametrik olmayan bir

algoritmadir.
K-nn algoritmasinin asamalar1 asagida verilmistir:
v' Algoritma adimlarinda dncelikle n adet merkez noktasi belirlenir.

v Veri kiimesi elamanlar1 n adet merkez noktasina uzakliklar hesaplanarak, en

yakin olduklar1 merkez noktasinin grubunda kiimelenir.

v" n merkez noktasi kadar kiime olusturulduktan sonra, kiimeler birbirleriyle
kiyaslanir. Bu kiyaslama sonucunda kiime elamanlarinin yer degistirmesi ve

kiimelerde degisim olup olmadig1 kontrol edilir.
v Kiimelerde degisim varsa, algoritma ¢alismaya devam eder, yoksa siire¢ durur.

v' Kiimeleme safhasindaki uzunluk hesaplamada, Oklid, Hamming, Manhattan,

Minkowski veya Manchester uzaklig1 fonksiyonlar1 kullanilabilir.

v" K-nn algoritmasi yeni veri noktalarinin, yeni degerlerini tahmin ederken,
ozellik benzerligini kullanir. Yeni veri noktalari, 6grenme veri kiimesine ne

kadar yakin olduguna gore deger alir.
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Sekil 3.14. Knn Algoritmasi

Knn algoritmasinin adimlari, agagida anlatilmistir [116]:

v Algoritmada kullanilacak veri kiimesi, 6grenme ve test veri kiimesi olarak

ikiye boliiniir.
v' Ogrenme ve test veri kiimeleri sisteme yiiklenir.
v' Sistem 6grenme veri kiimesi ile egitilir.
v En yakin veri noktasi, k nokta degeri segilir.
v Tim test verileri i¢in;

1. Test verisi ve her bir 6grennme verisi arasindaki uzaklik hesaplanir. Uzaklik
hesaplamasinda, Oklid, Manhattan veya Hamming uzakligi yontemleri

kullanilir. Bu yontemlerden en sik kullanilan1 Oklid uzakhigidir.
2. Veri noktalar1 uzaklik degerlerine gore, kiigiikten biiyiige siralanir.
3. Sirali diziden ilk k nokta segilir.
4. Test noktasi en sik karsilasilan sinifa gore bir sinifa atanir.

K-nn algoritmasi, uygulandigi analiz modelinin siniflandirma veya regresyon

olmasina gore farkli sonuglar tiretir [115]:
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K-nn algoritmasinin siniflandirma modellerine uygulanmasi1 durumunda elde edilen
sonuglar sinif liyeligidir. Sif liyeligi yukaridaki algoritmada anlatildig: gibi, uzaklik
fonksiyonlar1 ile en yakin komsular bulunarak kiimeleme ile elde edilir. K-nn
algoritmasinin regresyon modellerine uygulanmasi durumunda, model degiskenleri
siirekli olacak olup, sonug degerleri siirekli degiskenin degeri olacaktir. Sonug¢ degeri,
uzaklik fonksiyonlarina goére en yakin komsu olarak gruplanan kiime elamanlarinin

ortalamasi alinarak hesaplanir.

K-nn siniflandirmasinda, yakin komsularin kiimelemede daha etkin rol oynamasi ig¢in,
hesaplamalarda agirliklandirma kullanilir. Yakin komsulara daha yiiksek agirlik

degerleri verilirken, uzak komsulara diistik agirlik degerleri verilir.

Algoritmada kullanilabilecek uzaklik fonksiyonlarinin matematiksel gdsterimi asagida

gorlilmektedir:

Stirekli degiskenler kullanildiginda;

v Oklid,
Y G = )2, (3.25)
v" Manhattan,
Yialx = yil, (3.26)
v" Minkowskii
(XU — yiDT)s, (3.27)

uzaklik fonksiyonlar1 kullanilir.

Kategorik degiskenler kullanildiginda ise Hamming uzaklig1 kullanilabilir. Kategorik
degiskenler, fonksiyon sonucunun hesaplamalara gore, kategorik sonuglardan birini
olusturdugu durumlarda kullanilir. Hamming uzunlugu asagidaki denklemle ifade

edilebilir:
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k

Dy = lei — ¥il

=1 (3.28)
x=y=>D=0
x#y=>D=1

K-nn algoritmasinda énemli noktalardan biri, k degerinin belirlenmesidir. k degerini
belirlemek i¢in veri kiimesi incelenmelidir. Biiytlik k degerleri, veri kiimesi igerisinde
gliriiltiiyii diistirmek i¢in hassas degerler iiretmesi acisindan 6nemlidir. Bagimsiz veri
kiimesi kullanarak geriye dogrulama yapan c¢apraz dogrulama, k degerlerinin

hesaplanmasi agisindan 6nemlidir. Genel olarak, k, 3 ile 10 arasinda degerler alir.

Algoritmanin dogru sonuglar iiretmesi agisindan, egitim veri kiimesi {izerinde,
O0grenme asamasindan Once normallestirme siireglerinin ¢aligtirilmast gereklidir.
Ozellikle kategorik ve siirekli degiskenlerin birlikte kullamlmasi durumunda,
Olgeklendirme farkliliklart degiskenlerin 6grenme modelinde etkisini gdostermesini

engelleyecektir. Bu nedenle normallestirme siiregleri biiyiik 6nem tasimaktadir.

3.3.2. Naive Base Algoritmasi

Naive Base teoremini temel alan olasilik temelli bir smiflandiricidir. Basit
varsayimlari temel almasina ragmen, gercek diinya olaylar1 konusunda c¢ok iyi

sonugclar tliretebilmektedir.

Naive Bayes algoritmas1 modelin kategorik degiskenlerden olustugu durumlarda, iyi
sonuglar verir [117]. 18.ylizy1lda iinlii Matematikci Tomas Bayes tarafindan bulunan
siniflandirma algoritmasi, modele istina degiskenlerin, birbirinden bagimsiz oldugu
varsayimini temel alir. Gergek diinyada ¢ok olasit bir durum olmamasina ragmen,

siiflayici karmagik makine 6grenme problemlerinde iyi sonuglar verir.

3.3.2.1. Bayes Teoremi

Belirlenen bir rassal degiskenin tabi oldugu kosullu olasiliklarla, marjinal olasiliklarin

iliskisini temel alir.

A ve B olaylarinin birbirleriyle ilgili iki olay olmasi kosuluyla, birlikte meydana gelme

olasiligi, olasilik teoreminin ¢arpim kurali kullanilarak hesaplanabilir.

P(A|B), B olayinin olusmas1 durumunda, A olayinin ger¢eklesme olasihigi, P(B|A),

A olaymin olugmasi durumunda, B olaymin olma olasiligi, P(4) ve P(B), A ve B
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olaylarinin marjinal olasiliklar1 olmas1 kosuluyla, P(A) ve P(B) olasiliklar1 0’ dan
biiyiiktiir. Bu durumda, A ve B olaylarinin ikisinin birlikte olusma olasiligi, asagidaki
ifadelerle hesaplanabilir:

1. P(BAA)=P(B)P(A|B) ifadesi ile iki olayin birlikte olusma olasiligi, B
olaymnin olusma olasilig1 ile, B olayindan sonra, A olaymin olugsma olasilig1
carpilarak hesaplanir.

2. P(AANB) = P(A)P(B|A) ifadesi ile iki olaymn birlikte olusma olasiligi, A
olayinin olugma olasilig1 ile, A olayindan sonra, B olaymin olusma olasiliginin

carpilmastyla elde edilir.

Bu iki olayin birlikte olugmasi olasiligini hesapladigi icin, bu iki olasilik degerinin

birbiri ile esit olmasi beklenir. Bu varsayimdan hareketle, asagidaki ifadeler elde edilir:

P(A)P(B|A) = P(AAB) = P(B)P(A|B) genel olasiik bagmtisi kullanilarak,
P(B|A), A olayindan sonra, B olaymin olma olasiligi ve P(A|B), B olayindan sonra,

A olayinin olma olasilig1 hesaplanabilir.

Bu hesaplamalar 1s181nda asagidaki ifadeler elde edilir:

pla) = L BLUIB) ;’(Dg”B ) (3.29)
P(A|B) = % (3.30)

Teorem 3.1. (Olasiliklarin Carpiminin Toplami): S uzayi, By, B,, ..., B, karsilikli
olarak birbirine engelleyen olaylar dizisinin birlesiminden olussun. B olaylarindan
birinin mutlaka meydana gelmesi ve bu olaya bagl olarak A olaymnin olugmasi

durumunda, A olaymin olugmasi olasiligi, asagidaki gibi hesaplanir:

P(A) = P(B,).P(A|By) + P(B,).P(A|B,;) + ... + P(By).(A|By) (3.31)
__ P(By).P(A|By) P(Bj).P(A|By)
P(Bil4) = P(A4) " P(B,).P(A|B,) + P(B,).P(A|By;) + ... + P(By).(A|By) (3.32)

57



3.3.2.2. Naive Bayes Siniflandirma Modeli

C degiskeninin, F degiskeninin ozelliklerini gosterdigi bir ifadede, naive bayes
smiflandirici, (3.31) ifadesinde goriildiigii gibi, kosullu olasiliklarin tiimiiniin ¢arpimi

olarak ifade edilebilir.

P(C)p(F,, ... /,1C) (3.33)
p(Fy, ... F,)

Naive base algoritmasi, birbirinden bagimsiz olmayan olaylar1 iceren bir X veri

p(ClFly Fn) =

kiimesinin olmasi durumunda, sonug¢ olarak olusacak olayin olasiligini hesaplamaya

caligir.

X nedenler kiimesi i¢in, P(C|X) = X olup, C smifinin olugsma olasiligi,
X =< x4, ..., x; > “dir. Naive bayes algoritmasindaki temel fikir, X veri kiimesinden,

P(C|X) olasilik degeri maksimum olan sinifi bulmaktir.

Bayes teoreminden hareketle P(C|X) = P(X|C) - P(C) / P(X) olasilik hesab1 olup,
P(X), biitiin simiflar i¢in ayn1 degerde bir 6lgek parametresidir. P(C) ise, C smifinin

siiflar icindeki bagil frekansidir.
MAP (maximum posteriori) Hipotezi

C se¢iminin, P(C|X) degerini maksimum yapmasi durumunda, P(X|C), P(C) olasilik
degerleri de maksimum olur. Bu karmagik hesaplamalari yapmak yerine, degiskenlerin
bagimsiz oldugu kabul edilebilir. Boylelikle problem naive base algoritmasina

doniistir.

Olay nedenlerinin bagimsizliginin naive kabul edilmesi durumunda, olaylarin

gerceklesme olasiligl, P(xq, ..., xx|C) = P(x1|C) - ...- P(xx|C) olarak ifade edilir.

i. etkinin kategorik olmas1 durumunda; P (x;|C) C simnifi i¢indeki x; degerlerinin bagil

frekans1 olarak hesaplanir.

i. etkinin siirekli olmast durumunda; P(x;|C) Gauss yogunluk fonksiyonu (normal
dagilim) ile hesaplanir.

3.3.3. Rastgele Orman Algoritmasi

Rastgele orman algoritmasi aga¢ bazli bir karar verme algoritmasi olup, veri

kiimesinden rastgele secilen elamanlarla, karar agaci olusturarak 6grenme siireci
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isletilir [118]. Rasgele orman algoritmasinda, veri kiimesinden olusturulan farkli alt

karar agaglarindan elde edilen degerlerin toplanmasi ile nihai karar agaci elde edilir.

Ornek

N ™a
\ /\ EENE
Agac-1 Agag-2 Agac-n
Smmf-A Siuf-B Sumf-C

Cogunluk-Oylama

Sonuc-Simfi

Sekil 3.15. Rastgele Orman Algoritmasi

Rastgele ormanin {iyesi olan her bir alt agacin, x giris degeri i¢in popiiler siifin

seciminde bir oyu vardir. Bu oylar nihai sonucun olugmasinda kullanilir [119].
Rastgele orman algoritmasinin 6zellikleri ve avantajlar1 asagida listelenmistir:

1. Bilinen en iyi sonug¢ iireten Ogrenme algoritmasidir. Cok yiiksek derecede

dogrulukta siiflayic liretir.
2. Biiyiik veri tabanlarinda ¢ok etkin olarak ¢alisir.
3. Binlerce giris veri degiskenini, degisken silmeden kotarir.

4. Smiflandirma siirecinde, hangi degiskenin 6nemli oldugu konusunda tahminler

VErir.

5. Karar agacglart ormani iiretme islemi devam ederken, igsel Onyargisiz

genellestirme hatasi tahmini yapar.

6. Eksik veri tahmininde, etkin bir yonteme sahip olmakla birlikte, biiyiik oranda

verinin eksik olmasi durumunda bile tahmin dogrulugunu korumaktadir.
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Rastgele orman algoritmasinin dezavantajlari asagida listelenmistir:

1. Random orman algoritmasinin bazi veri kiimeleri igin, girtiltiili siniflama ve

regresyon gorevleriyle, asir1 6grenmeye (overfit) maruz kaldig1 saptanmustir.

2. Farkli seviyelerde kategorik degiskenler iceren veri kiimelerinde, random forest
algoritmasinin bir¢ok seviyede, bu kategorik degiskenlerin lehinde sonuglar

rettigi saptanmustir.

3.3.4. Lasso ve ElasticNet Algoritmalari

Lasso algoritmasi, dogrusal regresyon icin bir daralma ve se¢im algoritmasidir. Lasso
algoritmasi, katsayilarin mutlak degerli toplam sinir1 ile hata oranlarini minimum

yapmaya calisir [120].

Lasso algoritmast, x4, Xy, ..., X, Qiris degerleri ve y ckis degeri i¢in asagidaki dogrusal

modele uymaya ¢alisir.
Yhat = b1X1tbyxy + -+ bpxy, (3.34)

Veri kiimesini dogrusal bir modele uydurmaya caligirken;

minZ(y — Yhat)* (3.35)

ifadesi ile hata kareleri toplamu,

Zlbjl <s (3.36)

kosuluna gére minimum yapilir.

Lasso algoritmasinda s parametresi algoritmanin etkinligini belirleyen ince ayar
parametresidir. s parametresinin ¢ok yiiksek degerlerde olmasi durumunda, kisitlarin
¢Oziim tlizerinde bir etkisi olmaz ve algoritma klasik c¢oklu dogrusal regresyon

algoritmasina doniisiir.

(s >= 0) olmak iizere, kiiglik s degerleri i¢in, ¢6ziim, en kii¢iik kareler tahminlerinin
daraltilmis bir sekline doniisiir. Cogunlukla, katsayilar sifir degerini alir.
s parametresinin se¢imi regresyon modelinde kullanilan tahminleyici sayisin1 segmeye

benzemekle birlikte, s degerini belirlemede, ¢apraz dogrulama iyi bir aragtir.
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Lasso ve ElasticNet dogrusal regresyon algoritmasi temelli algoritmalardir. Lasso
algoritmasinda hata diizeltmeleri karesel degerleri kullanirken, ridge regresyonda
mutlak degerleri temel alir. ElasticNet algoritmasi ise iki 6zelligi birden kullanir [121].
Basit regresyon algoritmasi, y = B, + [1x; + € ifadesi ile gosterilir. Matris olarak ise,

[1 e X111[B1

1 ... x,11B,
seklinde ifade edilir. Bu noktada f katsayisi, f = (X'X)"1X'Y olarak hesaplanur.

Y1 &
: : (3.37)

H +

yn gn
Bilinen regresyon algoritmasinda degiskenler arasindaki yiiksek bir korelasyon olmasi
durumunda, regresyon egrisi ile uyumsuz sonuglar olusabilir [122]. Bu nedenle ridge

regresyonda, hatayi azaltic1 yonde bir degisken, (3.38)” deki gibi ifadeye eklenir.
B(ridge) = argmin|ly — xB1> + AllBII> (3.38)

Karesel diizeltmenin yapildigi, yukaridaki ifadede A > 0 degeri diizeltme veya
karmagiklik katsayisi olarak tanimlanir. Lasso algoritmasinda da benzer bir sekilde
diizeltme vardir. Farkli olarak diizeltme, asagidaki ifadeden de goriilebilecegi gibi

mutlak deger seklindedir.

B(lasso) = argmin|ly — xplI* + Al (3.39)
Mutlak deger hata diizeltmesi, yiiksek hata degerlerinin kare islemi ile katlanmasinin

engellenmesi agisindan 6nemlidir.

Lasso algoritmalarinin sinirlamalarini, bir ceza fonksiyonu kullanimi ile agan ve Sekil
3.16° da gosterimi verilen, Elasticnet algoritmasinda ridge ve lasso algoritmalarindaki

iki teknigin karigimi kullanilir ve asagidaki gibi ifade edilir [123].

B(elasticnet) = argmin|ly — xBII? + 4 1IB1* + 2.1l (3.40)

Sekil 3.16. Lasso ve Elastic Net Algoritmasi
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3.3.5. Stokastik Gradyan Inis (Stochastic Gradient Descent) Algoritmasi

Stokastik gradyan inig algoritmasi, makine 6grenmede popiiler bir algoritma olup

yapay sinir aglarina temel olusturmaktadir [124].

Gradyan bir fonksiyonun egimidir. Degiskenlerden birindeki degisimin, digerini ne
kadar etkiledigine bakilarak hesaplanir. Gradyan inis matematiksel olarak, ¢ikis degeri

girig degerlerinin kismi tiirevi olan konveks bir fonksiyondur.

Gradyan inis algoritmasi fonksiyonlari, egrilerin egimiyle ilgilenir. Egim boyunca

asag1 yonlii hareket ederek, en kiiciik y degerini olusturan, x degerini bulmaya c¢aligir.

Gradyan inis algoritmasi rastgele bir noktadan baslayarak, asamali olarak egimi asagi

dogru takip ederek, en diisiik fonksiyon degerine ulasmaya ¢alisir.

Basit bir 6grenme modelinde z, rastgele giris degeri x ve y ¢ikis degerinden olusan
(x,y) veri ¢ifti olsun. Kay1p fonksiyonu, y gercek deger iken, y’ siinii tahmin etmenin
maliyetini Olger. Bu sekilde F olarak adlandirilan, agirhik vektorii w tarafindan
tanimlanan f,, (x) fonksiyon ailesi bulunur. Bu noktadan hareketle Q(z,w) =
2(f,,(x),y) kayip fonksiyonunu minimum yapacak f € F fonksiyonu arastirilir.
Deneysel risk E, (f),

Ea(P) =2 > (7Gx, 30 (341)

ifadesi kullanilarak egitim veri kiimesinin basarisi 6l¢iiliir [125].

Gradyan inis algoritmasi, E,(f,,) kayip fonksiyonunun, gradyan inis kullanilarak
minimum yapilmasi olarak sunulmakta olup, Sekil 3.17° de gosterimi verilmistir [126].
Gradyan inis algoritmasinda w agirhk degerleri, E,(f,) kayip fonksiyonunu

minimum yapacak sekilde,

n
1
Wii1 = Wr — YEZ V., Q(z;,we) (3.42)
i=1

ifadesi ile giincellenir.

Stokastik gradyan inis algoritmasinda, her bir adimda, E, (f,,) kayip fonksiyonunun
tim gradyan degerleri hesaplanmak yerine, rastgele secilen tekil z; 6rnegi temel
alinarak tahmin degeri kullanilir. Boylelikle (3.42) ifadesinde gosterimi yapilan agirlik

giincelleme ifadesinde basitlestirme saglanmistir:
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Wepr = W — VeV, Q (25, we) (3.43)

Stokastik islem, {w;, t =1,...}, algoritma adimlarinda rastgele secilen Ornege

baglidir.

En(fo) A

' .
Initial weight M radient
1

’
?
]
[]
'
’

]

’

Global cost minimum
Emin(fw)

[
w

Sekil 3.17. Stokastik Gradyan Inis Algoritmasi

Algoritmanin agamalari, asagida listelenmistir:

1.

6.

Amag fonksiyonunun egimi, her bir parametre ve Ozellige gore bulunmaya

calisilir. Kisacasi gradyanlar bulunmaya ¢alisgilir.
Parametreler icin rastgele baslangi¢ degerleri se¢ilir.
Parametre degerlerini yerine koyarak gradyan fonksiyonu yenilenir.

Her bir 6zellik i¢in adim biiyiikligi, (Adim biiyiikligi = gradyan * 6grenme

orani) ifadesi ile hesaplanir.

Yeni parametreler, (Yeni parametreler = eski parametreler - adim biiytkligi)

ifadesiyle hesaplanr.

Gradyan 0 olana kadar, 3-5 adimlar1 tekrarlanir.

Ogrenme orani, gradyan inis algoritmasi i¢in &nemli bir parametredir. Ogrenme

oraninin yiikksek bir deger secilmesi, algoritmanin egim boyunca biiyiilk adimlarla

ilerlemesine ve minimum deger alan noktay1 kagirmasina neden olur. Bu nedenle 0.01

gibi kiiciik bir deger segilmesi, algoritmanin dogru degerlere ulasabilmesi agisindan

onemlidir. Gradyan inis algoritmasi, yiiksek bir degerden algoritmaya baslandiginda,

egim boyunca biiyiilk adimlarla hareket eder; hedefe yaklastikca hedef degerini

kacirmamak i¢in, ¢ok kiiciik degerlerle hareket eder.
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Gradyan inis algoritmasi, her bir 6zellik i¢in, veri noktalarinin tiimii ile islem yapmasi
gerektigi i¢in, biiylik veri boyutlarinda ¢ok yavas calisir. Stokastik gradyan inis
algoritmasi rastgele verilerle ¢alisma 6zelligi nedeniyle, veri madenciliginde yiiksek

basarim gostermektedir.

Stokastik gradyan inis algoritmasinda, her asamada veri kiimesinden rastgele olarak
bir veri segilir. Bu islem veri hesaplamalar: ytikiinii biiylik oranda azaltir. Her asamada
bir veri yerine, kiiciik sayida veri orneklemi de secilebilir. Mini yigin olarak
adlandirilan bu yontemle, gradyan inisin hem iyi tahmin iiretmesi, hem de

algoritmanin hizlilig1 saglanir.

3.3.6. Perceptron Algoritmasi

Yapay sinir aglari, biyolojik noronlar1 6rnek alan bir sistemdir. Bu 6grenme
sistemlerinde insan beyninin ¢alisma sekli ornek alinir. insan beyninde birbirleriyle
elektromekanikal sinyallerle iletisime gegen, birbirine bagli 100 milyon sinir hiicresi
vardir. Sinir hiicrelerini birbirine baglayan baglantilara sinaps denir. Her bir néron
binlerce nérona bagli olup, bu néronlardan sinyaller alir. Bu sinyallerin toplami belirli
bir esik degerini asinca, sinir hiicresi aksonlar araciligi ile cevap verir ve 6grenme

gerceklesmis olur [127].

Insan beynini &rnek alan bu sistemde, insan beynindeki karmasiklikta ndron iletisimi
kurgulamak miimkiin olamamaktadir. Bu nedenle, insan beyninin giiciinde 6grenme

yetenekleri gosteren yapay sistemler tasarlamak heniiz miimkiin olamamaktadir.

Gizh

Cikis

Sekil 3.18. Ornek Yapay Sinir A1
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Sekil 3.18° de ornek bir yapay sinir ag1 goriilmektedir. Yapay sinir aglarina giris
degerleri, pembe ile gosterilen giris katmanindaki ndronlardan verilir. Bu sistemde
noronlar sinaps dedigimiz baglantilarla birbirlerine baghdirlar. Her baglantinin bir
agirlig1 ve fonksiyonu bulunmakta olup, giris degerlerine bu fonksiyonlar uygulanarak
¢ikis katmanlaria dogru ilerletilir. Sonug olarak, yesille gosterilen katmanlardan ¢ikis

degerleri alinir ve 6grenme gerceklesmis olur.

Perceptron 6grenme algoritmasi 1943 yilinda, Rosenblatt tarafindan bulunmustur
[128]. Perceptron bir néronu en basit sekilde modelleyen matematiksel fonksiyondur.
Perceptron bir veya birden fazla giris degeri, islemci ve ¢ikis degerinden olugmakta

olup, Sekil 3.19°da basit bir perceptron’un sematik gosterimi goriilmektedir.

X7
W

Wwo

Sekil 3.19. Perceptron Algoritmasi Girig Fonksiyonu

fz = X1w1 + XW;
(0,  fy<oO (3.44)
Y=, =0

Genellestirilmis bir perceptron algoritmasi, n giris degerinin agirliklar1 ¢arpimi
toplamini hesaplar. Bu toplam degeri, esik degerinden biiyiik ise, fonksiyon 1 degerini

alirken, aksi durumda sifir degerini alir [129].

Perceptron gosterimi ve hesaplama modelinin sematik gosteriminin verildigi, Sekil
3.20’de gosterilen perceptron’da, 6 ile gosterilen bias degeri perceptron’a, xo = 1

olarak eklenen giris degerinin agirlig1 olarak eklenmistir.

Sekil 3.20° de gosterilen perceptron matematiksel olarak asagidaki gibi ifade edilir:
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(3.45)

Sekil 3.20. Perceptron Algoritmasi Ogrenme Modeli

Perceptron Algoritmasi1 Adimlari

Perceptron algoritmasi, 6grenme veri kiimesini siniflayan bir hiper diizlem bulmaya

calisir [130].

Giris Degerleri: (xq,y,), (x3,y,) , tim x; € R™,y; € {—1,1} i¢in, 6grenme veri

kiimesi olsun.
r 0grenme orani olup, 1 den kii¢lik pozitif deger alir.

sgn(wTx) tahmin fonksiyonudur. Tahmin fonksiyonuna sabit bir deger olarak, b

sabit degeri eklenebilir. Bu durumda fonksiyon degeri sgn(wTx + b) olur.
wy = 0 € R™, baslangi¢ degeri olarak atanir.
Tiim 6grenme kiimesi verisi igin (x;, y;),

v y' = sgn(w.x;) degeri tahmin edilir.

v Egery # y'ise

V' Wy = w; + r(y;x;) olarak giincellenir.
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Algoritmanin son agirlik vektorii ¢ikig degeri olarak adlandirilir.

3.4. Performans Degerlendirme Yontemleri

3.4.1. Standartlasma (Normalizasyon)

Standartlagma, algoritma modelindeki degiskenlerin aldigi degerlerin normal dagilima

gore yeniden Olgeklendirilmesidir [131].

unin ortalama, ¢’nin standart sapma olmasi durumunda, z-puanlar1 asagidaki gibi

hesaplanir.
u=0
oc=1
X —p (3.46)
7 =
o

3.4.1.1. Min-Max Olg¢ekleme

Sabit bir aralikta verileri 6l¢eklendirmeyi amacglayan bir yontemdir. Bu aralik
genellikle (0-1) arasinda segilir. Min-Max lgeklemenin matematiksel ifadesi asagida

goriilmektedir.

X — Xy
Xnorm = — (3-47)

Xmax — Xmin

3.4.1.2. Ozellik Ol¢eklendirme

Ozellik olgeklendirme, giris degerlerini minimum, maksimum degerlerine gore

araliklandirarak, yeni bir deger aralig1 olusturulmasi siirecidir.

Ortalama normallestirme ise, veri degisken degerlerinin ortalamasiin degisken

degerlerinde ¢ikarilmasiyla yeni bir veri kiimesi elde edilmesidir.

Standartlagsmalar, y; degiskenlerin ortalamasi, s;, deger araligidir (maks — min) veya

si standart sapma olmas1 kosuluyla, matematiksel olarak agagidaki gibi ifade edilebilir:

Xi =— (348)
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3.4.2. Capraz Dogrulama

Sistemde, 6grenme algoritmasinin veriler lizerinde g¢alistirilmasindan sonra yapilan
islemlerin dogrulanmasi gereklidir. Bu nedenle veriler egitim ve test verileri olarak
ikiye ayrilirlar. Egitim verileri i¢inden de segilen bu dogrulama verileriyle, egitilen

model iizerinden tahminler yapilmaya calisilir.

Dogrulama ydntemlerinin en basiti olan hold-out yonteminde, analiz veri kiimesi
o6grenme amacl kullanilan egitim verisi ve egitilmis modeli dogrulugunu test etmek

amaciyla kullanilan test verisinden olusur.

K katmanli ¢apraz dogrulama algoritmasinda, egitim kiimesindeki verilerin k. kez
egitim islemine uygulanmasi durumunda, algoritma (k — 1) kezde dogrulama kiimesi
olarak kullanilir. k degerinin biiylik olmasi durumunda, varyans degerinin azalmasi ile

karsilasilir.

Tek-¢ikigh dogrulamada, k veri kiimesindeki veri nokta sayis1 n‘ dir. n nokta iginden
bir nokta disindaki verilerle algoritma egitilir. lyilestirme fonksiyonu ilgili nokta

tizerindeki veri ile test islemine tabi tutulur.

Bu yontemlerin degerlendirilmesi yapilirken, hata kareleri yontemi kullanilarak

eslestirilmesi saglanir.

3.4.3. Makine Ogrenme Algoritmasi Degerlendirme

Bir veri kiimesine makine 6grenme algoritmasinin uygulanmasi ve sonuglar elde
edilmesi, problemin ¢oziimiiniin dogrulukla tanimlandigi anlamina gelmez. Bu
nedenle ¢esitli yontemlerle, ¢6ziimiin etkinliginin belirlenmesi gereklidir. Makine
ogrenmesinde kullanilan veri kiimesinin belirleyici oldugu birgok metrikle,

algoritmanin degerlendirmesi yapilabilir.

Makine 6grenmesi modelinin verimliligini belirlemekte diger bir dnemli OSlgiiu,
kullanilacak verilerdir. Basarim ol¢limiinde veri kiimesi olarak egitim veri kiimesinin
kullanilmasi, modelde 6nyargi olusumuna neden olacaktir. Egitim siiresince modelin
kendini egitim verilerine gore hazirlamasi, egitim verilerinin test verileri olarak
kullanilmast durumunda, iyi sonuglar iiretecektir. Bu nedenle 6grenme veri kiimesini
egitim ve test verileri olarak ikiye bolmek ve egitim veri kiimesi ile 6grenme siireci

isletildikten sonra, test verisi ile tahmin yapmak daha dogru olacaktir [132], [133].
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Makine Ogrenmesi algoritmalarinin degerlendirilmesinde, dogruluk ve hassasiyet
Olciitleri 6nem arz etmektedir. Ardi ardina yapilan tahminlerde, ger¢ek degerlerin
tahmin edilen degere yakin, fakat tahmin edilen degerlerin birbirlerine uzak olmasi,
tahmin dogrulugunun yiliksek oldugunu gosterirken, hassasiyetin diisiik oldugunu
gosterir. Tahmin degerlerinin hepsinin birbirine yakin, fakat ger¢ek degerden uzak

olmasi durumunda, tahmin degerlerinin hassasiyeti yiiksek, dogrulugu diisiik olur
[132], [134].

Makine Ogrenmesi algoritmalarinda karsilagilan hatalar genel olarak iki sinfta

toplanabilir:

v’ Sistematik hatalar: Bir desen dahilinde ortaya ¢ikan hatalardir. Sistemsel bir

soruna isaret ederler.

v Rastgele hatalar: Bir desen dahilinde, ortaya ¢ikmayan hatalardir.

3.4.4. Metrikler

Aj gergek deger, P; tahmin edilen deger, n veri kiimesi elaman sayisi olsun. e; = A; —

P; ifadesi ile hata hesaplanir.

Ortalama Hata: Ortalama hata tahmin hatalarinin ortalamasi alinarak, asagidaki
ifadedeki gibi hesaplanir [135]:

ME =

3| e

zn: ej (3.49)
j=1

Ortalama Yiizde Hata: Hesaplanan tahmin hata yiizdelerinin ortalamasi alinarak

hesaplanir. Asagidaki ifade ile gosterilebilir [135]:
n
100 e (3.50)

Ortalama Mutlak Hata: Tahmin hatalarinin mutlak degerinin ortalamasi alinarak,
asagidaki ifadedeki gibi hesaplanir [135]:

n
MEA = %Z|ej| (3.51)

=1
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Ortalama Kare Hata: Ortalama kare hatasi, noktalarin regresyon dogrusuna ne kadar
yakin oldugunu soyler. Sifir degerine yakin degerler makine 6grenmesinin verimli

oldugunu ifade eder. Ortama kare hatas1 asagidaki ifade ile hesaplanabilir [135]:

S

1 n
MSE = —Z ;2 (3.52)
j=1

Kok Ortalama Kare Hata: Ortalama kare hatasinin karekokii alinarak asagidaki ifade

ile hesaplanir [135]:

(3.53)

Ortalama Mutlak Yiizde Hata: Tahmin hata ve ger¢ek degerin mutlak degerlerine
gore hata yiizdelerin ortalamasidir. Asagidaki ifade ile hesaplanir [135]:

n
MAPE = LZL (3.54)
n L4,

3.4.5. Hata Matrisi

Hata matrisi iki siniflandirmali problemlerde, tahmin degerlerini, ger¢ekte dogru olan
degeri dogru (TP), yanlis olan degeri yanlis (TN), dogru olan degeri yanlis (FP), yanlis
olan degeri dogru (FN) olarak siniflandiran hata matrisidir. Bu siniflandirma
yonteminde gercek dogru (TP ) ve yanlis (TN) smifinda bulunan tahmin verilerinin

degerlerinin yiiksekligi iyi olarak nitelenir (bknz. Tablo 3.4).
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Tablo 3.4. Hata Matrisi

Gergek Degerler
Dogru (1)  Yanls (0)

Dogru (1) TP FP

Yanlis (0) FN TN

Tahmin Verileri

Toplam veri sayisi, hata matrisindeki tiim siniflarin veri sayisi toplanarak hesaplanir
(TP + TN + FP + FN). Gerg¢ek dogrularin sayisi (TP + FN), yanlislarin sayis1 (TN +
FP) olarak hesaplanur.

Modelin dogruluk ve duyarlilik 6l¢timleri, hata matrisi smiflandirmasini1 kullanan

metriklerle gergeklestirilir [136]:

Dogruluk: Dogru olarak tahmin edilen verilerin, toplam veri sayisina orani ile

hesaplanur.

TP+ TN
5 - 3.55
Dogruluk TOPLAM (3.55)

Geri Cagirma: Tahmin verilerindeki dogru siniflardan ne kadarmin dogru tahmin
edildigini gosterir.

rp (3.56)

Geri Cag = 0
eri Cagirma TP+ FN

Hassasiyet: Gergek dogru olarak tahmin edilen dogru verilerin sayisinin, toplam

dogru olarak tahmin edilen veri sayisina orani olarak hesaplanir.

TP

_r (3.57)
TP + FP

Hassasiyet =

f1 puam: Iki metrik degerlerini birlestirerek karma bir degerle degerlendirilmek

istenirse f; puani kullanilabilir.

Geri Cagirma * Hassasiyet (3.58)

fi=2

*
Geri Cagirma + Hassasiyet
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4. DENEYSEL CALISMALAR

4.1. Metin Madenciligi Yontemi ile Meslek Analizleri

4.1.1. Metin Madenciligi ile IPA Raporlarinin Analiz Edilmesi

Calismada, IPA raporlar1 ntlk kiitiiphanesi kullanilarak metin madenciligi teknikleri
ile analiz edilmeye c¢alisilmistir. Bu analiz siirecleri igerisinde elde edilen veriler

frekans analizleri ve yogunluk grafikleri ile gorsellestirilmistir.

Analizde oOncelikle, pdf bicimindeki 200 sayfanin iizerindeki belgenin icerigi
gelistirilen uygulama ile okunmustur. Elde edilen icerik kelimelere ayirma yontemleri
kullanilarak, kelimelere ayristirilmistir. Yani icerikte gegen tiim kelimeler, bir dizi

olarak ifade edilmistir.

Ayristirilan kelimelerin igerisinde, analiz, dil ve igerik agisindan anlam ifade etmeyen,
bagla¢ vb. kelimelerle birlikte, noktalama isaretleri, Tiirkge diline 6zel, stopwords

listeleri ile filtrelenmistir.

Elde edilen kelime dizisi i¢in frekans analizleri ¢alistirilmis, gruplara ayirararak ve

toplu olarak frekans analizi grafikleri ¢ikarilmistir.

Calismanin konusuna yonelik olarak, meslek analizlerini yapabilmek i¢in ISCO
meslek siniflandirma belgesi, sisteme excel dosyasindan okunarak aktarilmistir [137].
Frekans analizlerine gore en biiyiik degeri alan kelimelerin, hangi meslek sektor
grubunda oldugu bilgisi, meslek siniflandirma belgesinden bulunmaktadir. Grafikte
lclincli boyut olarak kullanilan meslek sektér grubu ile yogunluk grafikleri

olusturulmustur.

4.41.1. Tokenlastirma

Tokenlastirma isleminde, analiz edilen metni olusturan kelimeler bulunur. Veri bilimi

algoritmalarinda iki tiir tokenlastirma iglemi ile karsilasilir:

1. Kelime Tokenlastirma: Kelime tokenlastirmada, metni olusturan tiim

kelimeler bir dizi olarak elde edilir. Bu dizi igerisinde ayni kelimeler,
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metinde ge¢cmis oldugu sirada yer alir. Tokenlastirma islemi, veri analizi
yapilan konuyla ilgili kelimeler hakkinda bilgi edinmek amaciyla yapilir.
Ozellikle frekans analizleri ve metin igerisinde onemli, anahtar bilgiyi
edinmek bakimindan, kelimeler 6nem arz etmektedir.

Metni kelimelere ayirmaya ornek vermek gerekirse, “Acik isi olan
mesleklerde engelli ¢alistirilmak istenmesi durumu incelendiginde; yiizde
9,8 oraninda evet denilmistir.”, ciimlesinin tokenlar1, [“A¢ik™, “isi”, “olan”,
“mesleklerde”, “engelli”, “calistirlmak”, “istenmesi”, “durumu”,

9%.99

“incelendiginde”, 7, “yizde”, 9,87, “oraninda”,  “evet”,
“denilmistir”,”.”] dizisinde gosterilmektedir.

Calisma kapsaminda, tokenlara ayirma islemi python programlama dilinin
ntlk kiitiiphanesi kullanilarak gerceklestirilmistir.

Ciimle Tokenlastirma: Metin igerisinde gegen kelimelerin isim mi, fiil mi,
nesne mi, vb. mi, oldugunun anlasilmasi i¢in kelimenin, ciimle i¢inde
kullanimina gore incelenmesi gerekmektedir. Bu nedenle, Lematizer, Pos-
Tagger gibi siiregler icin metnin ciimlelerine ayrilmasi gerekliligi
bulunmaktadir.

Ciimle tokenlastirmaya 6rnek vermek gerekirse, “Agik isi olan mesleklerde
aranan beceriler incelendiginde, en fazla “fiziki ve bedensel yeterlilik” 6n
plana ¢iktig1, daha sonra “yeterli mesleki/teknik bilgi ve tecriibe” geldigi
goriilmektedir. “Iletisim ve ifade yetenegi” ile “takim calismas1” diger en
fazla aranan  becerilerdir.”  paragrafina  climle tokenlastirma
uygulandiginda, [“Ac¢ik isi olan mesleklerde aranan beceriler
incelendiginde, en fazla “fiziki ve bedensel yeterlilik” 6n plana ¢iktig1 daha
sonra “yeterli mesleki/teknik bilgi ve tecriibe” geldigi goriilmektedir.”,
““Jletisim ve ifade yetenegi” ile “takim calismas1” diger en fazla aranan

becerilerdir.”” ] dizisi elde edilir.

4.4.1.2. Filtreleme

Metin {izerinde yapilan tokenlara ayirma islemlerinde, metinde gegen ilgili ilgisiz,

baglag, noktalama isaretleri ve 6zel karakterlerin tiimii, elde edilen token dizisinde yer

alir. Bu tokenlar analiz agisindan bir 6neme sahip olmamakla birlikte, belgede yliksek

frekansta yer almalari nedeniyle, analizin yanlis sonuglar {iretmesine neden

73



olmaktadir. Bu nedenle, ¢esitli filtreleme siiregleri ile token dizisinden ayirt edilirler.
Bahsedilen filtreleme islemi, ntlk kiitiiphanesinde, Tiirk¢e diline 6zel, stopwords

olarak adlandirilan kelime veritabani kullanilarak gerceklestirilir.

Frekans analizinde, kelimenin metinde hangi sayida yer aldig1 hesaplanir. Metinde
ayni kelimeler, bliyiik, kii¢iik harfli olarak, farkli sekilde gegebilir. Bu nedenle frekans
analizi siirecinden Once, tokenlara ayirma islemi sonucunda elde edilen kelimeler

kiigiik harfe ¢evrilirler.

4.4.1.3. Kok Bulma (Stemmer)

Metinleri dosya veya farkli kaynaklardan elde ettikten sonra, analizlere konu olacak
kelime verilerini, bir on inceleme safhasi ile temizlemek gereklidir. Metin
temizlemede kullanilacak analizler arasinda, basit, hizli ve etkin olmasi ac¢isindan
Oonemli olan kok bulma analizi dikkat ¢ekmektedir. En ¢ok bilinenleri Porter,

Snawball, Lancaster olmak iizere birgok kdk bulma algoritmasi vardir [138].

Kok bulma analizinde karsilagilan kelime, tek bir kok kelimeye doniistiiriiliir.
Kelimenin aldig1 ekler temizlenerek kok kelime bulunur. Kisacasi bir ¢ok kelime tek

bir kelimeye doniistiiriiliir.

Kok bulma islemine 6rnek vermek gerekirse; “okuldakilerden” kelimesi i¢in kok
bulma calistirilinca “okul” kelimesi elde edilir. “isyerindekilerden” igin “isyeri”,

“sektorleri” icin “sektor” vb. kelimeler elde edilir.

Tiirk¢e sondan eklemeli bir dil oldugu i¢in, kelimelerin sonuna eklenen c¢esitli eklerle
farkli kelimeler olusturulabilmektedir. Bu durum frekans analizinde ayni kelimenin
farkli isimlerle yer almasina, frekans sayisinin diismesine ve grafikte dnem degerinin
dogru gozilkkmemesine neden olmaktadir. Bu sorunu gidermek i¢in, dogal dil iglemede

kok bulma algoritmalar: kullanilmaktadir.

Tiirkge’de kelimeler, genelde bir kok ve buna eklenen en az iki ii¢ tipte ekten olusur.
Tiirk¢e’de ekler, kelime koklerine belirli bir siralamaya gore eklenir. Tiirkge’nin
sondan eklemeli bir dil olmasi, dogal dil islemede onemli bir yere sahip olmasini

saglamaktadir. Tiirk¢e nin fonetik 6zelligi, bu faktorii pekistirmektedir.
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IPA raporu belgesindeki kelime tokenlari, Tiirkge dilbilgisinin bu ve benzeri kurallar
g6z Online alinarak gelistirilen TurkishStemmer kiitiphanesi [139] kullanilarak,

frekans analizine tabi tutulmadan 6nce, kelimeler kok bulma siirecine tabi tutulmustur.

4.41.4. Lemmatizer

Kok bulma yonteminde, kelimelerin anlamindan bagimsiz olarak, sonlarindaki ekler
atilarak kok bulunmaya calisir. Bu yontem, hiz avantaji saglamakla birlikte, cogu

zaman dogru sonug vermez [140].

Bu noktada, lemmatizer algoritmalari imdada yetisir. Lemmatizer algoritmalari,
kelimeleri, isim, yiiklem ve sifat olarak siniflandirarak, anlamlandirmaya calisirlar. Bu

nedenle lemmatizer, k6k bulmaya gore daha fazla dilbilgisi ve hesaplama gerektirir.

Diger bir deyisle, lemmatizer, kelimeyi, sozliikk anlamina ¢evirmeye ¢aligir. Kelimenin
anlamlandirma siirecinde, kelimenin metnin hangi ciimlesinde, ne sekilde gectigi
onemlidir. Bu da etiketleyiciler (tagger) gibi daha gii¢li dilbilimsel 6zellikler

gerektirmektedir.

Yeni bir dilde lemmatizer ger¢ceklemek, kok bulma gergeklemeye gore daha ¢ok zaman
alir. Lemmatizer i¢in, dilin yapisal 6zelliklerine hakim olmak, 6zne, yiiklem, nesne vb.
ciimle 6geleri iliskilerine gore, kelimeleri etiketleyebilecek algoritmalar1 gelistirmek

gerekir.

Ingilizce dili igin lemmatizer algoritmasi cesitli kiitiiphanelerde yer almakla birlikte,
Tiirkge gibi sondan eklemeli bir dilde, lemmatizer algoritmasi gelistirmek daha fazla

bilgi ve zorlu bir siireg gerektirir [141].

[13P%2) [13 2

Lemmatizer islemi sonucunda, “isgilicii”, “is” kelimesine, ‘“agisindan” “ag1
kelimesine, “doniisiim”, “doniis” kelimesine doniisiir. Orneklerden goriildiigii iizere,
bazen g¢aligma konusu ile ilgili kelimeleri bozabiliyor. Bununla birlikte ¢ogu zaman

kok bulmaya gore daha anlamli kelimeler bulur.

4.4.1.5. Frekans Analizi

Frekans analizi asamasinda, token dizisinde hangi kelimenin ne kadar gectigi bilgisi
bulunmaya c¢alisilir. Token dizisi igerisinde daha fazla gecen kelimelerin, metnin
konusu ile ilgili bilgileri igermesi beklenir. Calismada frekans analizi sonucunda elde

edilen frekans dizisinin grafiksel gosterimi, Sekil 4.1°de goriilmektedir. Grafik
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gosterimi yapilan frekans dizisi, biiyiikten kiigiige dogru siralandagi igin, x ekseni

boyunca, y degerleri azalarak sifira dogru giden bir egri goriilmektedir.

Meslek Frekans Analizi

— Kelime Sayisi
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Sekil 4.1. Frekans Analizi Sonuglar1 Grafigi

Calismada, frekans analizine, mesleklerin sektorel siniflandirmasi, iiglincii boyut
olarak eklenerek, dagilim grafigi yontemiyle, yogunluk grafigi olusturulmustur; elde

edilen grafigin gosterimi, Sekil 4.2°de yer almaktadir.

Yogunluk Grafigi

25

20

(T Y] oo
[ ] L] L] ® eocsoe0e L ] [ ]

Kelimeler

Sekil 4.2. Yogunluk Dagilim Grafigi

4.4.1.6. Pos-Tagger (A Part-Of-Speech Tagger)

Herhangi bir dille yazilmis olan metnin, tokenlarini bulduktan sonra, kelimelere,
climlede aldiklar1 goreve gore, isim, fiil, nesne, zamir vb. 0ge etiketleri atayan

algoritmalardir [142].

Pos-tagging’ le ilgili olarak literatiirde bir¢cok algoritma olmakla birlikte, en iyi

performans gosteren algoritmalar, gizli Markov modeli [143], maksimum entropi
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yaklagimi [144], ve doniisim tabanli 6grenmedir [145]. Bu ii¢ yontemde, hemen
hemen ayni veri kaynaklari, ayn1 yontemler ve ozellikleri kullandiklar i¢in, ayn
seviyede basarim verirler. Oysaki Samuelsen ve Voutilainen (1997) tarafindan
gelistirilen EngCG algoritmasi, leksikal analizler, baglamsal bilgi kaynaklari ve
istatistiksel etiketleyiciler tarafindan kullanilanlarin 6tesinde genellemeler kullanarak,

diger etiketleyici algoritmalarina gore, ¢ok yiiksek bir bagarim saglamustir [146].

4.4.1.7. Kollokasyon

Kollokasyon, metin icerisinde siklikla gecen bir dizi veya kelime grubunu bulmak i¢in
isletilen bir siirectir. Bu analiz sonucunda, metin i¢erisinde siklikla karsilasilan kelime
gruplar1 ve frekans degerleri listelenir. Siklikla kullanilan kollokasyon analizleri,

n-gram, bigram, trigram olarak listelenebilir.

Bu analizin ¢alisma agisindan 6nemi, metin igerisinde aranan meslek isimlerinin,
birden fazla kelimeden olusabilmesidir. Tokenlastirma islemi sonucunda uygulanan
frekans analizi, tek kelimeden olusan frekans dizisi olusturur. Bu durumda, birden
fazla kelimeden olusan meslek isimlerini, metinden c¢ikarim yapmak miimkiin

olmamaktadir. Bu noktada, kollokasyon yontemleri imdada yetismektedir.

4.4.1.8. Kelime Bulutu (Word Cloud)

kalite K?ntrolcu
sihhl

tesisatcgl

ahsar

musteri temsilcisi

¢op kamyonu sGriacisa

guvenlik gorevliél‘

Sekil 4.3. Kelime Bulutu
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Kelime bulutu gosteriminde, metinde gegen kelimeler bulunma sikliklari, yani
frekanslarina gore daha biiyiik punto ve dikkat cekici renkte goziikmektedir. Bir
kelimenin puntosunun biiytikliigli ve dikkat ¢ekici renkte olmasi, kelimenin metinde

daha fazla karsilasildigin1 gosterir.

4.1.2. Metin Madenciligi Ile Ogrenme ve Tahmin Cahsmasi

Literatiirde son yillarda yapilan ¢aligmalar incelendiginde, arama motorlarinin veri
madenciligi ve metin madenciligi konusunda ihtiya¢ duyulan veri kiimelerini
olusturmak i¢in, cok kullanight web araglarina doniistiig goriilmektedir [147], [148],
[149], [150]. Mesleklerle ilgili yapilan arastirmalarda, giincel durumu ortaya koymak
acisindan, Is Kurumu tarafindan yayimlanan IPA raporlar1 bulunmaz bir kaynaktir. Bu
nedenle, google arama motoru lizerinde “IPA raporu” ve “Meslekler” arama metinleri
ile bulunan belgeler, arastirmaya konu olarak se¢ilmistir. Internet iizerinden arastirma
kapsaminda gelistirilen uygulama ile indirilen belgeler metin madenciligi teknikleri ile

analiz edilmistir.

Internet iizerinden veri hazirlama uygulamasinda, “google search” kiitiiphaneleri
kullanilarak arama kriterlerine gore belgeler bulunmustur. Bulunan belgeler http istegi
ile indirilmistir. Belge bigimi pdf ise, PDFMiner phyton kiitiiphanesi kullanilarak pdf
dosyadan metin ¢ikarim yontemiyle icerik elde edilmistir. Html bi¢imindeki dosyalar1
okumada, html etiketlerini ayiklayarak ger¢ek metne ulasmak icin, Beatifulsoap
yonteminden faydalanilmistir. Beatifulsoap html bigimindeki dosyalardan, veri
kazima teknikleriyle veri ¢ikarimi yapan Phyton dili kiitiiphanesidir. Veri hazirlama

uygulamasinin sematik gosterimi, Sekil 4.4’de verilmistir.

Google’da Arama

Belgeleri Indir

Html Belge Tiirii Pdf;

A4 A4
Pdf Dosyadan

Sekil 4.4. Veri Hazirlama Uygulamasi
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Calisma kapsaminda elde edilen 151 adet belgenin 76 adeti 6grenme asamasinda
kullanilirken, 75 adeti tahmin i¢in kullanilmistir. Sinirli sayida veri elde edilmesi
nedeniyle egitim ve tahmin veri kiimeleri, yeteri kadar tahminleme yapilabilmek i¢in
yaklagsik olarak esit sayida se¢ilmistir. Belgelerde gegen meslekler ISCO (International
Standard Classification of Occupations) meslek siniflandirmasindaki, Tablo 4.1’de
verilen, sektor siniflandirmasina gore siniflandirilmistir. Frekans listelerindeki meslek
isimlerine gore ISCO meslek listesinden sektor siniflandirmasi kullanilmistir. Frekans
listesinde yeralan meslek isimleri modele degisken olarak verilmistir. “IPA raporu” ve
“Meslekler” belgeleriyle yapilan ¢aligmada 2735 degisken kullanilmistir. Modelde,
belgelerde bulunan meslekler degisken olarak kullanilmistir. Model giris matrisindeki

degisken degeri, belgede meslegin bulunma sayis1 olarak atanmustir.

Tablo 4.1. Meslek Siniflandirma Listesi

Sinifi Meslelek Sinif Adi

[

Silahl1 kuvvetlerle ilgili meslekler

Yoneticiler

Profesyonel meslek mensuplari

Teknisyenler, teknikerler ve yardimc1 profesyonel meslek mensuplari
Biiro hizmetlerinde ¢alisan elemanlar

Hizmet ve satis elemanlari

Nitelikli tarim, ormancilik ve su lriinleri ¢alisanlari

Sanatkarlar ve ilgili islerde calisanlar'

© 00 N O O & W DN

Tesis ve makine operatorleri ve montajcilar

[EEN
o

Nitelik gerektirmeyen islerde ¢aligsanlar'

IPA raporlarindan gelecegin meslekleri ile ilgili ¢ikarim yapma olasilig1 ¢ok diistiktiir.
Bu nedenle google arama motorunda “Gelecegin Meslekleri” arama metni ile ulagilan
belgeler tizerinde ¢alisilmistir. Mesleklerin mevcut durumlarinin analizinde daha ¢ok
pdf tiirlinde belgeler kullanilirken, gelecegin meslekleri calismasinin belgeleri
cogunlukla html tiirtindedir. Gelecegin meslekleri konusunda yapilan analizler bilgi
teknolojisi alanindaki islerde yogunlagmistir. Calisma kapsaminda elde edilen 71 adet
belgenin, 36 adeti O6grenme asamasinda kullanilirken, 35 adeti tahmin igin

kullanilmistir. Gelecegin meslekleri YOK (Yiiksek Ogretim Kurumu)® iin agiklamis
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oldugu oncelikli meslek gruplarina gore siniflandirilarak, makine 6grenmesi

algoritmalar1 ile modellenmistir. Siniflandirmada kullanilan siniflar, Tablo 4.2°de

listelenmistir. “Yonetim ve Organizasyon”, “Akilli Sehir”, “Etik Uzmanlig1” ve

“Diger” siniflar1, YOK ’iin 6ncelikli meslek alanlari ile siniflandirilamayan mesleklert,

siniflandirmak i¢in eklenmistir. Modelde 117 adet degisken kullanilmistir.

Tablo 4.2. Meslek Siniflandirma Listesi

Sinifi Meslek Sinif Adi
0 Ag teknolojileri (5G, Nesnelerin Interneti)
1 Akilli Enerji Sistemleri
2 Akilli ve Yenilik¢i Malzemeler
3 Biyomalzeme ve Doku Miihendisligi
4 Biyomedikal ve Biyomedikal Teknolojiler
5 Blokzincir Teknolojisi
6 Cebir ve Kodlama Teorisi
7 Endiistri Miihendisligi (Yo6neylem Arastirmasi; Tedarik Zinciri Y6netimi)
8 Iklim Degisikligi
9 Ileri Robotik Sistemler ve Mekatronik
10  Tleri ve Akilli Imalat
11 Kuantum Enformasyon ve Kuantum Makina Ogrenmesi
12 Sanal ve Artirilmis gergeklik teknolojileri
13 Siber Giivenlik/Kriptoloji
14 Sistem Miihendisligi
15 Su Uriinleri ve Balikgilik Teknolojisi
16 Siirdiiriilebilir Tarim (Yenilik¢i ve Iyi Tarim Uygulamalari dahil)
17 Siirdiiriilebilir ve Akilli Ulasim
18  Uzaktan Algilama ve Cografi Bilgi Sistemleri
19 Veri Bilimi ve Bulut Bilisim
20  Yakitlar (Fosil ve Biyo) ve Yanma
21  Yapay Zeka ve Makine Ogrenmesi
22 Yazilim Miihendisligi
23 Yenilik¢i Gida Isleme Teknolojileri ve Gida Biyoteknolojisi
24 Bilisim Hukuku
25  Egitimde Dijitallesme
26 Hemgirelik
27  Molekiiler Biyoloji ve Genetik (Gen tedavisi ve Genom Calismalari)
28  Rehabilitasyon Tibbi ve Yardimci Teknolojiler
29  Rejeneratif Tip
30  Saglikli Beslenme ve Gida Katki Maddeleri
31  Yaglanma ve Yasl Saglig
32  Insan Robot Iletisimi
33  Sosyal Medya
34 Yonetim ve Organizasyon
35  Akilli Sehir
36  Etik Uzmanhig
37  Diger
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Metin madenciliginde frekans matrisi olusturma siirecini, veri temizleme siireci takip
eder. Veri temizleme siireci fazla bosluklarin temizlenmesi, noktalama isaretleri,
baglac ve edatlarin kaldirilmasi, kii¢iik harfe ¢cevirme ve kokten tiiretme algoritmasini
icerir. Calismada bilgi kaybmna neden oldugu i¢in, kokten tliretme algoritmasi

disindaki tiim siirecler kullanilmistir.

4.1.2.1. Onerilen Model

Onerilen yontemde internet ortamindan Sekil 4.5’de gosterilen Veri Hazirlama adimi
ile elde edilen dosyalar, frekans analizine tabi tutulmustur. Frekans analizi ile belge
igerikleri kelimelerine ayrilmis ve metinde kelimelerden kacar adet gectigi
belirlenmistir. Birden fazla kelimeden olusan meslek isimleri igin, n-gram
algoritmalar1 ile ikili (bigram), G¢lii (trigram), dortlii (fourgram) kelime gruplar
kullanilarak frekans analizi hesaplanmistir. Kelime gruplari metinde yan yana bulunan
sozciiklerden olusmaktadir. Veri Temizleme adiminda, kelimelerine ayrilan
metinlerde gecen konuyla ilgisiz kelimeler ve alfa karakterler, Tiirk¢e diline 6zel
stopwords veri kiimesi ve alfa karakterler kontrolii ile elenmistir. Metinde gecen
meslek isimleri, ISCO meslek listesi ile filtrelenerek elde edilmistir. Bu frekans
gruplar1t meslek listesi ile filtrelenerek metinde gegen meslekler belirlenmistir. Makine
ogrenmesi veri giris degerleri Bag of Words Vektor Olusturma adiminda matris olarak
olusturulmustur. Makine Ogrenmesi algoritmalar1 ile iiretilen tahminler, Gl¢iim

metrikleri ile degerlendirilmistir.

Onerilen yontemin bilgi taban1 matematiksel olarak 5 = (T, D) cifti ile ifade edilsin.
Bu modelde, T = (t;,t,,...,t,) oOlarak meslek isimlerini ifade ederken,
D = (d4,d,, ..., dy) belgeleri ifade eder. Bu ifadelerin 15181nda, model bilgi tabaninin
frekans matrisi, A € R™" i¢in A = (ai]-) olarak gosterilir. t; mesleginin D;
belgesindeki frekansi, D; belgesinde ne kadar gectigi olarak hesaplanir ve
a; = |{p|t; = t;}| olarak gosterilir. Meslek smiflarina gore ise, belgede

a; = |{p|t;, = mesleksinif(t;)}| olarak hesaplanr.
Model ¢ikis degeri meslek sektor frekans analizi kullanilarak su sekilde hesaplanir.

B = (b4, by, ..., by,) frekans matrisinin bir satiri olma kosuluyla, y meslek sinifi degeri,

_ ol X Db 4.1)

n
i=o Di

olarak hesaplanir.
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Makine 6grenmesi algoritmasi giris ve ¢ikis degerleri, mesleklerin belgelerdeki gegis
frekans degerlerine gore, kelime torbasi vektorii olarak diizenlenmis ve Tablo 4.3’te
gosterilmistir. Frekans analizi ile tiim belgelerden elde edilen kelimeler, bir matris
icerisinde degisken bir say1 ile etiketlenmistir. Kelime torbasi vektorii olusturmada, x'
in degisken degeri olarak, kelimenin belgede gecmesi durumunda, kelimenin belgede

gegis sayisi, aksi durumda 0 olarak atanir.

Table 4.3. Bag Of Words Modeli Giris Matrisi

Belge Muhasebeci Temizlik Miisteri On Sef  Otomasyon vy
Personeli Iliskileri Muhasebeci Sistemleri

Doc 1 30 28 19 12 17 1 6

Doc 2 32 25 4 28 6 0 6

N-Gram Frekans Analizi

Veri Temizleme

Veri Filtreleme
(Meslek Listesti)

Bagofwords Vektor Olusturma

Makine Ogrenmesi Algoritmalar
Ogrenme ve Tahmin

Metrik Hesaplamalariyla
Sonuglarin Degerlendirilmesi

Sekil 4.5. Metin Madenciligi Ogrenme Algoritmasi.
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Algoritma 4.1. Onerilen Model

Giris: N belge , meslek listesi, M ml_algoritmasi, K meslek sinifi
fori=1,2,...,Ndo

wt < tokenize( docs(i))

wt < eliminate_lambda_stopwords(wt)

freg_list < frequency_analysis (wt)

analysis(i) < (docs(i), freq_list)
total_frequency_list < calculate_total frequency( freq_list)
profession_list < filter_with_occupation_list ( total_frequency_list,
occupation_list)
(learn_analysis_list , test_analysis_list) < split_data_into_two_set (
analysis )
Splitting data into two set as odd, even, fifty, fifty

fori=1,2, ..., learn_analysis_list.count do
frequency_list < learn_analysis_list(1)
for j=1,2, ..., frequency_list.count do

index < index_of ( frequency_list(i)(0), occupation_list)
word_vector(index) = word_vector(index) +
frequency_list(i)(1)
bag_vector(i) €< word_vector
learn_bag_vector < bag_vector
test bag_vector € generate_bag_vector (test_analysis_list)
Test bag vector was generated like learn_bag_vector calculation.
fori=1,2, ..., learn_bag_vector.count do
bag < learn_bag_vector(i)
forj=1,2, ..., bag.count do
profession_name < profession_list(j)
profession_class < find_profession_class (profession_name,
occupation_list)
profession_class_count(profession_class) <
profession_class_count(profession_class) + bag(j)
toplaml =0
toplam2 =0
fork=1,2, ..., profession_class_count.count do
toplaml < toplaml + (k+ 1) * profession_class_count (k)
toplam2 < toplam2 + profession_class_count(k)
y_train(i) < toplaml / toplam2
y test =y test from_bag_vector(test_bag_ vector)
Test output value were calculated like y_train.
fori=1,2, ..., ml_algorithm.count do
learn (learn_bag_vector, y_train)
y_pred < predict ( test_bag_vector, y_test)
evaluate_metrics (y_test, y_pred)
confusion_matrix (y test, y pred)
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Ogrenme algoritmasi sonuglar1 dl¢iim metrikleri ile tutarlilik ve dogruluk analizlerine

tabi tutulur.

Onerilen modelin ayrmtil algoritmas1, Algoritma 4.1.den gériilebilir. Bu algoritmada,
oncelikle elde edilen belgeler kelimelerine ayristirilmistir. Stopwords ve alfa
karakterler, kelime dizisinden ¢ikarilmistir. Daha sonra tiim belgelerin frekans listesi
hesaplanmis ve her bir belge i¢in analiz koleksiyonlarma kaydedilmistir. Tim
belgelerde karsilagilan meslekler, meslek listesi ile toplam siklik listesi filtrelenerek
bulunmustur. Daha sonra analiz verileri 6grenme ve test olmak tizere iki veri kiimesine
ayrilmigtir. Algoritmanin giris degerleri olan torba vektorleri, her bir belgedeki
mesleklerin sikliginin toplanmasi ve meslek listesinde karsilasilan mesleklerin
indeksinin belirlenmesi seklinde hesaplanmistir. Torba vektoriiniin ¢iktt degeri,
meslek sayisi ve sinif indeksinin ¢arpimlarinin toplamimin smif indeksi toplamina
boliinmesiyle hesaplanmistir. Bu islem hem 6grenme hem de test veri setleri i¢in
gerceklestirilmistir. Torba vektorlerine 6grenme ve tahmin sirasina gore makine
O0grenmesi algoritmalar1 uygulanmistir. Son olarak, elde edilen sonuglar ve
algoritmalarin  performansi, Ol¢lim metrikleri ve karisgtklik  matrisi  ile

degerlendirilmistir.

Calisma kapsaminda Onerilen modelde kullanilan makine 6grenme algoritmalarinin
islevlerini yerine getirmesi agisindan Onemli olan parametre degerleri, asagida

listelenmistir:

Knn algoritmasinda siniflandirma i¢in 6nemli olan komsu say1s1 parametresi 3, yaprak
boyutu, agag¢ ve sorgunun yapim hizi 10 olarak alinmistir. Naive bayes algoritmasinda
kararlilig1 saglamak i¢in varyanslara, 1e-9 degerinde bir yumusatma parametresi
eklenir. Rastgele orman algoritmasinda, 10 agagtan olusan ormanlar kullanilmustir.
LassoLars algoritmasinda ceza terim katsayis1 0,01 olarak kullanilirken, Elasticnet
algoritmasinda, 1 olarak alinmistir. SGD algoritmasinda durdurma kosulu, le-3,
maksimum dongii degeri, 1000 olarak alinmistir. Son olarak, perceptron

algoritmasinda maksimum dongii sayisi olarak 1000 alinmistir.

4.1.2.2. Giiniimiiz Mesleklerine Yonelik Analizler

Onerilen yontem ile “IPA raporu” ve “Meslekler” arama metni elde edilen belgeler,

phyton dili ile yazilmis uygulama araciligi ile indirilmistir. Bu belgeler tizerinde metin
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madenciligi siire¢lerinden frekans analizi calistirilmais, meslekler
veritabaninda belirtilmis olan meslekler ile frekans listesi filtrelenmistir.
Internetten elde edilen 151 belgenin, 76 adedi grenme, 75 adedi tahmin verisi olarak
kullanilarak, makine 6grenme algoritmalar1 ¢alistirilmistir. Ogrenme veri kiimesi ile
egitilen makine 6grenme algoritmalarindan, tahmin veri kiimesi ile mesleklerin

gelecegine yonelik tahminler tiretmesi beklenmistir.

Analiz kapsaminda kullanilan tiim belgelerde gecen meslek isimlerine yonelik olarak
olusturulan, toplu frekans analizi grafigi Sekil 4.6° da gosterilmistir. Frekans analizi
grafiginde, tiim belgelerde gecen mesleklerden, sayica fazla degerde bulunan ilk 17°
si listelenmistir. Veriler bilylikten kii¢iige dogru siralandigi igin, grafik x ekseni

boyunca soniimlenerek 0’a dogru yaklagsmaktadir.

Popiiler Meslekler Frekans Analizi
0 50 100 150 200 250 300 350 400 450

bakan eSS 309
pilot  m——— )36
imal igcisi  Te————— 191
hemsire m—— 133
sekreter m————— 132
cumhurbagkani m—————— 177
mali miisavir ———— 127
yeminli mali miisavir ——————— 117
avukat — 99
genel miidiir  ——————— 93
turist rehberi  n————— 3>
denetci — 75
vali m— 71
usak T— 5
muhasebeci m— 62
web tasarimcis]  ——— 61
arastirmaci s 60

Sekil 4.6. Popiiler Meslekler Frekans Analizi

85



Meslek siniflarina yonelik toplu frekans analizine gore “Profesyonel meslek
mensuplar1”, “Teknisyenler, teknikerler ve yardimei profesyonel meslek mensuplart”,

9999

“Yoneticiler”” ve “Sanatkarlar ve ilgili islerde ¢alisanlar” meslek siniflarinin popiiler
meslek smiflar1 oldugu Sekil 4.7° de gorilmektedir. Analiz sonuglarinda kamu
mesleklerinin siklikla yer almasi son donemlerde artan issizlikte, kamu gorevlerinin

cazibesinin arttigin1 géstermektedir.

Meslek Sinifi Frekans Analizi
0 500 1000 1500 2000 2500 3000

Profesyonel meslek mensuplar1 I 2394
Teknisyenler, teknikerler ve yardimei... I 1277
Yoneticiler I 1262
Sanatkarlar ve ilgili islerde ¢aliganlar — INEG_G——G_—_—_—— 1182
Hizmet ve satis elemanlarr I 717
Tesis ve makine operatorleri ve... IS 693
Biiro hizmetlerinde ¢alisan elemanlar N 441
Nitelik gerektirmeyen islerde ¢alisanlar Il 236
Nitelikli tarim, ormancilik ve su... Il 225

Silahli kuvvetlerle ilgili meslekler | 23

Sekil 4.7. Popiiler Meslek Siniflar1 Frekans Analizi
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Popiiler Meslek Siniflari
0 10 20 30 40 50 60 70 80

Profesyonel meslek mensuplar EEEEEESSS————— 36
Yoneticiler nE—— 21

n

Teknisyenler, teknikerler ve yardimci profesyonel... . 13

Hizmet ve satis elemanlari IEEEEEESSS——— 4]
Yoneticiler mm——— 13

Profesyonel meslek mensuplari s 10

Naive Base

Yoneticiler IEEEE—————— 20
Profesyonel meslek mensuplari HEE———— 2?2

Teknisyenler, teknikerler ve yardimci profesyonel... s 18

Blro hizmetlerinde galisan elemanlar IS 75

Lassolars Random Forest

Blro hizmetlerinde galisan elemanlar TSI 75

Elasticnet

Profesyonel meslek mensuplari IEEEEESSS—————— 34
Yoneticiler n———— 17

SGD

Teknisyenler, teknikerler ve yardimci profesyonel... mmmmmm. 14

Profesyonel meslek mensuplari IEEEEE—————S 24
Yoneticiler nEEEEE————— 24

Teknisyenler, teknikerler ve yardimci profesyonel... 13

Perceptron

Hizmet ve satig elemanlari 11

Sekil 4.8. Tahmin Sonuglarina Gore Popiiler Meslek Siniflar

Makine 6grenmesi algoritmalarina gore tahmin sonuglarinda, “Profesyonel meslek
mensuplar1”, “Yoneticiler” ve “Teknisyenler, teknikerler ve yardimci profesyonel
meslek mensuplar’” meslek siniflarinin 6n plana ¢iktig1 Sekil 4.8 de gortilmektedir.
Is modellerindeki degisimler sonucunda, isleri koordine edecek meslekler ve yiiksek
yetenek diizeyi gerektiren meslekleri robotlarin devralamayacag: asikardir. Tahmin

sonuglar1 da bu 6nergeyi destekler yondedir.
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4.1.2.3. Gelecegin Mesleklerine Yonelik Analizler

Calismanin bu asamasinda, “Gelecegin Meslekleri” arama metni ile arama yapilarak
elde edilen belgelerle analiz siiregleri ¢alistirilmistir. Gelecegin mesleklerine yonelik
analiz siirecinde, belgelerin frekans analizleri olusturulmus, Ozdemir ve Kiling’in
[151] agiklamis oldugu meslekler listesine, gesitli meslekler eklenerek olusturulan

meslek listesine gore filtrelenmistir.

Grafiksel gosterim incelendiginde genetik meslegi (121 kez), diger mesleklere gore
ciddi bir farkindalik olusturmustur. Son zamanlarda tip alanindaki bir¢ok hastaliga
genetik bilimi sayesinde tedavi iiretme ¢alismalari, bu popiilerlikle ayn1 dogrultuda
goziikkmektedir. Bilgi teknolojileri mesleklerinin popiilerligi, endiistri 4.0 devrimi ile
bilgi teknolojileri siireglerinin, iiretim siireclerinin temel parcasi haline geldiginin
gostergesidir. Frekans analizi sonuglarina gore gelecegin popiiler meslekleri Sekil

4.9’da gosterilmistir.

Gelecegin Meslekleri Frekans Analizi

0 20 40 60 80 100 120 140
genetik NN 122
yazilim miihendisi [N 21
robot koordinatorligi N 21
epidemiyolog I 16
molekiiler biyoloji Il 15
bilgi glivenligi analisti [l 15
giyilebilir teknoloji tasarimciligr [N 14
uygulama gelistiricisi Il 11
veri dedektifi Ml 10

drone pilotu [l 10

Sekil 4.9. Gelecegin Meslekleri Frekans Analizi Grafigi
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Gelecegin Popiiler Meslek Siniflari

0 2 4 6 8 10 12 14 16 18

Yazim Mihendisligi 17

I= Molekiiler Biyoloji ve Genetik 10
C

>~ Veri Bilimi ve Bulut Bilisim meaessssss——

Y Veri Bilimi ve Bulut Bilisgim mEsssssssssssss 10
3 Molekdller Biyoloji ve Genetik ~meeesssssssss———— 7

% Egitimde Dijitallesme moEEE——————

=

Yazilim Mihendisligi neeeeeessssssssssssssssssm——— 12
Molekdller Biyoloji ve Genetik IS ]2

Random
Forest

Veri Bilimi ve Bulut Bilisim mss———— 5

Hemgirelik m 16

f_g Egitimde Dijitallesme meeesssssss————— 3
§ Molekdler Biyoloji ve Genetik mEEE——— 5
-
- Hemgirelik s 15
[J]
S Egitimde Dijitallesme IS |3
I3 Bilisim Hukuku  mo— 4
o]
Molekdler Biyoloji ve Genetik I 1]
o Egitimde Dijitallesme eessssssssssss————— 10
Q
n Veri Bilimi ve Bulut Bilisim - 5
5 Molekiiler Biyoloji ve Genetik mE S 15
g_ Egitimde Dijitallesme mEEEEEEE—EEE———————— O
S Veri Bilimi ve Bulut Bilisim  n— 3
[
o

Yapay Zeka ve Makine Ogrenmesi o 3

Sekil 4.10. Gelecegin Popiiler Meslek Siniflari

Algoritmalara gore tahmin sonuglarinda, “Yazilim Miihendisligi”, “Hemsirelik”,
“’Molekiiler Biyoloji ve Genetik” ve “Egitimde Dijitallesme” gibi teknoloji odakli
meslek siniflart 6n plana ¢ikmaktadir. Algoritma tahmin sonuglarina gore popiiler

meslek siniflar1 Sekil 4.10° da verilmistir.

Buraya kadar yapilan c¢aligsmalarda gelecegin meslegi olarak bulunan
mesleklerin, YOK ’iin 6ncelikli meslek gruplar1 [152] dngoriileri ile eslesmeleri Tablo
4.4’ te sunulmustur. Belirtilmis eslesmelere goére uyumlu sonuglar elde edildigi
gozlemlenmistir. Bu da veri kaynaginin yetersiz olmasina ragmen, analiz sonuglarinin

dogrulugunun gostergesidir.
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Tablo 4.4. YOK Oncelikli Meslek Alanlar1 ve Meslek Eslesmeleri.

Oncelikli Meslek Alanlar Meslek

Ileri ve Akilli Imalat Endiistriyel Veri Bilimciler
Giyilebilir Teknoloji Tasarimcisi

Stirdiiriilebilir ve Akilli Ulagim Akilli Sehir Uzmani

Veri Bilimi ve Bulut Biligim Veri Dedektifi

Veri Analizi Uzmani
Kisisel Veri Broker1
Endiistriyel Veri Bilimciler
Bulut Hesaplama Uzmani
Yazilim Uzmani
Yazilim Gelistirici
Robot Teknolojileri Robot Koordinatorligii
Robot Koordinasyon Uzmani
Siber Giivenlik / Kriptoloji Veri Giivenligi Uzmani
Bilgi Giivenligi Analisti
Uzaktan Algilama ve Drone Pilotu

Cografi Bilgi Sistemleri

[la¢ Calismalari Molekiiler Biyoloji
Biyomiihendislik
Epidimiyolog
Molekiiler Farmakoloji ve Molekiiler Biyoloji
[la¢ Arastirmalari Biyomiihendislik
Epidimiyolog
Insan Beyni ve Nérobilim Genetik

4.1.2.4. Deneysel Metrik Sonuglari ve Yorumlar

Deneysel Ol¢iim metrikleri, 6grenme modelindeki tiim algoritmalara uygulanmas,
karsilastirmali sonuglar Tablo 4.5. de sunulmustur. Deneysel metrik sonuglarina gére
SGD algoritmasi en iyi sonucu iiretmistir. SGD algoritmasinin, zeka islevleri ile
donatilmis yapisi ile, kategorik degiskenlerde basarili sonuglar liretmesi durumunu

aciklamaktadir. Olgiim metriklerine gdre. LassoLars ve ElasticNet algoritmalar1 en

90



kotii sonucu iretmistir. LassoLars ve ElasticNet algoritmalarinin regresyon

algoritmasi olmasi, kategorik degiskenlerde kotii sonu¢ vermesine neden olmustur.

Siniflandirma ile uyumsuz verilerin diizgiin belirlenemedigi durumlarda dogru
sonuglar iiretebilen ortalama mutlak hata, SGD algoritmasinda =0.64 ile en iyi
performans: vermistir. LassoLars ve ElasticNet algoritmast =1.52 ile en koti
performans: gostermistir. LassoLars ve ElasticNet algoritmasinin  regresyon
algoritmasi1 olmasi ve modelin kategorik degiskenler igermesi durumu agiklamaktadir.
Ortalama mutlak yiizde hata metrigine gore, yine SGD algoritmas1 =0.11 ile en iyi
sonucu verirken, ElasticNet ve LassolLars algoritmas: =0.82 ile en kotii sonucu

uretmistir.

Tablo 4.5. Karsilastirmali Degerlendirme Sonuglari.

Algoritma MAE MAPE(%0)
Knn 0,77 0,15
Naive Base 1,33 0,57
Rand-Forest 0,78 0,16
LassoLars 1,52 0,82
ElasticNet 1,52 0,82
SGD 0,64 0,11
Perceptron 0,70 0,13

Algoritmalara gore hata matrisi sonuclari, Tablo 4.5 deki karigiklik matrisi degerleri

kullanilarak hesaplanmis ve Tablo 4.6’ da gosterilmistir.

Tahmin sonuclar1 karigiklik matrisi dogruluk degeri en diisik =0,81 olmustur.
Dogruluk degerine gore en yiiksek sonucu =0,93 degeri ile SGD ve Perceptron
algoritmasi verirken, en diisiikk sonucu =0,81 ile LassoLars ve ElasticNet algoritmasi

vermistir. Bu sonuglar Tablo 4.5’ deki 6l¢tim metrikleri ile uyumlu sonuglar tiretmistir.
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Geri cagirma metrigine gore =0,64 ile Perceptron algoritmasi en iyi sonucu verirken
=0,04 degeri ile LassoLars ve Elasticnet algoritmasi en diisiik degeri vermistir.

Hassasiyet metrigine gérede ayni sonuglar elde edilmistir.

Tablo 4.6. Karigiklik Matrisi Degerleri

Algoritma TP FP TN FN
Knn 44 644 31 31
Naive Base 16 616 59 59
Rand-Forest 43 643 32 32
LassoLars 3 603 72 72
ElasticNet 3 603 72 72
SGD 47 647 28 28
Perceptron 48 648 27 27

Tablo 4.7. Karsilastirmali Hata Matrisi Sonuglari.

Algoritma Dogruluk  Geri Cagirma Hassasiyet f1 puam

Knn 0,92 0,59 0,59 0,59
Naive Base 0,84 0,21 0,21 0,21
RandomForest 0,91 0,57 0,57 0,57
LassoLars 0,81 0,04 0,04 0,04
ElasticNet 0,81 0,04 0,04 0,04
SGD 0,93 0,63 0,63 0,63
Perceptron 0,93 0,64 0,64 0,64

Geri ¢agirma ve hassasiyet metrigine bagli olarak hesaplanan f; puanina gore, en
yiiksek sonucu Perceptron algoritmasi =0,64 degeri ile verirken, en diisiik sonucu

=0,04 degeri ile LassoLars ve ElasticNet algoritmas: vermistir.
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Sunulan metrik Ol¢iimlerine gore, =0,93 yiiksek dogruluk degerinde elde edilen
meslek siniflandirma sonuglari, giinimiiziin ekonomik ve mesleki istihdam kosullar:
ile uyumlu goziikmekle birlikte, gelecege de 1s1k tutmaktadir. Model veri kiimesinin
cesitliligini artirirak ve veri temizleme siireclerinde iyilestirmeler saglayarak, f;

puaninda iyilestirmeler olacagi ¢ikarimi yapilmustir.

Tablo 4.8. Karsilastirmali Degerlendirme Sonuglari.

Algoritma MAE MAPE(%) Dogruluk
Knn 2,11 0,26 1
Naive Base 2,29 0,35 1
RandomForest 1,88 0,24 1
LassoLars 2,33 0,35 1
ElasticNet 2,43 0,37 1
SGD 2,49 0,29 1
Perceptron 2,11 0,30 1

Gelecegin mesleklerine yonelik analiz degerlendirme sonuglar1 Tablo 4.8° de
listelenmistir. Algoritmalar yiiksek dogrulukta (=1) sonuglar vermistir. Ortalama
mutlak ylizdesel hataya gore gore, RandomForest algoritmas1 =0.24 ile en iyi sonucu
verirken, ElasticNet algoritmast =0.37 ile en kotii degeri vermistir. Ortalama mutlak
hataya gore, Random-Forest =1.88 degeri ile en iyi sonucu vermistir. En kotii sonucu
ise, =2.49 ile SGD algoritmas1 vermistir. Bu durum, modelin kategorik degiskenler

icermesi kaynaklhidir.
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5. SONUCLAR VE ONERILER

Ogrenme algoritmalarmin uygulanmasi asamasinda uygulanan algoritmalar denetimli
O0grenme algoritmalar1 oldugu i¢in veri kiimesi ikiye boliinmiis, yaris1 6§renme icin
kullanilirken, diger yaris1 ise tahmin amacli olarak kullanilmis ve gelecegin

meslekleri, eldeki veri kiimesi ile tahmin edilmeye ¢alisilmistir.

Calismanin algoritma asamasinda, internetten IPA RAPORU ile ilintili Tiirkge
belgeler indirilmis ve bu belgeler iizerinde, metinsel arastirma ydntemleri
uygulanmistir. Oncelikle belgeler kelimelere ayrilmis, anlaml1 kelimeler belirlenmis,
frekans analizi ¢alistirilmis, meslekler listesi ile filtrelenerek, belgelerde hangi meslek
isimlerinin ne kadar gectigi belirlenmistir. Meslek isimlerinin birden fazla kelimeden
olustugu da disiintildiiglinde, n-gram algoritmalar1 kullanarak birden fazla kelimeye
gore frekans analizleri olusturulmustur. Frekans analizleri ile tim belgelerden elde
edilen kelime dizileri 6grenme algoritmalar: ile sisteme Ogretilmis ve tahminler

yapilmistir.

Bugiinkii durumun analizi sonucunda “Profesyonel meslek mensuplar1”, “Y 6neticiler”
ve “Teknisyenler, teknikerler ve yardimci profesyonel meslek mensuplar’” meslek
siiflar1 diger siniflara gore Ustilinliik gostermistir. Knn, Naive Base, Random Forest,
SGD ve Perceptron algoritmalarindan elde edilen tahmin sonuglarinda, "Profesyonel
meslek mensuplart”, "Yonetici" ve "Teknisyenler, teknikerler ve yardimci profesyonel
meslek mensuplar1" meslek smiflarina siklikla rastlanmistir. Bu sonuglardan is
modellerindeki degisikliklerden, isleri koordine eden meslekler ve yiiksek beceri
gerektiren mesleklerin etkilenmeyecegi Ongoriilebilir. Buna ek olarak, son
donemlerdeki ekonomik dengesizlikler nedeniyle, kamu islerinin popiilerlik agisindan

on plana ¢iktig1 goriilmiistiir.

Gelecegin meslekleri analiz sonuglarma gore bilgi teknolojileri mesleklerinin
gelecekte biiyilk oneme sahip olacagi Ongorilmistir. Bu, bilgi teknolojisi
mesleklerinin, Endiistri 4.0 devrimi ile tiretim siireglerinin 6nemli bir pargasi olacagi

beklentisi ile agiklanabilir. Ayrica genetik mesleginin diger mesleklere gore ciddi bir
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farkindalik yarattigi, frekans grafiklerinden agikg¢a gortilmektedir. Bu durumu, genetik
biliminin, tedavisi miimkiin olmayan hastaliklarin tedavisinde kullanilmasi

aciklamaktadir.

Gelecekteki meslek analizlerinden elde edilen tahmin sonuglarma gore, “Yazilim
Miihendisligi”, “Veri Bilimi ve Bulut Bilisim” gibi bilgi teknolojisi meslekleri diger
is alanlarma gore istiinliik gostermistir. Ayrica tiptaki teknolojik gelismelere paralel
olarak “Molekiiler Biyoloji ve Genetik” is alanlar1 da biiyiik ilgi gordi. Endiistri 4.0
ile birlikte veri biliminin tiim mesleklerde 6nemli bir rol oynamasi beklenmektedir.
Veri biliminin etkisi, tahmin sonuglarinda, “Hemsirelik” mesleginin “Doktorluk™

mesleginden fazla dikkat gekmesinden agik¢a goriilmektedir.

Calismada, modelin dogrulugunu dogrulamak i¢in simdiye kadar yapilan analizler
sonucunda tespit edilen gelecegin meslekleri ile YOK tarafindan agiklanan &ncelikli
meslek alanlari eslestirilmeye ¢alisilmistir. Beklendigi gibi YOK ’iin 6ncelikli meslek
gruplari1 [152] 6ngoriileri ile Tablo 4.3. te belirtilmis olan eslesmelere gore uyumlu

sonuglar elde edildigi gozlenmistir.

Gelecegin mesleklerinin analizi, YOK'{iin 6ncelikli meslek gruplari tarafindan
siniflandiriimayan mesleklerin varligina isaret etmistir. Analiz sonuglarina gére, YOK
tarafindan acgiklanan 6ncelikli meslek alanlarina, "Yonetim ve Organizasyon", "Akill
Sehir", "Etik Uzmanlik" meslek gruplarmin eklenmesinin faydali olacagi ¢ikarimi

yapilmigstir.

Analize gore SGD ve Perceptron algoritmasi diger algoritmalara gore Ustilinliik
gostermistir. Modelin kategorik degiskenlerden olugmasi, LassoLars ve ElasticNet
algoritmalari, regresyon algoritmasi olmalar1 nedeniyle, degerlendirme metriklerine
gore kotii performans gostermistir. Siniflandirma algoritmalari tarafindan iiretilen
tahmin sonuglarma gore yapilan performans karsilagtirmasinda, =%93 dogrulukta
tahminler tretilmistir. Veri ¢esitliliginin ve hacminin artmasi: durumunda, zeka tabanl
algoritmalarin diger algoritmalara gore farklilasmasi, daha belirgin hale gelmesi
beklenmektedir. Ote yandan, Tiirkiye'nin mevcut ekonomik kosullartyla uyumlu
sonuclar elde edilmesi, popiiler mesleklerin metin madenciligi teknikleri ile tahmin

edilebilecegini gostermektedir.

Sonu¢ olarak c¢alismanin literatiire katkisi, giliniimiizde igveren anketleri ile

belirlenmeye ¢alisilan, giiniimiiziin popiiler mesleklerinin metin madenciligi teknikleri
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ile belirlenebilecegi ve gelece§e yonelik projeksiyonlarin, makine Ogrenme
algoritmalar1 tarafindan iiretilen tahminlerle yapilabilecegidir. YOK'iin &ncelikli
meslek alanlar1 ile uyumlu sonuglar elde edilmesi, bu sava pekistirici bir etki

sunmaktadir.

Calismada, analizlerin gelistirilmesi, dogruluk ve tutarliliga etki eden bazi kisitlarla
karsilagilmistir. Gelecekteki meslekler icin standart bir otorite tarafindan yayinlanan
bir meslek listesi olmadig: i¢in, ¢alismada kullanilan meslek listesi fiitiiristlerin
eserlerinden ve internetten derlenmistir. Calisma kapsaminda YOK' iin 6ncelikli
meslek alanlarina gore smiflandirma yapilmistir. Ayrica gelecekteki mesleklerin

analizi i¢in yeterli belge bulunamamustir.

[leride yapilacak arastirmalar igin, endiistri 4.0'in gerektirdigi beceriler belirlenerek ve
bu beceriler ile meslekler arasindaki iliskiler ortaya konularak, ¢calisma gelistirilebilir.
Calismada, Tirkiye'nin durumu Tiirkge belgeler kullanilarak analiz edilmeye
calisilmistir. Calisma, Ingilizce belgeler kullanilarak, diinyadaki durumu analiz edecek

sekilde genisletilebilir.
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