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OZET

DIYABET HASTALIGININ MAKINE OGRENMESI ALGORITMALARI iLE EN
IYi DOGRU TAHMINININ ELDE EDILMESI

OGUZTURK, Gizem
Kirikkale Universitesi
Fen Bilimleri Enstitiisii
Bilgisayar Miihendisligi Anabilim Dali, Yiiksek Lisans Tezi
Danisman: Prof. Dr. Hasan ERBAY
Haziran 2018, 88 sayfa

Diyabet oran: diinya genelinde hizla artmaktadir. Tiirkiye Diyabet Vakfi Bagkani’nin
yaptig1 agiklamaya gore; diinyada 450 milyon kisi diyabetle miicadele etmektedir.
Tiirkiye’de ise bu rakam 10 milyon kisi tizerinde olup, diyabetli niifus agisindan bu
rakam diinya ortalamasimin yaklagik 2 kati kadar bir degere tekabiil etmektedir.
Bunun yani sira, Tiirkiye Avrupa’da diyabetin en hizli artis gosterdigi tilkedir. 2015
yili verilerine gore, Tirkiye’de her 12 kisiden biri diyabetlidir. Diyabetin erken
tespiti sayesinde yasam tarzi degisikliklerinin baslatilmasi ve uygun koruyucu
Oonlemler alinmasi, diyabetin baslangicini Onlemeye veya ertelemeye yardimci
olmaktadir. Gegmisten giiniimiize kadar yapilan bilimsel ¢aligmalar sonucunda, pre-
diyabet ve tip 2 diyabetin erken teshis problemi oldugu kanitlanmistir. Bu baglamda
diyabet teshisi i¢in kolay, hizl1 ve dogru tan1 koyma araglarina ihtiya¢ duyulmaktadir.
Erken diyabet teshisi i¢in makine 6grenimi algoritmalarina dayali kolay, hizli ve
hassas bir tahmin araci gelistirmek gerekmektedir. Bu ¢alismada kullanilan veri seti,
Tiirkiye’deki diyabetli ve diyabetik olmayan hastalarin saglik profillerinden
olugmaktadir. Hastalarin 10 farkl 6zelligi giris degiskeni olarak secilmis olup, sonug
degiskeni olarak da hasta olup olmadigina ait degerler kullanilmistir. Deneklerin
diyabetik durumun tahmin edilebilmesi i¢in elde edilen veriler, 7 farkli makine
O0grenmesi algoritmasi kullanilarak isleme tabi tutulmustur. Toplam 2657 adet
denekten 1860 adedi algoritmanin egitimi i¢in kullanilmis olup, kalan 797 veri adedi

ise algoritmanin test edilmesi igin ayrilmigtir. Diyabet tahmin modelinin



gelistirilebilmesi i¢in agik kaynak kodlu Orange programi kullanilmigtir.
Algoritmanin dogrulugunu optimize edebilmek i¢in farkli kombinasyonlar, gizli
diiglim sayis1 ve beklenti maksimizasyonu (EM) iterasyonlar1 uygulanmistir. Yapay
sinir ag1 algoritmasinin, %97.2°lik dogru tahmin basarisiyla en iyi basariy1 elde ettigi
tespit edilmistir. ikinci ve iigiincii en iyi basar ise %96.9 ve %96’lik dogru tahmin
basar1 oranlariyla lojistik regresyon ve random forest ile elde edilmistir. Bu ¢alisma,
yiiksek dogrulukta diyabetik ve diyabetik olmayan bireyleri tanimlamak i¢in son
derece hassas bir makine 6grenme tahmin aracimi tanimlamaktadir. Bu yontem,
hastanelerde veya diyabet Onleme programlarinda genis capli tarama igin

kullanilabilir.

Anahtar Kelimeler: Diyabet Hastaligi, Veri Madenciligi,
Makine Ogrenmesi Algoritmalari, Yapay Sinir Ag1,
K-En Yakin Komsu Algoritmasi (k-NN),
Lojistik Regresyon, Hastalik Tahmini



ABSTRACT

OBTAINING THE BEST PREDICTION WITH THE MACHINE LEARNING
ALGORITHMS OF THE DIABETES

OGUZTURK, Gizem
Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Computer Engineering, Master Thesis
Supervisor: Prof. Hasan ERBAY
June 2018, 88 pages

The rate of diabetes is increasing worldwide rapidly. According to the statement
made by the President of Turkey Diabetes Foundation, 450 million people in the
world are fighting against diabetes. This number is over 10 million people in Turkey
and this number is about twice that of the world average for diabetes population.
Furthermore, Turkey is the country that showed the most rapid increase of diabetes
in Europe. According to the data 2015 year, one in every 12 people is diabetes in
Turkey. Thanks to early detection of diabetes, various prevention are taken by people
like a lifestyle change. In this way, the beginning of diabetes is prevented or delayed
by doctors. As a result of scientific research, pre-diabetes and Type |l diabetes have
been proven to be an early detection problem. Therefore; simple, quick, correct
diabetes diagnostic tools are required for the diagnosis of diabetes. Machine learning
algorithms are used in prediction of diagnostic tools. The data set of this study have
data of diabetic and non-diabetic patient. 10 different characteristics of patients are
selected as input variables. Diabetic or non-diabetic patients data used as output
variables. Data required to predict diabetic condition been tried to with 7 different
learning algorithms. 1860 data are used for algorithm training from the total of 2657
data and the remaining 797 data is reserved for testing. Orange programming are
used for the development of the diabetes prediction model. Different combinations,
number of hidden nodes, expectation maximization iterations are used for optimize

the accuracy of the algorithm. Artificial neural networks algorithm is the most



successful of all with successful prediction of 97.2%. Logistic regression and random
forest are the second and third best success with successful prediction of %96.9 and
%96. This study defines machine learning prediction tool for diabetic and non-
diabetic patients. This method can be used for wide screening in hospital or diabetes

prevention programs.

Keywords: Diabetes, Data Mining, Machine Learning Algorithms,
Anrtificial Neural Network, K Nearest Neighborhood (K-NN),
Logistic Regression, Diseased Estimation
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1. GIRIS

Diyabet, pankreas salgi bezinin yeterli diizeyde insiilin hormonu liretmemesi veya
tirettigi insiilin hormonunun etkili olarak kullanilamamasi durumunda olusan, dmiir
boyu devam eden bir hastaliktir. Bunu sonucunda kisi, aldig1 besinlerden kana gegen
sekeri yani glikozu verimli bir sekilde kullanamaz ve kan sekeri ylikselir [1]. Kan
sekeri seviyesinin normal degerlerde kalmasi i¢in diizenli olarak miidahale

yapilmamasi bir¢ok soruna neden olabilir [2].

Diinya niifusundaki artigla beraber, diyabetli hasta sayisi ciddi oranlarda artis
gostermektedir. Diyabet artisinin baslica nedenleri; dengesiz beslenme, asir1 kilo,
yaslanma, ulagimin kolaylagmasi, hareketsizlik, bilgisayarlarin hayatin her alanina
girmesi, internet, akilli telefonlar, tablet kullanimi1 ve is hayatinin e-mail trafigiyle
olusan siirekli strese altinda olma durumu seklinde siralanabilir [3,4]. Diinyada 450
milyon kisi diyabetle yiiz ylize kalmis durumda olup, Tiirkiye’de ise 10 milyonun
tizerinde diyabet hastasi bulunmaktadir. Tiirkiye diyabetli niifusu a¢isindan diinya
ortalamasinin hemen hemen 2 kati kadar olmasinin yani sira, Avrupa’da da diyabetin
en hizli artis gosterdigi iilkedir. Yapilan bilimsel arastirmalar, Tiirkiye’de 2015 yili
verilerine gore her 6 kisiden birinin diyabetli oldugunu gostermektedir [4]. Bu
sekilde genis bir yelpazede goriilen diyabet hastaligi tedavisi i¢in biiyiik miktarda
harcamalar yapilmaktadir. Ayrica, diyabet hastaligi tedavi stirecinde de ciddi bakim
ve is giicii gerekmektedir. Ote yandan, giiniimiizde bilgisayarlarin hesaplama ve veri
isleme yeteneginin ¢ok hizli gelismesiyle beraber veri madenciligi teknikleri tiim
alanlarda tercih edilmektedir. Ozellikle saglik alam hesaplama, teshis ve tedavi
siirecinde bilisim destegini en ¢ok kullanan alanlardan biridir. Veri madenciligi

yontemleri bu siiregte onemli katkilar saglamaktadir.

Veri Madenciligi, giiglii veri igleme tekniklerini kullanarak biiyiik miktarda veriden
bilgi Oriintlilerinin ¢ikarilmasina yonelik analiz siirecidir. Veri madenciligi, aym
zamanda, bilinmeyen 6nemli bilgileri kesfetmek i¢in farkli alanlarda kullanilabilen

bir disiplindir [5].



Bu calisma, yiliksek dogrulukta diyabetik ve diyabetik olmayan bireyleri tanimlamak
icin son derece hassas bir makine Ogrenme tahmin aracini tanimlamaktadir. Bu

yontem, hastanelerde veya diyabet 6nleme programlarinda genis ¢apli tarama igin

kullanilabilir.



2. LITERATUR OZETi: BENZER CALISMALAR

Literatiirde diyabet hastalig1 iizerinde etkili olan degiskenler veya diger hastaliklarla
olan iligkisini inceleyen c¢alismalar inceledigimizde, Kondiloglu yiiksek lisans
calismasinda [6], diyabet hastalarinin kan sekeri tahminlerinin genellenebilir
ozelliginin oldugu fakat basar1 oraninin yeterince yiiksek olmadigi, hastaya o6zel
tahminlerde ise basar1 oranin daha yiiksek oldugu ifade etmektedir. Baska bir
calismada [7] kan sekeri kontrol altinda olan ve olmayan hastalarin psikiyatrik
belirtilerinin kan sekeri kontrolii ile iliskisi aragtirilmigtir. 42 hasta {izerinde yapilan
arastirmada kan sekeri kontrolii olan hastalardan 13’ linde ve kan sekeri kontrol
altinda olmayan hastalardan da 5 inde psikososyal stres tespit edilmistir. Mohamed,
“diyabet tahmini i¢in siniflandirma algoritmalarinin karsilastirilmasi” baslikl yiiksek
lisans ¢alismasinda, siniflandirma algoritmalarini kullanarak diyabet verilerini analiz
etmektedir. Boylece, diyabet hastaliginin erken teshisinde ve diyabet hastaligina
sebep olabilecek risk faktorlerini kontrol etmede faydali olacagini ileri siirmektedir
[1]. Yapilan bir diger calismada da [8] besinlerin kan sekeri iizerindeki etkileri
arastirilmistir. Besinlerin tiiketildikten sonraki kan sekerini artirici etkileri goz oniine
alimarak piring yerine bulgurun tercih edilmesi gerektigi, beyaz ekmek yerine tam
bugday ekmeginin tercih edilmesi gerektigi, meyve sulari yerine meyvelerin
kendilerinin tiiketilmesinin gerektigi gibi bilgiler verilmektedir. Pala ve Yiicedag,
1990 yilinda, National Enstitute of Diabetes and Digestive and Kidney Diseases
tarafindan olusturulan ve igerisinde 768 hastadan tip 2 diyabet hastasina ait 6nemli
bilgilerin bulundugu veri setini kullanmis olup, tedavi siirecinde ise doktorlara
yardimcr olmasi amaciyla diyabet tahmin modeli gelistirmeyi hedeflemislerdir.

Yapilan calismada, C 5.0 karar agaci algoritmasi uygulanarak 27 kural ¢ikarilmistir

[9].



3. KURAMSAL TEMELLER

Calismanin bu kisminda diyabet hastaliginin genel tanimina ve diyabete etki eden

kan 6l¢iim degerlerinin alt ve {ist sinirlarina yer verilmistir.

3.1. Diyabetin Tamim

Yunanca diatbetes ve mellitus kelimelerinden tiireyen ve “tatli idrar yapma”
anlamma gelen Diabetes mellitus (DM), gecmisten giiniimiize devam etmektedir
[10]. Bir tanima gore; DM insiilin salgilanmasi, taginmasi ve depolanmasindaki
defektler sebebiyle karbonhidrat, yag ve protein metabolizmasindaki bozukluk
sonucu olusmakta olup, hiperglisemi ile karakterize kronik bir metabolizma
hastaligidir [11]. Ayrica DM, pankreas insiilin sekresyonunun mutlak ve rolatif
yetersizligi, insiilin yetersizligi, insiilinin etkisizligi veya insiilin molekiillerindeki
yapisal bozukluklar sonucunda ortaya ¢ikmaktadir. Bir ¢esit sendrom olan diyabetin
etiyolojisi, genetik ve klinik tablosu ile heterojen 6zelliktedir [12]. Bagka bir tanima
gore de DM, pankreasin beta hiicrelerinden salgilanan insiilin hormonunun mutlak
veya kismi eksikligi veya periferik etkisizli§i sonucu ortaya c¢ikmakta, kronik
hiperglisemi, karbonhidrat, protein ve yag metabolizmasinda bozukluklar, kapiller
membran degisiklikleri ve hizlanmis ateroskleroz ile seyreden, makrovaskiiler ve
mikrovaskiiler komplikasyonlarin gelistigi, akut komplikasyonlart nlemek ve kronik
komplikasyonlar1 azaltmak i¢in siirekli destek, tibbi bakim ve diyabetlinin 6z bakim
egitimlerini gerektiren, saglik bakim harcamalar1 i¢inde en az %10’luk yer tutan

kronik seyirli endokrin ve metabolik bir hastaliktir [13-18].

3.2. Diyabetin Onemi

Diyabet hayat boyu devam eden, insanlarda oldukg¢a sik goriilen ve tedavi maliyeti
cok yiiksek olan bir hastaliktir. Kalp-damar hastaliklari, diyabetli olanlarda en

onemli 6liim nedeni olup, kalp krizi ve fel¢ gecirme riski diyabetli olmayanlara gore



2 kat daha fazladir. Ayrica, gelismis iilkelerdeki, bobrek yetmezliginin ve buna bagl
olarak biiyiik oranlardaki diyaliz harcamalarinin en 6nemli nedeni de diyabettir. Tiim
diyabetlilerin %10-20'si bobrek yetmezliginden dolayr hayatini kaybetmektedir. Yine
gelismis iilkelerde erigkinlerdeki goérme kaybinin da en 6nemli nedeni diyabetik

retinopati (diyabete bagl goz hasari)’dir [19].

Diyabet oldukc¢a sinsi ilerleyen bir hastalik olmasi nedeniyle, hastaligin ortaya
cikisinin belirlenmesinde oldukca giicliikk ¢ekilmektedir. Hastaligin ilk zamanlarda
genel olarak semptomsuz olmasi nedeniyle gelismis iilkelerde iilkeler de dahi
diyabetiklerin bilinmeyen diyabetlilere oran1 2/1° dir. WHO (Diinya Saglik
Orgiitii)’nun tarafindan yapilan galismalar neticesinde, yaklasik 171 milyon olan
diyabetli sayisinin 6niimiizdeki on yilin sonunda 366 milyona ulasmasi kaginilmazdir
[20-21]. Diinyanin her yerinde teshisi koyulan diyabet hastalarinin % 90-95’ni
yetiskin ve sisman kisilerde goriilen Tip II DM, % 5-10’nu da g¢ocuklarda ve
genclerde goriilen Tip I DM ve % 2-3’iinii ise diger diyabet formlar1 olusturmaktadir.
Gelismis tlkelerde toplumun yaklasik %5-10"unda Tip II diyabet goriilmektedir.
Diyabetlilerin  %30-50’sinin ise heniiz teshis konulmamis vakalar oldugu
distiniilmektedir [22].

2040 yilinda, Uluslararas1 Diyabet Federasyonu (IDF) tahminlerine gore,10
yetiskinden 1°1 (642 milyon) diyabet hastasi olacaktir. Diyabet ile alakali hastaliklara
yapilan saglik harcamalar ise 802 milyon ABD Dolarin1 asacaktir. Tablo 3.1°de,
2015-2040 yillar1 arasindaki IDF Diyabet Atlas1 Kiiresel Tahminleri gosterilmektedir
[23].



Cizelge 3.1. 2015 — 2040 yillar1 arasindaki IDF Diyabet Atlas1 Kiiresel Tahminleri

2015 2040
Toplam Diinya Niifusu 7.3 milyar 9.0 milyar
Yetiskin Niifus (20-79 aralig1) |4.72 milyar 6.16 milyar
Cocuk Niifusu (0-14 araligr) | 1.92 milyar -

Seker Hastaligi (20-79 arahgi)

Kiiresel Prevelans

%8.8 (%7.2-11.4)

%10.4 (%8.5-13.5)

Diyabetli Birey Sayisi

415 milyon
(340-536 milyon arasi)

642 milyon
(521-829 milyon arasi)

Diyabete Bagli Hayatini
Kaybedenlerin Sayisi

5.0 milyon

Diyabete Bagh Saghk Harcamalar: (20-79 arasi)

Toplam Saglik Harcamalari,

673 milyar 802 milyar
R=2* 2015 ABD Dolar1
Gebelikte Hiperglisemi (20-49 arahg)
Etkilenen Canli Dogumlarin
%16.2
Orant
Etkilenen Canli Dogumlarin )
20.9 milyon
Sayist
Bozulmus Glukoz Toleransi (20-79 arasi)
Kiiresel Prevelans %6.7 %7.8
Bozulmus Glukoz Toleransi ) )
318 milyon 481 milyon

Olan Kisi Sayis1

Tip | Diyabetliler (0-14 arahg)

Tip | Diyabetli Cocuk Sayist

542000

Her Y1l Yeni Teshis

Konulanlarin Sayisi

86000




3.3.  Diyabetin Siniflandirilmasi

Diyabet, klinik olarak 4 grupta incelenmekte olup sirasiyla;

Tip | Diyabet,

Tip 1l Diyabet,
Gestasyonel Diyabet (Gestasyonel Diabetes Mellitus (GDM)),

> W

Diger spesifik tipler olan Sekonder (baska hastalik nedeniyle, o hastalifa bagh
olusan) diyabet’dir [24].

3.3.1. Tip I Diyabet

Pankreasta insiilin tretiminden sorumlu olan Beta hiicrelerinin tahribati sonucu,
mutlak instilin yetersizligi ile meydana gelen, insiiline bagimli diyabet tipidir. Diger
bir ifadeyle, agiklamasi olmayan bir sekilde viicut, kendisine ait bir hiicreyi, organi,
ya da bir hormonu yabanci olarak algilayip, onun yok edilmesi i¢in iltihabi bir
reaksiyon baslatmaktadir. Bu reaksiyon sonucunda insiilin tiretiminden sorumlu beta
hiicrelerinin sayisinda ve buna bagli olarak da insiilin salgisinda azalma meydana
gelmektedir. Bdylece Tip I diyabet ortaya ¢ikmaktadir [24,25]. Omiir boyu insiilini
disaridan almak zorunda oldugu igin [nsiline Bagimli Diyabet olarak da
adlandirilmaktadir [1].

Tip 1 diyabet, genellikle 35 yas alt1 olup, en sik goriildiigii ise 10-15 yaslarn
arasindadir. Tip I diyabetliler tiim diyabetlilerin yaklasik olarak %35-10"unu
olusturmaktadir. Bazi viriis enfeksiyonlar1 (kabakulak, konjenital rubella gibi), stres,
toksinler ve beslenme sekilleri hastaligin olusmasini hizlandiran faktérlerdir [15-17,

26].

Tip I diyabetin tedavisinin degismez kurali ise insiilin enjeksiyonudur. Bunun yam
sira hastaligin bilincinde olmak, egzersiz yapmak ve saglikli beslenmek tedavinin
diger dnemli noktalarindandir. Kisinin bu belirtilenleri hayat bi¢imi haline getirmesi

gerekmektedir [1].



3.3.2. Tip Il Diyabet

Diinyada en sik rastlanan ve en baskin diyabet tipi olup, tiim diyabet hastalarinin
yaklasik %90’1nda Tip II diyabet goriilmektedir [24,27]. Pankreasin iirettigi insiilinde
meydana gelen yetersizlik sonucu, viicudun bunu gerektigi gibi kullanamamasi Tip 11
diyabetin olusmasina neden olmaktadir. Insiilin iiretiminin yetersiz olusundan ziyade

asil neden ise iiretilen insiilinin gerektigi gibi kullanilamamasidir [28].

Tip II diyabet genellikle erigkin tipi diyabet olarak kabul edilerek 40 yas ve iisti
hastalarda goriilmekte olup, son yillarda ise yasam tarzinin getirdigi etkenlere baglh
olarak geng yaslarda hatta ¢ocuklarda da siklikla rastlanmaktadir. Tip Il diyabetin
olusmasini hizlandiran faktoreler arasinda stres, sedanter yasam (hareketsiz yasam),
diizensiz ve dengesiz beslenme, aileden genetik olarak gelme, kilo fazlasi, egzersiz

azlhig1 yer almaktadir [15-17, 29, 30].

Tip II diyabet hastalarinin %80°den fazlas1 ise obezitedir [15-17, 29, 30]. Norveg’te
yapilan prospektif bir calismanin, on yillik izlem sonuglarina goére zayif ya da normal
viicut agirliginda olan insanlarda Tip II diyabet goriilme sikligi %0 iken, obezlerde
bu olasilik % 13’e kadar ulagsmaktadir [18].

Tip II diyabetin tedavisi i¢in, diizenli egzersiz yapilmasi, beslenme aligkanliklarinin
diizenlenmesi, yasam tarzinin degistirilmesi gerekip eger bunlar yapilmasina ragmen
kan sekeri normal degerlere ulasmazsa seker distiriicli ilaglar ya da uygun dozda
insiilin enjeksiyonlar1 tedaviye eklenmelidir [31]. Tip I, Tip II diyabetin benzerlik ve
farkliliklar agagida yer alan Tablo 3.2°de belirtilmektedir [32].



Cizelge 3.2. Tip I, Tip II Diyabet Arasindaki Benzerlik ve Farkliliklar

Tip |

Tip 11

Baslangic yasi 30 yasinin altindadir.

Baslangic yasi 35-40 yas ve lizeridir.

Ailede diyabet Oykiisii mevcut olup

yaygin degildir.

Ailede diyabet 0ykiisii yaygindir.

Daha ¢ok sonbahar-kis aylarinda

goriilmeye baglanmstir.

Mevsimlerle iliskisi yoktur.

Kilo kayb1 oldugu i¢in genellikle kisiler
zayiftir.

Kisiler genellikle obezdir.

Belirtileri ani baglar hizli ilerler.

Yavas baslayip, yavas ilerler.

Dort kardinal bulgu vardir.

Belirtilerin derecesi agirdir.

Asemptomatik olabilir.

Belirtilerin derecesi hafiftir.

Idrarda glukoz ve aseton vardur.

Idrarda glukoz vardur.

Ketoasidoza egilim fazladir.

Ketoasidoza egilim azdir.

Otoimmiin kokenlidir.

Otoimmiin kdkenli degildir.

Serum insiilin diizeyi diisiiktiir ya da

yoktur.

Genellikle insiilin diizeyi diisiiktiir fakat

yiikselebilir.

Tedavide instilin kullanimi sarttir.

Genellikle diyet ve OAD ile kontrol
edilebilmektedir.

Teshisi kolay konulmaktadir.

Tam koymak daha zordur.

Insiiline direng vardur.

Insiiline duyarhdir.

Kronik komlikasyonlar

goriilebilmektedir.

Kronik komlikasyonlar

gorlilebilmektedir.

3.3.3. Gestasyonel Diyabet (Gestasyonel Diabetes Mellitus (GDM))

Gestasyonel diyabet, ilk kez gebelikte ortaya ¢ikan, degisik derecelerde glikoz
tolerans bozuklugudur. Gestasyonel diyabet zamanla ince bagirsak hormonlarinda
artig, anormal istah, kan lipidlerinde degisim, karaciger metabolizmasinda bozukluk,
kan

kas ve adipoz doku metabolizmalarinda farklilagma, sinir sisteminde,



damarlarinda, gozlerde ve bazen de bdbreklerde hasara neden olmaktadir. Bu tip

diyabette, hamilelik sonrasinda ise kan basinct normale donmektedir [33].

Uzun donemde, Gestasyonel diyabetli kadinlarin Tip II diyabet olma riski oldukga
yiiksek olup, 10-20 yil icerisinde Tip II diyabetin daha da gelisme riski %30-40
arasinda kalmaktadir [16,34].

3.3.4. Diger Spesifik Tipler

Diger spesifik tipler, pankreasi etkileyen bircok nedenle ortaya c¢ikan kan sekeri
yiiksekligini tamimlar. Insiilin fonksiyonunda genetik bozukluk, endokrinopatiler,
enfeksiyonlar, beta hiicre fonksiyonundaki genetik bozukluk, pankreasin ekzokrin
hastaliklari, ila¢ ve kimyasal ajanlar, diyabetle iliskili diger genetik sendromlar1 bu

grup icerisine dahil edilebilmektedir [16].

3.4. Diyabetin Tam Kriterleri

Seker hastalig1 (diyabet), pankreasin yeterli miktarda insiilin liretememesi ya da
tiretilen insiilinin, viicut tarafindan etkili bir sekilde kullanilamamasi sonucunda
ortaya ¢ikan bir hastaliktir. Insiilin sayesinde seker, hiicrenin igerisine grip, glikojen
olarak depolanmaktadir. Bu olay diyabet hastasinda farkli olmakta ve kana gecen
sekerin yani glikozun etkili sekilde kullanilamamasi sonucu kan sekeri seviyesi
yiikselmektedir (Hperglisemi). Bu durumda, bir¢cok doku ve organda iyilestirilmesi
miimkiin olmayan hasarlara neden olmaktadir. Hayat boyu siiren ve viicutta bircok
organin hasar gérmesine neden olan diyabet tanis1 dogru yapilan ¢esitli laboratuvar
testleri ve degerlendirmelerden sonra erkenden konulabilir ancak, bir takim yanlig
inanislar (Orn; Sekerli besinler tilketmedigim i¢in diyabet hastasi olma ihtimalim yok
vs.) bu taniin gecikmesine hatta yillar boyunca konmamasina neden olup, hastaligin
seyrini olumsuz yonde degistirebilmektedir [35]. Ayrica diyabetin tani kriterleri,
ilerleyen bolimde klinik ve laboratuvar bulgulart olarak iki farkli sekilde

incelenmistir.
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3.4.1. Diyabetin Klinik Bulgular:

Diyabet hastaliginin klinik bulgulari;

* Agiz kurulugu ve buna bagl ¢ok su igmek (polidipsi),
* Sik idrara ¢ikmak (poliiiri),

*  Gece ¢ok idrara kalkmak (noktiiri),

* ok acikmak (polifaji),

« Halsizlik,

+ Istahsizlik,

* Aciklanamayan kilo kaybz,

* Bas agnisy,

* Bulanik gorme,

* Kagnti,

» Cilt yaralar1 veya kesiklerinin yavasg iyilesmesi olarak belirtilmektedir [35].

3.4.2. Diyabetin Laboratuvar Bulgular:

Diyabet hastaliginin laboratuvar bulgulari;

Glukoz; Karbonhidratli besinlerden elde edilen viicudun temel enerji kaynagidir.
Halk arasinda “kan sekeri testi” olarak bilinen glukoz testi, bir tiir seker olan
glukozun kandaki seviyesini 6l¢iip, kan dolasimindaki seker miktarini tespit etmek
icin yapilmaktadir. Aglik kan sekeri 6l¢iilmesi, kanin glukoz miktarini belirleyen
mekanizmalar hakkinda bilgi vermektedir [35-37]. Ayni zamanda aglik kan
sekerinin fazla ¢ikmasi diyabet tanis1 konulmasinda en belirli olanidir. Normal kisiler
ac kalinca insiilin disindaki hormonlar kan sekerini arttirip insiilin ise asagiya
cekilirken, diyabet hastasi olanlarda insiilin hormonu iyi ¢alismadigindan kan sekeri

yiiksek cikar. Ac¢lik kan sekeri (glukoz) testi 8-12 saat agliktan sonra 6lgiiliip eger;

* 110 mg/dL ¢ikarsa normal,
e 110-120 mg/dL aras1 ¢ikarsa bozulmus aglik glukozu,
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* 126 mg/dL iizerinde ¢ikarsa da gegici diyabet tanis1 konulmaktadir [33, 35-38].

Ayrica, viicudun glukozu kullanma ya da kandan atma durumunu gosteren ayni
zamanda “seker yiiklemesi testi” olarak da bilenen “Oral Glukoz Tolerans Testi
(OGTT)” bulunmaktadir. Bu testteki amag; diyabet (seker hastaligi) riskini arastirip,
pre-diyabet (gizli seker) ya da gebelige bagl seker hastaligi varsa tanisin1 koymaktir.
10-16 saat ag¢ kalan hastaya aclik kan 6rnegi alindiktan 5 dakika sonra 250-300 mL
suda 75 gr glukoz igirilmeli ve bu kan ornekleri, yliklemeden iki saat sonra
alinmalidir. Aliman kan orneklerinde iki saat sonra vendz kanda glukoz diizeyinin
200 mg/dL’den fazla olmasi diyabet tanis1 konmasi igin yeterlidir. Tokluk kan sekeri
testi ise yemeklerden iki saat sonra yapilip, Olciilen kan sekeri degerinin
140mg/dL’den yiiksek olmasi durumunda diyabet tanis1 konulmaktadir [33, 35-38].
Cizelge 3.3’de diyabet ve glukoz metabolizmasinin diger bozukluklarda konulmus

tani kriterleri gosterilmektedir [22].

Cizelge 3.3. Diyabet ve Glikoz Metabolizmasinin Diger Bozukluklarda Konulmus

Tani1 Kriterleri

Diabetes Mellitus

Rasgele Diabet (+ diabet sempomlari) >200
AKG (en az8 saatlik ag1g1 takiben) >126
OGTT'de 2. Saat KG >200
Bozulmus Glukoz Toleransi (IGT)

OGTT'de 2. Saat 140-199
Bozulmus A¢hk Glikozu (IFG)

AK (en az 8 saatlik aclig1 takiben) 100-125

HbAlc; HbAlc testi, glukozun kirmizi kan hiicrelerinin iginde bulunan hemoglobin
isimli proteine baglanmasi sonucunda olusup, seker hastaligini kontrol altinda tutmak
ve seker hastasi olup olmadigimi belirlemek icin yapilan 6nemli bir kan testidir.

HbAlc, son ii¢ aylik ya da 100 giinliik kan sekerinin yiiksekligi hakkinda bilgi
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vermektedir. Eger son {i¢ ayda, ortalama kan sekeri yiiksek ise HbAlc yiiksek ¢ikar.
Hastalarin HbAlc degeri;

* % 6.5 den kiiciik ise iyi kontrol degerde,
* % 6.5-7.5 arasinda ise sinirda kontrol degerde,

* % 7.5 den biiyiik ise kotii kontrol degerindedir [35, 39].

Total, HDL ve LDL Kolesterol; Kolesterol, karaciger tarafindan iiretilen ve tiim
hiicrelerimizde bulunan yag benzeri bir maddedir. Ortaya c¢ikmasinin en 6nemli
nedeni ise beslenme sekli olup et ve siit gibi hayvansal besinlerin agirlikli olarak
tilkketilmesidir. Kolesterol, kanda kolesterol tasiyici proteinlere baglanmis olarak
taginip, kendi basina bulunmaz. Tas1yic1 protein ve kolesteroliin birlesimi lipoprotein

olarak adlandirmakta olup, ii¢ ¢esit lipoprotein, bulunmaktadir:

* LDL: Low-Density Lipoprotein (kotii kolesterol)
« HDL: High-Density Lipoprotein (iyi kolesterol)
* VLDL: Very Low-Density Lipoprotein (trigliserit tagtyan lipoprotein)

Genellikle iyi kolesterol olarak bilinen yliksek yogunluklu lipoprotein olan HDL,
kot kolesterolii ¢ekerek, damarlarin igerisinde birikmesini Onlemeye yardimci
olmaktadir. Diisiik yogunluklu lipoprotein olan LDL kolesterol ise “kotii” kolesterol
olarak adlandirilir ve damar c¢eperinde kolesterol birikimine yol agarak damar

tikanikligina neden olur.

HDL kolesteroliin fazla olmasi1 kolesterolii, karaciger tarafindan emilen yer olan
damar duvarlarindan uzaklastirdig: icin tercih edilir. Ergenlik ¢agina kadar HDL
kolesterol seviyeleri bakimindan, ¢ocuklar arasinda cinsiyet farkliligi goriilmemekte
olup, ergenlikten sonra kadmlarm HDL kolesterol seviyeleri erkeklerden daha
yiiksektir [33]. HDL kolesteroliiniin 35 mg/dL altinda olmasi pozitif risk faktorii, 60

mg/dL nin iizerinde olmasi ise negatif risk faktorii olarak tanimlanmaktadir [38, 40].

Beslenme aligkanliklar1 ya da genetik dolayr LDL diizeyinin yiiksek olmasi ise

damarlarda, sert ve yagl bir kolesterol birikimine neden olacagindan, damar g¢eperini
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daraltarak tikayip, diyabet hastalarinda kalp krizi riskini 4’e katlamaktadir. Bu
nedenle diyabet ve tansiyon kontrol altinda tutulmali ve LDL seviyesi 130 mg/dL’nin

altina ¢ekilmelidir. Bu sekilde hayati riskler en aza indirilebilir.

Trigliserid; Trigliserid viicudumuzda besin ve enerjinin depo seklidir. Bu maddeler
viicuda alman ancak yakilamayan besinlerin fazlalarindan, organlarin etrafinda ve
deri altinda biriktirilerek olusturulmaktadirlar. Olusma yerleri ise karaciger gibi
metabolizma organlardir. Kisaca Trigliserid bagirsaktan emilen sindirilmis besin

maddelerinin yagilasmasi sonucu ortaya ¢ikmaktadir.

Egzersiz yapmamak, alkol ve sigara tiiketimi, diizensiz beslenmek Trigliseridin daha
da yiikselmesine neden olmaktadir. Trigliserid konsantrasyonu yasa ve cinse bagh
olarak degisiklik gosterse bile, viicutta olmasi gereken normal Trigliserid degeri 150
mg/dL altinda olmalidir. 200 mg/dL’ye kadar olanlar hafif yiiksek, bunun
tizerindekiler ise yiiksek risk sinifina girmektedir. Serum Trigliserid konsantrasyonun
yiikselmesi de aterosklerozis (arterlerde arteriosklerotik plaklar ve trombozlarla

karakterize ileri yas hastaligi) olusumunda rol oynamaktadir [38, 41].

Kan Basinct Diizeyi; Kan basinct diizeyi, diyabetik hastalarda kardiyovaskiiler
morbidite ve mortaliteyi belirleyen en 6nemli faktorlerden biridir. Diyabetik
hastalarda kardiyovaskiiler hastaliklardan yillik 6liim riski 2-3 kat daha fazla oldugun
i¢cin diyabet; hipertansiyon, sismanlik, hiperlipidemi gibi ateroskleroz gelismesi i¢in
risk faktordiir. Diyabet hastalarinda insiilin yetersizligi kan basincinin yiikselmesinde

onemli bir risktir [38, 42-43].
Kan basinct kontroliinlin saglanabilmesi i¢in birgok hastada, yasam tarzi
degisikliginin yani sira en az iki li¢ antihipertansif ilacin yer aldigi farmakolojik

kombinasyon tedavisi gerekir [44].

Genel olarak 6rnek metabolik kontrol kriterleri, Tip II diyabet i¢in Cizelge 3.4’de
gosterilmektedir [33, 38, 45].
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Cizelge 3.4. Tip 2 Diyabet igin Metabolik Kontrol Kriterleri

Normal | Kabul Edilebilir | Kotii
Aglik Plazma Glukozu (mg/dL) 115 115-139 >140
Postprveiyal Plazma Glukozu (mg/dL) <140 140-199 >200
HbALc (%) <6.5 <75 >7.5
Total Kolestrol (mg/dL) <200 200-239 >240
LDL Kolestrol (mg/dL) <130 130-159 >160
HDL Kolestrol (mg/dL) >45 >35 <35
Trigliserit (mg/dL) <200 200-250 >250
Kan Basinci (mmHG) <140/90 |160/95 >160/95

3.5.  Kronik (Dejeneratif) Komplikasyonlar

Kan sekerinin uzun siire yiiksek olmasi, biiyiik ve kiiciik damarlarda ayn1 zamanda
sinirlerde hasarlara yol agmaktadir. Tahribatin farkli organ ve sistemlerde
olusturdugu degisiklikler, kronik komplikasyonlarini meydana getirmektedir. Bu
komplikasyonlar arasinda mikrovaskiiler (retinopati ve nefropati), noropatik
degisimler ve makrovaskiiler hastalik yer almaktadir. Erken tam1 ve tedavi,
komplikasyonlar1 engelleyeceginden, erken tani yontemlerine basvurularak, diyabet
tedavisinde kronik komplikasyonlarin 6nlenmesi baglica hedeflerden biri haline

gelmistir [46, 47].

3.5.1. Makrovaskiiler Komplikasyonlar

Makrovaskiiler komplikasyonlari, Tip II diyabette diyabetin var oldugu ancak heniiz

disar1 ¢ikmadig1 bozulmus glukoz tolerans1 doneminde baslamaktadir. Genel olarak,

diyabete 0zgili faktorler, yasam sekli ile ilgili faktorler ve genetik faktorler olmak

lizere siralanmaktadirlar [48].
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3.5.2. Mikrovaskiiler Komplikasyonlar

Mikrovaskiiler Komplikasyonlar genel olarak asagidaki sekilde siralanmaktadir [49];

» Diyabetik Retinopati
» Diyabetik Noropati
» Diyabetik Nefropati

Diyabetik Nefropati; Diyabet hastalarinda hasar goéren organlardan biriside
bobreklerdir. Bobrekler kandaki zararli maddeleri siizerek bunlarin idrar ile
atilmasimi saglamaktadir. Normal bir kisinin idrarinda protein bulunmaz. Eger
bobreklerde hasar olusursa ilk 6nce disari idrarla protein atilmaya baslar ve bu atilan
protein ALBUMIN seklindedir. [IDRARDA ALBUMIN bulunmasi bébreklerin normal

fonksiyonunu yapamadiginin gostergesidir. Idrarda Albumin’in degerleri;

» 30 mg’a kadar normaldir.

* 30-300 mg/24 saat arasindaki sonuclar “mikroalbuminiiri” adini alir ve erken
donem bobrek hastaligini gosterir.

* 300 mg/24 saat ilizerindeki diizeyler “makroalbuminiiri” olarak isimlendirilir ve

ilerlemis bobrek hastaliginin gostergesidir.

Mikrovaskiiler komplikasyonlar1 grubunun i¢inde en ciddi olam1 “Diyabetik
Nefropatidir”. Diyabetik Nefropati ayn1 zamanda kronik bobrek yetmezliginin en
onemli nedenidir. Diyabetli hastalarin %10-20’s1 bobrek yetersizligi nedeniyle
kaybedilmektedir. Tip | diyabetiklerin %30-40’inda, Tip II diyabetiklerin %5-
10’unda son dénem bobrek yetmezligi gelismektedir. Tip II diyabet, Tip I diyabetten
cok daha yaygin oldugu i¢in Tip II diyabete bagli nefropati prevalansi daha fazladir
[50].

Diyabetik nefropatinin gelismesinde hipertansiyon, hiperglisemi, sigara, insilin
direnci, ileri yas, yiiksek proteinli beslenme ve genetik risk faktorleri etkili olup,
diyabetin siiresi uzadikg¢a, diyabetik nefropatinin siklig1 da giderek artmaktadir [51-

54]. Giiniimiizde bobreklerdeki siizme potansiyelinin hangi evrede oldugunu ve seker
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hastaliginin bobreklere vermis oldugu zararin ne oldugunu en iyi gosteren testlerden
birisi de GFR ya da eGFR olarak bilinen Glomeriiler Filtrasyon Hiz: testidir. GFR

degerlerine gore bobrek hastaligi evreleri su sekildedir:

«  Evre I: GFR >90 mL/dk/1.73 m? (viicut yiizey alan1 igin) ise normal/yiiksek GFR
ile birlikte bobrek hasari,

« Evre Il: GFR 60-89 mL/dk/1.73 m? ise hafif derecede azalmis GFR ve bobrek
hasari,

« Evre I1l: GFR 30-59 mL/dk/1.73 m? ise orta derecede azalmis GFR ve bobrek
hasari,

« Evre IV: GFR 15-29 mL/dk/1.73 m? ise ileri derecede azalmis GFR ve bobrek
hasari,

+ Evre V: GFR<15 mL/dk/1.73 m? veya diyaliz uygulaniyorsa son dénem bébrek
yetersizligi demektir [49,52].

GFR’nin hesaplanmas1 hastanin profiline (yas, boy 6lciisii, etnik kdken kilo, cinsiyet)
ve kandaki kreatinin seviyesine bagli olarak degismektedir. Bobrek hasari ilerleyip,
bobrek artik iyi calismaz duruma gelince kandaki KREATIN ve URE seviyeleri de
yiikselmeye baslamaktadir. Cilinkii bu maddelerin atilimi1 bobrekten olmaktadir. Kas
hastaligi, seker hastaligi, bobrek hastaligi, yiiksek tansiyon, troid hastaligi, yorucu
egzersiz tapma, uzun siire protein oranmi yiiksek gidalar ile beslenmek gibi bir¢cok
faktor kreatinin seviyesinin artmasimna neden olmaktadir. Kreatinin orani 1,5

mg/dL’nin iizerine ¢ikarsa bobrekler artik saglikli ¢alismiyor demektir.

Asint susuzluk, fazla protein tiikketimi, bobrek hastaligi, kalp yetmezligi, sindirim
sistemi sorunlari, asir1 kas yikimi tire yiiksekligine neden olmaktadir. 5 mg/mL (1.79
mmol/L) degerinden kiiciik olan veya 50 mg/dL (17.85 mmol/L) degerinden yiiksek
olan iire degeri, bir hastalik belirtisi olabilmektedir. Kirikkale Universitesi Tip
Fakiiltesi’nden alinan degerlere gore kanda normal degerler iire i¢in, 17-43 mg/dL,
kreatinin i¢inse 0,50-0,90 mg/dL’dir. Bu degerler laboratuvarlara gore kiiciik
farkliliklar gosterebilir. Ayrica, diyabetik bobrek hastalarinin sodyum, potasyum

alimlarma da dikkat etmeleri gerekmektedir.
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SODYUM, viicudumuzdaki suyun dengesine katkida bulunmaktadir. Kan basincinin
belirli diizeylerde tutulmasini saglar ve elektriksel 6zellikleri ile degisik organlarin
gorev yapmasinda hayati rol oynar. Bobrek hastaliklarinda yeterli miktarda atilim
ger¢eklesemediginde viicudumuzda birikir. Biriken sodyum, suyun da birikmesine
yol ag1p; tansiyonu ylikseltir ve kalp yetersizligine sebep olabilir. O nedenle, bobrek
hastalarinda ¢ogu kez tuz kisitlamasi yapmak gerekli olur. Kirikkale Universitesi Tip
Fakiiltesi’nden alinan laboratuvar sonuglarina gére kandaki normal sodyum araligi

136-146 mmol/L’dir.

POTASYUM, viicudumuzda bulunan 6zel bir tuzdur. Kaslarimizin kasilmasinda ¢ok
o6nemli rolii vardir. Potasyum bdobrekler ile atildigindan, bobrek yetersizliginde
kandaki seviyesi yiikselir ve bu durumda halsizlik, istahsizlik, adale kuvvetsizligi ve
felgler goriiliir. Potasyumun daha fazla yilikselmesi halinde ise kalp aniden durabilir.
Kirikkale Universitesi Tip Fakiiltesi'nden alinan laboratuvar sonuglarina gore

kandaki normal potasyum araligi 3.5-5.5 mmol/L’dir.

3.6.  Diyabetin Risk Faktorleri ve Korunmasi

Diyabetin risk faktorleri belirlenemeyip, hastaligin ilerlemesi dnlenemediginde hasta
sayist artmakta olup beraberinde de bir¢ok hastaligi getirmektedir. Diyabetin risk
faktorleri; degistirilemez  ve degistirilebilir/kontrol edilebilir  olarak
simiflandirilabilmektedir. Degistirilemez risk faktorleri; genetik faktorler, yas ve
cinsiyettir. Degistirilebilir/kontrol edilebilir risk faktorleri ise BAG (Bozulmus Ac¢lik
Glukozu), BGT (Bozulmus Glikoz Tolerans1), dislipidemi gibi metabolik
bozukluklar, gestasyonel diyabet, obezite, sigara, hipertansiyon, sagliksiz beslenme
ve aktivite azlig1 olarak sayilabilmektedir [14,17-18,24].

Modern yasam tarzi, insanlarin hareketliligini azaltmakta olup, beslenme
aliskanliklarmi ise hizla degistirmektedir. Ozellikle doymus yaglardan zengin olup
posadan fakir, kalorisi yiiksek ve hizli hazirlanan beslenme tarzinin insanlar
tarafindan benimsenmesi diyabet prevalansinda hizli bir artisa yol agmistir [55-61].

llerleyen yasla birlikte diyabet riski de hizla artmakta olup, BAG (Bozulmus Aglik
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Glikozu), BGT (Bozulmus Glikoz Toleransi), gestasyonel diyabet, obezite, sigara,
hipertansiyon, sagliksiz beslenme ve aktivite azlig1 olan bireylerde APG (Aglik
Plazma Glukozu) normal sinirlarda olsa bile, Oral Glukoz Tolerans Testi (OGTT)
yapilmast ve daha geng¢ yaslardan itibaren daha sik araliklarla arastirilmasi
onerilmektedir [14,17]. Diyabet riski altinda olan bireyler i¢in APG (Ag¢lik Plazma
Glukozu) veya BGT (Bozulmus Glukoz Tolerans1) fazinda tespit edildiginde

erkenden alinacaklar tedbirler diyabet ve komplikasyonlarini 6nleyebilir [24].

Obezite de diyabet riskini oldukca arttirmakta olup, yasam tarzi degisiklikleri
hastaligin &nlenmesinde olmasi gereken bir yaklasimdir. Ozellikle tiim yas
gruplarinda obezitenin engellenmesi ile Tip II diyabet riskinin %80 oraninda
azaltilacagi belirtilmistir. Yapilan ¢esitli klinik c¢alismalarda, yiiksek riskli
yetiskinlerde kilo kaybinin diyabetin baglangicini geciktirdigi, beden kitle indeksinin
(BKI) 31’in iizerine ¢iktiginda, diyabet riskinde de bir artis oldugu gosterilmistir.
Diizenli beslenme ve spor ile viicut agirligimin ortalama %7’lik bir kaybinda,
farmakolojik tedavi gibi yan etkiler ortaya ¢ikarmadan diyabet gelisiminin 3-4 yil
icinde %50 oraninda azaltilabilecegi belirtilmistir [16-17,62-63]. Diyabetin
onlenmesine iligkin yapilan ¢alismalarda BGT (bozulmus glikoz toleransi) saptanan
kisilerde Tip II diyabet gelisme riskinin 10 y1l i¢inde yaklasik olarak %50 oldugu,
yasam tarzinda yapilan degisiklikleri uygulanmasiyla bu riskin %58’e varan

oranlarda dnlenebilecegi veya geciktirilebilecegi belirtilmistir [64].

Diyabet yasam boyu tedavi ve takip gerektiren bir hastalik olup kisiye 06zel
uygulanmus diyet ve egzersiz tedavinin olmazsa olmazidir. Ozellikle Tip II diyabetik
hastalar, egzersizi bir yasam bi¢imi haline getirip en azindan haftada {i¢ kez 20-30
dakika siireli yiirliylis yapmasi, bu tedavi siirecinin ilk adimi olarak ele alinabilir.
Bunun yaninda Tip I diyabet hastalarinda mutlaka insiilin tedavisi uygulanirken, Tip
II diyabet hastalarinda ise diger diyabet ilaclar1 ve gerektiginde insiilin kullanilir.
Diyabet tedavisinde egitiminde Onemli bir rolii olmaktadir. Kosullarin siirekli
degismesinden dolayi, bireylerin meydana gelebilecek durumlara uyum saglamsi i¢in

egitimin siirekli devam ettirilmesi gerekmektedir [24].
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4. VERI MADENCILIGI

Calismanin bu béliimiinde, veri madenciliginin tanimina ve temel kavramlarina yer
verilmigtir. Ayrica tez calismasi sirasinda test edilmis olan veri madenciligi

algoritmalarinin isleyisi detaylandirilarak agiklanmistir.

4.1.  Veri Madenciligi Tanimi ve Temel Kavramlar

Sanayi devriminin asamalar1 incelendiginde, birinci agamada su ve buhar enerjili
sistemler 6n planda iken 2. 3. ve 4. sanayi devrimlerinde sirasiyla elektrik enerjisi
kullanimi, otomasyon sistemler ve veri isleme dayali iiretimin oldugu goriilmektedir.
Sanayi ve iliretimde mevcut bilgiyi islemenin 6nemi, kuskusuz veri kaynaklarinin
katlanarak artmasindan kaynaklanmaktadir. Bu veri kaynaklari, kredi kartiyla
aligveriglerimiz, mobil telefon operatorleri tarafindan saklanan veriler, kopri
gecisleri, internet aligverisleri ve sosyal medya kullanicilarindan elde edilen veriler
sayilabilir. Kiiresel tahminler, yeni sanayi devrimiyle baglantili teknolojilerin daha
cok uygulama alami bulacagini ve siirekli gelisme egilim gosterecegini ifade

etmektedir.
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Cizelge 4.1. Yeni Sanayi Devrimi: Akilli Uretim Sistemleri Teknoloji Yol Haritasi
[65]

YIL | ONGORU

2018 Sanayide kullanilacak robot sayist yaklagik 3 milyon olacak. Birbirine

bagli cihaz sayisi 13 milyardan 29 milyara ¢ikacak.

Nesnelerin interneti pazarinin biiylikligi 656 Milyar USD’den 1.7
Trilyon USD’ye ¢ikacak.

2020

Endiistriyel robotlarin yaratacagi ekonomik etki yillik 0.6-1.2 Trilyon $
Gelismis tilkelerdeki imalat siire¢lerinin %15-25 oraninda otomasyona
2025 | dayali olacak OECD (Organisation for Economic Co-operation and
Development) ekonomilerindeki yenilik araciligiyla, GHYIH artis1

verimlilik artisina bagli hale gelecek.

Dijital teknolojilerin verimlilik, gelir dagilimi ve cevre iizerine giiclii
2030 | etkileri olacak. Kiiresel ticaret hacminin yaris1 akilli nesnelerin

etkilesimini kullanacak.

Cizelge 4.1°de yer alan TUBITAK verilerine gore, veri olusturacak kaynaklarm ve
verinin Oniimiizdeki siiregte katlanarak arttigi gosterilmektedir. Artan verilerin
bilgiye doniismesi yani degerli hale gelmesi i¢in islenmesi gerekmektedir. Bu
noktada veri madenciligi ile biiyiik hacimli veri topluluklar: igerisinden daha dnce
bulunmamis ¢ok net olmayan fakat potansiyel olarak kullanish ve anlamli bilgilerin,
cikarilmas1 saglanmaktadir. Bu siire¢, biiyilk veri yigmnlarimin islenmesi ile
baslayarak, analiz edildikten sonra uzman goriigiiniin yorumlamas: ile son

bulmaktadir [66].
Veri madenciligi hakkinda farkli bilim insanlarinin tanimlamalarma bakildiginda,

evrensel bir fikir birligi olmadig1 sdylenebilir. En temel ifadeyle, istatistik analiz

yontemleri ve yapay zekad algoritmalarinin birlikte kullanilarak, ham verilerin
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islenmesi ve nitelikli bilgiye doniistiiriilmesi islemine veri madenciligi denilmektedir.

Veri madenciliginin 6ne ¢ikan tanimlari ise su sekildedir;

* Veri madenciligi, matematiksel ve istatistiksel teknikler sayesinde veri
ambarlarinda  depolanan  biiylikk miktarlardaki  verinin  Orlinti  tanima
teknolojileriyle birlikte incelenmesi yardimiyla anlamli yeni iliskiler, egilimler ve

ortintiiler bulunmasi siirecidir [122].

* Veri madenciligi, karar verme siirecini daha iyi saglamak amaciyla onceden
bilinmeyen iligkileri, veri diizenlerini ve kiimeleri kesfetmek ve goriintiillemek

icin verileri inceleme siirecidir [123].
4.2.  Veri Madenciligi Siireci
Veri Madenciligi Siireci, veri madenciligi ile ilgili projelerin, daha hizli, verimli ve
daha az maliyetli yapilmasina olanak saglamaktadir. Dogrusal bir siire¢ degildir. Veri
madenciligi iizerinde aragtirma yapan veya bu isi meslek edinmis kisilerin siireci

belli bir kural dahilinde yiiritmesi gerekmektedir. Sekil 4.1°de veri madenciligi

stirecinin genel isleyis modeli verilmistir.

Sekil 4.1. CRISP-DM Isleyis Modeli
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Veri madenciligi alaninda yapilan ¢aligmalar sonucunda ¢apraz endiistri standardi
stireci olan CRISP-DM olusturulmustur. Sekil 4.1°de gosterildigi gibi bu
standartlastirma ile veri madenciligi siireci dogrusal olmayip, veriden bagimsiz

sekilde 6 basamaktan olusmaktadir. Bu basamaklar incelenecek olunursa [66];

1- Is Anlayis Safhasi: Isin anlasilmasi yani veri madenciligi islemiyle “Ne yapilmak
isteniyor?” sorusuna cevap aranmaktadir. Ayrica ¢alisma i¢in gerekli kaynaklar,
tahmini maliyet, mevcut kisitlar, olasi riskler, amag¢ ve hedefler degerlendirilerek

formiiliize edilmektedir.

2- Veri Anlayts Safhasi: Verinin toplanmasi, tanimlanmasi, uygunlugunun
degerlendirilmesi, model i¢in gerekli bagka veri ihtiyaclarinin belirlenmesi, veri

yeterlilik ve kalitesinin degerlendirilmesi ger¢eklestirilmektedir.

3- Verinin Hazirlanmas: Safhasi: Baslangic verilerinin c¢aligmalara temel
olusturulacak sonug¢ verilerine doniistiiriilmesi asamasidir. En uzun satha olup,
modelin olusturulmasinda ortaya ¢ikan sorunlar nedeniyle bu asamaya sik sik
doniilmekte ve verinin model i¢in hazir duruma getirilmesi saglanmaktadir. Bu

stiregte izlenen yol su sekildedir;

+  Oncelikle, modelin kurulmasi ve tanimlanan soru igin gerekli oldugu diisiiniilen

veri seti belirlenmektedir.
* Daha sonra yapilan veri temizlemesi ile modeli bozacak, kurulmasina engel
olacak veriler ¢ikarilmakta ya da eksik veri mevcutsa tamamlanmakta olup daha

dogru modelleme yapilmasina olanak saglanmaktadir.

* Model i¢in daha kullanilir degisken setleri olusturmak amaciyla, mevcut

degiskenlerde modifikasyonlar yapilmaktadir.

* Veri birlestirme yontemi ile farkli kaynaklardan toplanan ve uyumsuzluga neden

olan mevcut verilerin tek bir veri tabaninda toplanmasi amaglanmakta olup,
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toplanan verilerin de ne kadar uyumlu oldugu bu asamada incelenerek

degerlendirilmektedir.

4- Modelin Olusturulmast Safhasi: Bu asamada oncelikle uygun modelleme
tekniginin secilip, daha sonra sonuclari elde etmeye baslamadan once modelin
kalitesi ve gecerliligi test edilmektedir. Eger model uymadiysa tekrar bagka bir
modele gecis yapilmaktadir.

5- Degerlendirme Safhasi: Bu sathada artik kurulmus bir model ortaya ¢ikmakta
olup, degerlendirilerek hedefe ulasip ulasilmadigi kontrol edilmektedir. Buna bagl
olarak karsilasilan problemler aciklanmakta, siire¢ incelenmekte ve gelinen noktanin
yeterli olup olmadigt bunun yaninda ek bir caligma gerekip gerekmedigi

yorumlanmaktadir.

6- Yayuma (Uygulama) Safhasi: Modelin sonuglaria gore gozlem ve bakim isleri

planlandiktan sonra rapor hazirlanip, piyasaya siiriilmektedir [66].

4.3.  Veri Madenciligi Modelleri

Sekil 4.2°de gosterildigi gibi veri madenciliginde kullanilan modeller, “Tanimlayici

(Descriptive)” ve “Tahmin Edici (Predictive)” olmak tizere iki temel baslik altinda

toplanmaktadir.
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Siniflama (Classification)
— Regresyon (Regression)
Tahmin Edici Modeller e -
(Predictive) < B

T Zaman Serisi Analizi
(Times Series Analysis)

Kestirim (Prediction)
Kameleme (Clustering)

Tanimlayict Modeller ~ )
(Desciriptive) = _
- . Birliktelik Kurallan

(Association Rules)

Veri Madenciligi

Sira Oriintileri
(Sequence Discovery)

Sekil 4.2. Veri Madenciligi Metotlar

4.3.1. Tammlayici (Descriptive) Modeller

Tanimlayict modellerde amag, belli bir hedefi tahmin etmekten ziyade veri setindeki
veriler arasinda olan iliskileri, baglantilar1 ve davranislari bulmaktir. Béylece mevcut
veriler yorumlanarak, tekrarlanan bir durumda ya da tanim bilinen yeni bir verinin
katilmasinda neler yapilacagma dair karar verilebilmektedir. Tanimlayici modeller
Kiimeleme (Clustering), Ozetleme (Summarization), Birliktelik Kurallar
(Association Rules) ve Sira Oriintiilleri (Sequence Discovery) olarak

siniflandirilmaktadir [66].

4.3.1.1. Kiimeleme (Clustering) Analizi

Grup sayis1 bilinmeyen ve gruplandirilmamais verilerin kendi aralarinda, benzerlikler
g0z Oniine alinarak siniflandirilmasi islemine kiimeleme adi1 verilmektedir. Diger bir
ifadeyle kiimeleme analizi, verilerin birimlere veya degiskenlere gore birbirlerine
benzerlikleri bakimindan ayrik kiimelerde toplanmasini saglayan bir tekniktir.
Kiimeleme analizi, birbirlerine benzer bireylerin aym1 grupta toplanmasini

amaclamast ile “diskriminant analizine”, birbirine benzer degiskenlerin ayni
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gruplarda toplanmasini amaglamasi nedeniyle de “faktdr analizine” benzerlik

gostermekte olup ayn1 zamanda veri indirgeme 6zelligi de bulunmaktadir [67,68].

Kiimeleme algoritmalari; kiime i¢inde benzerligin maksimize (kiime i¢i uzakliklarin
minimize edilmesi) edilmesi, kiimeler aras1 benzerligin ise minimize (kiimeler arasi
uzakliklarin maksimize edilmesi) edilmesi kavramina dayanmaktadir. Sonugta ise
elde edilen farkli kiimelere ait elemanlar arasinda benzerliklerin az oldugu

goriilmektedir [66].

Genel olarak birimler arasi uzakliklar icin Standardize, Oklit, Manhattan Kareli,
Mahalanobis, Minkowski veya Canberra Olciileri kullanilmaktadir. Kiimeleme
modellerinde amac¢ Sekil 4.3’de gosterildigi gibi kiimede yer alan iiyelerinin
birbirlerine olduk¢a benzedigi, fakat Ozellikleri birbirlerinden ¢ok farkli olan

kiimelerin bulunmas1 ve veri tabanindaki kayitlarin bu farkli kiimelere boliinmesidir

[69,70].
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Sekil 4.3. Kiimeleme Ornegi

Kiimeleme yontemi, satis hareketleri ya da cagri merkezi kayitlar1 gibi ¢ok fazla
parametre bulunduran ¢ok biiyiik miktarlardaki verileri analiz etmek i¢in kullanilan
en uygun yontemlerden biridir [71]. Ornegin kiimeleme y6ntemi, miisteri verisi ile
yapilacak bir analizde kullanildig1 zaman 6ncelikle ortak 6zelliklere sahip misteriler

ayni grupta toplanmaktadirlar. Gruplar kendi icinde ¢ok farkli agilardan benzer
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ozellikler ve davraniglar gosterdigi i¢in pazarlama faaliyetlerinde de benzer harcama

egilimleri gosterecegi diistiniiliir [72].

Kiimeleme yontemleri hiyerarsik ve hiyerarsik olmayan (bdliimlemeli) sekilde iki
kiimeye, bu kiimelerde daha alt kiimelere ayrilmaktadir [73]. Hiyerarsik kiimeleme
yonteminde, isleyisin daha kolay sekilde anlasilir hale gelmesi i¢in dendogram (agag
grafigi) kullanilir. isleme bagl hiyerarsik yontemlerden en fazla kullanilan metotlar
ise Tek baglantili, Tam baglantili, Ortalama baglantili, Merkezi ve Ward’dir.
Hiyerarsik olmayan kiimeleme yoOntemi ise arastirmacinin kiime sayist hakkinda
onden bir bilgisi olup, anlamli olacak kiime sayisina karar vermis olmasi durumunda
tercih edilmektedir. Bu yontemde en ¢ok tercih edilen, Mac Queen tarafindan

gelistirilmis olan k-ortalama teknigi ve en gok olabilirlik teknigidir [70].

Kiimeleme analizi ile siniflandirma arasindaki en biiyiik fark, kiimelemenin girdileri
onceden tamimlanmamis olup, veriler kendi igerisinde benzerliklerine gore
gruplanmaktadir. Siiflandirma fonksiyonunda ise tanimli girdiler ve bunlarin

geemiste aldiklar1 degerler temel modeli olusturmaktadir [66].

4.3.1.2. Ozetleme (Summarization) Analizi

Genelleme veya nitelendirme olarak da adlandirilan 6zetleme analizinin amaci,
veriyi basit agiklamalarla alt kiimelere eslestirerek veri tabanini temsil eden ozet
bilgiyi ¢ikarmaktir. Bu islem, verinin bir takim alt parcalarina ulasilarak
gerceklestirilebilmektedir. Boylece ortaya, veriden 6zet tipli olacak sekilde bir bilgi
cikmaktadir [74].

4.3.1.3. Birliktelik (Association Rules) Analizi

Veri madenciliginde kullanilan ilk tekniklerden biri olan birliktelik kuralinda,
oncelikle mevcut veri kiimesindeki veriler analiz edildikten sonra, yiiksek siklikta

birlikte goriilen 6zellik degerlerine gore iliskisel kurallar kesfedilmektedir [66].
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Diger bir ifadeyle, Oncelikle nitelikler arasindaki biitiin kombinasyonlar ortaya
cikarilmakta ve her niteligin sahip oldugu biitiin degerler kombinasyonlar ile
ortiistliriilerek ortintiiler kesfedilmeye calisilmaktadir. Birliktelik analizi, magaza
iirlin yerlesim plani, pazar sepet analizi, katalog tasarimi gibi alanlarda yaygin olarak
kullanilmaktadir. Birliktelik analizinde modelin kurulmasi, biiylik veri setleri
arasinda aranan iliskilerden dolayr hem zor hem de zaman almaktadir. Biiyiik veri
tabanlarinda birliktelik kurallart bulunurken gelistirilmis algoritma ise, “Apriori

Algoritmast”dir [66].

Ornegin Pazar sepet analizi, miisterilerin siklikla aldig: {iriinler arasinda bir oriintii
kurup, miisterilerin satin alma aligkanlhiklarini ortaya cikarmaktir. Ornek model
gelistirilecek olunursa, X iirliniinii satin alan miisteri Y {irliniinii de satin aliyorsa bu
durum X —Y, Y [desteck = %2, given = %60] seklinde ifade edilmektedir.
“Destek” kuralin sikligini, “Giiven” ise tanimlanan kuralin kabul edilebilirligini
gostermektedir. Destek degeri, tlim aligverislerden %2’lik oraninda X ve Y
tiriinlerinin beraber satildigin1 gosterirken, %60 giiven ise X {inlinli alan miisterinin
ayni aligveriste bu oran kadar Y firiinlinii de satin aldigin1 belirtmektedir. Burada
dikkate alinmasi gereken, kullanici tarafindan belirlenen minimum destek esik degeri

ve minimum giiven degerini asan birliktelik kurallaridir [66].

4.3.1.4. Sira Oriintiileri (Sequence Discovery) Analizi

Sira Oriintiileri, yapilan gozlem sonuglarini zaman ve mekéan o6zelliklerine gore
siralanmis olarak gdsteren say1 dizileri olarak adlandirilmaktadir. Bu fonksiyona ile
iliskili olan kayitlar incelenmekte ve buna gore zaman igerisinde sik¢a rastlanan
trendler bulunmaktadir [66]. Verimli veri tabanlar1 ortaya ¢ikarmak ve bu veri
tabanlarinda tutulan dizilere erisim saglamak i¢in indeksler iiretmek, siklikla tekrar
eden Oriintiileri elde etmek, benzerlik i¢in dizileri karsilagtirmak (DNA’daki gibi) ve
dizinin kayip elemanlarin1 yeniden olusturmak gibi bu alanda 6nemli birgok problem

yer almaktadir.
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4.3.2. Tahmin Edici (Predictive) Modeller

Tahmin edici modellerin amaci, sonuglari bilinen verilerden yola ¢ikilarak bir model
gelistirilmesi ve gelistirilen bu modelden yararlanilarak sonuglar1 bilinmeyen veri
kiimelerinin sonu¢ degerlerinin tahmin edilmesidir. Tahmin Edici Modeller,
Siniflama, Regresyon, Zaman Serisi Analizi ve Kestirim olarak siniflandirilmaktadir

[75].

4.3.2.1. Simiflama (Classification) Analizi

Siniflama, yeni olan nesnenin niteliklerini gdzden geg¢irip daha sonra bu nesneyi
onceden tanimlanmis olan bir smifa atamaktir. Burada onemli olan, smiflarin her
birinin 6zelliklerinin éncesinde net bir sekilde belirlenmis olmasidir. Ornegin, kredi
kart1 bagvurularinm diisiik, orta ve yiiksek risk grubu olarak ayirmak siniflama olarak
gosterilebilmektedir. Siniflama analizinde, siniflar 6nceden incelenen veriler aracilig
ile olusturuldugu i¢in denetimli 6grenme seklinde de adlandirilabilmektedirler.
Caligmamamizda, siniflama analizinde yaygin olarak kullanilan yontemler, ilerleyen

boliimde basliklar halinde incelenmektedir.

4.3.2.1.1. Karar Agaci (Decision Tree) Yontemi

Karar agac1 yontemi, yorumlamasinin kolay olmasi, veri tabani sistemleri ile rahatca
entegre edilmesi, kurulusunun ucuz olmasi ve giivenirliginin daha iyi olmasi
acisindan en ¢ok kullanilan siiflama tekniklerinden biridir. Karar aga¢larinin amaci
bagimli degiskendeki farkliliklar1 maksimize seviyeye getirecek sekilde veriyi sirali

sekilde pargalarina (farkli gruplara) ayirmaktir [66].

Uygulanan istatistiksel yontemlerde ya da yapay sinir aglarinda, veriden bir
fonksiyon Ogrenildikten sonra bu fonksiyonun anlagilabilecek bir kural olarak
yorumlanmas1 zordur. Karar agact yontemi ile aga¢ olusturulduktan sonra, kokten

yapraga dogru inilerek kurallar ¢ikarilabilmektedir. Daha sonra bu kurallar, karar

29



verici bir uzmana gosterilerek sonucun anlamli olup olmadigi denetlenebilmektedir.
Karar verici daha sonra baska teknik kullanacak olsa bile karar agaci yontemi
sayesinde Onemli degiskenler ve kurallar konusundan bilgi edinilmis olmus

olunmaktadir [66].

Karar agaglar Sekil 4.4’deki gibi agac¢ goriinlimiinde olup, yaprak, dal ve karar
diiglimlerinden meydana gelmektedir [66, 76].

Sekil 4.4. Karar Agac1 Yapisi

Karar diiglimii, veriye uygulanacak testi belirlemektedir. Testin sonucu, agacin veri
kaybetmeden dallara ayrilmasina neden olmaktadir. Her diiglimde test ve dallara
ayrilma islemleri, ardisik olarak gerceklesmekte ve bu ayrilma islemi iist seviyedeki
ayrimlara bagli olmaktadir. Agacin her bir dali tanimlanacak sinifin belirlenmesine
adaydir. Bir dalin sonucunda siniflama iglemi gerceklesmiyorsa, tekrar bir karar
diigimii olusur. Eger, dalin sonunda belirli bir smif elde edilebiliyorsa, o dalin
sonunda yaprak var demektir. Bu yaprak, verileri kullanarak elde edilmek istenen
siniflarindan birini tanimlamaktadir. Karar agaci islemi kok diigiimiinden baslar ve
yukaridan asagiya dogru yapraga ulagsana kadar ardisik diiglimleri takip ederek
gerceklesmektedir [75].
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Karar agac1 yontemleri, gelecekte olabilecek olaylar icin tahmin kurallar
olusturmada, risk gruplar1 kategorileri olusturmada, bilinmeyen yeni bir Ornegin

siniflandirilmasinda, kategori birlestirilmesinde uygulanmaktadir [66].

Bu ¢alismamada da karar agaglar1 siniflandirma yontemlerinden biri olan C&R Tree

algoritmas1 kullanilip, makine 6grenmesi bagligi altinda detaylandirilmaktadir.

Cizelge 4.2. Ornek Veri Seti T

Haftasonu Karar
(Weekend) |Hava Ebeveyn |Para (Decision)
Ornek (Weather) |(Parents) |[(Money) |Kategori
(Example) (Category)
H1 Gtlinesli Evet Zengin  (Sinema
H2 Giinesli Hayir Zengin  [Tenis

H3 Riizgarli  |Evet Zengin  (Sinema
H4 Yagmurlu [Evet Fakir Sinema
H5 Yagmurlu |Hayir Zengin  |Evde Kalmak
H6 Yagmurlu [Evet Fakir Sinema
H7 Riizgarli  [Hayir Fakir Sinema
H8 Riizgarli  |[Hayir Zengin  |Aligveris
H9 Riizgarli  |Evet Zengin  |Sinema
H10 Gtinesli Hay1r Zengin  [Tenis

Kullanilan karar aga¢ yonteminin gergeklestirilecek adimlarimi daha detayh

incelemek i¢in Cizelge 4.2’deki 6rnek veri seti goz ontlinde bulundurulursa [77];

+  Oncelikle, mevcut verilerimizden, hava (weather), ebeveyn (parents) ve para

(money) durumuna gore ne yapilacagma karar verilip, agacin kokii olarak
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adlandirilan veri setindeki en ayirt edici 6zellik belirlenir. Bu 6zelligin nasil

belirlendigi alt kisimda anlatilmaktadir.

* Daha sonra alt kiimelerine inilerek, agacin ¢ocuk diiglimii olan A diigiimiine ait

alt veri kiimesi belirlenir.

* Her belirlenen alt veri kiimesi i¢in bilgi kazanci hesaplanarak en ayirt edici

ozellik bulunur.

» 1ID3, C4.5 gibi karar agact metotlarinda en ayirt edici niteligi belirlemede her
nitelik i¢in bilgi kazanci Sl¢tilmektedir.

» Bilgi kazanci Olglimiinde, rastgeleligi, belirsizligi ve beklenmeyen durumun

ortaya ¢ikma olasiligini gosteren Entropi kullanilmaktadir.

Asagida toplamlar1 1 olan (pl, P Ps) olasiliklarin tizerinden yapilan entropi

ve bilgi kazanci hesaplamalari su sekildedir;

Entropi hesaplamasi;

H(pll Payeeesy ps):_zlepi Iog(pi) (1)
A niteliginin S veri kiimesindeki bilgi kazanci (gain) hesaplamasi;
Kazang(S, A) = Entropi(S)—ZPvEntropi(Pv) (2

Ornek veri kiimesindeki (T kiimesi) 10 drnekten yola ¢ikilirsa ve bunlardan;

* 6 Ornek igin karar sinema,

* 2 ornek icin karar tenis oynama,

* 1 0rnek i¢in karar evde kalma,

* 1 Ornek i¢inse karar aligverise gitmek olursa sistemin entropisi asagidaki sekilde

hesaplanmaktadir.
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Entropi;

H(T)= -(6/10) loga2(6/10) - (2/10) logz(2/10)- (1/10) loga(1/10) - (1/10) logz(1/10)
H(T)= 1,571

Sistemimin entropisini bulduktan sonra, kok ozelliginin hangisi olacagina karar
verebilmek i¢in hava (weather), ebeveyn (parent) ve para (money) 6zelliklerinin bilgi
kazancglarin1 hesaplayip en yiiksek kazanca sahip olan 6zelligi, kok o6zellik olarak

konumlandirmak gerekmektedir.

Ormegin hava (weather) i¢in bilgi kazanci hesaplanacak olunursa 6ncelikle, entropi

degeri bulunur ve daha sonra bu degere bagli olarak bilgi kazanci hesaplanir.

Glinesli (Sunny)=3 (1’1 sinema, 2’si tenis)
Riizgarli (Windy)=4 (3’i sinema, 1’1 aligveris)
Yagmurlu (Rainy) =3 (2’si sinema, 1’1 evde kalmak)

Entropi degerleri;

E (Taunny) = - (1/3) log2 (1/3) - (2/3) log2 (2/3)=0,918
E (Twingy)= - (3/4) log2 (3/4) - (1/4) log2 (1/4) =0,811
E (Trainy) = - (2/3) log2 (2/3) - (1/3) log2 (1/3) =0,918

Hava durumu Bilgi Kazanci,

Gain (T, weather) =1,571-((3/10) *0,918+(4/10) *0,811+(3/10) *0,918)
Gain (T,weather)=0,70

Hava durumuna ait bilgi kazancindan sonra ayni sekilde ebeveyn (parent) bilgi
kazanci, para (money) durumu bilgi kazanci da hesaplanip, sonug degerleri asagidaki

gibi ¢ikmaktadir;

Gain (T,weather) =0,70
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Gain (T,parents)=0,61
Gain (T,money)=0,2816

En biiylik bilgi kazancina hava (weather) 6zelligi sahip oldugu i¢in, bu 6zellik en
ayirt edici olarak bulunmus olup, agacin kokiinde yer alacak nitelik olarak segilir.

Sekil 4.5°de bu siire¢ sonucunda olusan karar agaci yer almaktadir.

Weafher
Sunny Rainy
Windy

Sekil 4.5. Olusan Karar Agaci Yapisi-I

Daha sonraki siireglerde, olusan karar agaci daha da dallandirilmak istenirse sunny,
windy ve rainy tek tek ele alinip, her birinin bir onceki gibi bilgi kazanclar
hesaplanir. Ornegin, Sunny’nin bilgi kazancinin hesaplanmasi i¢in gerekli olan

nitelikler Cizelge 4.3’de yer almaktadir.

Cizelge 4.3. Sunny’nin Bilgi Kazancinin Hesaplanmasi I¢in Gerekli Olan Nitelikler

Haftasonu Karar

. Hava Ebeveyn |Para )
(Ornek) (Kategori)
H1 Gilinesli | Evet Zengin Sinema
H2 Gilinesli | Hayir Zengin Tenis
H10 Gilinesli | Hayir Zengin Tenis
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Yine yapilan hesaplamalar sonucu modelimizde en ayirt edici ebeveyn (parents)

olarak belirlenmis olup, olusan karar agaci Sekil 4.6’da gosterilmektedir.

Weather
Sunny Windy ainy
Parents
Ves o

Cinema  Tennis

Sekil 4.6. Olusan Karar Agaci1 Yapisi-l|

* Bu dallanma, orneklerin hepsi aymi smifa ait, ornekleri bolecek ozellikler
kalmamis ve kalan 6zelliklerin degerini tasiyan 6rnek olamayana kadar devam

etmektedir [77].

4.3.2.1.2. Bayes Simiflandirmasi (Bayesian Classification)

Istatiksel bir siniflandirma olup mevcut verilerin belirlenmis siniflara ait olma
olasiliklarin1 tahmin etmektedir. Bayes siiflandirmasinin gerceklemesi kolay olup,
belirsizlik tasiyan durumlar i¢in karar verme konusunda c¢ok kullanishdir. Ancak
degiskenler arasi iligkinin modellenmiyor olmasi ve degiskenlerin birbirinden
tamamen bagimsiz oldugu varsaymmi dezavantajidir. Ozellikle, bu ¢aliyjmamada da
kullanilan Naive Bayesian Smiflandirici (Simple Bayesian Classifier) oldukca

basarili olup makine 6grenmesi bagligi altinda detaylandirilmaktadir [66].

Makine 6grenmesi, veri madenciligi gibi ¢cok cesitli alanlarda kullanilan k-en yakin
komsu algoritmasi (k-NN); uygulanmasinin kolay, 6grenme siirecinin gii¢lii olmasi

nedeniyle smiflandirma yontemlerinde yaygin olarak tercih edilmektedir. Bu
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calismada da makine Ogrenmesi basligi altinda, k-NN algoritmas: detaylandirilip,

parametrelerin siniflandirilmasi tizerindeki etkisi incelenmistir [78].

4.3.2.1.3. Yapay Sinir Aglar1 (Neural Networks)

Yapay sinir aglari, temelinde insan beyninin islemesi mantigin1 bulundurarak
ndronlarin matematiksel sekilde modellenmesidir. Ogrenme faaliyeti ile modeli
gelistiren bu teknigin amaci 6grenme siireci boyunca davranis bigimlerini anlayip,
hatay1 en aza indirmektir. Bu ¢alismada %97.2’lik dogru tahmin basarisiyla en iyi
basartyt elde eden yapay sinir aglari makine Ogrenimi bashgt altinda

detaylandirilmaktadir [66].

4.3.2.2. Regresyon (Regression) Analizi

Regresyon, bir kriter degiskeni ile bir ya da daha fazla tahmin degiskenleri arasindaki
iligkiyi matematiksel hale doniistirmede kullanilan istatiksel bir yontemdir.
Regresyon analizinin asil amaci, degiskenler arasindaki iligkinin niteligini
belirlemektir. Regresyonda verilerin bir fonksiyon olarak tanimlanmasi
gerekmektedir. Regresyon analizi sirasinda kurulan matematiksel modelde bulunan
degiskenler bir bagimli degisken ve bir ya da birden ¢ok bagimsiz degiskenden
meydana gelmektedir. Buradaki degiskenler hem sayilabilir hem de olgiilebilir
ozelliktedir. Tek degiskenden olusan modeller basit dogrusal regresyon, birden fazla
bagimsiz  degiskenlerden olusan modeller ise ¢oklu regresyon olarak
adlandirilmaktadir. Amac her bir tahmin degiskeninin, kriter degiskenindeki toplam
degismeye olan katkisinin saptanmasi ve bdylece tahmin degiskenlerinin dogrusal

kombinasyonunun degerinden hareketle, kriter degerinin tahminidir [66,79].
Iki degisken arasindaki iliskinin giiciinii belirlemek, degiskenler arasindaki iliskinin

tiirlinii  belirlemek, gelecege yonelik degerleri tahminde bulunmak gibi cesitli

konularda kullanilmakta olup en fazla arastirma, matematik, finans, tip gibi bilim
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alanlarinda tercih edilmektedir. Bu c¢alismada ise lojistik regresyon yoOntemi

kullanilmis olup, makine 6grenimi baslig1 altinda detaylandiriimaktadir [66,79].

4.3.2.3. Zaman Serisi (Time Series) Analizi

Zaman serileri; ekonomi, istatistik, meteoroloji, jeofizik, tip, tarim ve biyoloji
alanlarinda ortaya ¢ikan, zamana bagl verilerin analizinde tercih edilen bir yontem
olup, yapilan gézlem sonuglarinin kronolojik sirayla siralanmis halidir. Genel olarak
zaman serisinde yer alan veriler giinliik, haftalik, aylik, ii¢ aylik, alt1 aylik, yillik ve
daha uzun donemli araliklarla diizenlenmekte ve toplanmakta olup; zaman serilerinde
yer alan verilerin davranislar1 trend ve donglisel olmak iizere ikiye ayrilmaktadir.
“trend” serideki verilerin ortalama degerinde olusan farklilasmay1 tanimlamak igin
kullanilirken, “dongii” veride tekrarlanan davranisi tanimlamak igin kullanilmaktadir.
Zaman serisi analizlerinde hisse degerleri, iiriin talebi, hava durumu, ekonomik
degerler gibi gelecek degerlerin tahmin edilmesi galismalar1 gergeklestirilmektedir
[66].

4.3.2.4. Kestirim (Prediction)

Bir¢ok veri madenciligine ait uygulamalarda, gecmis ya da mevcut verilerden yola
cikilarak gelecekteki veri degerleri tahmin edilmeye c¢aligilmaktadir. Kestirim
modelleri bir siniflama modeli seklinde olup, onu siniflama modellerinden ayiran en
onemli ozellik ise gelecekteki verilerin tahmin edilmesidir. Yani kestirim modelleri
teknik bir 6zellik olmayip, uygulamanin bir 6zelligi olarak da tanimlanabilmektedir.
Kestirim modeli nelere dikkat edilmesi gerektigini ya da hangi degiskenlerin 6nemli
oldugunu ortaya ¢ikararak, birtakim degiskenlerin elenmesine yardimci olup bu

sayede ileri seviyedeki arastirmacilarin isini biraz daha kolaylagtirmaktadir [66].
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4.4.  Veri Madenciligi Uygulama Alanlar:

Veri madenciliginin uygulama alanlar1 bilimsel, is diinyasi, egitim, saglik ve
biyomedikal olmak {izere smiflandirilabilir. Bilimsel ¢alismalarda ¢ok biiyiik
miktarlardaki verilerin islenmesi i¢in, mevcut tekniklerin yetersiz kalmasindan 6tiirii
veri madenciligi ile uygun bir platform saglanmaktadir. Is diinyasinin veri
madenciligi adimlarin1 kullanmasinin nedeni ise miisteriyi tanimak ve miisteri
memnuniyeti saglaylp, hizli ve dogru kararlar verebilmektir. Is c¢evresinin her
sektoriinde veri madenciligini kullanmak miimkiindiir, fakat en fazla ihtiya¢ duyulan
alanlar Finans (Bankacilik, Sigortacilik), Pazarlama, Telekomiinikasyon ve
Perakendedir. Bunun yani sira veri madenciligi egitim alaninda da egitim kalitesini
ve performansini arttirmak i¢in kullanilmaktadir. Saglik ve tip alaninda ise ¢ok fazla
yaygin olmasinin nedeni, Ozellikle tarama testlerinden elde edilen veriler ile
onceliklerin ve risklerin tespit edilip buna gore teshis ve kararlar verilebilmesidir
[66].

45.  Veri Madenciligi ile Iliskili Diger Bilimler

Gilinlimiizde, karar verme siireci i¢in gerekli olan birgok alanda veri madenciligi
yaygin olarak kullanilmaktadir ayrica veri madenciligi bir¢ok bilim dali ile iliskili
olup disiplinler arasinda bir ¢calismadir. Bu dallar Sekil 4.7°de gosterildigi gibi veri
taban1 teknolojileri, istatistik, makine 6grenme, gorsellestirme, bilisim ve diger
disiplinler seklindedir. Veri madenciligi ile bahsi gecen bu disiplinler arasinda bir
siir ¢izmek zordur. Veri madencisinin tiim bu disiplinlerden yararlanip hangi teknigi

veya teknik kombinasyonunu kullanacagi, ¢alismanin amaci ile baglantilidir [80].
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Sekil 4.7. Veri Madenciliginin Bir¢ok Disiplinle Birlesimi

Ozellikle biiyiik veri yapilarmin degerlendirilmesi igin veri madenciligi, istatistik ve
makine 6grenme tekniklerinden yararlanmaktadir. Buna istinaden veri madenciligi,

makine 6grenmesi ve istatistik bilimi arasinda yakindan bir iliski s6z konusudur [80].

4.6. Makine Ogrenmesi Algoritmalari

Makine 6grenmesi, bilgisayar programlari araciligiyla mevcut verilerden elde edilen
deneyimlerin, gelecekteki olaylar1 tahmin etmesine ve modelleme yapmasina olanak
saglayan bir yapay zeka alanidir. Veri madenciligi gibi bir¢ok disiplin ile iliskili bir
disiplindir. Veri madenciliginde kullanilan algoritmalarin bir kismi makine
ogrenmesi alanindaki ¢aligsmalar sonucu iiretilmektedir. Yapay zekanin bir alt iiyesi
olan makine 6grenmesinin, gegmisten bugiine gelisimi hizla artmis ve bu alanda ¢ok
sayida algoritma gelistirilmistir. Bu bolimde, arastirmada kullanilan makine

ogrenmesi algoritmalarinin genel isleyisi ve yapist incelenmektedir.

4.6.1. Lojistik Regresyon (Logistic Regression) Analizi

Lojistik regresyon, agiklayict degiskenlere gore, cevap degiskenin beklenen
degerlerinin olasilik olarak elde edildigi siniflama ve atama yapmaya yardimci olan

bir regresyon yontemidir. Bu yontem ile agiklayici degiskenlerin etkileri, bagiml

degisken iizerinde olasilik olarak hesaplanarak, risk faktorlerinin tahmini sekilde
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belirlenmesi saglanmaktadir. Lojistik regresyon asagida gosterildigi gibi formiiliize
edilmektedir [81,82].

o_ 3)

P: Incelenen olaym gozlenme olasiligini,

,6’0: Bagimsiz degiskenler sifir degerini aldiginda bagimli degiskenin degerini diger

bir ifadeyle sabiti,
,Bl, ,82 ,Bk : Bagimsiz degiskenlerin regresyon katsayilarin,

Xl' X2 e X - Bagimsiz degiskenleri,

k: Bagimsiz degisken sayisini,

e: Euler sayisin1 gostermektedir. Yaklasik degeri 2,71

Bagimsiz degiskenlerin en diisiik diizeylerinde olasilik 0’a yaklagsmakta, fakat hi¢cbir
zaman 0’a esitlenmemektedir. Tersi durumda ise egim giderek azalmaya baslamakta

ve sonugta 1’e yaklagsmasina ragmen, hicbir zaman 1’e esitlenmemektedir [83].

Ayirict bir analiz teknigi olma 6zelligi tasiyan lojistik regresyon analizini, dogrusal
regresyon analizinden ayiran birtakim farkliliklar bulunmaktadir. Tahmin edilecek
bagimli degisken, dogrusal regresyon analizinde siirekli iken, lojistik regresyon
analizinde kategoriktir ve kesikli bir deger olmalidir. Dogrusal regresyon analizinde
bagimli degiskenin degeri, lojistik regresyonda ise bagimli degiskenin alabilecegi
degerlerden birinin gergeklesme olasiligi kestirilir. Bagimsiz degiskenlerin ise
dogrusal regresyon analizinde ¢oklu normal dagilim gdstermesi sarti aranirken,
lojistik regresyonda ise bagimsiz degiskenlerin dagilimi ile ilgili hi¢bir 6n kosul
olmayip daha esnektir. Lojistik regresyon genel olarak iice ayrilmaktadir. Bunlar;
Ikili (Binary) Lojistik Regresyon, Sirali (Ordinal) Lojistik Regresyon ve Coklu
(Multinomial) Lojistik Regresyon’dur [84,85].
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Daha oncesinde, lojistik regresyon analizi ile yapilan bir ¢aligmada, c¢ocuklarda
dogum agirligina etki eden 6nemli risk faktorlerini ortaya ¢ikarmak igin Tip verileri
kullanilmistir. Lojistik modele eklenecek bagimsiz degiskenler, tek degiskenli
lojistik regresyon analiziyle belirlendikten sonra, ¢ok degiskenli modele eklenen her
bir degiskenin onemliligi gosterilmis olup Tek degiskenli modelde gerekli oldugu
halde, ¢ok degiskenli modelde 6nemsiz olan degiskenler modele dahil edilmeyip
disarda birakilmistir. Boylece istenilen model elde edilmistir. Hem biyolojik olarak
kabul edilebilir hem de dogru siniflama oraninin iyi olmasindan dolayi, varilan

sonug, final modelin risk faktorlerini belirleme de kullanilabilecegi yoniindedir [85].

4.6.2. CN2 Rule Induction

CN2, iizerinde calisilacak veri setinde ¢esitli kurallar olusturmaya yonelik bir
O0grenme algoritmasi olup veri kiimesindeki giiriiltiilii 6rneklerden kaynaklanan
problemlerle ilgilenmektedir. Giiriiltiilii 6rneklerden kasit, 6l¢iilen bir degerdeki hata,
veri girisi ya da iletimi sirasinda olusan hatalar, hatali veri toplama geregleri ve
cesitli teknolojik kisitlar sonucu olusan yanlis nitelik degerleridir. Bu durum igin
CN2, bir dizi kural olusturup aym zamanda karar agacinda budama yapabilecek
cesitli istatistiksel teknikler sunmaktadir. CN2 rule induction, sadece siniflandirma

i¢in ¢aligmakta olup kural tabanl bir algoritmadir [86].

4.6.3. Naive Bayes

Matematiksel ve istatistiksel ¢aligmalarda 6nemli bir yer tutan bu teorem; herhangi
bir durumun modelini olusturmada evrensel dogrulart ve gozlemleri kullanarak,
sonuclar olusturmay1 hedeflemektedir. Bu yaklasimi klasik istatistiksel yontemlerden
ayiran en dnemli 6zellik; kesin olmayan bir bilginin tahmininde, gézlemleri ve 6znel
goriigleri kullanmasidir [87]. Kisaca, kosullu olasiliklar ile sira dis1 olasiliklar
arasindaki  iligkiyi  gOstermektedir. Naive Bayes  yonteminde  neyin
siniflandirildigindan ¢ok nasil siniflandirildigr goz oniinde bulundurulmalidir. Bagka

bir ifadeyle 6gretilecek veri tipinin ne oldugundan ziyade (text, binary), bu veriler
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arasinda ne sekilde oransal bir iliski kuruldugu 6nemlidir. Naive Bayes siniflandirici

Bayes teoremine dayanmaktadir.

4.6.4. C&R (Classification and Regression) Tree

CART ya da C&R adiyla anilan teknik, ID3 algoritmasinda oldugu gibi dallara
ayirma kriterlerini se¢gmek i¢in entropiden yararlanmaktadir [88]. Kok veya ug
olmayan her bir diiglimde iki adet dal bulunmaktadir. Agacin karmasiklik Ol¢iisii
budama islemlerini etkilemektedir. 1984 tarihinde Breiman tarafindan 6nerilen hem
sayisal hem de nominal veri tiirlerini, girdi ve kestirimsel degisken olarak kabul
edebilen CART algoritmasinin siniflandirma ve regresyonu destekleyici bir yapisi
vardir. Siirekli hedef degiskenleriyle calismaktadir. Isleyis oncesinde verinin
hazirlanmasina ihtiya¢ duymaktadir. Herhangi bir t diigiimiindeki s dallara ayrilma
kriteri su sekilde gosterilir:

k n
CART(s/t)=2PLPRYLE(a, = ¥ X zij
i=1j=1

X. —a.

P9 @

CART algoritmasi, finansta, kalite kontroliinde, kredi risk tahminlerinde, elektrik
miithendisliginde, pazarlamada, kimya, biyoloji ve saglik alaninda yaygin sekilde
kullanilmistir. Ayn1 zamanda goriintii sikistirma teknolojisindeki agagsal vektorel
niceleme yaklasimina da ¢ok fazla katkida bulunmustur. CART algoritmasi ile saglik
alaninda biyopsi sonras1 agresif prostat kanseri tahmini, tarim alaninda ise kuraklik
kosullarinda soya fasulyesi rekoltesinin modellenmesi ve bu duruma nelerin etki

ettigi yapilan ¢alismalardan bazilaridir.

4.6.5. Random Forest
Siiflandirmada ¢ok basarili performans gosteren Random Forest algoritmasi hem

hizli hem de dogruluk oranin yiiksek olmasi nedeniyle, hizlandirma ve torbalama

olarak bilinen toplu 6grenmenin ¢ok basarili iki yontemine gore daha fazla avantaj
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saglamaktadir. Aslinda rastgelelik 0zelligi sayesinde torbalama ydnteminin biraz

daha gelismis halidir [89-91].

Random Forest, rastgele degiskenler arasindan en iyi dali kullanarak her bir diigiimii
dallara ayirmak yerine, her bir diigiimde rastgele olarak secilen degiskenler arasindan
en iyisini kullanarak her bir digiimii dallara ayirir. Her bir veri seti orijinal veri
setinden yer degistirmeli olarak iiretilir. Sonra rastgele 6zellik se¢imi kullanilarak
agaclar gelistirilir. Gelistirilen agaglar budanmamaktadir [90,92]. Bu durum Random
Forest tahminlerinin dogrulugunu 6nemli kilmaktadir. Budama isleminin olmamasi
Random Forest yontemini, diger karar agaglar1 yontemlerine gore daha istiin hale
getirmektedir. Ayrica hizli olmasi, miimkiin oldugunca birbirinden farkli ve

istenildigi kadar agacla caligilmasi tercih edilme nedenleri arasindadir [93].

Genellikle, biyomedikal, saglik, molekiiler biyoloji, fizik, astronomi, finans analizi,
kontrol sistemleri, yazilim gelistirme alanlarinda yaygin olarak kullanilmaktadir.

Random Forest algoritmasi kullanici tarafindan 2 parametre almaktadir;

m parametresi: En iyi boliinmeyi belirlemek i¢in her bir diigiimde kullanilacak
degisken sayis1

n parametresi: Gelistirilecek agag sayist’dir.

[lk olarak egitim veri setinin iite ikisi kadar1 dnyiikleme ornekleri, kalan iigte birlik
kismi da hatalar1 test etmek ic¢in kullanilmaktadir. Daha sonra budama olmadan her
bir onyliklemeli 6rnekten agac gelistirilmektedir. M degiskenleri her bir diigiimde m
tiim degiskenler arasindan rastgele olarak secilir ve bu degiskenler arasindan en iyi
dal belirlenir. Burada 6nemli olan, yapilan 6ngorii ile disiik korelasyon saglayan
degisken sayisinin se¢imidir. M degisken sayisinin, M tane degisken sayisinin
karekokiine esit olarak alinmasi optimum sonuca en yakin sonuglar vermektedir.
Rondam Forest algoritmasindan genellestirilmis hata, degisken Onemi (variable
importance) ve yakinlik analizi (proximity analysis) olmak {izere ii¢ tiir parametre
elde edilmektedir. Random Forest, budama yapilmadan en biiyiik boyutta agac
iretmek icin CART (Classification and Regression Tree) algoritmasini

kullanmaktadir [90,94-96]. Random Forest, smiflarin homojenligini 6lgmek ig¢in
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GINI indeksini kullanmaktadir. Eger GINI indeksi diisiikse bu sinifin o kadar
homojen oldugunu gosterir. Ayrica Bir alt diiglimiin GINI indeksi bir {ist diigiimiin
GINI indeksinden daha fazla olursa o dal basarilidir. GINI indeksi sifir oldugu zaman
da aga¢ dallanma islemi bitmis olur. Asagida GINI indeksinin formiiliize edilmis

sekli yer almaktadir.

X3 (F (G DTN (€, T (5)

T : Tum veri seti

C; : Rastgele segilen bir pikselin ait oldugu smnif

f(C;,T): Segilen 6rnegin sinifina ait olma olasihiim gosterir [93, 97]

Kisacasi belirlenen egitim verileri kullanilmasi sonucu olusan boliinme Olgiitlerine
gore diiglimler dallara ayrilip, aga¢ yapilart olusmaktadir. Sekil 4.8’de boliinme
sekillerine gore olusturulan agag¢ yapilar1 gosterilmektedir [98, 99].

Egitim verisil Egitimverisi?  Egitim verisi3....N tane

Max, m=M

Varsayilan m=+M

Diigiim
1

or

Sekil 4.8. Random Forest Yo6netime Gore Agag Yapisi
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4.6.6. K-En Yakin Komsu Algoritmasi (k-NN)

Bu algoritma, makine 6grenme algoritmalar1 arasinda popiiler olarak kullanilmakta
olup, analitik olarak izlenebilir olmakla beraber kolay ve kullanigh, ortiili
simiflandirma yontemlerinden birisidir. Avantaji oldugu kadar biiyiik miktarda bellek
alanma ihtiya¢c duymasi, veri seti boyutu arttikca buna bagli maliyetin ve islem
yiikiinlin de 6nemli derecede artmasi, performansin k komsu, 6z nitelik, uzaklik
Olciitii sayis1 gibi parametre ve 6zelliklere bagli olarak etkilenmesi de beraberinde bir

takim dezavantaj1 getirmektedir [100, 101].

Ogrenme algoritmalarinda, gerceklesen Ogrenme islemi egitim setinde tutulan
verilere dayanmaktadir. Yeni gelen 6rnek de bu egitim setinde tutulan Ornekler ile
Karsilastirilip, aralarindaki benzerlige gore siniflandirilir. K-NN algoritmasinda
egitim setinde yer alan ornekler n boyutlu sayisal nitelikler ile gosterilip, her 6rnegin
n boyutlu uzayda bir noktay1 temsil edecegi bicimde, tiim egitim 6rnekleri n boyutlu
bir uzayda saklanmaktadir. Daha sonra bilinmeyen bir 6rnek devreye girdiginde
algoritma, n boyutlu uzayr arastirarak bilinmeyen Ornekleme en yakin olan k

orneklemi bulmaktadir [102].

4.6.6.1. K-NN Parametreleri

K-NN algoritmast basit yapiya sahip olmasindan dolayr az parametre
gerektirmektedir. Komsu sayisi (k), uzaklik ol¢iitii ve agirliklandirma yontemi, k-NN

algoritmasinin performansinda 6nemli olan parametreleridir.

*  Komsu Sayis1 (k): Siniflandirma boyunca k=1 i¢in, sadece en yakin komsunun
bulundugu sinifa atanirken, k sayis1 6rnek sayisina (N) yaklastik¢a veri setinde

yer alana tiim veriler dikkate alinmakta ve oylamaya gore se¢im yapilmaktadir.
* Agirhklandirma: Komsular i¢in agirlik degerleri atanmasi ile siniflandiriimakta

olan 6rnege daha yakin olan komsu 6rneklerin, ¢ogunluk oylamasina daha fazla

katki eklemesi hedeflenir. En ¢ok kullanilan agirlik degeri atama yontemleri, her
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bir komsunun agirliginin, d, komsular arasi uzaklik olmak iizere, 1/d ya da 1/d2
seklinde alinmasidir. K-NN algoritmasinin performansinda diger énemli kritik
nokta sise drnekler aras1 yakmligin nasil dlgiimlenecegidir. Yakinlik, Oklid veya
Manhattan, Minkowski, Chebyschev gibi uzaklik oOlciitleri kullanilarak

hesaplanabilmektedir.

+ OKlit Uzakh@ Formiilii: Iki nokta arasindaki dogrusal uzaklik olup, P ve Q
arasindaki Oklid uzakhigi P = (Xl, Xoy e Xn) ve Q= (yl’ Yo reen Yn)olmak iizere

asagidaki gibi formiiliize edilmektedir.

d:( ” (xi—yi)zJ ©®)
i=1

Temel k-NN algoritmasinda, smif etiketinin ¢ogunluk oylamasina dayali olarak
belirlenmesi, simetrik olmayan dagilima sahip veri setlerinde siklikla goriilen
siiflarin, yeni 6rneklerin smif etiketlerinin belirlenmesinde daha baskin bir role
sahip olmalarina neden olmaktadir. Bu sebeple, k-NN algoritmasinin uzaklik

Olciitiiniin etki degerine farkli bi¢imde agirlik degeri atayan yontemler bulunmaktadir
[103].

4.6.7. Yapay Zeka (Artificial Intelligence) ve Yapay Sinir Aglar1 (Neural
Networks)

Literatiirde "Artificial Intelligence" olarak da adlandirilan Yapay Zeka biliminin
amaci, makinelerin; planlama, Ogrenme, algilama, iletisim kurma, nesneleri
oynatabilme, yer degistirme, ge¢mis bilgilerden faydalanma yetenegine sahip
olmasmi saglamaktir. O halde yapay zeka teknolojisi makinelerin, insanoglunun
diisiinme fonksiyonlarinin bazi yonlerini basitlestirip, elle yapilan karmasik islemleri

otomatik sekilde yapmasina imkan saglar seklinde yorumlanabilir.
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Yapay zekanin da veri madenciligi ve makina dgrenmesi gibi ¢ercevesi net bir tanimi
olmayip, 6zellikle son donemlerde, yapay zekanin yeniden tanimlanmasi ile ilgili her
gecen giin yeni bir bilgi ortaya konulurken, kimi arastirmacilara gore de bu
bilgilerden yola ¢ikarak yapay zeka tanimi giderek muglak bir hal almaktadir. Ciinkii
yapilan ¢alismalar cevaptan ¢ok yeni sorular ortaya g¢ikarmaktadir. Yapay zeka,
insanin diislinme yapisin1 anlamak ve bunun benzerini ortaya ¢ikaracak bilgisayar

islemlerini gelistirmeye ¢aligsmak olarak tanimlanir [104].

Giliniimiizde yapay zeka alaninda oOnemli adimlar atilmis olmakla birlikte,
arastirmacilar, akilli bir sekilde hareket eden, robotlara makinelere ulagma gayretinde
olup, yapay zekanin gelistirilmesine iligkin ¢alismalarina devam etmektedirler. Her
gecen giin gelisen yapay zeka uygulamalari birgok sirket ve yatirimer tarafindan

yakindan takip edilmektedir. Bu uygulamalardan bazilar1 su sekildedir [105];

* Konusma Tanima (Speech Recognition)

+ Dogal Dil Uretimi (Natural Language Generation)

» Metin Analizi ve NLP (Text Analytics and NLP)

* Dogal dil isleme (NLP)

+  Makine Ogrenme Platformlar1 (Machine Learning Platforms)
« Sanal Ajanlar (Virtual Agents)

» Karar Yonetimi (Decision Management)

*  Yapay Zeka Optimize Donanim (Al-optimized Hardware)

+  Derin Ogrenme Platformlar1 (Deep Learning Platforms)

* Robotik Siire¢ Otomasyonu (Robotic Process Automation)

« Biyometri (Biometrics) [105].

Yapilan ¢aligmalardan da anlasilacagi gibi yapay zekanin en 6nemli 6zelligi gergek
diinyanin ihtiyaglarina gore uyarlanmasidir. Buna istinaden insanlik adma faydasi
oldukg¢a biiyiiktiir. Aslinda farkinda olmadan insanlar hayatin her alaninda rutin
islerini yiiriitiirken yapay zeka teknolojisi ile i¢ i¢edir. Her ne kadar kendinden daha
istiin bir varligin ortaya ¢ikma diisiincesi ilk basta insanoglunda endise yaratsa da
onemli olan insanoglunun yapay zeka teknolojisini hangi yonde kullanacag:

sorusudur; Insan hayatini kolaylastirmak adina mi1 yoksa kétii amaglar dogrultusunda
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kullanilmak adina m1? Bana gore makineden ziyade tartisilmasi gereken, isin bu
boyutudur. Yapay Zeka insanligin yararina kullanildig: siirece, gelisen teknoloji ile
birlikte uzun vadede herkesin sagligini, yasam seklini, tiretkenligini, en Onemlisi

zaman kavramini ¢ok daha verimli hale getirecektir [106,107].

1950’li yillarda ortaya ¢ikmalarina ragmen, ancak 1980°li yillarin ortalarinda ¢ok
amacli kullanim i¢in yeterli seviyeye ulagsmis sayisal tahmin yontemlerinden birisi
olan Yapay Sinir Aglart (YSA)’da bir Yapay Zeka biliminin kolu olup,
bilgisayarlarin 6grenmesine yonelik, arastirmacilarin ¢ok yogun ilgi gosterdikleri bir

arastirma alanidir [106,107].

Bir¢ok probleme ¢6ziim {iretebilecek yetenege sahip Yapay Sinir Aglari teknolojisi,
insanligin dogayr arastirma ve taklit etme cabalarinin en son iiriinlerinden bir
tanesidir. Genel olarak YSA’lar, insan beyninin en temel 6zelligi olan 6grenme
islemini drnekler yardimi ile gerceklestiren ve elde ettikleri bilgiler dogrultusunda
kendi deneyimlerini olusturup daha sonra benzer konularda ¢evreden gelen olaylara

kars1 nasil tepkiler tiretecegini belirleyebilen bilgisayar sistemleridir [108].

4.6.7.1. Yapay Sinir Aglarinin Yapisi

Biyolojik sinir sisteminden esinlenerek gelistirilmis yapay sinir agi, birbirine
hiyerarsik olarak bagli ve paralel olarak caligsabilen yapay sinir hiicrelerinin bir araya
gelmesi sonucu olugmaktadir. Yapay néron ya da proses elemanlar: olarak da
adlandirilan bu hiicrelerin birbirine baglandiklar1 ve her baglantinin bir degeri oldugu
kabul edilmektedir. Ogrenme yolu ile elde edilen bilgi, proses elemanlarmin baglanti
degerlerinde saklanmaktadir. Bu degerlere ise agirlik adi verilmektedir. Gelen
bilginin 6nemini ve hiicre iizerindeki etkisini agirliklar gostermektedir. Proses
elemanlar1 birbirlerine paralel sekilde li¢ katman halinde baglanarak yapay sinir

aglarini olusturur [108].
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Bu katmanlar;

*  Girdi Katmani
*  Ara Katmanlar
*  Cikt1 Katmani

Agin 6grenmesini isteyen Ornekler tarafindan belirlenen ve digardan 6grenme yolu
ile gelen bilgiler “Girdi Katmani” ile aga iletilir. Daha sonra, gizli katman olarak da
adlandirilan Ara Katmanda ise; girdi katmanindan iletilen bilgiler, sinir hiicreleri
tarafindan bir “toplama fonksiyonu” ile toplanip, aga gelen net girdi hesaplanir.
Hesaplanma, her gelen girdi degerinin kendi agirhigi ile carpilip toplanmasi
seklindedir. Toplama fonksiyonu olarak tanimlanan ve asagidaki gibi formiiliize
edilen bu fonksiyon, genellikle deneme yanilma yolu ile belirlenmekte ve her

problem karsisinda farkli formiiller olusturularak kullanilmaktadir [108, 109,115].
NET =) G,A

Aga gelen net girdi hesaplandiktan sonra “aktivasyon fonksiyonu” tarafindan islenir.
Aktivasyon fonksiyonu genellikle dogrusal olamayan bir fonksiyondur. Aktivasyon
fonksiyonu segilirken dikkat edilmesi gereken en Onemli nokta ise hesaplamanin
yavaglamamas1 i¢in fonksiyonunun tlirevinin kolay hesaplanabilir olmasidir.
Aktivasyon fonksiyonlari, bir yapay sinir aglarinda ndéronun ¢ikis genligini genellikle
[0,1] veya [-1,1] degerleri arasinda smirlamaktadirlar. Bu fonksiyonun se¢imi
girdilere ve agin neyi 6grenmesini istedigine gore degigsmektedir. Gilinlimiizde en ¢ok
“cok katmanli algilayict modelinde” kullanilan “sigmoid fonksiyonudur”. Hiicre
modellerinde sik¢a kullanilan aktivasyon fonksiyonlarindan kisaca bahsedilecek

olunursa [104, 108-110];

1. Dogrusal (Lineer) Aktivasyon Fonksiyonu: Dogrusal problemleri ¢6zmek i¢in
secilen dogrusal fonksiyonu hiicrenin net girdisini dogrudan hiicre ¢ikist olarak

verebilmektedir. Diger bir degisle toplama fonksiyonundan ¢ikan sonug, belli bir
katsayi ile garpilip hiicrenin ¢iktis1 olarak verilmektedir (y = A*V (A sabit say1)).
Sekil 4.9’da gosterilmistir [109-110].
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Sekil 4.9. Dogrusal Aktivasyon Fonksiyonu

2. Sigmoid Aktivasyon Fonksiyonu: Yapay sinir ag1 uygulamalarinda dogrusal
olmayisi nedeni ile en ¢ok kullanilan fonksiyondur (y = 1%) Sigmoid aktivasyon
—€

fonksiyonlarmin tiirevi alinabilir ve siireklidir. Bu fonksiyon girdi degerinin her biri

i¢in O ile 1 arasinda deger tiretir [109-110].

-
-

Sekil 4.10. Sigmoid Aktivasyon Fonksiyonu

v
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3. Tanjant Hiperbolik Aktivasyon Fonksiyonu: Sigmoid fonksiyonuna benzer bir

e—2v

fonksiyon olup, tek farki ¢ikis degerleri -1 ile 1 arasinda degismektedir (y = _]Z-L_ 7 )
+€

[109-110].

Sekil 4.11. Tanjant Hiperbolik Aktivasyon Fonksiyonu

4. Step (Adim) Aktivasyon Fonksiyonu: Gelen net girdinin belirlenen esik

degerinin altinda ve istiinde olmasina gore ¢ikt1 1 ya da 0 alinir [109-110].

5. Esik Deger Aktivasyon Fonksiyonu: Gelen bilgiler 0’dan kiigiik esit ise 0 ¢iktisi,
1’den biiyiik esit ise 1 ¢iktisi, O ile 1 arasinda oldugunda yine kendini veren ¢iktilar

tiretilebilir [109-110].

6. Siniis Aktivasyon Fonksiyonu: Ogrenilmesi tahmin edilen olaylarm siniis

fonksiyonuna uygun dagilim gosterdigi zaman kullanilir [109-110].

Girdi setine karsilik gelecek sekilde iiretilen ¢ikti, bagka bir hiicreye, ¢ikt1 katmanina
girerek dis diinyaya yada kendisine girdi olarak gonderilir. Yapay sinir aglarinda bir
sinir hiicresinin goriiniiste birden ¢ok ¢iktis1 olmasina ragmen aslinda tek bir ¢ikti

degeri bulunmaktadir. Sekil 4.12°de bir yapay néronun yapis1 gosterilmistir [111].
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Sekil 4.12. Yapay Noronun Detayl1 Yapist

4.6.7.2. Yapay Sinir Aglar1 Calisma Sekli

Teknik olarak da bir Yapay Sinir Aginin temel gorevi aga gelen girdi setine kargilik
dogru ¢iktiyr iiretebilmektir. Buna istinaden agirlik degerlerinin dogru ayarlanmasi
gerekmektedir. Bu islemede “agin egitilmesi” adi verilir. Egitim sirasinda, agirlik
degerleri baslangicta rastgele atanmaktadirlar. Daha sonra en dogru degerler
bulununcaya kadar her Ornek, aga sunularak agirliklar 6grenme kuralina gore
degistirilir. Agirliklart kullanarak ag, girdiler hakkindaki kararimi verdigi i¢in, agin
zekasinin bu agirliklarda saklandigr sdylenebilir. Agin sahip oldugu agirlik degerleri
ne kadar dogru ise agin performansi da o kadar yiiksek olur [108]. Her ag1 egitmede
gerekli olan Ornekler ise, birincisi ag1 egitmek (egitim seti) icin, ikincisi agin
performansini sinamak igin (test seti) kullanilir. Ag, test setindeki 6rneklere dogru
cevaplar verirse egitilmis olarak kabul edilir. Agin egitimi tamamlandiktan sonra
Ogrenip 0grenmedigini (performansini) 6lgmek i¢in yapilan denemelere ise agin test
edilmesi denmektedir. Agin hi¢ gérmedigi test setindeki 6rnekler aga gosterilerek, ag
tarafindan verilen cevaplara bakilir. Eger dogru cevaplar verebiliyorsa bu agin
performansi 1yi olarak kabul edilir. Eger cevaplar yetersiz olursa tekrar egitime tabi
tutulur ve bu islem egitim setindeki Orneklerin tamami i¢in dogru cevaplar

bulununcaya kadar tekrarlanir [112].
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Agin bir olayr 6grenmesi YSA’larin yapist i¢in oldukca gereklidir. Bu durumda, o
olay i¢in en dogru yapay sinir ag1 modelini se¢mesi ile miimkiindiir. Su zamana
kadar ¢ok fazla yapay sinir ag1 modeli gelistirilmistir. Bir yapay sinir aginin modelini

sembolize eden bilgiler [108];

*  Agin topolojisi,

» Kullanilan toplama fonksiyonu,

» Kullanilan aktivasyon fonksiyonu,
+  Ogrenme stratejisi,

+  Ogrenme kuralr’dir.

Yapay sinir aglarinda en ¢ok kullanilan modeller ise:

* Tek ve ¢cok katmanl algilayicilar,

*  Vektor kuantizasyon modelleri,

» Kendi kendini organize eden model,
« Adaptif rezonans teorisi modelleri,
» Hopfield aglari,

+ Counterpropagation ag,

* Neocognitron agi,

* Boltzman makinesi

* Probabilistic aglar,

* Elman ag

* Radyal temelli aglardir [108].

4.6.7.3. Ogrenme Algoritmalarina Gére Yapay Sinir Aglarinin Simflandirilmasi
YSA’da, Sekil 4.13°de de 6zet olarak gosterildigi gibi, “danigmali (supervised)” ve

“danigsmasiz (unsupervised)” olmak {izere iki tiir 6grenme yontemi bulunmaktadir

[113].
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Ogrenme Yontemi
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- Geriyaynliml - Eendi kendine éfrenme
- Egimli mg

Sekil 4.13. Ogrenme Yontemleri

Danigmanli 6grenmede, agin egitilmesi sirasinda oncelikle aga giris ve ¢ikis bilgileri
sunulur. Her bir girise karsilik uygun ¢iktilar aga saglanmalidir. Kisacasi, agin
girdiye uygun c¢ikt1 degerleri verebilmesi i¢in, girdi-¢ikt1 iligkisini elde edebilmesini
saglayacak bir mekanizma olmalidir. Baglanti agirliklar1 belirleninceye kadar ayni
veri seti defalarca islemden gegirilip, tekrarlanir. Danismali 6grenmenin performans
kriterini ise “hata terimi” belirler. Ogrenme islemi gerceklestikce bu hata terimi
azalmaktadir ve minimum oldugu deger ise iterasyonun durdurulmasi gereken andir
[114]. Sekil 4.14’de damismali 6grenme modeli gosterilmistir [110]. Genellikle,

kullanilan aglarin biiylik cogunlugu danigsmali 6grenmeyi tercih etmektedirler.
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Sekil 4.14. Danismali Ogrenme Yapisi
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Eger girdi verileri ¢iktiya uygun bilgi tasimiyorsa, aglar 6grenme islemini hig
yapamayabilir. Ideal olan genis bir veri seti alip, veri setinin bir béliimii ile egitimin,
geri kalaniyla da gerekli testlerin yapilmasidir. Eger ilgili problem ag tarafindan
cOziilemezse ilk olarak agin yapisim1 ya da kullanicinin se¢imine ve yaraticiliina
bagli olan egitme kurallarin1 gozden gecirmek gerekir [109]. Egitme esnasinda
agirliklarin ayarlanabilmesi icin gerekli adaptif geri beslemeyi saglayacak cok fazla
farkl1 egitme kurali (algoritma) vardir. Geriye dogru hata beslemesi ya da diger
ismiyle geri yayilma en yaygin tekniktir [111]. Egitme islemi, gerceklestirildikten

sonra ise agirlik sabitlenir.

Danismansiz 6grenme ise herhangi bir egitici olmaksizin, ag i¢in sadece giris
bilgileri yeterli olup egitici bilgiye ihtiya¢ duyulmadan, girdilerin ag tarafindan
analiz edilmesi ve bu analiz sonucunda baglantilarin olusturulmasidir. Kisacasi
sistem, veriye gore hangi 6zellikleri kullanacagina kendi kendine karar vermektedir.

Sekil 4.15’de danismansiz 6grenme modeli yer almaktadir [104,109-110,113].

. Gercek ik
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Sekil 4.15. Danismansiz Ogrenme Modeli

Yapay Sinir Aglari’nda ayrica agin 6grenme siirecinde, agin yapist igin biiyiik 6nem

tasiyan birtakim elemanlar bulunmaktadir. Bu elemanlar;

+ Ogrenme Fonksiyonu: Bu fonksiyon girdi degerlerine karsi, o girdilere ait

degisken baglant1 agirliklarini ayarlamaktadir.
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+ Hata Fonksiyonu: Bu fonksiyon o anki ¢ikt1 ile istenilen ¢ikti arasindaki farki
hesaplayip, gerekirse transformasyon uygular. Bu hata hali (geri yayilma degeri)
onceki tabakaya geri yayilarak, bir sonraki Ogrenme esnasinda, O0grenme

fonksiyonunun baglantilar1 ayarlamasi i¢in, gerekli ise kullanilmaktadir.

«  Ogrenme Orani: YSA nin 6grenme giicii ile hiz1 ters orantilidir. Diger bir ifade
ile daha fazla 6grenme daha az hiz ve buna bagli daha fazla zaman demektir. Bir
agm ne kadar egitilecegini 6grenme oram belirlemektedir. Ogrenme orani ne
kadar kiiciik olursa 6grenme siireci de o kadar yavas gerceklesecektir. Bu

durumda beraberinde maksimumum dogruluk derecesine yakinsamayi getirir

[111].

4.6.7.4. YSA Cesitleri

Genel olarak; mimarisi, 6grenme yontemi, baglanti yapilarindan dolayr YSA’lar {i¢
sekilde siniflandirilir. Bunlardan ilk smiflandirma agin egitilme kuralina gore,
damismanli ve danismansiz olarak adlandirilan égrenme algoritmalaridir. Ikincisi ise
kalitatif ve kantitatif olmak tizere agin kullandigi veriye gore yapilan
siniflandirmadir. ister danismanly, ister danismansiz egitme kullansin, kalitatif veriler
ile calisan aglar siniflandirma aglart; danigmali egitme kullanan kantitatif veriler ile
calisan aglar ise regresyon olarak adlandirilmaktadir. Son Siniflandirma ise agin
yapisina gore olan smiflandirmadir. Bunlar ileri besleme (feedforward) ve geri
besleme (feedback) seklindedir [111]. Ileri besleme, tek katman ileri besleme ve ¢cok
katman ileri besleme olarak iki sekildedir. Ileri beslemede giris katmanindaki her
sinir hiicresi, sonucu etkilemesi istenen bir degiskene hizli sekilde karsilik
gelmektedir. Dongiisel bir durum olmayip isaretler girdi katmanindan ¢ikti
katmanina kadar tek yonlii baglantilar ile iletilir. Cok Katmanli Algilayicilar
(Multilayered Perceptrons) ve Ogrenme Vektor Nicelendirmesi (Learning Vector
Quantization) aglar1 ileri beslemeli aglara 6rnek olarak verilebilir. Ozellikle gok
katmanli ag yapisinda giris ve ¢ikislarin diginda arada gizli katmanlar yer almaktadir.
Agda yer alan girigler 6ncelikle, ilk gizli katmana baglanir, gizli katmanin ¢ikislari

ise kendisinden sonra gelen diger gizli katmanin girislerini olusturmaktadir. Sistem
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ag cikisia kadar bu sekilde devam eder. Sekil 4.16°da ileri beslemeli ¢cok katmanl
yapay sinir ag1 gosterilmistir [104-109].
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Sekil 4.16. ileri Beslemeli Cok Katmanli Yapay Sinir Ag1

Geri beslemede ise genellikle danismansiz 6grenme kurallarinin uygulandigr aglarda
kullanilip, baglantilar dongii icermekte ve her seferinde yeni veri setini kullanmakta
bu yiizdende girdiye daha yavas karsilik alinmaktadir. Geri besleme hem bir
katmandaki hiicreler arasinda hem de katmanlar arasindaki hiicreler arasinda olabilir.
Bu yapisi ile dogrusal olmayan dinamik bir davranis gosterir. En az bir hiicrenin
¢ikisi kendisine ya da diger hiicreye giris olarak verilmektedir. Bir andaki ¢ikis hem
o an hem de 6nceki girisi yansitabildigi i¢in 6zellikle 6nceden tahmin uygulamalari
i¢cin kullanilir. Hopfield, Elman ve Jordan aglar1 geri beslemeli aglara 6rnek olarak

verilebilmektedir [109]. Ileri ve geri ag yapilar1 Sekil 4.17°de gosterilmistir [111].
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Cok Tabakal lleri Besleme Ag Cok Tabakal Geri Besleme Ag

Sekil 4.17. Ileri Beslemeli ve Geri Beslemeli Ag Yapilari

4.6.7.5. YSA’nin Tercih Edilmesinin Nedenleri

YSA’lar gesitli ozellikleri sayesinde ¢ok fazla avantajlar sunmaktadir. YSA’lari
dogrusal olmayan yapilart géz Oniinde bulundurmasi en onemli 6zelliklerinden
birisidir. Boylece veri seti dogrusal olmayan yap1 icerse de analizler
gerceklesebilmektedir. Diger bir avantaji ise YSA’nin 6grenme 06zelligine sahip
olmasidir. Boylece karmasik problemlere ¢oziim saglayabilmekte, benzer olaylar
karsisinda genelleme yapabilmektedirler. Ayrica baglantidaki agirliklarda bilgi
saklayabildikleri i¢in bu bilgilere gore kendi ilisiklerini olusturup herhangi bir
denklem icermemektedirler. Ayrica ¢ok fazla degisken ve parametre ile calistiklari
icin genellemeler yaparak iyi bir dngdriide bulunabilirler. Belirsiz ve karmasik

bilgileri bile isleyip, analiz ettigi bilgi kiimesi i¢in uzman olarak diistinebilirler [111].
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5. YONTEM

Veri madenciligi yontemleri bircok aragtirmact tarafindan tahmin amach
kullanilmaktadir. Veri madenciligi  teknikleri altindaki smiflandirma  ve
degerlendirme,  egitim  verilerinin  olusturulmasina,  tahmin = modelinin
siiflandirilmasina ve ayrica siniflandirma verimliliginin test edilmesine yardimci
olur [116]. Kurulan modellerin gelecekte elde edilen veri setlerine uyarlanabilmesini
saglanabilir. Caligmada veri madenciligi i¢in CRISP metodolojisi uygulanmistir.
Siirecin glivenilir ve standart olabilmesi i¢in veri madenciligi CRISP metodolojisi
adim adim prosediirler 6nermektedir. Bu metodoloji; isi anlama, veriyi anlama, veri
hazirligi, modelleme, degerlendirme ve uygulamay1 igeren dongiisel bir siireci

izlemektedir [117]. Sekil 5.1’de Crisp-Dm isleyis modeli gosterilmistir [65].

Verileri

isi Anlama Verileri Anlama Modelleme Degerlendirme Hayata Gegirme
Hazirlama

Plani Hayata
Gegirme

Sonuglarin
Degerlendirilmesi

is Amaglarini ilk Verileri et S Modelleme
Kararlastirma Toplama ¢ Teknigi Segme

Plan izleme ve
Bakim

Degerlendirme
Siireci

Durum Verileri Verilerin Test Tasarim
Degerlendirmesi Tanimlama Temizlenmesi Olusturma

Veri Madenciligi
Hedefleri Verileri Kesfetme
Belirleme

Gelecek Adimlarin
Kararlastirilmasi

Verilerin
Yapilandinimasi

Sonug Raporu
Uretme

Model insasi

’
s

Proje Plani Veri Kalitesini Verilerin Model
Olusturma Dogrulama Tiimlestirilmesi Degerlendirme

Projenin

Degerlendirilmesi

Verileri
Bicimlendirme

Sekil 5.1. CRIPS-DM Isleyis Modeli

Bu calismada veri seti olarak Kirikkale Universitesi Egitim ve Arastirma

Hastanesi’nde toplanan 2657 klinik kaydi kullanilmistir. Bu verilerde, diyabet

[6)]
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sliphesiyle gelen hastalarin cinsiyetleri, yaslar1 ve diyabet hastalifiyla ilgili olan
laboratuvar gostergelerinin yer aldigi kayitlar bulunmaktadir. Elde edilen bu
verilerden yola ¢ikarak hastanin diyabet olup olmadigi tahmin edilmesi

amagclanmustir.

Daha oncede bahsedildigi gibi veri madenciliginde modeller, tahmin edici ve
tanimlayict olmak Ttzere iki ana baslik altinda toplanmaktadir. Tahmin edici
modellerde, sonuglar1 bilinen verilerden hareket edilerek bir model gelistirilmekte ve
bu modelden yararlanilarak sonuglar1 bilinmeyen veriler i¢in sonug degerlerin tahmin
edilmesi amaglanmaktadir [118]. Tahmin edici modellerde amag gelecegi 6ngdrecek

cikarimlarin yapilmasidir.

Tanimlayic1 modellerde ise karar vermeye rehberlik etmede kullanilabilecek mevcut

verilerdeki oOriintiilerin tanimlanmasi saglanmaktadir [119].

Yapilan ¢alismada, Orange programi kullanilarak k-NN, Karar agaci, Random
Forest, Yapay sinir aglari, Naive Bayes, Logistic Regression ve CN2 rule inducer
makine 6grenmesi algoritmalariyla tahmini yapilmis ve séz konusu yontemlerin
dogrulugu karsilagtirllmistir. Olusturulan modellerde verinin bir kism1 egitim verisi
olarak kullanilirken bir kism1 da modelin dogrulugunu test etmek i¢in kullanilmistir.

Onerilen mimari Sekil 5.2° de goriilmektedir.
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Sekil 5. 2. Onerilen Sistemin Mimarisi

Sekil 5.2°de goriilen mimariye gore toplanan veriler 6n islemeye tabi tutulmustur.
Verilerin kalitesi biiylik Ol¢iide tahminin sonucunu etkiler. Bu durum, verileri 6n

islemenin modelde 6nemli bir rol oynadig1 anlamina gelmektedir [120].

On isleme asamasinda eksik veriler temizlenmistir. Bagimli degiskenin
belirlenmesinin ardindan veriler egitim ve test verileri olmak iizere ikiye ayrilmigtir.
Verilerin %701 egitim verileri olarak kullanilirken %30’u modeli test etmek igin

kullanilmigtir. Bunun igin Sekil 5.3’te gosterilen, Data Sampler modiiliinden

yararlanilmistir.
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Gz Data Sampler E@

Information

2657 instances in input dataset.
Cutputting 1860 instances.

Sampling Type
(®) Fixed proportion of data:

' 70 Y

() Fixed sample size

4k

Instances: | 1

[] sample with replacement

() Croes validation

Mumber of folds:

(:l Bootstrap

Options
[ ] replicable {deterministic) sampling
[] stratify sample {when possible)

Sample Data

2] &

Sekil 5. 3. Data Sampler Modiilii

Her kayit i¢in verinin ismi, veri tipi ve tanimi Cizelge 5.1°de, gosterilmektedir.
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Cizelge 5.1. Dataset Description

Name Type Description Role
RESULT Categorical | O(no diabetes) / 1(diabetes) Target
GENDER Categorical | 1(Female) / 2(Male) Input
AGE Numerical | Age: Range is between 3 and 91 years. Input
CREATININE Numerical | A compound that is produced by metabolism of creatine and excreted in the urine. Input
PROXIMAL UREA | Numerical Input
eGFR Numerical Input
LDL Numerical | The form of lipoprotein in which cholesterol is transported in the blood. Input
An ester formed from glycerol and three fatty acid groups. Triglycerides are the main
TRIGLYCERIDE Numerical | constituents of natural fats and oils, and high concentrations in the blood indicate an Input
elevated risk of stroke.
SODIUM Numerical Input
POTASSIUM Numerical Input
ALBUMIN Numerical a simple form of protein that is soluble in water and coagulable by heat, such as that found input

in egg white, milk, and (in particular) blood serum.
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Veri setinden bir kesit ise Cizelge 5.2°de gosterilmistir. RESULT degiskeninde 1 diyabet olanlari, 0 diyabet olmayanlar1 ifade etmektedir.

Diger verilerde kan numunelerindeki degerlerdir.

Cizelge 5.2. Samples of Dataset

PROXIMAL

RESULT | GENDER |AGE| CREATININE UREA eGFR |LDL| TRIGLYCERIDE |SODIUM | POTASSIUM | ALBUMIN
1 1 58 0,7 21 87,2 | 117 117 141 4,96 4,44
1 1 68 0,5 22 124,22| 122 142 139 3,96 9,41
1 1 46 0,56 23 118,72| 101 656 140 4,48 0.68
1 2 66 2,04 85 33,15 | 141 138 147 6,11 53.86
1 2 80 0,9 45 82,04 | 132 205 147 4,63 1,09
1 1 52 0,51 37 128,71| 101 83 136 4,24 1,45
0 2 49 0,9 37 96,13 | 88,6 182 143 4,98 4,82
0 2 49 0,77 33 1151 | 78,4 193 143 4,81 5,1
0 2 49 0,82 21 107,04|51,8 191 141 4,6 4,8
0 2 23 0,79 22 131,6 | 100 125 141 4,6 4,93




5.1. Bulgular

Cizelge 5.3’e gore secilen algoritmalar i¢inde yapay sinir ag1 diger tahmin

yontemlerine gore en dogru sonucu vermektedir.

Cizelge 5.3. Veri Seti Kullanilan Modellerin Dogruluk Degerleri

Method Accuracy (%)
kNN 93.3
Tree 95.2
Random Forest 96
Neural Network 97.2
Navie Bayes 95.1
Logistic Regression 96.9
CN2 rule inducer 94.1

Onceki béliimlerde detayli sekilde anlatildigi gibi, Yapay Sinir Aglar1 (YSA), yapay
zekd ve insan beyninin biyolojik tepkisi kavramlarina dayanan 6grenme ilkesine
dayanan matematiksel modellerdir. Ayrica, YSA bilgi smiflandirmak, modellemek
ve tahmin etmek i¢in yap1 sistemleri siireclerine katilir. YSA, bir 6grenme ve
genelleme siireci ile ayarlanabilen veya egitilebilen sistemin birimleri olan isleme
elemanlar1 veya noronlara sahiptir. Bu agda, baglantilar sadece bir yonde ilerler, bu
dongiileri ve tekrarlayan baglantilar1 engeller [121]. Verideki degiskenlerin her

birinin bir néronu temsil ettigi durum Sekil 5.4°te goriilmektedir.
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Input Hidden 1 Output

©0

Sekil 5.4. Artificial Neural Networks

Sekil 5.5°te yapay sinir ag1 yontemi sonuglar1 yer almaktadir. Sonug stitunundaki 0
ve 1 degerleri hastaya ait gergek sonuglar gosterirken, yapay sinir agi siitunundaki
degerler program tarafindan tahmin edilen sonuclar1 gostermektedir. Burada “0”
degeri hastaligin olmadigmi gosterirken “1” degeri hastaligin var oldugunu

yansitmaktadir.
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Sekil 5.5. Results of Artificial Neural Network Analysis
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Sekil 5.6’da yer alan Test&Score Modiiliiyle de sonuglar gosterilecek olunursa,

modelin basarisi buradan da ¢ikarilabilmektedir.

A Test & Score = = 3
Sampling X0 lick on the table header to select shown
O Tz Method AUC CA  F1 Precision Recall

Nomber of folds: [ || |y 0240 0933 0830 0931 0933

| Stratified

atne Tree 0904 0952 0851 0951 0952

Cross validation by feature
Random Forest 0979 0.960 0959 0.960 0.960

Meural Network 0988 0972 0472 0972 04972
Maive Bayes 0986 0951 0931 0952 0.951
Logistic Regression 0.389 0969 0.968 0.968 0.969
CM2 rule inducer 0959 0341 0941 0.940 0341

() Random sampling
Repeat trainftest: 10 -
Training set size: |90 % ~
Stratified

O Leave one out

() Teston train data

() Teston test data

Target Class

(Average over classes) -

@ =

Sekil 5.6. Test Score Modiilii

Yine Sekil 5.7°de gosterilen, her bir modelin basarisin1 degerlendirebilen tablo olan
karmasiklik matrisinin verildigi kisimda, sonuclari daha ayrintili yorumlamak

mumkin olabilmektedir.
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Naive Bayes

Tree .
Random Forest Predicted
kNN
CN2 rule inducer 0.0 1.0 2
Logistic Regression 00 979%  56% 1540
Neural Network =
:(3 1.0 21%  944% 320
b3 1555 305 1860
Output
Predictions Probabilities
Send Automatically ‘ Select Correct | | Select Misdassified

Sekil 5.7. Confusion Matris
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6. SONUCLAR

Uluslararas1 diyabet federasyonu 2015 verilerine gore diinya tizerinde yaklasik her
12 kisiden birinde diyabet oldugu, diyabeti olan 2 kisiden birinin bunun farkinda
olmadigi, her 7 saniyede 1 kisinin diyabet nedeniyle hayatini kaybettigi, saglik
harcamalarinin 1/9’unun diyabet icin yapildigi, su an diinyada % 46,3’ teshis
edilmemis 387 milyon diyabetli oldugu, bu oranin diinyada % 8,3, Tiirkiye’de %14,8
oldugu, 2035 yilina kadar 205 milyon civarinda diyabet hastasi artig1 olacag: ifade
edilmektedir [124].
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Cizelge 6.1. Diyabet Komplikasyonlari

Komplikasyonlar

Bolge

Makrovaskiiler

Aciklama

Yeni tedavi edilen tip 2 diyabet
hastalarindaki inme riski, genel

poptilasyondaki riskin iki katindan

fazladir[125].

Diyabeti olan kisilerde
kardiyovaskiiler hastalik
gelismesi, diyabeti olmayan
kisilere kiyasla iki ila alt1 kat
daha olasidir[126].

Mikrovaskiiler

Bobreklerin filtreleme
sistemlerinde diyabetin neden
oldugu hasar (diyabetik
nefropati), bobrek yetmezliginin
onde gelen nedenlerinden
biridir[127].

Retinada diyabetin neden oldugu
mikrovaskiiler hasar (diyabetik
retinopati), korliiglin 6nde gelen

nedenlerinden biridir[128].

Diyabetin sinirlere verdigi hasar
(diyabetik noropati), siklikla ayak
ve bacak ampiitasyonuna neden
olan ayak yaralar1 ve iilserlerinin

onde gelen nedenlerinden
biridir[129].




Diyabetin diinyada ve ililkemizde artig orani, ekonomik maliyeti ve insan viicuduna
verdigi zararlar dikkate alindiginda diyabet iizerinde yapilan ¢aligmalarin degeri daha

1yi anlagilmaktadir.

Bu tez caligmasinda, yiliksek dogrulukta diyabetik ve diyabetik olmayan bireyleri
tanimlamak i¢in son derece hassas bir makine Ogrenme tahmin araci
tanimlanmaktadir. Bu ydntem, hastanelerde veya diyabet 6nleme programlarinda
genis capli tarama icin kullanilabilir. Cizelge 6.2°de arastirmada kullanilan
yontemlerin dogruluk degerleri yer almaktadir. Test edilen makine 6grenmesi
algoritmalarindan Neural Network algoritmasinin digerleri ile karsilastirildiginda
%97.2°1ik oranla en iyi smiflandirma dogruluguna sahip oldugu tespit edilmistir.
Logistic Regression algoritmast %96,9’luk oranla ikinci yliksek dogruluk oranina
sahiptir. %96 dogru tahmin orani ile Random Forest algoritmas: 3. Sirada yer

almaktadir.

Cizelge 6.2. Kullanilan Yo6ntemlerin Dogruluk Degerleri

Metot Dogruluk (%)
Neural Network 97.2
Logistic Regression 96.9
Random Forest 96

Calisma sonucu elde edilen %97,2’lik dogru tahmin ylizdesi olduk¢a yiiksek bir
degere sahiptir. Yapay sinir ag1 yontemi, siniflama, kiimeleme, tahmin, optimizasyon
ve arama ¢aligmalar1 gibi farkli amaglarla otomotiv, bankacilik, uzay, elektrik, saglik,

finans, sigorta, askeri ve endiistri gibi bir¢ok alanda kullanmaktadir.
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Bu calismada kullanilan degisken ve yoOntemlerin diyabet arastirma ve tedavi
merkezlerinde teshis yontemi olarak kullanilmasi bu alanda ¢alisan kisilere biiyiik

kolaylik saglayacaktir.

Sonraki ¢aligmalarda farkli degiskenler ve farkli algoritmalar ile dogru tahmin basar1
yiizdesi artirilabilir. Ayrica, bu arastirmada uygulanan modelin masaiistii, web
tabanli veya mobil cihazlara uygun olmak iizere uygulamalari hazirlanabilir.
Ozellikle web tabanli uygulamalar ile farkli bolgelerde bulunan saglik calisanlari

ayni platform tizerinden elde ettikleri yararli sonuglar1 paylagabilmektedir.
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