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OZET

TURKCE E-TICARET MUSTERI YORUMLARININ DERIN
OGRENME ILE COK ETIKETLI ANALIZI

Kirikkale Universitesi

Fen Bilimleri Enstitiist

Bilgisayar Miihendisligi Anabilim Dal1 Doktora Tezi
Danigsman: Prof. Dr. Hasan ERBAY
Es Danisman Dr. Ogr. Uyesi Mustafa COSAR
Subat 2023, 63 sayfa

Dijital teknolojilerin gelismesiyle birlikte internet ortaminda olusan veri miktari,
cesitliligi her gecen giin artmaktadir. Cevrimigi ticaret siteleri de bu verilerin
toplanmasinda en biiyiik katki saglayan uygulamalar arasindadir. Toplanan farkli
tiplerdeki, yani sayisal, metinsel verilerin analiz edilerek hem miisteriler i¢in hem de
sirketler i¢in daha faydali bilgilere donistiirecek uygulamalarin gelistirilmesi
gerekmektedir. Bu nedenle bu tez ¢alismasinda Tiirk¢e miisteri yorumlari iizerine
farkli  makine Ogrenimi teknikleri uygulanarak ¢ok etiketli analizler
gerceklestirilmistir. Ik olarak bu tez calismasi i¢in Tiirkge aligveris sitelerinden
Ozglin bir veri seti toplanmistir. Ardindan bu veriler {izerinde sirasiyla klasik makine
ogrenimi teknikleri ve derin 6grenme teknikleri uygulanarak miisteri yorumlarinin
cok etiketli analizi gerceklestirilmistir. Elde edilen sonuglar, c¢ok etiketli
smiflandirma uygulamalarinda yaygin olarak kullanilan degerlendirme metrikleri ile
karsilagtirmali olarak analiz edilmistir. Deneysel sonuglara gore, Tiirkce miisteri
yorumlarinin ¢ok etiketli siniflandirilmasi i¢in en basarili yontemin ince ayarlamasi
yapilmis BERT modeli oldugu tespit edilmistir.

Anahtar Kelimeler: Customer reviews analysis, deep learning, machine learning,
multi-label classification,

I



ABSTRACT

MULTI-LABEL ANALYSIS OF TURKISH E-COMMERCE CUSTOMER
REVIEWS WITH DEEP LEARNING

Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Computer Engineering, Ph. D. Thesis
Supervisor: Prof. Dr. Hasan ERBAY
Co-Supervisor: Asst. Prof. Dr. Mustafa COSAR
February 2023, 63 pages

With the development of digital technologies, the amount of data created on the
internet is increasing day by day. Online commerce sites are also the applications that
make the biggest contribution to this amount of data. By analyzing these textual data,
it is necessary to develop more useful applications for both customers and companies.
For this reason, in this thesis study, multi-label analyzes were carried out on customer
comments in Turkish by applying different machine learning techniques. First of all, a
unique data set was collected from Turkish shopping websites for this thesis study.
Then, multi-label analysis of customer comments was performed by applying classical
machine learning techniques and deep learning techniques, respectively, on these data.
The obtained results were analyzed in comparison with the evaluation metrics
commonly used in multi-label classification applications. According to the
experimental results, it has been determined that the most successful method for multi-
label classification of Turkish customer reviews is the fine-tuned BERT model.

Key Words: Customer reviews analysis, deep learning, machine learning, multi-label
classification,
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1. GIRIS

Elektronik ticaret (E-ticaret), internet aracilig1 ile gergeklestirilen ticari faaliyetlerdir.
E-ticaret, her gegen giin daha cok biiyliyen bir sektdr olarak dikkat cekmektedir ve
ozellikle kiiresel pandeminin etkisiyle daha ¢ok ilgi odagi olmustur. E-ticaret
sayesinde, miisteriler {irlin ve hizmetleri daha kolay ve hizli bir sekilde alabilmektedir.
Ayrica e-ticaret, miisterilerin {irlin ve hizmetler hakkinda daha fazla bilgi edinmelerine

ve karsilagtirma yapmalarina olanak saglamaktadir.

Miisteri yorumlart ise, e-ticaret sitelerinin {irlin ve hizmetleri hakkinda gergek
deneyimleri paylasan miisteriler tarafindan yazilan yazilar ve puanlar olarak
tanimlanir. Miisteri yorumlari, e-ticaret isletmelerinin miisteri memnuniyetini ve
iiriin/hizmet kalitesini 6lgmelerine olanak tanir. Ayrica misterilerin yorumlari, diger
potansiyel miisterilerin iiriin/hizmet hakkinda bilgi edinmelerine ve karar vermelerine
yardimci olur. Miisteri yorumlari, e-ticaret siteleri i¢in biiylik bir 6nem icermektedir
clinkii bu degerlendirmeler e-ticaret isletmelerinin miisteri memnuniyetini ve
iiriin/hizmet kalitesini dlgmelerine imkéan saglar. Ayrica miisteri yorumlari, e-ticaret
isletmelerinin miisteri beklentilerini ve ihtiyaglarini anlamalarina yardimci olur. Bu
sayede e-ticaret isletmeleri, miisteri memnuniyetini artirmak ve iiriin/hizmet kalitesini

iyilestirmek i¢in gerekli degisiklikleri yapabilirler.

Miisteri yorumlarinin en dikkat ¢ekici yani, potansiyel miisterileri etkilemesidir. Bir
iiriin hakkinda kararsiz kalan miisteriler, mevcut yorum ve degerlendirmeleri analiz
ederek {riinii alip almama yoniinde bir karar verebilirler. Potansiyel miisteriler, bu
yorumlart okuyarak iirlinlin ne kadar iyi oldugunu ve miisteri memnuniyetini
Olgebilirler. Bunula birlikte, iiriin hakkinda daha detayli bilgi de edinebilirler.
Belirtilen tiim bu nedenler, miisteri yorumlarinin hem e-ticaret isletmeleri i¢in hem de

miisteriler i¢in ne kadar 6nemli oldugunu belirtmektedir.

Diinyada biiyiik bir hizla gelisen e-ticaret, Tiirkiye’de de benzer gelisimi gdstermistir.
Internet kullaniminin yayginlasmasi, mobil uygulamalarmn gelistirilmesi ve e-ticaret
yasalarimin gelistirilmesi sektoriin Tiirkiye’de biiyiik bir hizla biiylimesine olanak
saglamistir. Hepsiburada, N11, Trendyol, Getir, YemekSepeti, GittiGidiyor, Morhipo

ve Markafoni Tiirkiye’de en ¢ok kullanilan e-ticaret siteleridir (Fastcompany, 2022).



E-ticaret siteleri genel olarak kullanimu arttik¢a arastirmacilara da kullanabilecegi daha
cok veri imkan1 sunmaktadir. Yukaridaki belirtilen sitelerde Tiirk miisteriler sayesinde
gerceklestirilen Tiirkge yorumlar ve degerlendirmeler ile her gegen giin artan bir veri
akis1 saglamaktadir. Bu yorumlarin ve degerlendirmelerin analiz edilmesi, hem e-
ticaret igletmeleri i¢in hem de miisteriler i¢in bilyiik bir 6nem tagimaktadir. E-ticaret
siteleri, yorumlar1 analiz ederek kendi isletmelerini daha ileri tasimak i¢in yeni fikirler
ve pazarlama teknikleri gelistirebilirler. Uriinlerde eksik olan ya da begenilmeyen
yonleri tespit ederek hem miisteri memnuniyetini artirmay1 hem de kendi stratejilerini,
kazanglarini artirmay1 saglayabilirler. Miisteriler de bu yorumlar1 degerlendirerek

kendi sartlarina uygun en iyi aligveris deneyimini yasayabilirler.

Dogal Dil Isleme (Natural Language Processing -NLP), metin madenciligi ve bilgi
teknolojilerindeki gelismeler birgok yeni uygulamanin gelistirilmesine yol agmustir.
Yapay zekada gelistirilen yeni yontemler ve giinliik iiretilen metinsel verilerin miktari
ve cesitliligindeki artig, gercek hayat problemleri ilizerinde ¢ok sayida arastirma
yapilmasina olanak saglamaktadir. Metin siniflandirma, NLP ve metin madenciliginin
en temel uygulama alanlarindan biridir. Metin siniflandirma problemi, ilgili metni
belirlenmis etiketlerle iliskilendirmek olarak tanimlanabilir. Veri kiimelerinin yapisi
ve cesitliligi, metin siniflandirma yontemlerini etkilemektedir. Sorunun ve metinin
durumuna bagli olarak her metin bir veya daha fazla etiket ile temsil edilebilir. Etiket
sayisina bagli olarak metin siniflandirma uygulamasinda ¢esitli farkliliklar ortaya
cikmistir; ikili siniflandirma, ¢ok sinifli siniflandirma ve ¢ok etiketli siniflandirma. Bu

siiflandirma tiirleri Cizelge 1.1°de 6rneklemlenmistir.

Cizelge 1.1 Metin Siniflandirma Cesitleri

Siniflandirma Tiirii Gorev Etiketler

Ikili Spam Filtreleme Normal, Spam

Cok Siniflh Duygu Analizi Pozitif, Notr, Negatif

Cok Etiketli Toksik Yorum Tespiti Tehdit, Toksik, Miistehcen,
Hakaret

Cizelge 1.1°de de gosterildigi lizere metin siniflandirma veri setinin yapisina gore lice
ayrilmaktadir. Bunlar ikili smiflandirma, coklu smiflandirma ve ¢ok -etiketli

siniflandirmadur. ikili metin siniflandirma, veri kiimesinde yer alan metinleri iki sinif



arasinda siniflandirmak icin kullanilan bir makine 6grenimi yontemidir. E-postalari
“normal” ve “spam” olarak siniflandirmak ya da yorumlar1 “pozitif” ya da “negatif”
olarak siniflandirmak ikili metin siniflandirmasina 6rnek caligsmalardir. Cok sinifl
metin simiflandirma, veri kiimesinde yer alan metinleri ikiden fazla sinif arasinda
smiflandirmak i¢in kullanilan bir makine 6grenimi yontemidir. Bu tiir siniflandirma
isleminde her metin yine ikili siniflandirmada oldugu gibi yalnizca bir etiket ile temsil
edilir. Bir metinsel ifadenin “ndtr”, “pozitif” ya da “negatif” duygu icermesi buna
ornek olarak gosterilebilir. Cok etiketli metin siniflandirma ise veri kiimesinde yer alan
metinleri birden fazla etiket atanarak siniflandirmak i¢in kullanilan bir makine
Ogrenimi yontemidir. Diger bir ifadeyle ¢ok etiketli siniflama ¢aligmasinda her metnin
birden fazla etiketi olabilir. Bir haber makalesinin hem “siyaset” hem de “ekonomi”

kategorilerine ait olmas1 bu duruma 6rnek gosterilebilir. Dikkat edelim ki hem ikili

hem de ¢oklu siniflama, tek etiketli siniflamadir.

Ikili metin simiflandirma, en ¢ok karsilasilan ve daha basit olan bir smiflandirma
tiiriidiir. Sahte haber tespiti (Rusli vd., 2020), spam e-posta tespiti (Al-Rawashdeh vd.,
2019), spam yorum tespiti (Shehnepoor vd., 2017) ve yazar dogrulamasi (Alterkavi ve
Erbay, 2021) ikili metin siniflandirmalarina rneklerdir. Ikili siniflandirmadan farkl
olarak, ¢ok sinifli metin smiflandirmasinda ikiden fazla etiket mevcuttur. ikili metin
siniflandirma ile ¢ok sinifli metin siniflandirmanin ortak noktasi, her iki modelde de
metinlerin yalnizca bir etiketle temsil edilmesidir. Duygu analizi (Liu vd., 2014), konu
modelleme (Esposito vd., 2016) ve es anlam ¢ikarimi (Leeuwenberg vd., 2016) ¢ok

siifli metin siniflandirma gorevlerine 6rnektir.

Hem ikili hem de ¢ok sinifli metin siniflandirmasi bir¢ok uygulamada basarili sekilde
kullanilmistir. Ancak bazi durumlarda her iki yontem de yetersiz kalmaktadir. Dil
yapisinin karmasikligi, kelimelerle anlatilmak istenenlerin ¢esitliligi ve ciimlelerde
vurgulanmak istenen anahtar kelimelerin farkliliklari bu metinlerin birden fazla
etiketler icerebilecegi durumlar1 dogurmaktadir. Bu ifadeleri tek bir etiketle
siirlamak, metinlerden daha ayrintilt bilgi ¢ikarimi yapilmasini engellemektedir. Bu
nedenle bilgi teknolojilerindeki gelismelerle birlikte bireylerin beklentilerini

karsilayabilmek i¢in ¢ok etiketli verilere ihtiya¢ duyulmaktadir.

1.1. E-Ticaret Miisteri Yorumlarinin Analiz Edilmesi

Bilgi teknolojilerindeki gelismeler hem yapay zekd uygulamalarimi hem de insan



davraniglarini, yasamlarini ve beklentilerini etkilemistir. Ozellikle dijitallesmenin yol
actig1 so6zde sosyal dijital yasam ve COVID-19 salgin1 kosullarinda insanlar giinliik
rutinlerinde interneti ¢calismak, aligveris yapmak, eglenmek ve 6grenmek i¢in yogun
bir sekilde kullanmaya baslamistir. Dijital yasama olan ilginin en biiyiik kaniti, e-
ticaret verilerinde gozlemlenebilir. Elde edilen son istatistikler (WPForms, 2022),
internet kullanicilarinin %93,5’inin  ¢evrimigi aligveris yaptigini gostermektedir.
ABD’de miisterilerin %41°1 Amazon e-ticaret sitesinden haftada bir veya iki kez
aligveris yaptig1 ve bu oranin 18-25 yas ars1 kullanicilar i¢in %50’ye, 26-35 yas arasi
miisteriler i¢in ise %57’ye ¢iktig1 belirtilmistir. 2040 yilina kadar tiim satin alma
islemlerinin %95’inin e-ticaret araciligi ile yapilacagi tahmin edilmektedir (Nasdagq,

2017).

Uriin degerlendirmelerinin miisterilerin ¢evrimici satin alma islemi yapmalarinda
biiylik bir etkisi mevcuttur. E-ticaret kullanicilarinin %55°1 bir iirlin veya sirketten
memnun olup olmadiklarini ailelerine ya da arkadaglarina belirtmektedir. Ayrica,
miisterilerin %90’inin e-ticaret aracilig1 ile bir satin alma islemi yapmadan Once
mevcut miisteri yorumlarint okudugu belirtilmistir. Tim bu gelismelerle birlikte
giinliik olarak artan veri miktar1 ve bunun miisteriler lizerindeki etkisi arastirmacilarin
dikkatini ¢ekmistir. Bu nedenle e-ticaret miisteri yorumlari {izerinde bir¢ok ¢alisma
gerceklestirilmistir. Yapilan bu arastirmalar {iizerinde calisilan veri setine ve
aragtirmanin yapisina gore bazi farkliliklar gdstermektedir. Cizelge 1.1.1, e-ticaret

miisteri yorumlarinin siniflandirilma gesitlerini ve olasi etiketlerini gostermektedir.

Cizelge 1.1.1 E-ticaret miisteri degerlendirmeleri siniflandirma yontemleri ve olasi
etiketler

Ikili Smiflandirma Cok Smifli Siniflandirma Cok Etiketli Siniflandirma
. Spam Yorum . Pozitif Yorum . Kaliteli Uriin
. Normal Yorum . Negatif Yorum . Fiyat/Performans
. Notr Yorum . Bedeninizi Alin
. Hizl Kargo
. Iyi Paketleme

Cizelge 1.1.1°de miisteri yorumlarinin analiz edilmesi i¢in gerceklestirilen {i¢ farkli
yaklasim gosterilmistir. Bu yaklasimlar Cizelge 1.1°de metin siniflandirma tiirleri

olarak gordiigiimiiz ikili siniflandirma, ¢ok sinifli siiflandirma ve ¢ok etiketli



siniflandirmadr. Ikili smiflandirmada miisteri yorumlar1 daha énceden belirtilen iki

etiketten birisi ile temsil edilmek tlizere siniflandirilir. Cok sinifli siniflandirmalarda

ise ikiden fazla etiket mevcuttur. Genellikle duygu analizi odakli gerceklestirilen bu

siiflandirma tiiriinde yine her bir miisteri yorumu sadece bir etiket ile belirtilmektedir.

Cok etiketli siniflandirmada ise her bir yorum birden fazla ve degisik 6zelliklere sahip

etiketler ile temsil edilir. Cizelgede de goriildiigli iizere bu farkli etiketler, miisteri

yorumlarindan daha farkli 6zelliklerin elde edilmesine olanak saglamaktadir.

Bu tez ¢caligmasinda, Tiirkce e-ticaret yorumlarinin klasik makine 6grenimi yontemleri

ve derin Ogrenme teknikleri ile cok etiketli analizi gerceklestirilmigtir. Tezin

katkilarini su sekilde siralayabiliriz:

Tez i¢in 6zglin bir veri seti hazirlanmistir. Literatiirde Tiirk¢e i¢in NLP
uygulamalarinda kullanilmak {izere bir¢ok veri vardir, ancak 6zellikle metin
siniflandirma uygulamalari i¢in kullanilan veriler cogunlukla ikili ve ¢ok siniflt
analizler i¢in kullanilmaya miisait verilerdir. Toplamda ii¢ farkli kategoriden
olusturdugumuz veri seti, 6zgiin ve ¢ok etiketli yapisi ile literatiire faydali bir
katk1 sunmustur.

Literatiirde Tiirk¢e miisteri yorum analizi ¢aligmalarinin duygu analizi odakli
oldugu goriilmiistiir. Bu tez ¢aligmasinda ise yorumlarin polarite analizinden
farkli olarak 6zniteliklerine gore siniflandirilmasi gergeklestirilmistir. Boylece
miisteri yorumlar1 farkli anahtar kelimelere gore kategorilendirilebilmistir.
Onerilen modeller neticesinde elde edilen basarimlarla, miisterilerin aligveris
deneyimlerinin daha kolaylastirilabilir hale getirilmesi hedeflenmistir.
Ozellikle e-ticaret sitelerinde miisterilerin katkilar1 ile artan yorum verisi
miktar1, yeni miisterilerin aligveris yaparken iiriin hakkinda bilgi edinebilmek
icin daha fazla zaman kaybetmesine, hatta tiriinle ilgili 6grenmek istedigi bazi
fikirleri gorememesine neden olmaktadir. Miisteri yorumlarinin ¢ok etiketli
analiz edilmesi ile bu soruna bir ¢éziim bulmaya calisilmistir. Elde edilen
bulgular, derin 6grenme yontemleri ile bu siniflandirma isleminin basarili bir
sekilde gergeklestirilebilecegini gostermistir.

Klasik makine Ogrenimi ve derin 6grenme algoritmalarinin ¢ok etiketli

smiflandirma goérevlerinde nasil performans sergileyecegi ve hangi 6zellik



cikarim yontemlerinin daha basarili sonuclar elde edecegi, karsilastirilmali analizlerle

cesitli degerlendirme metrikleri ile irdelenmisgtir.



2. LITERATUR TARAMASI

NLP, yararli uygulamalar gelistirmek i¢in dogal dildeki metinleri veya konusmay1
anlamak ve degistirmek i¢in bilgisayarlarin nasil kullanilabilecegini inceleyen bir
arastirma ve uygulama alanidir (Chowdhary, 2020). NLP aragtirmacilarinin amaci,
bilgisayarlarin dogal dili kullanarak gorevleri etkili bir sekilde islemesi ve
gerceklestirmesi i¢in araglar ve yontemler gelistirmek amaciyla, insanlar dili
kullanma ve anlama seklini ¢ogaltmaktir. Bu amagla bir¢ok farkli alanda NLP
uygulamalar1 gelistirilmistir. Ilk NLP arastirmalari, sdzciiksel ve morfolojik analizler
iizerinde yogunlagsmigtir. Ciimle ve paragraf yapilarinin NLP teknikleri ile basarilt
sekilde analiz edilmesinin ardindan, daha karmasik uygulamalar gelistirilmistir.
Otomatik konusma tanima(Yu & Deng, 2012), es referans ¢oziimleme(Soon vd.,
2001), isim-varlik tanima(Nadeau & Sekine, 2007), soru cevaplama(Lende &
Raghuwanshi, 2016), makine gevirisi(Lopez, 2008), bilgi ¢ikarimi(Grishman, 2015),
niyet tespiti(Xu & Sarikaya, 2013), konusma boliimii etiketleme(Schmid, 1994), iliski
cikarimi(Konstantinova, 2014), duygu analizi(Nasukawa & Yi, 2003), metin
Ozetleme(Tas & Kiyani, 2007) ve metin siniflandirma(Lavanya & Sasikala, 2021) gibi
en Onemli NLP gorevleri aragtirmacilar tarafindan arastirilmis ve bircok faydali

uygulama gelistirilmesine olanak saglamistir.

Bu tez calismasinda, e-ticaret yorumlari iizerinde simniflandirma ¢alismasi
gerceklestirilmistir. Literatiir incelendiginde bu alanda farkli veriler {izerinde degisik
yontemler kullanilarak bir¢ok yararli uygulamanin gelistirildigi tespit edilmistir.
Yapilan tiim ¢alismalar, veri yapisina ve uygulamanin ihtiyacina goére kullanilan
yontemlerde bir¢ok farklilik gostermektedir. Tezin bu boliimiinde, miisteri yorumlari

iizerine yapilan ¢aligmalar hakkinda bir literatiir 6zeti sunulacaktir.

Duygu analizi veya diislince madenciligi, insanlarin belirli bir varlikla ilgili
tutumlariin, goriislerinin ve duygularinin sistematik olarak incelenmesidir (Medhat
vd., 2014). Bir¢ok calismada miisteri yorumlarinin duygu analizi yapilmistir. Bu
caligmalarin neredeyse tamami polarite analizine odaklanmistir. Muslim (2020), grid

aramay1 ve Ozellik ¢ikarimi i¢in uni-gram kullanarak e-ticaret miisteri incelemesi veri



kiimelerini siniflandirmak i¢in SVM dogrulugunu gelistirmeyi amaglamistir. Olumlu
veya olumsuz olarak etiketlenmis Amazon miisteri yorumlar1 ve Lazada miisteri
yorumlarindan olusan veri kiimelerini kullanmistir. Deneysel sonuglari, SVM
algoritmasinda uni-gram ve grid arama uygulamasinin, Amazon yorumlarinin
siniflandirma dogrulugunu %26,4 artirarak %80,8, Lazada yorumlarinin dogrulugunu

ise %4,26 artirarak %90,13 dogruluk orani yakaligini belirtmistir.

Xu vd. (2020), biiyiikk olgekli ve cok alanli e-ticaret sitesi iiriin degerlendirme
duyarlilig1 siniflandirmasi i¢in siirekli bir Naive Bayes 6grenme ¢ercevesi sunmustur.
Calismalarinda Amazon iiriin ve film degerlendirme yorumlarindan olusan veri
kiimelerini kullanmislardir. Deneysel sonuglari, modellerinin ge¢mis alanlardan
Ogrenilen bilgileri yeni alanlarda 6grenmeye rehberlik etmek i¢in kullanabilecegini

gostermistir.

Vanaja ve Belwal (2018), Amazon miisteri yorumlari {izerinde boyut diizeyinde duygu
analizi gerceklestirmigtir. Yorumlarin olumlu, olumsuz veya nétr olup olmadigini
analiz etmislerdir. Karsilastirmali analizlerin sonucunda Naive Bayes kullanarak

%90,2 oraninda dogruluk bulduklarini belirtmislerdir.

Jabbar vd. (2019), e-ticaret uygulamalarinin {iriin yorumlarinin ger¢ek zamanli duygu
analizi smiflandirmast gergeklestirmistir. Amazon'dan toplanan miisteri yorumu
verilerinin duygu analizi i¢in bir model tasarlamak tizere SVM kullanmiglardir.
Yorumlart olumlu veya olumsuz olarak etiketlemislerdir. SVM kullanilarak
gerceklestirilen duygu analizi sonucunda %93,54 F1 puant elde ettiklerini

belirtmislerdir.

Parven vd. (2021), Latent Dirichlet Allocation (LDA) kullanarak kadinlarin e-ticaret

degerlendirmeleri lizerinde duygu analizi gerceklestirmiglerdir.

Tripathi vd. (2020), e-ticaret web sitelerinden miisteri yorumlarini toplayarak yeni bir
degerlendirmeyi daha fazla siniflandirmak i¢in farkli yararlilik oylarina sahip e-ticaret
web sitelerindeki yorumlarin metin igerigini incelemislerdir. Rastgele Orman
(Random Forest -RF) siniflandirict ile elde edilen en iyi dogrulugun %90,45 oraninda

oldugunu belirtmislerdir.

Kumar vd. (2016), duygu analizi ger¢eklestirmek icin Amazon web sitesinden veri
toplamislardir. Naive Bayes, lojistik regresyon ve SentiWordNet kullanarak yorumlari

olumlu veya olumsuz olarak siniflandirmislardir. Naive Bayes'in diisiince madenciligi



ve duygu analizi i¢in daha verimli bir yontem oldugunu belirtmislerdir.

Miyoshi ve Nakagami (2007), Japon iirin yorumlarinin anlamsal yoniinii tahmin
etmek i¢in bir yontem Onermislerdir. 1400 yorum igeren bir veri seti lizerinde

yaptiklar1 ¢aligmada yorumlari olumlu veya olumsuz olarak siniflandirmislardir.

Guan vd. (2016), miisteri yorumlarinin duygu analizini ger¢eklestirmek icin bir derin
derin O0grenme modeli gelistirmislerdir. Amazon e-ticaret sitesinden topladiklar
miisteri yorumlarini olumlu veya olumsuz olarak simiflandirmiglardir. Derin 6grenme

modeli, duygu analizinde %87,7 dogruluk orani elde etmistir.

Zhang vd. (2020) e-ticaret yorumlari i¢in yonlendirilmis agirlikli coklu siniflandirma
modeli Onermistir. Caligsmalarinda Amazon miisteri yorumlarindan olusan 10.000
yorum igeren bir veri seti kullanmiglardir. Duygu analizi i¢in ¢ok etiketli siniflandirma
modeli gelistirmiglerdir. Yonlendirilmis agirlikli modelleri %80 oraninda ortalama

duyarlilik degeri elde etmistir.

Shoja ve Tabrizi (2019), 142,8 milyon Amazon miisteri yorumu verisi kullanarak,
miisteri degerlendirmelerinin tavsiye sistemlerini gelistirmeye dahil etmek i¢in bir

derin sinir ag yaklagimi gelistirmistir.

Gu vd. (2020), MBGCYV adli yeni bir duygu analizi modeli 6nermistir. Calismalarinda,
olumlu veya olumsuz olarak etiketlenmis 31.107 miisteri yorumu kullanmislardir.
Onerdikleri model, miisteri yorumu duygu analizinde %94 oraninda dogruluk elde

etmistir.

Bilen ve Horasan (2021), Tiirk miisteri yorumlari iizerinde LSTM ag tabanli duygu
analizi gerceklestirmistir. Duygu analizi i¢in iki farkli veri seti kullanmiglardir. Tiirk
tiiketici yorumlarinin duygu analizi i¢in yaklasik 7000 yorumdan olusan yeni bir veri
seti toplamislardir. LSTM tabanli bir model kullanarak topladiklari verileri pozitif
veya negatif olarak siniflandirmis ve ikili duygu analizi i¢in %90,5 oraninda dogruluk

bulmuslardir.

Vural vd. (2013), Tiirkge metin belgelerinde denetimsiz duygu analizi i¢in yeni bir

model sunmustur. Caligsmalarinda veri seti olarak film yorumlarini kullanmiglardir.

Acikalin vd. (2020), BERT kullanarak olumlu ve olumsuz etiketler i¢in Tiirk¢e film
ve otel yorumlar lizerinde duygu analizi yapmistir. Caligmalarinda bulduklar1 en iyi

sonucun %93,3 dogruluk orani oldugunu belirtmislerdir.



Santur (2019), GRU kullanarak Tiirkce e-ticaret miisteri yorumlari {izerinde duygu
analizi gergeklestirmistir. Yorumlari olumlu, olumsuz ve tarafsiz olarak

simiflandirmistir. En iyi sonucun %95 dogruluk olarak bulundugunu bildirmistir.

Ozyurt ve Akgayol (2021), LDA kullanarak Tiirk¢e miisteri yorumlari iizerinde 6zelik
tabanli duygu analizi gergeklestirmistir. Akilli telefonlar hakkinda 1292 kullanici
yorumu toplanmig ve akilli telefonlar i¢in dokuz farkli 6zellik belirlemislerdir.

Sonuglarinda %82,39 oraninda dogruluk bulduklarini belirtmislerdir.
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3. MATERYALLER VE YONTEMLER

Bu boéliimde, bu tez caligmasinda kullanilan materyaller ve yontemler anlatilmaktadir.
Béliim ii¢ ana kisim i¢cermektedir. 11k olarak tez ¢alismasinin temelini olusturan dogal
dil isleme teknikleri anlatilmaktadir. Daha sonra ise uygulama asamasinda kullanilan
veri hakkinda detayl1 bilgi icermektedir. Son olarak ise verileri analiz i¢in kullanilan

makine 6grenimi ve derin 6grenme yontemlerinden bahsedilmektedir.

3.1. Dogal Dil isleme

Dogal dil isleme, bilgisayarlarin ve yazilimlarin insan dilini anlamasi ve kullanmasi
icin kullanilan bir alandir. NLP, insan dilini yazili ve so6zlii olarak kullanan
bilgisayarlarin ve yazilimlarin olusturulmasini amaglar. Bu alan dilin yapisini,
dilbilgisi ve semantik gibi konular1 ele alir ve bu konular1 kullanarak metin veya ses
verilerini analiz etme, anlama, ¢evirme ve Ozetleme gibi islemler gerceklestirir. Bu
teknolojiler insanlarin giinliik hayatlarin1 kolaylastirmakta ve isletmeler i¢in 6nemli

veriler elde etmelerine olanak tanimaktadir.

NLP teknolojileri bir¢cok farkli ¢alisma alanlarina sahiptir. Bu calisma alanlar1 ve

amaglar1 asagidaki sekilde sayilabilir:

Metin  Smiflandirma: Metin  verilerinin  belirli  bir kategoriye atanmasini
amaclamaktadir. E-postalarin spam olarak simiflandirilmast metin siiflandirma

uygulamasina 6rnek olarak gosterilebilir.

Metin Parcas1 Etiketleme: Kelimelerin dilbilgisi rollerinin tespit edilmesini
amaglamaktadir. Ciimle igerisindeki kelimeler isim, fiil, sifat vb. seklinde

smiflandirilir.

Makine Cevirisi: Belirli bir kaynak dilden baska bir hedef dile ¢eviri yapmay1

amaglamaktadir.
Metin Ozetleme: Metin verilerinin anahtar noktalarinin 6zetlenmesi amaglamaktadir.

Ses Tanima: Konusma verilerinin bilgisayarlar tarafindan anlagilmasi ve islenmesi
hedeflenmektedir. Sesli arama uygulamalari, navigasyon sistemleri, miisteri hizmetleri

otomasyonu vb. uygulamalarda kullanilmaktadir.
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Isimlendirilmis Varlik Tespiti: Metin verilerinde kisi, yer, sirket vb. gibi 6zel isimlerin

belirlenmesi ve etiketlenmesi amaglanmaktadir.

Ortak Referans Coziimleme: Metin verilerinde anlamsal olarak ayni1 kisi veya nesnenin

farkli yerlerde yer alan referanslarinin belirlenmesi amaglanmaktadir.

Metin Uretme: Metin verilerinden yararlanarak yapay dil kullanilarak yeni metinler

uretmektir.

Diyalog Uretme: Metin verilerinden yararlanarak sosyal medya, chatbot vb.

uygulamalar i¢in diyaloglar liretmektir.

Sesi Metne Doniistiirme: Konusma verilerinin metin olarak doniistiiriilmesini

amaglamaktadir.

3.1.1 Dogal Dil isleme On Islem Asamalar:
NLP 6n iglem asamalari, metin verilerinin anlasilir ve iglenebilir hale gelmesi icin

yapilan islemlerdir.
e Metin Temizleme

Metin verilerinden anlami etkilemeyen, gereksiz seylerin ¢ikarilmasini igerir, 6rnegin,
0zel karakterlerin, beyaz bosluklarin, satir sonlarinin, HTML etiketlerinin ve diger
alakasiz bilgilerin kaldirilmasimi kapsamaktadir. Bu adim, verilerden herhangi bir
parazitin ¢ikarilmasina ve verilerin daha kolay islenebilir hale gelmesini sagladig1 i¢in

dogal dil isleme uygulamalarinda 6nemli bir yer kapsamaktadir.
e Belirteclestirme (Tokenization)

Metin verilerini kelimeler veya ciimleler gibi daha kiicliik birimlere ayirmayi
icermektedir. Metin verilerinin daha kolay degistirilmesine izin verir ve metnin

baglamini anlamaya yardimci olur.
e Koklendirme (Stemming) ve Kok Coziimleme (Lemmatization)

Kelimeleri kok bigimlerini indirgemeyi amaclar. Kdklendirme, sozciiklerin son
eklerini kaldirmak icin basit kural tabanli yontemler kullanirken, kok ¢oziimleme
sozciikleri temel bi¢imlerine indirgemek i¢in morfolojik analiz gibi daha karmagsik
yontemler kullanir. Bu adim, verilerdeki farkli sdzcilik sayisinda bir azalis sagladigi

icin dogal dil isleme modellerinde performans artisina yol agar.

e Metin Normallestirme
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Tim metnin dogal dil isleme modeli tarafindan kolay ve basarili bir sekilde
islenebilmesi i¢in biitiin kelimelerin kii¢lik harf gibi ortak bir bigime doniistiiriilmesini
igerir.

Dogal dil islemedeki bu 6n isleme adimlari, modelin basarisina dogrudan etki ettikleri
icin ¢cok onemlidir. Metin verilerinin daha yapilandirilmis, tutarli ve kolay islenebilir
hale getirilmesini sagladig1 i¢in gerceklestirecek olan dogal dil isleme gorevlerinde

verilerin kolayca kullanilabilir hale gelmesine yardimeci olurlar.

3.2. Veri Seti

Literatiir taramas1  yapildiginda, Tiirkge e-ticaret miisteri yorumlarinin
siniflandirilmasi i¢in kullanilabilecek bir veri setinin mevcut olmadigi tespit edilmistir.
Bu tez calismasinda kullanilan veriler, 6zgiin olarak e-ticaret sitesinden belirlenen

kriterler dogrultusunda olusturulmus ve tez ¢alismasi i¢in hazirlanmistir.

Veri seti olusturulurken ilk olarak ¢ok, anlamli ve giivenilir verilerin elde edilmesi
hedeflenmistir. Mevcut Tiirkge e-ticaret siteleri incelendiginde veri ¢ekmek igin

aranan kriterleri saglayan en uygun sitenin Trendyol oldugu belirlenmistir.

3.2.1. Veri Cekmede Kullanilan Yontemler

E-ticaret sitesinden verileri toplamak i¢in Python programlama dili tercih edilmistir.
Python kullanilmasinin nedeni, veri ¢ekmek i¢in bazi dnemli kiitiiphaneleri i¢inde
barindirtyor olmasidir. Bu c¢alismada kullanilan verileri elde etmek i¢in Selenium
kiitiiphanesi kullanilmisgtir. Selenium, web uygulamalarini test etmek igin kullanilan
bir aragtir. Web tarayicilarini otomatik olarak kontrol edebilen bir kod kiitiiphanesidir
ve Python ile uyumlu bir sekilde calisabilmektedir. Web uygulamalarinin yiik ve
performans testleri, hata ayiklama iglemleri i¢in kullanilan Selenium, web
sayfalarindan verileri gekmek i¢in de kullanilabilir. Web tarayicisini otomatik olarak
kontrol ederek web sayfasinin HTML kodunu alabilir. Bu HTML kodu, daha sonra
veri ¢ekme i¢in kullanilabilir. Bu sayede web sayfasindaki verileri otomatik olarak

cekmek miimkiindiir.

Python ile web sitelerine ait HTML kodlarin1 almak i¢in yararlanabilecek baska kod
kiitiiphaneleri de mevcuttur. Ancak Selenium kiitiiphanesinin en biiyiik avantaji,
otomatik kontrol saglamasi ve Javascript kodlarini asagi dogru otomatik olarak
kaydirabilmesidir. Veri g¢ekmek igin secilen sitenin yapisi incelendiginde ilk

yorumlarinin hepsinin goziikmedigi tespit edilmistir. Biitiin yorumlara ulasmak i¢in

13



asag1 dogru fare yardimu ile kaydirma islemi gergeklestirilmesi gerekmektedir. Diger
kiitiiphaneler bu islemi gergeklestiremedigi i¢in, Selenium tercih edilmistir ve istenen

biitiin verilere ulasim saglanmistir.

3.2.2 Veri Seti Kategorileri

Tez galismasinda kullanilmak iizere ii¢ farkli veri seti olusturulmustur. Ug farkl1 veri
setinin olusturulmasi, farkli veri seti ve etiketler karsisinda gelistirilen modellerin
basarim oranlarin1 karsilastirmak ve analiz etmektir. Bu baglamda elektronik,
ev&yasam ve kadin giyim kategorilerine ait ii¢ farkli veri seti olusturulmustur. Bu
kategoriler, en c¢ok miisteri yorumu igeren iriinlere sahip olduklari i¢in tercih

edilmistir.
3.2.2.1 Elektronik Veri Seti

Elektronik veri seti, elektronik kategorisine ait Tiirk¢e e-ticaret miisteri yorumlarini
icermektedir. Toplamda 14,557 farkli yorum igeren bu veri setinde her bir yorum 6
farkl etiketten en az bir tanesinin 6zelliklerini tasimaktadir. Elektronik veri setine ait

etiketler “lirlin giizel”, “fiyat/performans”, “hizli teslimat”, “iyi paketleme”, “kaliteli

iiriin” ve “uygun fiyat” olarak veri setinde yer almistir.

“Uriin giizel” etiketi, ilgili iiriiniin kullanicilar tarafindan begenildigini ve giizel

bulundugunu belirtmektedir.

“Fiyat/performans” etiketi, ilgili {rlinlin fiyat performans {irtinii oldugunu

belirtmektedir.

“Hizl teslimat” etiketi, ilgili lirliniin hizl bir sekilde teslim edildigini belirtmektedir.
“Iyi paketleme” etiketi, ilgili iiriiniin kargo ambalajimnin begenildigini belirtmektedir.
“Uygun fiyat” etiketi, ilgili {iriiniin fiyatinin makul seviyede oldugunu belirtmektedir.
3.2.2.2 Ev&Yasam Veri Seti

Ev&Yasam veri seti, ev ve yagam kategorisine ait Tiirkce e-ticaret miisteri yorumlarini
icermektedir. Toplamda 12,563 farkli yorum igeren bu veri setinde her bir yorum 10
farkli etiketten en az bir tanesinin 6zelliklerini tagimaktadir. Ev&Yasam veri setine ait

2 (13

etiketler “iiriin giizel”, “sik duruyor”, “fiyat/performans”, “giinliikk kullanim”, “hizl
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teslimat”, “iyi paketleme”, “kaliteli iiriin”, “kirik geldi”, “saglam geldi” ve “uygun

fiyat” olarak veri setinde yer almigtir.

“Uriin giizel” etiketi, ilgili iiriiniin kullanicilar tarafindan begenildigini ve giizel
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bulundugunu belirtmektedir.

“Sik duruyor” etiketi, ilgili {riiniin aligveris yapan miisteriler tarafindan sik

bulundugunu belirtmektedir.

“Fiyat/performans” etiketi, ilgili Urlinlin fiyat performans {irtini oldugunu

belirtmektedir.

“Giinliik kullanim” etiketi, ilgili {irliniin musteriler tarafindan giinliik kullanim igin

uygun bulundugunu belirtmektedir.
“Hizl1 teslimat” etiketi, ilgili iiriiniin hizl1 bir sekilde teslim edildigini belirtmektedir.
“Iyi paketleme” etiketi, ilgili iiriiniin kargo ambalajinin begenildigini belirtmektedir.

“Kaliteli triin” etiketi, ilgili iirliniin miisteriler tarafindan kaliteli bulundugunu

belirtmektedir.

“Kirtk geldi” etiketi, ilgili Uriiniin misteriye kirik bir sekilde teslim edildigini
belirtmektedir.

“Saglam geldi” etiketi, ilgili {iriiniin miisteriye saglam bir sekilde teslim edildigini

gostermektedir.
“Uygun fiyat” etiketi, ilgili liriiniin fiyatinin makul seviyede oldugunu belirtmektedir.
3.2.2.3 Kadin Giyim Veri Seti

Kadin giyim veri seti, kadin giyim kategorisine ait Tiirkge e-ticaret miisteri
yorumlarimi icermektedir. Toplamda 24,274 farkli yorum igeren bu veri setinde her bir
yorum 5 farkli etiketten en az bir tanesinin 6zelliklerini tasimaktadir. Kadin giyim veri
setine ait etiketler “iiriin giizel”, “bedeninizi alin”, “kii¢iik alinabilir”, “kaliteli {iriin”

ve “kumas kalitesi” olarak veri setinde yer almigtir.

“Uriin giizel” etiketi, ilgili iiriiniin kullanicilar tarafindan begenildigini ve giizel

bulundugunu belirtmektedir.

“Bedeninizi alin” etiketi, ilgili {irlinlin aligveris yapan miisteriler tarafindan her
zamanki bedenlerini aldiklarin1 ve kiyafetin bedenlerine uygun oldugunu

belirtmektedir.

“Kiigiik alinabilir” etiketi, ilgili iiriiniin aligveris yapan miisteriler tarafindan
denendikten sonra birka¢ beden biiylik geldigini ve daha kiiciik bir beden alinmasi

gerektigini belirtmektedir.
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“Kaliteli tUriin” etiketi, ilgili iirliniin miisteriler tarafindan kaliteli bulundugunu

belirtmektedir.

“Kumag Kalitesi” etiketi, ilgili {irlinlin kumas kalitesi hakkindaki degerlendirmeleri

belirtmektedir.

3.3. Makine Ogrenimi

Makine 6grenimi, bir bilgisayar programinin veriye bakarak kendini gelistirmesine
olanak taniyan bir teknolojidir. Veri, genellikle Onceden etiketlenmis ve
siniflandirilmistir ve program, bu veriye bakarak bir gorevi 6grenir. Ogrenme islemi,

veriye cesitli matematiksel modeller uygulayarak gerceklestirilir.

Makine 6grenimi, iki temel kategoriye ayrilir. Bu kategoriler 6grenme siirecinde
ogretici veri kullanilip kullamlmamasi durumuna goére sekillenir. Ogretici veri
kullanilarak yapilan 6grenmeye “Denetimli Ogrenme* denir. Ogretici veri

kullanilmadan yapilan 6grenme ise “Denetimsiz Ogrenme” olarak isimlendirilir.

Denetimli 6grenmede veriler etiketli oldugu i¢in daha c¢ok kullanilmaktadir. Bu
ogrenme tiirii smiflandirma ve regresyon gibi gorevlerde kullanilmaktadir. Ogretici
veri, siniflandirma ve regresyon i¢in kullanilir ve program, 6gretici veriye dayanarak

ogrenme islemini gergeklestirir.

Denetimsiz veride ise etiketli veri bulunmamaktadir. Bu tiir 6grenme, verilerin yapisini
veya gruplarim kesfetmek icin kullanilir. Ornegin, kiimeleme veya boyut indirgeme

gibi gorevlerde kullanilir.
Makine Ogrenimi bircok alanda kullanilmaktadir. Bu alanlari asagidaki sekilde
sayabiliriz:

Ses ve Goriintii Isleme: Makine ogrenimi, ses ve goriintii isleme alanlarinda
kullanilmaktadir. Ornegin, ses tamima, goriintii tanima veya video analitik gibi

uygulamalarda kullanilir.

Sosyal Medya ve E-Ticaret: Makine 6grenimi, sosyal medya ve e-ticaret alanlarinda
kullanilmaktadir. Ornegin, &neri sistemleri, trend analizi veya miisteri segmentasyonu

gibi uygulamalarda kullanilir.

Saglik: Makine 6grenimi saglik alaninda da kullanilmaktadir. Ornegin hastalik tanisi,

tedavi planlamasi veya ilag gelistirme gibi uygulamalarda kullanilir.
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Finans: Makine dgrenimi, finans alaninda kullanilmaktadir. Ornegin portfdy yonetimi,

risk analizi ya da hisse fiyat tahmini gibi uygulamalarda kullanilir.

Otomotiv: Makine dgrenimi, otomotiv alaninda da kullanilmaktadir. Ornegin otomatik

slirlis veya cevre analizi gibi uygulamalarda kullanilir.

Robotik: Makine 6grenmesi, robotik alaninda kullaniimaktadir. Ornegin robotlarin yer

algilamasi, 6grenmesi veya insanlarla etkilesimi gibi uygulamalarda kullanilir.

Bu boliimiin geri kalan kisminda, tez ¢alismasinda kullanilan makine &grenimi

yontemleri hakkinda detayli bilgi verilecektir.

3.3.1. Binary Relevance

Binary Relevance(BR) algoritmasi, verilen bir drnege ait ¢oklu etiketleri tahmin
etmeyi amaclayan bir yontemdir. Bu algoritmanin arkasindaki fikir, her etiket igin
bagimsiz olarak bir ikili smiflandirici egitmek ve ardindan bu siniflandiricilar yeni

ornekler i¢in tahminler yapmak tizere kullanmaktir.
Algoritma su sekilde ¢aligir:

Veri kiimesindeki her etiket i¢in, 6rneklerin 6zellikleri ve bu etiketin varligini veya

yoklugunu gosteren ikili etiket kullanilarak bir ikili siniflandirict egitilir.

Yeni bir 6rnek geldiginde, her etiket icin bir tahmin elde etmek amaciyla

siiflandiricilar ilgili veriye uygulanir.

Siniflandiricilarin pozitif tahmin dondiirdiigii etiketlerin 6rnekte mevcut oldugu kabul

edilir.

BR algoritmasinin en énemli avantajlarindan bir tanesi, saglamis oldugu basitliktir.
BR algoritmasinin anlasilmasi ve ¢ok etiketli veriler iizerinde uygulanmasi kolaydir.
Bu avantajlarin  yaninda bazi smirlamalar1 da beraberinde getirmektedir.
Siniflandiricilar bagimsiz olarak egitildigi icin etiketler arasinda korelasyon veya
bagimliliklar dikkate alinmaz. Bu da bazi durumlarda yetersiz performansa yol

acabilir.

BR algoritmasi, Lojistik Regresyon (LR), SVM, RF ve benzeri gibi herhangi bir ikili
siniflandirici ile kullanilabilir. Bu tez ¢aligmasinda BR algoritmasi RF, Support Vector

Classifier(SVC) ve Naive Bayes(NB) siniflandiricilart ile birlikte kullanilmigtir.
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3.3.2. OneVsRest

OneVsRest(OvR) algoritmasi, ¢ok etiketli siniflandirma uygulamalarinda kullanilan
bir yontemdir. OvR’nin ardindaki temel fikir, her sinif i¢in, siniflandiricinin o sinifin
orneklerini diger tiim siniflarin 6rneklerinden ayirt edecek sekilde egitildigi ikili bir

smiflandirict yetistirmektir.

OvVR algoritmasi, veri kiimesindeki her sinif i¢in bir ikili siniflandiric1 egiterek calisir.
Her siniflandirici, o sinifin 6rneklerini diger tiim siniflarin 6rneklerinden ayirt edecek
sekilde egitilir. Ornegin, ii¢ etiket mevcutsa (A, B ve C), ii¢ siniflandirici egitilecektir.
Biri A sinifin1 B ve C siniflarindan ayirmak i¢in, digeri B sinifin1 A ve C smiflarindan
ayirmak i¢in ve son olani ise C sinifint A ve B siniflarindan ayirt etmek i¢in kullanilir.
Bu ayirt etme islemi i¢in bir esik degeri kullanilir ve her siniflandirici bu esik degerine

gore ornek veri i¢in bir giiven puani belirler.

Tim smiflandiricilar egitildikten sonra, her siniflandirict 6rnege uygulanarak ve en

yiiksek gliven puani veren sinif secilerek yeni drnekler siniflandirilabilir.

OvR algoritmasi, herhangi bir siniflandirma algoritmasi ile kullanilabilir. Bununla
birlikte uygulanmasi daha kolay ve iyi performans sergiledigi i¢in genellikle LR veya
SVM ile birlikte kullanilir. Bu tez caligmasinda OvR algoritmast LR, Stochastic
Gradient Descent (SGD), SVC ve XGBoost smiflandiricilari ile birlikte kullanilmuastir.

BR ve OvR algoritmalari, her ikisi de ¢ok etiketli siniflandirma gorevleri i¢in birden
cok ikili siniflandiricinin egitimini igermesi bakimindan benzerdir. Bununla birlikte,

iki yontem arasinda bazi temel farklar vardir.

BR metodu, bir ikili siniflandiricinin her etiket i¢in bagimsiz olarak egitildigi bir
yontemdir. Ornegin, veri setinde iic etiket varsa, her etiket icin bir tane olmak iizere iig
ikili siniflandirici egitilecektir. Yeni bir 6rnek sunuldugunda, her etiket i¢in bir tahmin
elde etmek amaciyla siniflandiricilar bu veriye uygulanir. Siniflandiricinin olumlu bir

tahmin dondiirdiigii etiketlerin drnekte mevcut oldugu kabul edilir.

OvVR ise, her etiket i¢in bir ikili siniflandiricinin egitildigi, ancak siniflandiricinin bu
etikete sahip ornekleri bu etiketi olmayan drneklerden ayirt edecek sekilde egitildigi
bir yontemdir. Ornegin, veri kiimesinde ii¢ etiket varsa, ii¢ ikili siniflandirict
egitilecektir. Biri etiket 1’e sahip ornekleri etiket 1’siz 6rneklerden ayirmak igin, bir

digeri etiket 2’ye ait drnekleri etiket 2’siz 6rneklerden ayirmak i¢in ve digeri de etiket
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3’e ait ornekleri etiket 3’sliz 6rneklerden ayirmak i¢in kullanilir. Siniflandiricilarin her
biri, her drnek i¢in bir puan verir ve bir esik degeri kullanilarak puanin esikten biiyiik

olup olmama durumuna gore ornekler etiketlendirilir.

Ozetle, iki algoritma arasindaki temel fark, BR’nin birden fazla smiflandiriciy:
bagimsiz olarak egitmesi, OVR’nin ise her siniflandiricinin belirli bir etikete sahip
ornekleri bu etikete sahip olmayan orneklerden ayirt etmek iizere egitildigi bir dizi

siiflandiriciyt egitmesidir.

3.3.3. Multi Label k-Nearest Neighbors (ML-kNN)
ML-KNN, veri setinde mevcut olan bir verinin aym1 anda birden ¢ok smifa ait
olabilecegi bir siniflandirma tiirli olan ¢ok etiketli siniflandirma gorevi i¢in kullanilan

bir makine 6grenmesi algoritmasidir.

Algoritmanin arkasindaki temel fikir, sinif etiketlerini belirlemek i¢in bir 6rnegin k-en
yakin komsularmi kullanmaktir. Bir rnegin k-en yakin komsulari, Oklid mesafesi gibi
bir mesafe Olgiisii kullanilarak o6rnek ile veri kiimesindeki diger tiim oOrnekler

arasindaki mesafe hesaplanarak belirlenmektedir.

ML-kKNN algoritmasi iki temel adimdan olusur. ilk adim, bir 6rnegin k-en yakin
komsusunu bulmaktir. Bu, 6rnek ile veri kiimesindeki diger tiim 6rnekler arasindaki

mesafeyi hesaplayarak ve ardindan 6rnege en yakin k 6rnegi segilerek gerceklestirilir.

Ikinci adim, 6rnegin simif etiketlerini belirlemek icin k-en yakin komsunun smif
etiketlerini kullanmaktir. Bu, her sinif etiketinin k-en yakin komsular arasinda kag kez
goriindiigii sayilarak ve ardindan 6rnek i¢in tahmin edilen sinif etiketi olarak en sik

goriinen sinif etiketi segilerek yapilir.

Algoritma ayrica, tahmin edilen sinif etiketlerindeki giiven derecesini kontrol etmek
icin kullanilan “giiven diizeyi” ad1 verilen bir parametreye sahiptir. Giiven diizeyi, sifir
ile bir arasinda bir degerdir ve ornek icin o etiketin tahmin edilebilmesi i¢in belirli bir

smif etiketine sahip olmasi gereken k-en yakin komsularinin oranini temsil eder.

ML-KNN basit ve etkili bir algoritmadir. Uygulanmasi kolaydir ve biiytik veri kiimeleri
icin verimlidir. Ancak, k se¢imine ve kullanilan mesafe dl¢timiine duyarlidir. Ayrica,
ozelliklerin birbirinden bagimsiz oldugunu varsaymaktadir. Gergek diinya verilerinde

ozellikler arasinda bagimlilik oldugu durumlarda diisiik performans sergileyebilir.
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3.3.4. Smiflandirma Algoritmalar:
Bu béliimde, bu tez ¢alismasi i¢in BR ve OvR ¢ok etiketli siniflandirma metotlarinda

kullanilan siniflandirma algoritmalar: anlatilacaktir.

3.3.4.1 Rasgele Orman

Rasgele Orman (Random Forest), smiflandirma ve regresyon uygulamalari i¢in
kullanilan bir topluluk 6grenme yontemidir. Her agacin verilerin rastgele bir alt kiimesi
izerinde egitildigi bir karar agaclar biitiiniinii kapsamaktadir. Nihai ¢ikt1, tiim karar

agaclarinin ¢iktilarinin birlestirilmesiyle belirlenir.

Rastgele bir ormandaki karar agaclart miimkiin oldugu kadar biiyiitiiliir ve budama
yapilmaz. Egitim siirecinde, her aga¢ icin, egitim seti olarak rastgele bir veri 6rnegi
secilir ve karar agacindaki her diigiimde, en iyi bdliinmeye karar vermek igin
ozelliklerin rastgele bir 6rnegi kullanilir. Bu siireg, belirli sayida agac icin tekrarlanir
ve son tahminler, tek tek agaclarin tahminlerinin ortalamasi alinarak veya oylanarak

yapilir.

RF kullanmanin en oO6nemli avantaji, birden ¢ok karar agacmin sonuglarinin
ortalamasini alarak asir1 6grenme riskini azaltmasidir. Asir1 6grenmenin azaltilmasi,
ozellikle yiiksek boyutlu ve karmasik veri kiimeleriyle ugrasirken, modelin genel

performansinda 6nemli bir iyilesmeye yol agabilmektedir.

RF ayrica geleneksel karar agaci algoritmalari tarafindan ele alinmayan eksik degerleri

ve kategorik degiskenleri isleme yetenegine de sahiptir.

3.3.4.2 Destek Vektor Simiflandirma

Destek Vektor Siniflandirma (Support Vector Classifiers - SVC) metodu,
smiflandirma ve regresyon uygulamalar: i¢in kullanilabilen bir denetimli 6grenme
algoritmasidir. SVC’lerin ardindaki temel fikir, yeni veya gorlinmeyen veriler
izerinde dogru tahminler yapmak icin egitim verilerindeki farkli siniflar1 ayiran en iyi

sinir1 belirlemektir.

SVC algoritmasi, giris verilerini daha yliksek boyutlu bir 6zellik uzayina esleyerek

calisir ve burada smiflar1 ayiran dogrusal bir sinir bulmay1 miimkiin kilar. Sinir, her
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smiftan en yakin veri noktalar1 arasindaki mesafeye olan marj1 maksimize edecek
sekilde secilir. Bu en yakin noktalara destek vektorleri denir ve sinirin konumunu

belirlerler.

SVC algoritmasi, verileri daha yiiksek boyutlu bir alana doniistiirerek bir sinir
bulabildiginden, verilerin orijinal 6zellik uzayinda dogrusal olarak ayrilamaz oldugu
durumlarda ¢ok kullanighdir. Bunu basarmak i¢in algoritma, daha yiiksek boyutlu
uzayda koordinatlar1 agik¢a hesaplamadan verilerin dogrusal olmayan bir dontisiimiinii

gerceklestirmesine izin veren, ¢ekirdek hilesi ad1 verilen bir teknik kullanir.

SVCr’nin bir diger avantaji, farkli ¢ekirdek fonksiyonlarint kullanarak hem dogrusal
hem de dogrusal olmayan karar sinirlarini isleyebilmesidir. Diger bir avantaji ise, asir1

ogrenmeden kacinmayi saglayan bir parametreye sahip olmasidir.

SVC’ler iyi bir genelleme yetenegine sahiptir, yani yeni veriler iizerinde iyi
performans verebilmektedir. Bununla birlikte, SVC’ler birden fazla ikili
siniflandiriciy1 egiterek ve bunlart birlestirerek ¢ok etiketli siniflandirma uygulamalari

icin kullanilabilirler.

3.3.4.3 Naive Bayes

Naive Bayes, simiflandirma gorevleri i¢in kullanilan ve Bayes teoremine dayanan
olasiliksal bir makine O&grenme algoritmasidir. “Naive” yani saf olarak
adlandirilmasinin sebebi, veri kiimesindeki tiim ozelliklerin birbirinden bagimsiz
oldugunu yapmasidir. Bu varsayimla birlikte algoritma siniflandirma uygulamalari

icin bagaril1 bir performans sergilemektedir.

Ug farkli Naive Bayes algoritmasi mevcuttur. Bunlar Gaussian Bayes, Multinomial
Bayes ve Bernoulli Bayes algoritmalaridir. Gaussian Naive Bayes siirekli veriler igin
kullanilan algoritmadir. Multinomial Naive Bayes metin siniflandirmas1 gibi ayrik
veriler i¢in kullanilmaktadir. Belirli bir etikete ait bir belgedeki her kelimenin
olasiligin1 modeller. Bernoulli Naive Bayes algoritmasi da ayrik veriler i¢in kullanilir.
Multinomial algoritmasina benzerlik gostermekle birlikte aralarindaki fark, Bernoulli

algoritmasinin bir 6zelligin bir sinifta var olup olmama olasiligin1 modellemesidir.

Egitim siireci agisindan, algoritma ilk olarak egitim verisindeki her bir siifin ilk

olasiligini 6grenir. Ardindan, her 6zellik i¢in, her smifa verilen 6zelligin olasilig
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ogrenilir. Bu olasiliklar daha sonra her bir sinifin son olasiligin1 hesaplayarak yeni
verileri simniflandirmak i¢in kullanilir. Son olasilik degeri en yiiksek olan sinif, test

verilerinin sinif tahmininde atama degeri olarak kullanilir.

Naive Bayes algoritmasi, siiflandirma gorevleri i¢in oldukga etkili ve uygulamasi
kolay bir yontemdir. Ikili, ¢ok simifli ve ¢ok etiketli siniflandirma problemlerinde
basarili bir sekilde kullanilabilir. Ayn1 zamanda yiiksek boyutlu veri kiimeleri i¢in de

kullanigl bir algoritmadir.

3.3.4.4 Lojistik Regresyon

Lojistik Regresyon, ikili siniflandirma ve ¢ok sinifli siniflandirma uygulamalarinda
yaygin olarak kullanilan istatistiksel bir yontemdir. Lojistik regresyonun arkasindaki
temel fikir, bir lojistik fonksiyon kullanarak bir dizi bagimsiz degisken ile bir ikili
bagimli degisken arasindaki iliskiyi modellemektir. Sigmoid islevi olarak da bilinen
lojistik islev, herhangi bir girdi degerini O ile 1 arasinda bir olasilik olarak

yorumlanabilecek bir degerle esler.

Lojistik regresyonun amaci, bagimsiz degiskenler ile bagimli degisken arasindaki
iliskiyi aciklayan en uygun modeli bulmaktir. Bu, bir dizi parametre olarak verilen
verileri gozlemleme olasiligini ifade eden bir olasilik fonksiyonu tanimlayarak ve
ardindan olabilirlik fonksiyonunu maksimize eden parametre setini bulmak igin

gradyan optimizasyon algoritmasi kullanilarak gerceklestirilir.

Lojistik regresyon, basit ve yorumlanabilir bir algoritmadir. Cesitli gorevler igin
uygulamasi kolay ve biiylik veri kiimeleri i¢in etkilidir. Ancak, bagimsiz degiskenler
ile bagiml degiskenler arasindaki iligkinin dogrusal oldugunu varsayar ve gergek
diinya verilerinde bu durum bodyle olmayabilir. Ayrica, verilerin aykiri deger

icermedigini ve ¢ok fazla eksik degere sahip olmadigini varsayar.

3.3.4.5 Stochastic Gradient Descent(SGD)

SGD, optimizasyon amagli kullanilan bir algoritmadir. Esas olarak lineer regresyon,
lojistik regresyon, sinir aglar1 vb. gibi makine 6grenimi modellerini egitmek igin

kullanilir.
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Algoritmanin ana fikri, model parametrelerini, parametrelere gore fonksiyonun negatif
gradyant yoniinde yinelemeli olarak giincellemektir. Fonksiyonun gradyant,
parametrelere gore kismi tiirevlerin bir vektoriidiir ve fonksiyondaki en dik artig
yoniinii gosterir. Algoritma ters yonde hareket ederek fonksiyonun minimumunu

bulmay1 amaglamaktadir.

Standart Gradient Descent’den farki, SGD’nin algoritmanin tiim egitim setini
kullanmak yerine her seferinde yalnizca bir egitim 6rnegi kullanarak parametreleri
giincellemesidir. Bu, bellege sigmayan biiylikk veri kiimelerinde bile ilerleme

saglayabildigi i¢in algoritmay1 ¢ok daha hizli hale getirir.

SGD, biiyiik veri kiimelerini ve yliksek boyutlu parametre alanlarini isleyebilen giiglii
bir optimizasyon algoritmasidir. Ogrenme orani, parametrelere duyarli bir
algoritmadir. Bununla birlikte her zaman kiiresel minimuma yakinsamayabilir, bunun

yerine yerel bir minimuma takilip kalabilir.

3.3.4.6 eXtreme Gradient Boosting(XGB)

XGB, smiflandirma ve regresyon gibi makine 6grenimi gorevlerinde yaygin olarak
kullanilan, gradyan artirmaya yonelik agik kaynakli bir algoritmadir. Biiylik veri
kiimelerini ve yiiksek boyutlu 6zellik alanlarini islemek icin 6zel olarak tasarlanmig

bir gradyan giiclendirme uygulamasidir.

Gradyan artirma, daha giiclii bir model olusturmak icin birden ¢ok Ogreniciyi
birlestiren bir toplu 6grenme yontemidir. Gradyan artirmanin ardindaki fikir, topluluga
yinelemeli olarak yeni zayif Ogreniciler eklemek ve her yeni &grenicinin onceki

ogrencilerin yaptig1 hatalar diizeltmek icin egitilmesidir.

Algoritma, egitim verileri iizerinde basit bir model egiterek baglar. Ardindan, egitim
verileri i¢in Ongoriilen degerler ile gercek degerler arasindaki farki hesaplar. Daha
sonra hesapladig: farklar lizerinde yeni bir model egitir ve yeni modelin tahminlerini
onceki modelin tahminlerine ekler. Bu igslem belirli sayida iterasyon i¢in tekrarlanir.

Nihai tahminler, tim modellerin tahminlerinin toplanmasiyla elde edilir.

XBG, diger gradyan artirma algoritmalarindan farkli olarak bazi benzersiz 6zelliklere

sahiptir.

Aga¢ budama: XGB, modelin karmasikligin1 azaltmak ve fazla 6grenmeyi azaltmak
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icin agac budama adi verilen bir teknik kullanir.

Diizenlilestirme: XGB, kayip fonksiyonuna bir ceza terimi ekleyerek asir1 §grenmeyi

engellemek icin diizenlilestirme ad1 verilen bir teknik kullanir.
Eksik degerleri isleme: XGB, verilerdeki eksik degerleri otomatik olarak isleyebilir.

Kategorik degiskenleri isleme: XGB, tek seferlik kodlamaya ihtiyag duymadan
kategorik degiskenleri dogrudan isleyebilir.

Paralel isleme: XGB, egitim siirecini hizlandirmak i¢in paralel islem yapmaktadir.

XGB, ¢esitli makine 6grenimi gorevleri i¢in endiistride ve akademide yaygin olarak
kullanilan gii¢lii ve esnek bir algoritmadir. Biiyiik veri setlerini ve yiiksek boyutlu
ozellik alanlarim1 verimli bir sekilde isleyebilmektedir. Agag¢ sayis1 ve 6grenme hizi

gibi parametrelere duyarli bir algoritmadir.

3.3. Derin Ogrenme

Derin 6grenme, birbirine bagl diiglimlerin ¢oklu katmanlarindan olusan yapay sinir
aglarinin tasarimi ve gelistirilmesi ile ilgilenen makine 6greniminin bir alt alanidir. Bu
aglar, yalnizca birkag¢ katmana sahip geleneksel sinir aglarinin aksine, birgok katmana

sahip olduklar1 i¢in derin olarak adlandirilmaktadir.

Derin 6grenme algoritmalari, insan beyninin yapisindan ve islevinden ilham alir ve
goriintli tanima, dogal dil isleme ve konugma tanima gibi ¢ok ¢esitli sorunlar1 ¢6zmek

icin kullanilir.

Birgok farkli derin 6grenme algoritma ¢esidi vardir. Bunlardan en ¢ok kullanilanlari
Ileri Beslemeli Sinir Aglar1 (FFNN), Evrisimli Sinir Aglar1 (CNN), Tekrarlayan Sinir
Aglar1 (RNN), Otomatik Kodlayicilar ve Uretken Cekismeli Aglar (GAN)’dur.

FFNN, bilginin girdi katmanindan ¢ikt1 katmanma tek yonde aktigi derin 6grenme

algoritmalarinin en basit tiiriidiir.

CNN, goriintii verilerini islemek icin 0zel olarak tasarlanmis derin &grenme
algoritmalaridir. Goriintiiden 6zellikleri ¢ikarmak i¢in evrisim adi verilen bir teknik

kullanir ve ardindan bu 6zellikleri goriintliyli siniflandirmak igin kullanirlar.

RNN, zaman serileri, konugma veya metin gibi sirali verileri islemek icin 6zel olarak

tasarlanmig derin 6grenme algoritmalaridir. Onceki 6geleri takip ederken verileri her
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seferinde bir 6ge olarak islemek i¢in yineleme adi verilen bir teknik kullanirlar.

Otomatik kodlayici, denetimsiz 6grenme icin kullanilan ve amacin girdi verilerinin
kompakt bir temsilini 6grenmek oldugu derin 6grenme algoritmalaridir. Bir kodlayict
ve kod ¢oziicliden olugsmaktadirlar. Kodlayic giris verilerini diisiik boyutlu bir temsile

eslerken kod ¢oziicii diisiik boyutlu temsili orijinal verilere geri eslemektedir.

GAN, denetimsiz 6grenme i¢in kullanilan ve amacin girdi verilerinin iiretken bir
modelini 6grenmek oldugu derin 6grenme algoritmalaridir. Bunlar, lireticinin yeni veri
ornekleri tirettii ve ayrimcinin iiretilen drnekler ile gercek ornekler arasinda ayrim

yapmaya calistigi, bir olusturucu ve bir ayrimci olmak tizere iki sinir agindan olusur.

Derin 6grenme algoritmalari, egitim i¢in biiyiik miktarda veri ve hesaplama
gerektirmektedir. Agin agirliklarini gilincellemek igin geri yayilim adi verilen bir
teknik kullanir. Derin 6grenmenin basarisi, biiyiilk miktarda veri ve hesaplama
kaynaklarinin yani sira derim mimarilerin verilerin hiyerarsik temsillerini 6grenme

yeteneginden kaynaklanmaktadir.

Derin 6grenme ve makine Ogrenme yapay zekanmn bir alt dali olmakla birlikte
yaklasim, teknik ve uygulamalarda farkliliklar gostermektedirler. Makine 6grenimi;
denetimli 6grenme, denetimsiz 6grenme, yar1 denetimli 6grenme ve takviyeli 6grenme
gibi cesitli teknikleri igeren daha genis bir alandir. Derin 6grenme ise, dzellikle derin

sinir aglarinin kullanimina odaklanan, makine 6greniminin bir alt dalidir.

Makine 6grenimi algoritmalari arasinda dogrusal regresyon, lojistik regresyon, karar
agaclari, k-en yakin komsular ve destek vektdr makineleri bulunmaktadir. Derin
O0grenme algoritmalar1 ise ileri beslemeli sinir aglarini, evrisimsel sinir aglarini,
tekrarlayan sinir aglarini, otomatik kodlayicilart ve iiretken cekismeli aglardan

olusmaktadir.

Makine Ogrenimi algoritmalar1 genellikle egitmek i¢in derin &Frenme
algoritmalarindan daha az veri gerektirir. Derin 6grenme algoritmalari, egitim igin

biiyiik miktarda veri ve hesaplama kaynaklarina ihtiya¢ duymaktadir.

Makine 6grenimi algoritmalari, derin 6grenme algoritmalarindan genellikle daha basit
ve yorumlamasi daha kolaydir. Derin 6grenme algoritmalarinin karmasik yapisi ve az

dogrusal yapisi, yorumlanabilir modellerin gelistirilmesini zorlastirmaktadir.

Derin 6grenme algoritmalari, 6zellikle yeterli miktarda veri mevcut oldugunda, bircok
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uygulamada en yiiksek performans degerlerini elde edebilir. Makine 6grenimi
algoritmalar1 da hala bir¢ok uygulamada yeterli performansi gostermektedir ve yaygin

olarak kullanilmaya devam etmektedir.

3.3.1 Long Short-Term Memory (LSTM)
LSTM zaman serileri, konusma verileri veya metin gibi sirali verileri islemek i¢in
tasarlanmig bir tiir RNN mimarisidir. Dil ¢evirisi veya konusma tanima gibi, modelin

bilgileri uzun siireli hatirlamasini gerektiren gorevler i¢in 6zellikle kullaniglidir.

Geleneksel bir RNN, hiicreler ad1 verilen yinelenen modiiller zincirinden olusur. Her
hiicre bir 6nceki hiicreden bir girdi ve bir gizli durum alir ve bir ¢ikt1 ve yeni bir gizli
durum tretir. Gizli durum, ge¢misten gelen bilgileri depolamak i¢in kullanilir ve
zincirdeki bir sonraki hiicreye iletilir. Bununla birlikte, geleneksel RNN'ler, egitim
sirasinda parametrelerin gradyanlart ¢ok kiiciik oldugunda ortaya c¢ikan ve
parametrelerin gilincellenmesini zorlastiran, kaybolan gradyan sorunu adi verilen bir
sorundan muzdariptir. LSTM'ler, bilgileri uzun siire depolamak i¢in kullanilan hiicre
durumu ad1 verilen ek bir durum sunarak bu sorunu ¢ézer. Hiicre durumu, hiicrelerden
degismeden gecirilir ve ag ilizerinden bilgi akisini kontrol etmek i¢in kullanilir.
LSTM'ler ayrica hiicre durumuna giren ve ¢ikan bilgi akisini kontrol etmek i¢in giris

kapisi, unutma kapisi ve ¢ikis kapist olarak adlandirilan ti¢ kap1 kullanir.

Giris kapisi, hiicre durumuna girmesine izin verilen bilgi miktarin1 kontrol eder,
unutma kapisi, bir sonraki hiicreye gegmesine izin verilen bilgi miktarini kontrol eder
ve ¢ikis kapisi, ¢ikmasina izin verilen bilgi miktarini kontrol eder. Bu kapilar,
ogrenilen agirliklar tarafindan kontrol edilir ve hangi bilgilerin saklanmasi ve

hangilerinin atilmasi gerektigine karar vermek i¢in kullanilir.

LSTM aglari, dil modelleme, konugma tanima, makine g¢evirisi ve digerleri gibi ¢cok
cesitli gorevler icin kullanilabilir. Uzun vadeli bagimliliklar1 olan sirali verileri
islemek i¢in Ozellikle yararlidirlar ve bilgileri uzun siire hatirlayabilirler. Bununla
birlikte, LSTM'ler hesaplama ag¢isindan pahali olabilir ve egitilmesi i¢in ¢ok fazla veri

gerektirebilir.

3.3.2 Bidirectional Long Short Term Memory (Bi-LSTM)
Bi-LSTM, giris dizisinin hem ge¢misinden hem de geleceginden gelen bilgileri
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birlestirerek sirali verileri islemek iizere egitilmis bir (RNN) mimarisidir. Geleneksel
bir LSTM'de, belirli bir zaman adimindaki gizli durum, 6nceki gizli durumun ve
mevcut girdinin bir fonksiyonudur. Bununla birlikte, bir Bi-LSTM'de, belirli bir zaman
adimindaki gizli durum, hem o©nceki gizli durum ve mevcut girdinin hem de

gelecekteki gizli durum ve gelecekteki girdinin bir fonksiyonudur.

Bi-LSTM mimarisi, giris dizisini zit yonlerde islemek icin egitilmis iki LSTM
katmanindan olusur: Bir katman, diziyi soldan saga (yani, giris dizisinin sirasina gore)
isler ve diger katman, diziyi sagdan sola (yani, giris sirasinin tersi sirada) isler. Bu iki
katmandan gelen ¢iktilar daha sonra birlestirilir ve nihai ¢iktiy1 iretmek i¢in tamamen

bagli bir katmandan gegirilir.

Siral1 verileri her iki yonden isleyebilme 6zelligi, Bi-LSTM'nin giris dizisinin igerigini
daha iyi yakalamasina ve daha dogru tahminler yapmasina olanak tanir. Bi-LSTM'ler
genellikle dil ¢evirisi, metin siniflandirmas: ve konugma tanima gibi dogal dil isleme

gorevlerinde kullanilir.

Bi-LSTM'in baz1 6nemli avantajlari bulunmaktadir. Hem ge¢mis hem de gelecekteki
girdilerden baglami yakalama yetenegi sayesinde iyilestirilmis tahmin performansi
saglamaktadir. Degisken uzunluklu girdi dizilerini isleme yetenegine sahiptir. Uzun

diziler durumunda hata yayilimina kars1 saglamlik gosterir.

3.3.2 Gated Recurrent Unit (GRU)

GRU, geleneksel RNN'lerde yaygin bir sorun olan yok olan gradyan sorununu ¢6zmek
icin tasarlanmis bir RNN mimarisidir. LSTM'ler gibi, GRU'lar da ge¢gmisten ve mevcut
girdiden gelen bilgileri birlestirerek sirali verileri isleyebilir, ancak hesaplama

acisindan daha verimli olmalarini saglayan daha basit bir mimariye sahiptirler.

Bir GRU'nun temel bileseni, agin gizli durum araciligiyla bilgi akisini kontrol etmesine
izin veren gec¢itleme mekanizmasidir. GRU'nun iki kapisi vardir: glincelleme kapisi ve
sifirlama kapisi. Giincelleme kapisi, dnceki gizli durumdan tutulan bilgi miktarini
kontrol eder ve onceki gizli durumdan hangi bilgilerin atilacagina karar vermek i¢in
kullanilir. Sifirlama kapisi, gegerli gizli durumda depolanan bilgi miktarin1 kontrol
eder ve mevcut gizli durumda hangi bilgilerin depolanacagina karar vermek igin
kullanilir. Son gizli durum, dnceki gizli durum ile yeni hesaplanan gizli durumun

dogrusal bir birlesimidir ve her birinin agirligt giincelleme kapisi tarafindan kontrol

27



edilir.

GRU'lar genellikle dil ¢evirisi, metin siniflandirmasi ve konugma tanima gibi dogal dil
isleme gorevlerinde kullanilir. Ayrica, zaman serisi tahmini ve video analizi gibi diger

alanlarda da yaygin olarak kullanilirlar.

GRU mimarisi baz1 énemli avantajlar saglamaktadir. LSTM ile karsilastirildiginda
daha basitlestirilmis bir mimariye sahiptir. Bu durum hesaplama agisindan daha
verimli olmalarini saglamaktadir. Gegitleme mekanizmasi sayesinde belirli gorevlerde
gelisgtirilmis performans saglar. Uzun diziler durumunda hata yayilimma karsi

saglamlik gosterir.

3.4. Ozellik Cikarim
NLP’de 6zellik ¢ikarma yontemleri, ham metin verilerinden anlamli bilgiler ¢ikarmak
icin kullanilan tekniklerdir. NLP'deki baz1 yaygin 6zellik ¢ikarma yontemleri sdzciik

cantasi, terim/dokiiman frekansi, kelime gdmme ve doniisiim tabanl yaklagimlardir.

3.4.1 Bag of Words

Bag of WordS (BoW) yontemi, NLP’de yaygin olarak kullanilan bir 6zellik ¢ikarma
yontemidir. Metin verilerinden 6zellikleri ¢ikarmanin basit ve etkili bir yoludur. BoW
yonteminin arkasindaki temel fikir, bir metin belgesini, dilbilgisi ve kelime sirasini
dikkate almadan, ancak her kelimenin sikligini takip ederek, kelimelerinden olusan bir

"torba" (veya sirasiz kiime) olarak temsil etmektir.

BoW yontemi basit ve etkilidir, ancak bazi sirlamalar1 vardir. Ornegin, kelimelerin
baglamin1 veya gramer yapisin1 dikkate almaz ve kelime dagarciginin boyutuna
duyarl olabilir. Bu sinirlamalarin tistesinden gelmek i¢in, BoW ile birlikte veya BoW
yerine n-gramlar veya kelime gomme gibi diger Oznitelik ¢ikarma yoOntemleri

kullanilabilir.

3.4.2 Term Frequency-Inverse Document Frequency(TF-IDF)

TF-IDF, BoW yontemini temel alan ve NLP’de yaygin olarak kullanilan bir 6zellik
cikarma yontemidir. Bir belgedeki veya belgeler koleksiyonundaki bir kelimenin
Oonemini veya alaka diizeyini 6lgmek ic¢in kullanilir. TF-IDF'nin arkasindaki temel

fikir, bir belgedeki sozciikleri, belgedeki sikliklarina ve kelimenin tiim belge
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koleksiyonundaki ters sikligina gore tartmaktir. Bu, bir belgedeki en bilgilendirici
sozciikleri tanimlamaya ve sik kullanilan veya alakasiz sozciikleri filtrelemeye

yardimci olabilir.

TF-IDF yontemi, bir belgede sik, ancak belge koleksiyonunda nadiren gegen
kelimelere yiiksek agirlik ve belgede nadiren ancak belge koleksiyonunda sik sik
gecen kelimelere diisiik agirlik verir. Bu, bir belgedeki en bilgilendirici sozciikleri
tanimlamaya ve sik kullanilan veya alakasiz sozciikleri filtrelemeye yardimci olabilir.
Ancak yontem, kelimelerin baglamini dikkate almaz ve kelime dagarciginin boyutuna

duyarlidir.

3.4.3 Kelime Gomme

Kelime gomme, sozciikleri, sdzciiklerin anlamini ve baglamini yakalayabilen yiiksek
boyutlu vektorler olarak temsil etme yontemidir. NLP’de, ayr1 semboller olan
sozciikleri, makine Ogrenimi algoritmalar1 tarafindan islenebilen siirekli yogun
vektorlere doniistiirmek icin kullanilan bir tekniktir. Kelime gomme, denetimsiz
ogrenme teknikleri kullanilarak biiylik miktarda metin verisinden 6grenilir. Kelime
gdmmenin amaci, vektdr uzaymda benzer kelimeler i¢in vektdrler birbirine yakin
olacak ve farkli kelimeler i¢in vektorler birbirinden uzak olacak sekilde her kelime i¢in

bir vektor temsilini 6grenmektir.

Word2Vec, Global Vectors(GloVe), FastText, Embeddings from Language
Models(ELMO) ve Bidirectional Encoder Representation from Transformers (BERT)
en yaygin kelime gomme metotlaridir. Bu tez calismasinda Word2Vec, GloVe ve

BERT yontemleri kullanilmigtir.

3.4.3.1 Wor2Vec

Word2Vec, biiylik bir metin verisi kiilliyatindan sézciiklerin yiiksek boyutlu vektor
temsilleri olan sozciik yerlestirmelerini 6grenme yontemidir. Kelime gdmmelerini
ogrenmek i¢in en popiiler ve yaygin olarak kullanilan yontemlerden biridir.
Word2Vec'in iki ana mimarisi vardir: Continues Bag-of-Words (CBOW) ve Skip-
Gram. Her iki mimari de kelime gdmmesini elde etmek i¢in icin s1g bir sinir ag1

kullanir.
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CBOW mimarisi, baglamdan mevcut kelimeyi tahmin etmeyi amaglar. Sinir aginin
girisi, baglam sozciiklerinin temsilidir. Bununla birlikte ¢ikti ise mevcut kelimenin bir

temsilini gdstermektedir. Sinir aginin agirliklari, kelime gdmmesi olarak kullanilir.

Skip-Gram mimarisi ise CBOW’nun zitt1 sekilde calismaktadir. Mevcut kelimeden
baglami tahmin etmeyi amagclar. Sinir aginin girdisi, mevcut kelimeyi temsil ederken
ciktt baglam sozciiklerini temsil etmektedir. CBOW gibi sinir aginin agirliklarini

kelime gommesi olarak kullanir.

Word2Vec'in ana avantaji, bir derlemdeki sozciiklerin anlamini ve baglamini
yakalayan kelime gommelerini 6grenebilmesidir. Metin siniflandirma, dil ¢evirisi ve
dil modelleme gibi birgok NLP gdrevinde ¢ok etkili oldugu kanitlanmistir. Ancak,
nadir sozciikleri ve kelime dagarcigiin disinda kalan sozciikleri yakalayamama gibi

bir sinirlamasi vardir.

3.4.3.2 GloVe

GloVe biiylik bir metin verisi toplulugundan sozciiklerin yiliksek boyutlu vektor
temsilleri olan kelime gdmmelerini 6grenme yontemidir. GloVe, Word2Vec gibi diger
kelime gdmme yontemlerine benzer, ancak bir derlemdeki kelimelerin birlikte olusum
matrisini ¢arpanlara ayirarak kelime vektorlerini 6grenmeyi amaglayan farkli bir

egitim algoritmasi kullanir.

GloVe'nin arkasindaki temel fikir, kelimelerin birlikte olusum istatistiklerini
kullanarak bir derlemdeki her kelime i¢in bir vektor temsilini 6grenmektir. Algoritma,
bir log-bilineer regresyon modeli kullanarak, vektorleri verildiginde, bir kelime
¢iftinin birlikte olusum sayisin1 tahmin etmek iizere egitilmistir. Ogrenilen vektérler

daha sonra kelime gdmmeleri olarak kullanilir.

3.4.3 BERT
BERT, baglamsal sézclik gdmmelerini 6grenen, 6nceden egitilmis doniisiim tabanl
bir modeldir. Google Al Language ekibi tarafindan gelistirilmistir ve dogal dil isleme

gorevleri icin Onceden egitilmis en gelismis modellerden biri olarak kabul edilir.

BERT'nin arkasindaki ana fikir, doniisiim tabanli bir modeli biiyiik bir metin verisi

kiilliyatinda 6nceden egitmek ve ardindan metin siniflandirmasi, adlandirilmis varlik
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tanima ve soru yanitlama gibi belirli gorevlerde ince ayar yapmaktir. BERT, girdideki
baz1 kelimelerin rasgele maskelendigi ve modelin, olmayan kelimeler tarafindan
saglanan baglama dayali olarak maskelenmis kelimelerin orijinal kelime kimligini
tahmin etmesi gereken, maskeli dil modelleme ad1 verilen bir gorev lizerinde egitim

alarak baglamsal kelime gdmmelerini 6grenir.

BERT c¢ift yonliidiir, yani model baglami her iki yonden, soldan saga ve sagdan sola
dikkate alacak sekilde egitilmistir. Bu, modelin bir ciimledeki bir kelimenin anlamini
yalnizca dnceki veya sonraki kelimelerin degil, tiim ciimlenin baglamina dayal1 olarak

anlamasina olanak tanir.

BERT, derlemler ve Wikipedia makaleleri gibi biiyiik bir metin verisi kiilliyat1
iizerinde 6nceden egitilmistir ve onceden egitilmis model, az miktarda etiketlenmis
veri kullanilarak belirli gorevler iizerinde ince ayar yapilabilir. Bu, modelin yeni
gorevlere hizla uyum saglamasina ve ¢ok ¢esitli dogal dil isleme gorevlerinde son

teknoloji sonuglara ulagsmasina olanak tanir.

3.5. Ol¢iim Metrikleri
Cok etiketli siniflandirma, geleneksel tek etiketli smiflandirmada kullanilan
degerlendirme tekniklerinden farkli dl¢limler gerektirir (Tsoumakas & Katakis, 2007).

Bu boéliimde kullanilan farkli 6l¢iim metrikleri hakkinda detayli bilgi verilecektir.

3.5.1 Hamming Loss

Hamming Loss (HL), ¢ok etiketli smiflandirma modellerinin performansini
degerlendirmek i¢in kullanilan bir dl¢iim teknigidir. Model tarafindan yanlis tahmin
edilen etiketlerin oranin1 6lger. HL degeri sifir ile bir arasinda degisir; burada sifir,
modelin hi¢bir yanlis tahminde bulunmadigini gosterirken bir ise model tarafindan
yapilan tim tahminlerin yanls oldugunu gosterir. Bir kayip fonksiyonu oldugu i¢in
amag, HL degerini en aza indirmektir, bu nedenle optimal deger sifirdir. Bagka bir
deyisle, HL degeri sifira ne kadar yakinsa, modelin performansmin da o kadar iyi
oldugu kabul edilir. HL, tahminlerin giivenilirligini degil, yalnizca etiket tahminlerini
dikkate aldigindan, modelin performansin1 kapsamli bir sekilde anlamak icin diger
degerlendirme Ol¢limleriyle birlikte kullanilmalidir. HL degerinin nasil elde edildigi

denklem 3.1°de gosterilmistir.
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3.5.2 Micro-Averaged Precision

Micro-Averaged Precision (MicroP), bir modelin performansini degerlendirmek igin
cok etiketli siniflandirmada kullanilan bir degerlendirme teknigidir. Tiim siniflarda
modelin genel kesinligini 6l¢er. Mikro ortalama kesinligi hesaplamak i¢in, dnce her
smif i¢in ayr1 ayr1 gercek pozitif ve yanlis pozitif sayilart hesaplanir. Ardindan, toplam
gercek pozitif sayr ve toplam yanlis pozitif say1 elde etmek i¢in bu sayimlar tim
smiflarda toplanir. Bu metrik, igerdikleri 6rnek sayisina bakilmaksizin tiim siniflara
esit agirlik verir. Amag genel hatalar1 en aza indirmek oldugunda ve smif dagilimi
dengesiz oldugunda kullanighdir. MicroP degerinin nasil elde edildigi denklem 3.2°de
gosterilmistir.

Zcie() TPs(c;)

MicroP =
Yciec TPs(c;) + FPs(c;)

(3.2)

3.5.3 Macro-Averaged Precision

Makro-ortalamali kesinlik, sinif bagina ortalama kesinligi ifade eder. Makro ortalama
kesinligi bulmak i¢in, 6nce her sinifin kesinligi hesaplanir. MacroP degeri daha sonra
tiim kesinliklerin ortalamasi alinarak elde edilir. MacroP degerinin nasil elde edildigi
denklem 3.3’de gosterilmistir.

Zcie() P(D,¢;)

MacroP =
IC]

(3.3)

3.5.4Micro-Averaged Recall

Mikro-ortalama duyarlilik, sinif basina ortalama duyarlilign o6lger. MicroR'yi
hesaplamak icin, dnce her sinifin hatirlama degeri hesaplanir. Daha sonra bulunan tiim
duyarlilik degerlerinin ortalamasi almarak MicroR degeri hesaplanir. MicroR
degerinin nasil elde edildigi denklem 3.4’te gdsterilmistir.

Zciec TPs(c;)
Yciec TPs(cy) + FNs(c;)

MicroR = (3.4)
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3.5.5 Macro-Averaged Recall

Makro-ortalama duyarlilik, sinif basina ortalama hatirlama anlamina gelir. MacroR'yi
hesaplamak icin, 6nce her bir sinifin hatirlanmasi hesaplanmalidir. MacroR daha sonra
tlim geri ¢agirmalarin ortalamasi alinarak elde edilir.

Zcie() R(D,¢;)

MacroR =
IC]

(3.5)

3.5.6 Micro-F1 Score

Mikro-ortalama F1 puani, tim siniflarin toplu katkilarinin F1 skorunu gosterir. Mikro-
ortalama F1 puani, Once tiim etiketler iizerinden tiim gercek pozitiflerin, yanlis
pozitiflerin ve yanlis negatiflerin toplami hesaplanarak elde edilir. Ardindan, MicroP
ve MicroR toplamlardan hesaplanir. MicroF1 skorunun nasil elde edildigi denklem
3.6’da gosterilmistir.

MicroP - MicroR

MicroF1l =2 -
tero MicroP + MicroR

(3.6)

3.5.7 Macro-F1 Score

Makro-ortalama F1 skoru, etiket bazinda F1 skorlariin ortalamasini gosterir. Makro-
F1 puani, once etiket basina F1 puani hesaplanarak ve ardindan bunlarin ortalamasi
alinarak elde edilir. Macro-F1 skorunun nasil elde edildigi denklem 3.7°de
gosterilmistir.

N

1
MacroF1 = Nz F1 (3.7)

i=0
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4. TEZ ASAMISINDA YURUTULEN CALISMALAR

4.1. Kullanilan Aragclar ve Kiitiiphaneler

4.1.1 Python

Python, ilk olarak 1991 yilinda Guido van Rossum tarafindan piyasaya siiriilen genel
amacli bir programlama dilidir. Okumas1 ve yazmasi kolay sdzdizimi, tist diizey
islevsellik ve genis kullanim yelpazesi ile bilinir. Python veri analizi, makine 6grenimi,

web uygulamalar1 ve oyun gelistirme alanlarinda yaygin olarak kullanilmaktadir.

Python’un en temel 6zelliklerinden bir tanesi, okunabilirligi ve basitligidir. Bu 6zellik
Python’u hem yeni baglayanlar hem de deneyimli programcilar igin ideal bir dil
yapmaktadir. Ogrenmesi ve anlamasi daha kolay oldugu icin egitim amacl olarak da

popiiler bir se¢imdir.

Python birgok platformda ¢aligmay1 destekleyen bir yapiya sahiptir. Windows, Mac ve
Linux gibi ¢esitli igletim sistemleriyle uyumludur. Ayrica veri gorsellestirme, dogal
dil isleme ve web kazima gibi ¢esitli gorevler icin kullanilabilen cok cesitli

kiitiiphaneleri ve araglar1 desteklemektedir.

4.1.2 Pytorch

PyTorch, Facebook Yapay Zeka Arastirma ekibi tarafindan gelistirilen, Python i¢in
acik kaynakli bir makine &grenimi kiitiiphanesidir. Ilk olarak 2016'da piyasaya
stirlilmiistlir ve o zamandan beri derin 6grenme toplulugunda popiilerlik kazanmaya
devam etmektedir. PyTorch, sinir aglarinin olusturulmasinda ve dagitilmasinda

esneklik ve kullanim kolaylig1 saglayan dinamik hesaplamali grafigiyle taninir.

PyTorch'un temel 6zelliklerinden biri, dinamik hesaplamalar1 isleme yetenegidir; bu,
kullanicinin bir programin yiriitiilmesi sirasinda grafigi aninda degistirebilecegi
anlamina gelir. PyTorch'un bu dinamik yapisi, daha sezgisel kodlama ve hata

ayiklamaya izin verir ve yeni fikirleri denemeyi kolaylastirir.

PyTorch, evrisimli sinir aglari, tekrarlayan sinir aglar1 ve daha fazlasi1 gibi gorevler

icin onceden olusturulmus ¢esitli modiiller dahil olmak iizere sinir aglar1 olusturmak
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ve egitmek i¢in ¢ok ¢esitli araglar saglar. Ayrica, biiyiik sinir aglar i¢in egitim siirecini
onemli 6l¢iide hizlandirabilen CUDA ve diger GPU hizlandirma kiitiiphaneleri igin

destek igerir.

PyTorch ayrica NumPy, pandas ve scikit-learn gibi diger popiiler Python
kitapliklartyla entegre olur ve bu da mevcut kod ve verilerin PyTorch ekosistemine

kolay entegrasyonuna olanak tanir.

4.1.3 Tensorflow

TensorFlow, Google Beyin Takimi tarafindan gelistirilen agik kaynakli bir makine
ogrenimi kiitiiphanesidir. Ilk olarak 2015 yilinda yayinlanmistir ve o zamandan beri
en popliler derin 6grenme kiitiiphanelerinden biri haline gelmistir. TensorFlow, biiyiik
Olgekli hesaplamalar gerceklestirme yetenegi ve Python, C++, Java ve digerleri gibi

cesitli programlama dillerini desteklemesi 6zelliklerine sahiptir.

TensorFlow'un temel 6zelliklerinden biri, statik bir hesaplama grafigi kullanmasidir;
bu, kullanicinin bir programin ytiriitiilmesinden 6nce hesaplama grafigini tanimlamasi
anlamina gelir. TensorFlow grafigi onceden derleyebildigi ve hesaplamalar1 daha
verimli bir sekilde planlayabildigi i¢in daha iyi optimizasyon ve performans
saglamaktadir. TensorFlow ayrica, biiyiik modeller i¢in egitim siirecini biiyiik 6l¢iide
hizlandirabilen birden fazla cihaz ve sunucu arasinda dagitilmis hesaplamaya izin

Verir.

TensorFlow, evrisimli sinir aglari, tekrarlayan sinir aglar1 ve daha fazlas1 gibi gorevler
icin onceden olusturulmus ¢esitli modiiller dahil olmak iizere sinir aglar1 olusturmak
ve egitmek i¢in ¢ok ¢esitli araglar saglar. Ayrica, biiyiik sinir aglar i¢in egitim siirecini
onemli 6l¢iide hizlandirabilen CUDA ve diger GPU hizlandirma kiitiiphaneleri igin
destek saglamaktadir.

4.1.4 Keras

Keras, Python'da yazilmis agik kaynakli bir sinir ag1 kiitiiphanesidir. Derin 6grenme
modelleri olusturmay1, egitmeyi ve c¢alistirmay1 kolaylagtirmak i¢in gelistirilmistir.
Keras, TensorFlow, Microsoft Cognitive Toolkit (CNTK) veya Theano gibi diger

derin 6grenme kiitiiphanelerinin {izerinde ¢aligabilen iist diizey bir kitapliktir.
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Keras'in ana 6zelliklerinden biri, gelistiricilerin temeldeki kiitliphanelerin ayrintilarina
dalmak zorunda kalmadan sinir ag1 modelleri olusturmasini ve bunlarla denemeler
yapmasini kolaylagtiran kullanici dostu API'sidir. Keras ayrica, bir sinir ag modeli
olusturmak i¢in kolayca birlestirilebilen tamamen bagli katmanlar, evrisimli katmanlar

ve tekrarlayan katmanlar gibi ¢ok ¢esitli nceden olusturulmus katmanlar igerir.

Keras ayrica sinir aglarmi egitmek ve degerlendirmek icin veri 6n isleme ve veri
artirma islevleri gibi bir dizi yararli islev ve yardimci program saglar. Ayrica
gelistirilen modellerde kullanilmak {izere bircok optimizasyon algoritmalart igin

destek icerir.

4.1.5 Scikit-Learn

Sklearn olarak da bilinen Scikit-learn, makine 6grenimi i¢in acik kaynakli bir Python
kiitiiphanesidir. Denetimli ve denetimsiz 6grenme yontemleri dahil olmak iizere ¢esitli
makine Ogrenimi algoritmalarina basit ve tutarli bir arabirim saglamak i¢in
gelistirilmigtir. Scikit-learn, NumPy ve pandas gibi diger popiiler Python
kiitiiphanelerinin iizerine insa edilmistir ve Python'un bilimsel bilgi islem

ekosistemiyle uyumludur.

Scikit-learn'iin ana 6zelliklerinden biri, dogrusal regresyon, k-means kiimeleme, RF
ve SVM gibi popiiler modeller dahil olmak iizere ¢ok ¢esitli makine &grenimi
algoritmalarini barindirmasidir. Kiitiiphane ayrica ¢apraz dogrulama gibi model se¢imi

araglar1 ve on isleme ve 6zellik ¢ikarma araglar igerir.

Scikit-Learn ayrica, farkli algoritmalarin kolayca denemesini ve karsilastiriimasini
saglayan modeller ve degerlendirme modelleri i¢in tutarli ve kullanimi1 kolay bir ara
yiiz saglar. Bu oOzellik, en iyi sonuglar i¢in hizli yinelemeler ve modellerin ince

ayarlanmasi i¢in dnemlidir.

4.2. Deneysel Calismalar

Tiirkge e-ticaret miisteri yorumlarinin ¢ok etiketli analizi, temel olarak klasik bir metin
siniflandirma uygulamasimi temel almaktadir. Gergeklestirilen analizlerde amag,
mevcut miisteri yorumlarinin ilgili etiketlerle siniflandirilmasini en basaril sekilde
gerceklestirmektir. Miisteri yorumlar1 analiz edilirken literatiirde en yaygin

siiflandirma tiirli olan duygu ya da polarite analizinden farkli olarak 6znitelik temelli
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bir siniflandirma uygulamasinin gelistirilmesi amag edinilmistir. Mevut ¢alismalarin
cogu miisteri degerlendirmelerini duygusal olarak pozitif, negatif ya da notr olarak
siniflandirirken, bu ¢calismada miisteri yorumlar1 6zellik tabanli siniflandirilmigtir. Bu
amag¢ dogrultusunda 6zgiin olarak hazirlanan veri seti ilizerinde deneysel ¢aligsmalar

dort farkli galisma alt grubu icerisinde gerceklestirilmistir.

4.2.1. TF-IDF ve Makine Ogrenimi Kullanimi

Ik deneysel ¢alisma olarak veri setleri iizerinde klasik TF-IDF ve makine dgrenimi
algoritmalart uygulanmistir. Deneysel calisma, her bir veri seti i¢cin ayr1 olarak
gerceklestirilmistir. Tlk olarak veri setleri dnislem adimindan gecirilmistir. Ardindan
TF-IDF yontemi kullanilarak verilerin sayisal gosterimi elde edilmistir. Veriler egitim
ve test verileri olarak ayrildiktan sonra sirayla siniflandirma icin secilen

algoritmalardan faydalanilarak egitim verileri egitilmistir.

Egitim agamasi i¢in temel olarak ii¢ farkli yaklasimda bulunulmustur. Bunlar sirasi ile
BR, ML-kNN ve OvR teknikleridir. ML-kNN, en yakin komsuluk esasina dayali, cok
etiketli siniflandirmalar i¢in gelistirilen bir modeldir. BR ve OvR ise ¢ok etiketli
smiflandirma gorevini ikili smiflandirma pargaciklarina bdlerek c¢ok etiketli
smiflandirma gerceklestiren yontemlerdir. Bununla birlikte, egitim esnasinda ekstra
bir siniflandiriciya ihtiyag duymaktadirlar. Bu asamada egitimleri gerceklestirebilmek
icin BR yontemi RF, SVC ve NB siniflandiricilar ile kullanilirken OvR yontemi ise
XGB, LR, SGD ve SVC smiflandiricilart ile kullanilmistir. Egitim isleminin
tamamlanmasinin ardindan test islemi gerceklestirilmistir. Elde edilen sonuglar HL,
MicroP, MacroP, MicroR, MacroR, MicroF1 ve MacroF1 degerlendirme metrikleri ile
karsilastirmali olarak analiz edilmistir. Elde edilen sonuglar tezin bulgular boliimiinde

gosterilmistir.

4.2.2. Kelime Gomme ve Makine Ogrenimi Kullanimi

Ikinci deneysel ¢alisma olarak veri setleri iizerinde klasik kelime gomme ve makine
Ogrenimi algoritmalar1 uygulanmistir. Deneysel calisma, her bir veri seti icin ayri
olarak gergeklestirilmistir. Ik olarak veri setleri dnislem adimindan gegirilmistir.
Ardindan farkli kelime yontemleri kullanilarak verilerin sayisal gosterimi elde

edilmigtir. Bu asamada literatiirde mevcut olarak bulunan Tiirkce Word2Vec ve

37



Tiirk¢ce GloVe kelime gomme modelleri kullanilmistir. Veriler egitim ve test verileri
olarak ayrildiktan sonra sirayla smiflandirma i¢in secilen algoritmalardan

faydalanilarak egitim verileri egitilmistir.

Egitim asamasi i¢in temel olarak iki farkli yaklasimda bulunulmustur. Bunlar BR ve
XGB teknikleridir. BR ve OvR, cok etiketli siniflandirma gorevini ikili siniflandirma
parcaciklarina bolerek ¢ok etiketli siniflandirma gerceklestiren yontemlerdir. Bununla
birlikte, egitim esnasinda ekstra bir siniflandiriciya ihtiya¢ duymaktadirlar. Bu
asamada egitimleri gergeklestirebilmek i¢in BR yontemi RF, OvR yontemi ise XGB
siniflandiricilar ile kullanilmistir. Egitim isleminin tamamlanmasinin ardindan test
islemi gerceklestirilmistir. Elde edilen sonuglar HL, MicroP, MacroP, MicroR,
MacroR, MicroF1 ve MacroF1 degerlendirme metrikleri ile karsilastirmali olarak

analiz edilmistir. Elde edilen sonuglar tezin bulgular boliimiinde gosterilmistir.

4.2.3. BERT ve Makine Ogrenimi Kullanimi

Ikinci deneysel galiyma olarak veri setleri {izerinde derin 6grenmeye dayali bir
yaklagim gerceklestirilmistir. Deneysel calisma, her bir veri seti i¢in ayri1 olarak
gerceklestirilmistir. Tlk olarak veri setleri dnislem adimindan gecirilmistir. Ardindan
BERT modeli kullanilarak verilerin sayisal gdsterimi elde edilmistir. Bu calisma
asamasinda BERT modeli, sadece klasik kelime gomme amagh ve verilerin 6zellik
cikarimini gerceklestirmek amach kullanilmistir. Bu islemler i¢in literatiirde mevcut
olarak bulunan Tiirkce BERT modeli kullanilmistir. Veriler egitim ve test verileri
olarak ayrildiktan sonra sirayla smiflandirma igin secilen algoritmalardan

faydalanilarak egitim verileri egitilmistir.

Egitim asamasi i¢in temel olarak iki farkli yaklasimda bulunulmugtur. Bunlar BR ve
XGB teknikleridir. BR ve OvR, cok etiketli siniflandirma gorevini ikili siniflandirma
parcaciklarina bolerek c¢ok etiketli siniflandirma gerceklestiren yontemlerdir. Bununla
birlikte, egitim esnasinda ekstra bir siniflandiriciya ihtiya¢ duymaktadirlar. Bu
asamada egitimleri gergeklestirebilmek i¢in BR yontemi RF, OvR yontemi ise XGB
siiflandiricilar ile kullanilmistir. Egitim isleminin tamamlanmasinin ardindan test
islemi gerceklestirilmistir. Elde edilen sonuglar HL, MicroP, MacroP, MicroR,
MacroR, MicroF1 ve MacroF1 degerlendirme metrikleri ile karsilastirmali olarak

analiz edilmistir. Elde edilen sonuglar tezin bulgular boliimiinde gosterilmistir.
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4.2.4 BERT Fine Tuning

NLP gorevlerinde kullanilmak i¢in gelistirilen BERT; isim tanima, duygu analizi ve
metin siiflandirma gibi bir¢ok dogal dil isleme uygulamasi ic¢in “fine tuning” yani
ince ayar yapilabilir. ince ayar, BERT modelinin dnceden egitilmis bir hali ile yeni bir
veri kiimesi lizerinde egitilmesi ve daha 6zel bir amag¢ i¢in daha ayrintili olarak
ayarlanmasi anlamina gelir. Tezi bu asamasinda daha 6nceden Tiirkge veriler tizerinde
egitilen Tiirkce BERT modeli olusturulan miisteri yorumlar1 verileri iizerinde de

egitilerek metin siiflandirma uygulamasi i¢in ince ayar1 gergeklestirilmistir.

Ince ayar islemi, BERT modelinin énceden egitilmis agirliklar1 kullanmas: ile baglar
ve daha sonra bu agirliklar tizerinde yeni veri kiimesi tizerinde egitilir. Bu islem, BERT
modelinin 6nceden egitilmis bilgisini korurken, yeni veri kiimesi ile 6zel bir amag igin

daha iyi performans sergilemesini saglar.

Tez ¢alismasi i¢in olusturulan ti¢ farkl kategoride BERT modelinin ayr1 ayri1 ince ayar1
gerceklestirilmistir. Ince ayarlanmasi BERT modeli iizerinde gergeklestirilen
siniflandirma performanst HL, MicroP, MacroP, MicroR, MacroR, MicroF1 ve
MacroF1 6l¢iim metrikleri ile karsilastirmali olarak analiz edilmistir. Elde edilen

sonugclar tezin bulgular boliimiinde gosterilmistir.

4.2.5. Kelime Gomme ve Derin Sinir Ag1 Kullanimi

Besinci deneysel c¢alisma olarak veri setleri lizerinde derin 6grenmeye dayali bir
yaklagim gerceklestirilmistir. Deneysel calisma, her bir veri seti i¢in ayri1 olarak
gerceklestirilmistir. Tlk olarak veri setleri dnislem adimindan gecirilmistir. Ardindan
farkli kelime yontemleri kullanilarak verilerin sayisal gosterimi elde edilmistir. Bu
asamada literatiirde mevcut olarak bulunan Tirk¢e Word2Vec ve Tirkge GloVe
kelime gomme modelleri kullanilmigtir. Veriler egitim ve test verileri olarak
ayrildiktan sonra sirayla smiflandirma i¢in segilen algoritmalardan faydalanilarak
egitim verileri egitilmistir.

Egitim agsamasi i¢in {i¢ farkli yaklagimda bulunulmustur. Bunlar LSTM, Bi-LSTM ve
GRU derin sinir aglaridir. Egitim isleminin tamamlanmasinin ardindan test iglemi
gerceklestirilmistir. Elde edilen sonuglar dogruluk ve kayip degerlendirme metrikleri
ile karsilastirmali olarak analiz edilmistir. Elde edilen sonuclar tezin sonuglar ve

tartigma boliimiinde gosterilmistir.
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5. SONUCLAR ve TARTISMA

Tezin bu boliimiinde deneysel ¢alismalarda elde edilen bulgular paylasiimaktadir.

Cizelge 5.1°de elektronik verileri iizerinde, farkli siniflandiricilar kullanilarak elde
edilen test sonuclar1 sunulmaktadir. Sekil 5.1, Sekil 5.2 ve Sekil 5.3 ise bu sonuglara

ait ROC egrilerini gostermektedir.

Cizelge 5.1 Ilk deneysel calismada elektronik verileri iizerinde elde edilen sonuclar

Siniflandirict HL  MicroF1 MacroFl MicroP  MacroP ~ MicroR MacroR
BR-RF 0.0497 0.8747 0.8532 0914 09102  0.8396 0.8093
BR-SVC 0.05 0.8744 0.8463 0.9094 0.9066  0.8419 0.8022
BR-NB 0.5539 0.3746 0.3631 0.2444  0.2534  0.8026 0.8021
MLKNN 0.0841 0.7853 0.7596 0.8316  0.8196 0.7439 0.7124
OvsR-XGB 0.044  0.8925 0.8779 0.9014 0.896 0.8837 0.8628
OvsR-LR  0.057 0.8533 0.8144 09118 0.8963 0.8018 0.7518
OvsR-SGD 0.0529 0.8684  0.8372 0.8941 0.8772 0.8441 0.8056
OvsR-SVC 0.056 0.8598 0.8328 0.8903  0.8779 0.8314 0.7956
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Sekil 5.2 OvR-SVC elektronik veri seti ROC egrisi
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OvsRest SGD on Electronics Data

= micro-average ROC curve (area = 0.91)
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Sekil 5.3 OvR-SGD elektronik veri seti ROC egrisi

Elde edilen bu sonuglardan en az kaybin OvR-XGB algoritmas ile yakalandigini
belirtmektedir. En basarili Micro-F1 skoru yine OvR-XGB algoritmasi ile elde
edilmistir. BR-NB metodunun ilgili veri seti izerinde basarisiz bir yaklagim sergiledigi
goriilmiistiir. Elektronik veri seti lizerinde ayrica OvR-SGD, OvR-SVC ve OvR-LR
teknikleri ile ROC analizi gerceklestirilmigtir. Bu ii¢ yontem arasinda en basarili
siiflandirma performansint OvR-SGD gostermistir. ROC egrileri etiket odakl analiz
edildiginde, “fiyat performans”, “hizli kargo”, “iyi paketleme”, “uygun fiyat” ve

“giizel iirlin” etiketine sahip yorumlarin basarili bir sekilde siniflandirildigs, “kaliteli

iirlin” etiketine ait yorumlarin ise daha diisiik oranda etiketlendigi anlagilmistir.

Cizelge 5.2°de kadin giyim verileri lizerinde, farkli siniflandiricilar kullanilarak elde
edilen test sonuglar1 sunulmaktadir. Sekil 5.4, Sekil 5.5 ve Sekil 5.6 ise bu sonuglara

ait ROC egrilerini gostermektedir.
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Cizelge 5.2 i1k deneysel ¢alismada kadin giyim verileri iizerinde elde edilen sonuglar

Smiflandirict HL  MicroF1 MacroF1 MicroP  MacroP  MicroR MacroR

BR-RF 0.0711 0.8359 0.8281 0.9042  0.905 0.7772  0.7691
BR-SVC 0.0694 0.846  0.8413 0.8769  0.8747 0.8171  0.8133
BR-NB 0.4126 0.441 0444 03223 0.3353 0.6981  0.7077

MLKNN 0.1454 0.6604 0.6536 0.7249  0.7279 0.6065 0.5961
OvsR-XGB 0.0615 0.8679 0.8657 0.8691  0.8666 0.8668 0.8651
OvsR-LR 0.0804 0.8168 0.8101 0.8712 0.8963 0.7687 0.7608
OvsR-SGD  0.0757 0.8327 0.8272 0.8588 0.856 0.8081 0.8031
OvsR-SVC 0.0813 0.8198 0.8164 0.848  0.8464 0.7935 0.7898

OvsRest SVC on Women Wear Data

- micro-average ROC curve (area = 0.88)
order size (area = 0.89)
»— quality product (area = 0.87)
02 e — fabric quality (area = 0.84)
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7 = nice product (area = 0.84)
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Sekil 5.4 OvR-SVC kadin giyim veri seti ROC egrisi
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OvsRest LR on Women Wear Data
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Sekil 5.5 OvR-LR kadin giyim veri seti ROC egrisi
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Sekil 5.6 OvR-SGD kadin giyim veri seti ROC egrisi
Elde edilen bulgular, en az kaybin elektronik verilerinde oldugu gibi yine OvR-XGB
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algoritmasi ile yakalandigini belirtmektedir. En basarili Micro-F1 skoru ayni sekilde
OvVR-XGB algoritmasi ile elde edilmistir. BR-NB metodunun ilgili veri seti iizerinde
basarisiz bir yaklagim sergiledigi gortilmistiir. Kadin giyim veri seti iizerinde ayrica
OVR-SGD, OVR-SVC ve OVR-LR teknikleri ile ROC analizi ger¢eklestirilmistir. ROC
analizlerinde, OvR-SGD ve OvVR-SVC’nin 0.88 ile esit basarim yakaladigi
goriilmiistiir. ROC egrileri etiket odakli analiz edildiginde, her etiketin benzer

oranlarda basarili bir sekilde siniflandirildig: anlagilmaktadir.

Cizelge 5.3°de ev&yasam verileri iizerinde, farkli siniflandiricilar kullanilarak elde
edilen test sonuclar1 sunulmaktadir. Sekil 5.7, Sekil 5.8 ve Sekil 5.9 ise bu sonuglara

ait ROC egrilerini gostermektedir.

Cizelge 5. 3 11k deneysel ¢alismada ev&yasam verileri iizerinde elde edilen sonuglar

Siiflandirict HL  MicroF1 MacroF1 MicroP MacroP  MicroR MacroR

BR-RF 0.032 0.8631 0.8515 0.9059 0.9128 0.8242 0.8033
BR-SVC 0.029 0.8777 0.8656 0.9063  0.9049 0.8509 0.8324
BR-NB 0.6259 0.2463 0.217  0.1444  0.1354 0.8369 0.798

MLKNN 0.0575 0.7445 0.7599 0.8146  0.8233  0.6854 0.7088
OvsR-XGB 0.0278 0.8862 0.8814 0.8858  0.8815  0.8867 0.8831
OvsR-LR 0.0376 0.8337 0.8 0.907 09084  0.7714 0.7195
OvsR-SGD  0.031 0.8702 0.8592 0.8911 0.8866  0.8502 0.8365
OvsR-SVC  0.0336 0.8577 0.847 0.8895 0.885 0.8281 0.8141
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Sekil 5.7 OvR-SVC ev&yasam veri

seti ROC egrisi
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Sekil 5.8 OvR-LR ev&yasam veri seti ROC egrisi
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OvsRest SGD on Home&Life Data
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Sekil 5.9 OvR-SGD ev&yasam veri seti ROC egrisi

Elde edilen bulgular, en az kaybin elektronik ve kadin giyim verilerinde oldugu gibi
OvVR-XGB algoritmasi ile yakalandigini belirtmektedir. En basarili Micro-F1 skoru
yine OvR-XGB algoritmasi ile elde edilmistir. BR-NB metodunun ilgili veri seti
iizerinde basarisiz bir yaklagim sergiledigi goriilmiistiir. Ev&yasam veri seti lizerinde
ayrica OvR-SGD, OvR-SVC ve OvR-LR teknikleri ile ROC analizi
gergeklestirilmistir. Bu ii¢ yontem arasinda en basarili siiflandirma performansini
OVR-SGD gostermistir. ROC egrileri etiket odakli analiz edildiginde, elektronik
verilerinde oldugu gibi siniflandiricilarin performansini diisiiren bir etiketin olmadigi
tespit edilmistir. OVR-SVC algoritmasi, “glinlik kullanim” etiketi tizerinde 0.97
oraninda ROC skoru elde ederek tiim ROC analizlerindeki en iyi etiketi bazli ROC

skorunu yakalamigtir.
Cizelge 5.4, 5.5 ve 5.6 swrastyla ikinci ve tliglincii deneysel c¢alismalarda elektronik,

kadin giyim ve ev&yasam verileri iizerinde kelime gomme ve doniisiim tabanli

yaklagimlar sonucu elde edilen bulgular1 sunmaktadir.
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Cizelge 5. 4 ikinci ve iigiincii yaklasimda elektronik verileri iizerinde elde edilen
sonuglar

Smiflandiricr HL MicroF1 MacroF1 MicroP MacroP  MicroR  MacroR
W2V&BR-RF 0.1144 0.6505 0.5749 0.8651 0.8675 0.5212 0.4546
W2V&XGB 0.1042 0.7119 0.6694 0.8176 0.8171 0.6304 0.5787
GloVe&BR-RF  0.1086 0.6734 0.6173 0.8725 0.8911 0.5483 0.4876
GloVe&XGB 0.0921 0.75 0.7199 0.8412 0.8514 0.6767 0.6329
BERT&BR-RF  0.1125 0.6555 0.5585 0.8837 09111 0.5209 0.4355
BERT&XGB 0.0821 0.7812 0.748 0.8637 0.883 0.7131 0.6657

Cizelge 5.5 ikinci ve iigiincii yaklasimda kadin giyim verileri {izerinde elde edilen

sonuglar

Siiflandirici HL MicroF1 MacroF1 MicroP MacroP  MicroR MacroR
W2V&BR-RF 0.1565 0.5593 0.5102 0.8101 0.7955 0.427 0.4032
W2V&XGB 0.1406 0.6552 0.6203 0.7623 0.7442 0.5744  0.5496
GloVe&BR-RF  0.1516 0.5734 0.5472 0.8301 0.8272 0.438 0.421
GloVe&XGB 0.1265 0.6991 0.6799 0.7827 0.7757 0.6316 0.614
BERT&BR-RF  0.1443 0.5965 0.5737 0.8503 0.8465 0.4594 0.4438
BERT&XGB 0.1057 0.7522 0.7418 0.8257 0.8251 0.6907 0.6786

Cizelge 5.6 Ikinci ve iiciincii yaklasimda ev&yasam verileri iizerinde elde edilen

sonuglar

Smiflandiricl HL MicroF1 MacroF1 MicroP MacroP  MicroR  MacroR
W2V&BR-RF 0.0822 0.5453 0.5054 0.8498 0.879 0.4015  0.3644
W2V&XGB 0.0717 0.6544 0.6482 0.8017 0.8482 0.5528  0.5347
GloVe&BR-RF  0.0757 0.5898 0.5249 0.8809 0.8835 0.4433  0.3804
GloVe&XGB 0.0606 0.7148 0.6999 0.8466 0.8507 0.6186  0.698

BERT&BR-RF  0.0788 0.5551 0.4201 0.9157 0.9525 0.394 0.2882
BERT&XGB 0.0589 0.7242 0.679 0.8505 0.8502 0.6306  0.5738

Ikinci deneysel calismada &zellik gikarimi olarak kelime gdmme yontemleri olan
Word2Vec ve GloVe, iiglincii deneysel calismada ise doniisiim tabanli metot olan
BERT algoritmast kullanilmistir. BERT algoritmasindan bu deneysel yaklagimda
sadece metinsel verileri sayisallastirmak i¢in klasik kelime gdmme tekniklerine benzer
sekilde faydalanilmistir. Elde edilen degerlendirme metriklerine gore her ii¢ veri

setinde de en az kayip BERT&XGB ile elde yakalanmigtir. Bu sonuglar ilk deneysel
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caligmadaki bulgular ile kiyaslandiginda, kelime gomme ydntemlerinin bagsarimi

artirmadig1 gézlemlenmistir.

Cizelge 5.7°de dordiincii deneysel ¢alisma sonucunda ince ayarlanmig BERT ile elde

edilen bulgular sunulmaktadir.

Cizelge 5.7 Dordiincii deneysel ¢calismada ince ayarlanmis BERT ile edilen sonuglar

Veri Seti HL MicroF1 MacroF1 MicroP MacroP  MicroR  MacroR
Elektronik 0.018 0.9563 0.945 0.9474 0.9345 0.9654  0.9564
Kadin giyim 0.0314 0.9332 0.9344 0.9182 0.9226 0.9488  0.9472
Ev&yasam 0.0133 0.9583 0.9487 0.948 0.9344 0.9689  0.9643

Dordiincii deneysel calismada, derin 0grenme algoritmalart her ii¢ veri setine de
uygulanmistir. Cizelge 5.7°de gosterildigi iizere elektronik veri seti i¢in 0.018, kadin
giyim veri seti i¢in 0.0315 ve ev&yasam veri seti i¢in 0.0133 HL degeri elde edilmistir.
Bu sonuglar, ii¢ veri seti i¢in de, gergeklestirilen deneysel yaklagimlarda bulunan en
iyi kayip degerleri olarak elde edilmistir. MicroF1 skorlari ise elektronik verisi i¢in
0.9563, kadin giyim verisi i¢in 0.9332 ve ev&yasam verisi i¢in 0.9583 olarak

bulunmustur.
Besinci deneysel ¢alismada, yapay derin sinir aglari kullanilarak veri setleri tizerinde
cok etiketli analiz gergeklestirilmistir. Cizelge 5.8’de besinci deneysel ¢alisma sonucu

elde edilen sonuglar gosterilmistir.

Cizelge 5. 8 Besinci Deneysel Calisma Sonucu Elde Edilen Sonuglar

Metot Veri Seti MicroF1 MicroP MicroR
LSTM Elektronik 0.914 0.912 0.915
Bi-LSTM  Elektronik 0.915 0.908 0.922
GRU Elektronik 0.926 0.917 0.935
LSTM Ev&Yasam  0.897 0.897 0.896
Bi-LSTM  Ev&Yasam  0.894 0.901 0.887
GRU Ev&Yasam  0.905 0.906 0.904
LSTM Kadin Giyim 0.901 0.893 0.908
Bi-LSTM  Kadin Giyim 0.897 0.874 0.921
GRU Kadm Giyim 0.906 0.899 0.914
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Cizelge 5.8’de yapay derin sinir aglar1 kullanilarak elde edilen analiz sonuglari
karsilastirmali olarak gosterilmistir. Elde edilen bulgular incelendiginde her veri seti

icin en basarili sonuglarin GRU modeli ile elde edildigi goriilmiistiir.
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GRU Model Accuracy
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Bu tez calismasinda, Tiirk¢e e-ticaret miisteri yorumlarinin ¢ok etiketli analizi
gergeklestirilmistir. Bunun igin ilk olarak 6zgiin bir veri seti hazirlanmigtir. Mevcut
diger veri setleri ile kiyaslandigi zaman, her {i¢ veri seti icinde bulunan 6rneklemlerin
sayica fazla oldugu ve derlem olarak literatiire faydali bir katki olarak sunuldugu

gorlilmiistiir. Ayrica derlem igerisinde ii¢ farkli kategoride veri seti bulunmasi,
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analizlerin kategoriler i¢in ayr1 ayr1 ve etiket bazli analiz yapilmasina olanak

saglamistir.

Veri seti elde edildikten sonra sirasiyla klasik yontemler ve derin 6grenme yontemleri
analizler i¢in kullanilmistir. Cok etiketli analiz i¢in kullanilan klasik siniflandirma
yontemleri olan BR ve OvR algoritmalarinin en basarili sonuglari vermese de 6zellikle
parametrelerin diizglin sec¢ildiginde yeterli sonuglar1 verdigi goriilmiistiir. Bununla
birlikte adapte edilen bu metotlarin derin 6grenme tekniklerinin gerisinde kaldig1 net
bir sekilde goriilmistiir. Kelime gomme yaklagimlarinin ise bu veri seti iizerinde
basarili sonug elde edemedigi goriilmiistiir. Word2Vec ve GloVe 6zellik kullanilarak
elde edilen bulgularin, TF-IDF ile elde edilen sonu¢lardan daha basarisiz olmasi
kelime gémme dil modellerinin olusturulurken kullanilan kaynaklarin yetersizliginden
kaynaklanmaktadir. Ayni deneysel c¢alismada sadece oOzellik c¢ikarimi amagl
kullanilan BERT’in de yetersiz kaldig1 goriilmiistiir. Bunun en 6nemli nedeni ise
BERT dil modelinin 6zellik ¢ikarimindan sonra ince ayarlama gereksiniminden
kaynaklanmistir. Nitekim bir sonraki deneysel caligmada gergeklestirilen ince ayar

BERT yaklagimi en basarili sonuglari elde etmistir.

ROC analizlerinde elde edilen etiket bazli sonuglar, veri seti hakkinda bazi ¢ikarimlar
yapilmasina olanak saglamistir. Nitekim elektronik veri setine ait kaliteli iiriin etiketi
ile kadin giyim veri setine ait kumas kalitesi etiketi modellerin basar1 oranlarini
diisiirdiigii gozlemlenmistir. Veri seti hazirlanirken, 6zellikle yogun miktarda veri
iceren derlemlerde, insan faktoriinden kaynaklanabilecek hatalar g6z ardi
edilmemelidir. Bu hatalar, modellerin basar1 oranini1 diisiirlirken ayni zamanda
arastirmacilar i¢in yeni caligmalara da olanak saglamaktadir. Nitekim bu tez
caligmasinda toplanan veriler lizerinde denetimsiz 6grenme algoritmalari ile miisteri
yorumlari i¢in etiketleme calismasi gergeklestirilerek daha tutarl bir veri setinin elde

edilmesi saglanabilir.

Son olarak, elde edilen bulgularin insanlar agisindan daha kolay anlasilabilmesi i¢in
olusturulan veri setleri lizerinde agiklanabilir yapay zeka teknikleri uygulanabilir. Bu
yontemler sayesinde hangi veri seti i¢in hangi kelimelerin daha belirleyici oldugu,,
smiflandirma bagarisint etkileyen faktorlerin neler oldugu daha net ve somut bir

sekilde ifade edilebilir.
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