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John Holland’imMeslek Kisiligi Yaklagimi insanlarin gergekei, sanatsal,
sosyal, geleneksel ve arastirmaci olmak {izere alt1 kisilik tipinden biri oldugunu ve
aym sekilde alti is gevresi oldugunu iddia etmektedir. Ayrica kisiligin kariyer
basarisinda 6nemli bir faktor oldugunu da iddia etmektedir. Bu yaklagim kisilik ile is
cevreleri arasinda dogrusal bir iliski oldugunu, 6rnegin sosyal mesleki kisiligi baskin
olan birinin sosyal is ¢evresinde daha basarili olacagini iddia etmektedir. Holland
insanlarin ii¢c mesleki kisilik tipine sahip olabilecegini ve her bir mesleki kisiligin
birbiri ile yakinlik ve uzaklik iligkisi oldugunu savunur. Holland mesleki kisilikler
arasindaki iligkiyi ifade etmek i¢in bir altigen tasarlamistir. Ayrica teori insanlarin
sadece beceri ve yeteneklerini kullanmalarina degil, ayn1 zamanda tutum ve
degerlerini ifade etmelerine izin veren ortamlar aradiklarini da belirtir.

Diger taraftan sosyal aglar insanlar tarafindan ¢okca ilgi gosterilen ve kayda
deger seviyede vakit gecirilen bir alan olmustur. Ozel ve &nemli giinlerdeki
paylasimlar ile ya da diisiince ve fikir paylasimlar1 ile sik¢a kullanilir olmustur.
Ayrica sosyal aglar benzer ilgi alanlarina sahip bireyleri birbirine baglar ve onlarin
diisiincelerini, hislerini, i¢goriilerini ve duygularini paylasmalarina izin verir.

Bu tiir paylasimlar insanlarin ilgilerinin bir ifadesi oldugu da yadsinamaz.
Mesleki ilgi bunlardan birisidir. Mesleki ilgi de bireylerin uyum saglayacaklar
egitim ve ¢aligma ortamlarini yani kariyerlerini belirlemede 6nemli bir unsurdur.

Bu calismada kisilerin mesleginin sosyal aglardaki yansimasi incelenmistir.
John Holland'm kariyer sec¢imi teorisinden, kisiligin ve isin tutarliligindan
esinlenilmistir.
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ABSTRACT

HOLLAND PROFESSIONAL PERSONALITY TYPE ANALYSIS WITH
TEXT MINING METHODS

Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Computer Engineering, Ph.D. Thesis
Supervisor: Prof. Dr. Hasan ERBAY
Co-Supervisor: Assist. Prof.Dr. Hakan KOR

January 2023, 78 pages

With the Professional Interest Approach, John Holland claims that people are
one of six personality types: realistic, artistic, social, traditional and investigative,
and likewise there are six work environments. He also claims that personality is an
important factor in career success. This approach claims that there is a linear
relationship between personality and work environments, for example, someone with
a dominant social professional personality will be more successful in the social work
environment. Holland argues that people can have three occupational personality
types and that each occupational personality has a close and distant relationship with
each other. Holland designed a hexagon to express the relationship between
professional personalities. The theory also states that people seek environments that
allow them not only to use their skills and abilities, but also to express their attitudes
and values.

On the other hand, social networks have become an area where people are
very interested and spend a significant amount of time.

It has been used frequently with sharing on special and important days or
sharing thoughts and ideas. In addition, social networks connect individuals with
similar interests and allow them to share their thoughts, feelings, insights and
emotions.

It is undeniable that such posts are an expression of people's interests.
Professional interest is one of them. Professional interest is also an important element
in determining the education and working environments that individuals will adapt
to, namely their careers.

In this study, the reflection of people's profession on social networks was
examined. Inspired by John Holland's theory of career choice, consistency of
personality and work.
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1. GIRIS

Sosyal Aglar giiniimiizde en ¢ok ragbet gdren mecralar olmustur. Insanlar
anilarini, heyecanlarini, haberlerini, bir konu hakkindaki yorumlarimi veya fikirlerini
sosyal aglar1 kullanarak bazen bir fotograf bazen bir metin ilegevreleriyle

paylasmaktadirlar. Bu paylasimlar insanlar hakkinda bir¢ok fikir vermektedir.

Sosyal aglarda yer alan bu tiir paylasimlarin insanlarin ilgilerinin bir ifadesi
oldugu yadsinamaz. Mesleki ilgi bunlardan biridir ve bireylerin uyum saglayacaklari

egitim ve ¢alisma ortamlarii yani kariyerlerini belirlemede 6énemli bir unsurdur [1].

Ote yandan, benlik ¢ocukluktan itibaren sekillenirken tercihler de olusmaya
baslar. Bu tercihler zamanla kalic1 ilgiye doniisiir. Bu ilgi alanlar1 kariyerin ilk
kismudir [1].Kariyer ise toplumda énemli bir olgudur. Iyi bir kariyere sahip olmak
yasami ve basariy1 etkileyen bir unsurdur. Bu iyi bir planlama gerektirir ve bu
planlama genglik déneminden itibaren yapilmalidir [2].Ayrica kariyer hazirlhig
konusu kapsaminda Gysbers bazi davranis ve becerileri gerekli gérmiistiir. Bunlar:
(a) sosyal yeterlilik, (b) cesitlilik becerileri, (¢c) olumlu ¢alisma aliskanliklari, (d)
kisisel nitelikler, (e) kisilik ve duygusal durumlar ve (f) girisimcilik [3].Ogrencilerin
1yl bir kariyer planlamasi i¢in bu bilesenlere 6zellikle dikkat etmeleri, beceri ve

kisiliklerini gelistirmeleri gerekmektedir [2].

Bu caligmada da sosyal ag paylasimlarindan mesleki kisiligin yansimasi
incelenmistir. Calismamiz John Holland'm “Meslek Kisiligi Yaklasimi” teorisine
dayanmaktadir. Bu yaklasima gore 6 tip mesleki kisilik vardir. Bunlar gergekgi,
sosyal, arastirmaci, girisimci, geleneksel ve sanatc¢i kisilik tipleridir. Mesleki
kisiliklerle ayni ad1 tagiyan 6 tip de is ¢evresi vardir. Bu yaklagima gore meslekler {i¢
kisilik tipini igerir. Ornegin “6gretmenlik” meslegi sosyal, arastirmaci ve kisilik
tiplerini icinde barindirir. Insanlar da ii¢ kisilik tipine sahip olabilir. Holland’a gore
mesleki kisilik, kariyer se¢ciminde, kariyer basarisinda ve kariyer tatmininde énemli

bir faktordiir [4].

Holland, mesleki kisilik ve c¢alisma ortamlarinin  uyumlulugunu
arastirirkenbagta mesleki tercih envanteri uygulamistir. Bu envanterlikert tipi

Olceklerden olugsmaktadir. Anket, her is ¢cevresine uygun esit sayida soru igerir. Daha



sonra ise Holland “Kendine Yonelik Arama” ilgi envateri gelistirmistir. Bu envanter

1300 civart meslegin listesinin yer aldig1 bir kitapeik seklindedir [4].

Calismamizda ise mesleki kisilik ve ¢alisma ortamimin uyumunu belirlemek
i¢cin yaklasik 200 milyon aktif kullanicist olan, giinliik 500 milyon génderi yapilan
Twitter platformu kullanilmigtir  [5].Meslek sahibi tinlii  kisilerin = Twitter
paylasimlarindan olugsan 10454 adet tweet ¢alismanin veri setini olusturmaktadir.
Twitter, veri toplamak isteyen kullanicilar i¢in dort anahtar vermektedir. Bunlar
“consumer key”, “consumer secret”’, ‘“access token”, ve ‘“access secret”’

anahtarlaridir. Bu anahtarlar kullanilarak twitter verisi toplanabilmektedir.

Calismamizin metodolojisi metin madenciligi yontemleri kullanilarak elde
edilmistir. Metin madenciligi, yapilandirilmamis metin verilerinin
yapisallagtirilmasiyla ilgilenir. Biiyiik metin verilerinden bilgiye erisen ve bunlar
c¢ikaran, veritabanlarindan bilgi kesfeden, organizasyonlarda bilgi yonetimi ile veri

ve bilginin gorsellestirilmesini birlestiren bir ¢alisma alanidir [6].

Twitter paylasimlarindan olusan veri 6nce Onislem asamasinda gereksiz
kelime, karakter, noktalama isaretlerinden temizlenmis, yazim hatalar1 diizeltilmis,
koklere ayirma iglemi gergeklesmistir. Bu islemler Python programlama dili ile
gerceklesmistir. Gereksiz kelime, noktalama isaretleri ve sayilarin temizlenmesi
islemleri metin fonksiyonlariyla yazim hatalariin diizeltilmesi Python Textblob
kiitiiphanesi fonksiyonlariyla, kok alma islemi de yine Python programlama dili ile

lematizasyon ad1 verilen yontem ile ger¢eklesmistir.

Onislem asamasindan sonra ozellik ¢ikarimi asamasinda Python Keras
kiitiiphanesikullanilmistir. Ozellik belirleme kullanilmak {izere 8871 kelimeden
olusan kelime indeksi olusturulmustur. Her bir kelimenin temsili i¢in kelime gémme
katmani ile 100 siitunlu vektorler olusturulmustur. Siniflama asamasinin daha
basaril1 olmasii¢in 6zellik ¢ikarimi agsamasinda dnceden egitilmis GloVe vektorleride

kullantlmistir.

Konu modelleme yontemiyle de her bir kisinin tweetlerinin hangi konular
icerdigi tespit edilmistir ve toplanantweetlerin, hesap sahiplerinin meslekleri ile ilgili

oldugu belirlenmistir.

Siniflama asamasinda kullanilacak olan derin 6grenme algoritmalar sabit

uzunlukta veri girisine izin verdiginden istatistiki yontemler kullanilarak her bir
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satirin sabit bir siitun degerine sahip olmasi saglanmistir. Ayrica derin 0grenme
algoritmalarina sunulacak egitim verisi ve test verisi belirleme slireci capraz
dogrulama yontemi ile ger¢eklesmistir. Veri 5 parcaya ayrilmistir. Her bir parga 1
kez test verisi olarak kalan 4 parca da egitim verisi olarak smiflama asamasina

sunulmustur.

Siiflama asamasinda da GRU ve LSTM derin 6grenme sinir aglar1 ile model
olusturulmustur. Asir1 uymay1 énlemek i¢in seyreltme katmani kullanilmistir. Egitim
50 iterasyon siirmiistiir. Bu asamada gerceklestirilen tahmin sonuglarina gére GRU
model %94.1 oraninda basar1 gosterirken LSTM model %93.2 oraninda basari

gostermistir.

Bu tez calismasinin amaci Twitter gonderileri ile Holland mesleki kisiligin
yansimasinin sonuc¢larinin bulunmasidir. John Holland likert tipi 6lgekle mesleki
kisiligi tahmin etmeye ¢alismisken bu calisma Twitter gonderileriile mesleki kisiligi

tahmin etmeye ¢alismistir.
Bu arastirma ile asagidaki sorularin cevaplar1 aranmaktadir.
(a) Sosyal aglar bireyin mesleki kisiligini yansitir mi1?

(b) Sosyal aglar bireyin mesleki kisiligi ile calisma ortaminin tutarliligini

yansitir m1?

(c) Bireylerin paylastiklar1 Twitter gonderileri meslekleri ile ilgili midir?



2. LITERATUR CALISMASI

2.1. Holland Teorisi ile Tlgili Calismalar

Holland Teorisi ile iligkili birgok c¢alisma yapilmistir. Halen de bu tiir
calismalar devam etmektedir. Ornegin, Hoff ve digerleri bes kariyer sonucu igin
ergenlik donemindeki kisilerin mesleki ilgisini incelemislerdir. Bu sonuglar derece
elde etme, prestij, gelir ve kariyer ve is tatminidir. Calismada kullanilan veri,
ergenligin son donemlerinden genc yetiskinlige kadarki donemde olan kisilerden 12
yilik bir siliregte toplanmistir. Calisma ergenlerin mesleki ilgilerinin kariyer

basarilarinda 6nemli bir etkisi oldugunu belirlemistir [7].

Babarovic ve digerleri yaptiklari ¢alismada ortaokul ¢ocuklarinin
STEM(bilim, teknoloji, matematik ve miihendislik)’e olan ilgilerini 6lgmislerdir.
Calismaya 13 yasindaki 727 o6grenci katilmistir. Calisma sonucunda erkeklerin
Miihendislik ve teknolojiye olan ilgileri kizlara oranla daha yiiksek ¢ikmigtir. Fen ve
Matematikte ise bu fark daha az c¢ikmis, bilime olan ilgide ise cinsiyet farki
olusmamistir. Calisma kizlarin STEM’e olan ilgilerinin arttirllmasima yonelik

caligmalar yapilmasini 6nermektedir [8].

Usslepp ve digerleri caligmalarinda 6grencilerin genel egitim yolu ve kariyer
yolu tercihlerini biiylik bes kisilik modeli ve Holland teorisi kapsaminda
incelemislerdir. TOSCA ve TOSCA 10 adli iki veri setinin kullanildig1 ¢alismada
Lojistik regresyon algoritmasi ise kosulmustur. Calismanin sonucunda Holland
teorisinde bahsedilen girisimci ve arastirmaci kisiliklerin egitim yolunu, Sosyal ve

Geleneksel kisilik tiplerinin de kariyer yolunu tercih ettikleri belirlenmistir [9].

Oliveira ve digerleri “Children's Career Expectations and Parents' Jobs:
Intergenerational (Dis)continuities” adli calismalarinda ¢cocuklarin mesleki ilgilerinin
anne babalarmin yasantisindaki meslekleri ile ilgili olup olmadigini arastirmislardir.
Calismada iki ebeveyni de hayatta olan 108 Portekizli ¢ocuk katilimci kullanilmigtir.
Calismanin sonuglar1 ¢ocuklarin kariyer beklentilerinin ve ebeveynlerinin islerinin,

RIASEC tipolojisi ile pozitif iligkili ve tutarli oldugunu gostermistir [10].

Kennon ve digerleri “Comparing Holland and Self-Determination Theory

Measures of Career Preference as Predictors of Career Choice” adindaki iki farkli



arastirmay1 iceren calismalarinda Holland RIASEC modelini Self Determination
Theory (Kendi Kaderini Tayin etme Teorisi-SDT) ile karsilastirmiglardir. Arastirma
iki ¢alisma seklinde yiiriitiilmiistiir. Birinci ¢alismaya Missouri Universitesi lisans
psikolojisi dersinden 246 Ogrenci, ikinci ¢alismaya ise yine ayni iiniversitedeki
kariyer merkezindeki kariyer kesif simiflarindan 92 &grenci katilim saglamistir. Ilk
calismada Holland puanlar1 ile SDT puanlart arasinda altida dort oraninda anlamli
iliski bulunmustur. Her iki ¢alismada da igsel motivasyonun alt ol¢egi kariyer
se¢cimini tahmin edebilmistir. Caligmanin sonucunda 6z-uyum degerlendirme

metodolojisi kariyer se¢iminde kullanilabilecek bir alternatif oldugu ortaya ¢ikmistir
[11].

Mintram ve digerleri “An investigation of gender differences in Holland’s
circumplex model of vocational personality types in South Africa” adindaki
aragtirma calismalarinda Giiney Afrika Kariyer Ilgi Envanteri kullanarak Giiney
Afrika’daki mesleki ilginin cinsiyete gore degisimini incelemiglerdir. 138 erkek, 268
kadin katilimcmin yer aldigi calismada likert tipi 143 maddeden olusan Glgek
kullanilmistir. Calismada gergekei, arastirmaci ve geleneksel Olgeklerde erkekler,

sosyal Olcekte ise kadinlar yliksek puan almistir [12].

Anggraini ve digerleri ¢aligmalarinda Holland RIASEC 6l¢eginin Endonezya
versiyonunun gecerlilik ve giivenilirligini test etmislerdir. Caligmada katilimcilar 15
ile 27 yaslar1 arasindadir ve bir egitim kurumunda c¢alisiyor ya da kariyer se¢imi
asamasindadirlar. Ancak kariyerlerinde doyuma ulagsmamislardir. Kullanilan 6lgegin
43 maddesinin gegerli oldugu 5 maddesinin de gecersiz oldugu belirlenmis ve
giivenirlik katsayis1 0.906 olarak bulunmustur. Calismanin sonucunda Holland

RIASEC 6l¢eginin Endonezya versiyonu gegerli ve giivenilir bulunmustur [13].

Rose ve digerleri Kisisel Kiiresel Ilgi Envanteri’nin Vietnam modelinin
yapisal gecerliligi ile ilgilenmislerdir. Mesleki ilgi ile Mesleki prestijin birlestirildigi
calismaya 3125 iiniversite 0grencisi katilmistir. Sonuglar begeni ve yeterlilik i¢in
Holland Olgegi ile veriler arasinda dénemli derecede uyum oldugu yoniindedir.

Calisma Vietnam’da kiiresel ilgi envanterinin gegerliligini dogrulamaktadir [14].

Jones ve digerleri bir inceleme calismast olan “Black-White differences in
vocational interests: Meta-analysis and boundary conditions” adli ¢alismalarinda

Amerika’da 1rk farkliliklarinin mesleki ilgiye etkisini aragtirmiglardir. Calismada 54



calismanin meta analizi yapilmistir. Sonuglara bakildiginda siyah amerikalilarin
sosyal, girisimci ve geleneksel yanlarinin, beyaz amerikalilarin da gercekci ve
arastirmaci yanlarinin daha baskin oldugu goriilmiistiir. Sanatsal acidan ise aralarinda

anlamli bir farklilik bulunamamastir [15].

2.2. Siiflama Algoritmalar ile ilgili Calismalar

Veri madenciligi ¢alismalarmin siiflandirma asamalarinda onceleri K-En
Yakin Komsu (K-NN), NaiveBayes, Destek Vektor Makinesi gibi algoritmalarin
kullanim1 yogunluktaydi. Ornegin Fanny ve digerleri K-NN, NaiveBayes ve Destek
Vektor Makinesi algoritmalarint karsilastirmiglardir. Haber verilerinin olusturdugu
veri setinin kullanildig1 ¢alismada ii¢ tip kok bulma yontemi kullanilmistir. Bu
yontemlerden en iyisi wordnet olarak bulunan g¢alismada smiflama basarisinin en

yiiksek oldugu algoritma %93,3 ile K-NN olmustur [16].

Bir diger calismada Pratama ve Sarno Twitter verilerini kullanarak kisilik
tespiti yapmislardir. Calismanin birinci asamasinda Twitter paylagimlari ile siniflama
yapilmistir. NaiveBayes algoritmasi1%60.63 oraninda basar1 ile diger algoritmalar
arasinda en basarilist olmustur. Caligmanin ikinci kisminda ise bir anket
kullanilmigtir. Bu anketten alman veriler ile yapilan kisilik belirleme

siniflandirmasinda ise %65 oraninda basari elde edilmistir [17].

Devika ve digerleri tip alanindaki caligmalarinda insanlarda kronik bobrek
hastaligimin varligim1 tahmin etmislerdir. Caligmada K-NN, Rastgele Orman ve
NaiveBayes algoritmalar1 kullanilmistir. Kesinlik, geri ¢cagirma, F1 skoru ve basari
skorunun degerlendirme 6Slgiitleri olarak kullanildigi calismada siniflama basar1 oran

en yiiksek algoritma %99.84 ile Rastgele Orman Algoritmasi olmustur [18].

Tip alanindaki bir diger ¢alismada Maheshwar ve Kumar, K-NN, NaiveBayes
ve Karar Agaglarn1 algoritmalari kullanarak memekanseri teshisi iizerine
calismislardir. UCI kiitiiphanesinden alinan Iyi huylu 458, kotii huylu 241 &rnegin
yer aldig1 veri setindel0 6zellik bulunmaktadir. Kesinlik, F1 skor, basar1 ve geri
cagirma metriklerinin yer aldig1 calismada Karar Agact Algoritmasi%100 siniflama

basarisi elde etmistir [19].

NaiveBayes, K-NN ve Karar Agaci algoritmalarimin karsilastirildig
“Application of NaiveBayes, Decision Tree, and K-Nearest Neighbors for
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Automated Text Classification” adli ¢aligmasinda Ababneh, Suudi basin ajansindan
topladigi Arapca makaleleri siniflandirmistir. Calismada kiiltiirel haberler, spor
haberleri, sosyal haberler, ekonomi haberleri, siyaset haberleri ve genel haberler
konularinda veriler toplanmistir. Sonug¢ olarak calismada %88 F1 skoru ile

NaiveBayes Algoritmasi en yliksek degeri elde etmistir [20].

2.3. Ozellik Cikarimi Yontemleri ile ilgili Cahismalar

Metin madenciligi calismalarinda yapilan ¢alismalarda bir¢cok 6zellik ¢ikarim
yontemi ve siniflandirma ve kiimeleme algoritmalari kullanilmaktadir. Siniflandirma
basarisinin yiiksek olmasi i¢in 6zellik ¢ikariminin iyi yapilmasi gerekmektedir.
Ozellik cikarimi yontemlerinin bazilar1 kelime torbasi (BoW) modeli, Sézliik
Yoéntemi ve Terim frekansi-ters dokiiman frekanst modeli (TF-IDF)’dir. Ote
yandanWord2Vec, GloVe, ve FastText 6zellik ¢ikarim asamasinda kullanilan kelime

gdmme metotlaridir.

Dharma  ve  digerleri  yaptiklan  calismada  kelime — gémme
metodlarindanWord2Vec, GloVe ve FastText yontemlerini karsilastirmiglardir.
Siniflama i¢in Evrisimli Sinir Ag1 (CNN) kullanilan ¢alismada veri seti olarak 20
haber baslig1 altinda 19.977 haberin yer aldigi UCI KDD arsivi kullanilmistir. Ug
kelime gomme metodu ile birbirine yakin smiflama basaris1 elde edilen

caligmadaFastText %97.2 ile en yliksek sonucu vermistir [21].

Parolinve digerleri Word2Vec ve GloVe kelime gomme metodlarim
kullandiklar1 ¢aligmalarinda siyasi haber makalelerini incelemislerdir. Calismada
CAMEO(Catisma  ve  Arabuluculuk  Olay  Gozlemleri)  ontolojisinden
yararlanilmistir.250 bin makalenin incelendigi ¢calismada 6nislem asamasindan sonra
107.475 climle ile calisilmistir-Word2Vec ile %75.1 GloVe ile %65.8 oraninda
basar elde edilmigtir [22].

Son zamanlarda BERT yontemi de 6zellik ¢ikarimi igin kullanilan yeni bir
yontem olarak karisimiza ¢ikmaktadir. Dil modelleme ve sonraki climle tahmininde
kullanilan bu yontem kelimeler i¢in baglamsal yontemleri de 6grenebilmektedir. Bir
kelimenin birden fazla anlami oldugu durumda kelime goémme metotlar1 tek bir
vektor iiretirken BERT climleye gore degisen birden fazla vektor iiretebilmektedir.

BERT yonteminin kullanildigi bir ¢alismada Uday ve digerleri BoW, Word2Vec,
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TF-IDF 6zellik ¢ikarimi yontemleri ile BERT yontemini karsilagtirmiglardir. Covid
19 pandemisi ile ilgili 3 ayr1 veri setinin bulundugu calismada en yiiksek siniflama

basaris1 %90 oraninda BERT ile elde edilmistir [23].

BERT modelinin ¢alisildig1 bir diger calismada Mozafari ve digerleri Twitter
verileri kullanarak nefret sdylemi tespiti modiilii ve Onyargi azaltmamodiilii
gelistirmiglerdir. BERT tabanli c¢alismada Bi-LSTM ve CNN siniflandirma igin
kullanilmistir. Nefret soylemi tespiti calismasinda CNN sinir ag1 ile %92’ye varan F1
skoru elde edilmistir. Onyarg1 azaltma modiilii ¢calismasinda ise %91 oraninda F1

skor elde edilmistir [24].

2.4. Derin Ogrenme Algoritmalar ile ilgili Cahsmalar

Smiflandirma asamasindason zamanlarda daha c¢ok derin 6grenme
algoritmalar1 kullanilmistir. Mohanty ve digerleri kablosuz sensér aginin (WSN)
fiizyon merkezinde enerji verimliligi ve optimum yiik dengesini saglamak i¢in derin
O0grenme tabanli bir model 6nermislerdir. Calismadaki model RNN-LSTM uzun kisa
siireli bellek icermektedir. Karsilastirma icin OSPF ve DNN modeller kullanilmistir.
Sinyalleme yiikiine ve ortalama gecikmeye gore sonuclar LSTM’nin diger

modellerden daha basarili oldugunu ortaya koymaktadir [25].

Yang ve digerleri bilgisayar oyunlarinin pazarlamasinda kullanilmak {izere
bir derin O6grenme modeli Onermislerdir. Oyuncu davraniglarmin incelendigi
calismada GRU modeli kullanilmistir. Sonuglar derin 6grenme modeli sayesinde
otomatiklestirilmis  bir pazarlama hizmetinin  saglanabilirligini, maliyetin
disiiriilmesini  ve pazarlama hizmetinin en dogrusuna ulasabilir oldugunu

belirlemistir [26].

Calismalarinda Bangla dilindeki farkli kategorilerdeki ¢evrimici gazetelerde
yer alan makaleleri inceleyen Banik ve Rahman dogal dil islemenin alt alanlarindan
biri olan varlik tanima sistemini ¢alismalarinda kullanmiglardir. GRU derin 6grenme
aginin kullanildig1 calismada %69 F1 puami elde edilmistir. Arastirmacilar veri
setinin artirilmasi ve birlikte kullanilacak kelime gémme metodlar: ile daha basarili

sonugclar elde edilebilecegini 6ngdérmiislerdir [27].

Guo ve digerleriderin 6grenme modelini kullandiklar1 ¢alismalarinda kopri

ingaatlar siirecinde ve bakim siirecinde sensorlerden elde edilen veriler ile ¢alisip bu
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verilerden ¢ikarimlar elde etmislerdir. Calismada Kohonen sinir agi ile erken uyari
ve aykirt tespitinde LSTM sinir agini ise sapmalarin tahmin edilmesinde
kullanilmistir. LSTM model, sapma degeri tahmininde, %99’a kadar basari
gostermistir. Calismada LSTM’nin Koprii saghigi izleme sistemlerinde izleme

parametrelerinin tahmininde kullanilabilecegi 6ngoriilmiistiir [28].

Massaro ve digerleriLSTM ve GRU sinir aglar ile kiiresel dagitim sistemi
icin bir karar destek modeli olusturmuslardir. Temel performans gdstergelerinin
tahmin edildigi calismakarar destek sistemi, is zekasi stratejileri ile ilgili endiistri

faaliyetlerini igeren bilgi tabaninin artirtlmasini 6nermektedir [29].

Sun ve digerleri “Short-Term Building Load Forecast Based on a Data-
Mining Feature Selection and LSTM-RNN Method” adli ¢alismalarinda bina yiik
tahmini yapmaya c¢alismislardir. LSTM sinir aginin kullanildig1 ¢alismada tanitilan
yontemin uygun girdi se¢imi ve bilyilk tahmin dogrulugu ile yiiksek basari

gosterecegi Onerilmistir [30].

Zhang ve digerleri “Improved Dota2 Lineup Recommendation Model Based
on a Bidirectional LSTM” adl1 ¢alismalarinda diinyaca {inlii e-spor oyunu Dota2’nin
Bidirectional-LSTM ile kahraman karakterini tahmin etmektedirler. Calismada
ozellik ¢ikarimi i¢in kelime gdmme metodu olan Word2Vec CBOW kullanilmistir.
Deney sonuglar1 6nerilen bes kahramanin ortalama dogruluk oranimi %67,74 olarak

belirlemistir [31].

Ryaz ve Ganapathy caligmalarinda saldir1 tespit sistemi modellemislerdir.
Calismada izinsiz aga girisi tespit etmek amaciyla 6zellik ¢ikarimi agamasinda
kosullu rastgele alan, dogrusal korelasyon katsayisi ve evrisimli sinir agi(CNN)
algoritmas: kullanilmistir. Onerilen model %98,8 oraninda tespit dogrulugu elde

etmistir [32].

Liu ve digerleri “Spatio-Temporal GRU forTrajectoryClassification” adl
caligmalarinda derin 6grenme algoritmasi kullanarak Mekansal-zamansal yoriinge
siniflandirmas1 yapmiglardir. Bu baglamda mekansal-zamansal GRU adinda bir
siniflandiric1 Onerilmistir. Sonug olarak c¢alismada literatiiriin aksine hem mekansal

hem de zamansal ydriinge siniflandirmasinin basarili olabilecegi gosterilmistir [33].

Smys ve digerleri gol ve baraj gibi su depolanan yerlerin sensorlerle

yonetilmesi iizerine bir model onermislerdir. Calisma alani alic1 gél veya baraj ile
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gonderici gl veya barajin oldugu sistemlerdir. Onerilen modelde evrisimli sinir ag
CNN kullanilmig ve alict gol veya barajin su seviyesinin tahmini ile tagkinlarin
Oniine gecilmesi hedeflenmistir. Sonucgta Onerilen yontem gercek zamanli baraj ve

gollerde kullanilabilirligi kanitlanmistir [34].

LSTM ve CNN’nin hibrid modelinin 6nerildigi bir diger ¢calismada da Zhang
ve digerleri iki farkli web sitesinden 10 bin film yorumunu veriseti olarak
kullanmiglardir. Siniflama i¢gin LSTM ve CNN algoritmalarinin ayr1 ayr1 da
kullanildig1 calismada en yiiksek basar1 skorunu %91.17 ile hibrid model elde
etmistir [35].
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3. GENEL BILGILER

3.1. Kariyer Secimi

Kariyer se¢imi insan hayatindaki belki de en Onemli secgimlerden biri
olmaktadir. Bir¢ok zorlugu icinde barindiran kariyer sec¢imi, kisinin duygu
durumundan, hayata bakisindan, yasam stilinden ve ekonomik durumundan
etkilenen, kariyer secimi sonucu isekisinin topluma katkisini ve toplumdaki
statiisiinii belirleyen bir oneme sahiptir [36]. Ayrica kariyer se¢iminde, kisisel
yetenekler, kiiltlir, alinan egitim, ailenin ge¢misi ve kisinin yasitlar1 arasindaki basari

durumu gibi bir¢ok faktor etkilidir [37,38,39].

Kariyer se¢iminin bu denli 6nemli olmasi insanlarin hayatlarimin farklh
donemlerinde bu konuyla mesgul olmalarina [36,40] ve kararlarin1 diisiinerek,
planlayarak, strateji yaparak, sistematik bir sekilde vermelerine sebep olmaktadir

[37].

Ote yandan kisiler kariyer secimlerini her zaman diisiinerek ve bilingli bir
sekilde yapmazlar. Brimrose calismasinda toplumun sadece %25’inin kariyer
seciminde stratejikve akla uygun kararlar verdigini belirtmistir [41].Gladwell de
kisinin planlamadan yaptig1 kariyer se¢iminin daha etkili oldugu goriisiindedir [42].
Miltchellde bu konuda sezginin 6n planda oldugunu, yoldaki isaretlere gore karar

vermenin etkili olacagini 6ne stirmektedir [37,43].

Kariyer se¢iminin 6nemi ve zorlugu, bu alanda uygulamalarin, kariyer
gelisim teorilerinin ve hatta kariyer danigsmanligi vb. gibi mesleklerin dogmasina

neden olmustur.

Arastirmacilar gecmisi acgiklamak, yetenekleri dikkate alabilmek ve bu gibi
kriterlerle gelecekteki kariyer se¢imini dogru tahminine yardimci olmasi i¢in bir teori

bilgisinin gerekli oldugunu tartigmaktadirlar [37,44].

Korkut-Owen ve digerleri, kariyer teorilerinin karmagik davranislar
anlagilabilir durumlara, mantikli oriintiilere ve dogru tahminlere doniistiirebilecegini

One stirmektedir [37,45].

Krumboltz’a gore ise kariyer teorisi gereksiz ayrintilart atlamamiza ve biiyiik

resmi géormemize olanak saglar [37,46].
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3.2. Holland Meslek Kisiligi Yaklasim

Giliniimiizde kariyer se¢imi biiylik bir 6neme sahiptir. Bu kapsamda kariyer
lizerine yapilan arastirmalar ile teoriler liretilmektedir. Teoriler bir kariyer danismani
gorevini istlenmekte ve kisisel ilgi iizerine odaklanmaktadirlar. Bu teorilerin
baslicalarindan bir tanesi de John Holland tarafindan gelistirilmis olan “Holland

Meslek Kisiligi Yaklagimi™dir.

John Holland, gelistirdigiMeslek Kisiligi Yaklasimuiile kisinin ilgi alanlarinin
kariyer se¢iminde etkili oldugu goriisiinii benimsemistir. Bu yaklasim kisilerin ilgi
duydugu alanlara ve uygun calisma ortamina yOnelmesinin basari, istikrar ve is
tatmininde olumlu sonuglar ortaya c¢ikardigit ve ilgilerin meslek se¢iminin

belirleyicisi oldugu esasinadayanir [8,9].

Bu yaklagima gore kisiler 6 tip meslek kisiligine sahiptir. Bunlar gercekei,
sosyal, arastirmaci, girisimci, geleneksel ve sanatsal kisiliklerdir. Holland Teorisi
olarak adlandirilan yaklasim kisilik tiplerinin bas harflerinin yan yana yazilmasi ile

olusan RIASEC modeli diye de ifade edilebilmektedir.

Teoriye gore is g¢evreleri yani meslekler de bu kisiliklere uyumlu olacak
sekilde kategorize edilmis ve her bir mesleki kisilik ile kategorize edilmis meslekler

arasinda bir eslesme s6z konusudur.

Gergekei kariyerler arasinda asg1, sporcu, tamirci itfaiyeci, elektrik¢i, boyaci
gibi meslekler yer alirken, sanatsal kariyerler arasinda ressam, oyuncu, tasarimci gibi
meslekler, aragtirmaci kariyerler arasinda akademisyen, matematikei, fizik¢i gibi
meslekler, sosyal kariyerler arasinda 6gretmen, avukat, politikac1t gibi meslekler,
girisimci kariyerler arasinda insan kaynaklar1 temsilcisi, isadami gibi meslekler ve
geleneksel kariyerler arasinda devlet memuru, istatistik¢i, muhasebeci gibi meslekler

yer almaktadir [11].

Holland Teorisi lizerine yapilan ¢alismalar gosteriyor ki sosyal, gercekei ve
geleneksel kisilik tiplerine sahip insanlarin egitim istekleri diisiik, arastirmaci,

sanatsal ve girisimci kisilik tiplerine sahip insanlarin da egitim istekleri ytiksektir [9].

Bu yaklasima gore meslekler birden fazla meslek kisiligini icinde

barindirabilirler. Ornegin dgretmenlik meslegi hem sosyal hem arastirmaci hem de
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geleneksel kisilik tiplerini kapsar. Ayrica teori bireylerin biri daha baskin olacak

sekilde ti¢ tip meslek kisiligini yansitabilecegini savunur [4].

3.2.1. Gerg¢ekei Kisilik Tipi

Gergekei Kisilik tipleri teknik ve pratik yetenek gerektiren aktivitelere ilgi
duyan uygulamali problemler ¢6zen, ahsap malzemeler, makine ve aletler gibi somut
islerle ugrasmay1 seven kisilik tipleridir. As¢1, oto tamircisi, boyaci, teknisyen,
tesisat¢l, sporcu gibimeslekler bu kisilik tipinin basarili olabilecegi meslekler

arasinda yer almaktadir [47].

3.2.2. Arastirmaci Kisilik Tipi

Arastirmaci kisilik tipleri, arastirma yapmayi, bir konu iizerinde diisiinmeyi,
fikir liretmeyi, deneyler yapmay1 seven ve zihinsel aktivitelere ilgi duyan kisilik
tipleridir. Bilimsellige yakin kisiliklerdir. Bilim insan1 olmak isteyen kisiler bu

yaklagima gore bu kisilige sahip bireylerdir [47].

3.2.3. Sanatsal Kisilik Tipi

Sanatsal kisilik tipleri orijinal fikirler iiretmeyi iyi becerirler. Hayal giicleri
yiiksek olan bu kisilikler edebiyat, sinema, tiyatro, miizik, resim, heykel gibi dallarda
daha basarili olabilmektedirler. Yaratict bakis agisina sahip olan sanatsal kisilikler
icin ressam, heykeltirag, dans¢i, oyuncu, miizisyen, fotograf¢i, tasarimci gibi

meslekler uygun mesleklerdir [47].

3.2.4. Sosyal Kisilik Tipi

Sosyal kisilik tipleri, iletisim kurmayi iyi becerirler. Yardimsever ve
fedakardirlar. Birlikte ¢alisma konusunda en dogru kisilik tipidir. Sosyal sorumluluk
projelerinde yer almay1 severler. Ayrica insanlara bir seyler 6gretme konusunda da
basarilidirlar. Disa doniik bir yapiya sahip bu kisilikler i¢in 68retmen, avukat ve

hemsire gibi meslekler uygun mesleklerdir [47].
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3.2.5. Girisimci Kisilik Tipi

Girisimcei kigilikler lider kisilerdir. Enerjik ve hirsli yapilari ile dikkat
cekerler. Risk alabilirler. Insanlar1 yonlendirme ve ikna etme konusunda
basarilidirlar. Disa dontiktiirler. Girisimei olmay1 gerektiren mesleklerde basarili
olabilirler. Teoriye gore bu kisilik tipleri igin satig pazarlama, siyaset, i adami gibi

meslekler ve gazetecilik meslegi uygundur [47].

3.2.6. Geleneksel Kisilik Tipi

Geleneksel kisilikler genellikle rutinleri takip eden kisilerdir. “Gorev adam1”
tabiri ile anilan insanlardir. Titiz, plan yapan ve ayrintiya 6nem veren bir yapiya
sahiptirler. Devlet dairelerinde memurluk gibi meslekler bu kisilikler i¢in en uygun
mesleklerdir. Ornegin muhasebeci, bankacilik, sekreterlik gibi meslekler bu kisilik

tipleri i¢in uygundur [47].

3.2.7. Holland Altigeni

Holland gelistirdigi meslek kisiligi yaklasimiyla kisilik tiplerinin ve is
cevrelerinin birbiri ile yakinlik ve uzaklik iliskisini gdsteren dairesel bir altigen

tasarlamustir [8].

GIRISIMCI RESMI
(E) (@)

(s) (R)

SOSYAL > GERCEKCGI

SANATSAL ARASTIRMACI
(A) (1)

Sekil 1 Holland Altigeni



Sekil 1’de gosterilen Holland Altigeni olarak bilinen bu tasarima gére meslek
kisiliklerinden yakin olanlar birbiri ile daha yiliksek uzak olanlar ise daha diisiik
seviyede iliskiye sahiptir. Ornegin bitisik olan girisimci ile sosyal birbirine daha
benzerken girisimci ile sanatsal daha az benzerdir. Girisimci ile en az benzer olan ise

arastirmacidir [8].

3.3. Twitter

Sosyal aglarin en popiilerlerinden biri de Twitter’dir. Twitter aktif 192 milyon
kullaniciya sahiptir. Bu sayinin %631 35 ile 65 yas araligindadir ve cinsiyet olarak
%66’ya %34 erkek kullanici istiinligi bulunmaktadir. Giinliik 500 milyon tweet
atilmakta ve Twitter internetin SMS’si olarak kabul edilmektedir. Twitter haberlerin
cikis noktast ve son dakika haberlerinin iletildigi en onemli mecra olarak da kabul
gormiistiir. Bu da Facebook’daortalama gegirilen 4,96 dakikaya nazaran Twitter’daki

stirenin 3,39 dakikada kalmasinin acgiklamasi olarak goriilebilir [48].

Twitter paylasimlart genellikle herkese aciktir. Herkes fikirlerini ve
diisiincelerini paylastigr gibi baska kullanicilarin paylasimlarini da retweet olarak
paylasabilmektedir. Bazi konular giinlik “trend topic” yani giindemdeki konu

olabilmektedir.

Twitter 6zellikle politika, ekonomik ve sosyal konularin tartisildigi bir
platform halini de almistir. Giindelik haberlerin paylasilmasi bir haber sitesi gibi
goriilmesinisaglamistir. Ayrica veri toplanmasina izin veren yapisi olmasi dolayistyla
arastirmacilarin ilgisini ¢eken bir platform olmaktadir. Twitter veri toplamak isteyen
kullanicinin basvurusunu onayladiktan sonra ona dort anahtar vermektedir. Bunlar
“consumer key”, “consumer secret”’, ‘“access token”, ve ‘“access secret”’
anahtarlaridir. Kullanictya 6zel olan bu anahtarlar kullanilarak Twitter ile kullanici

hesaplarinin ya da belirli bir konudaki tweet gonderileri toplanabilmektedir.

3.4. Veri Madenciligi

Veri madenciligi, kaliplar1 belirlemek, bilgi kesfetmek, 6zellikleri belirleme,
egilimleri belirleme, fikir edinme gibi islemleri biiyiik veri iginde uygulamaya

verilen genel ifadedir [49].
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Bir¢ok endiistride veri madenciligi énemli bir role sahiptir. Bu alanda bir
sitketin sattiklar1 {riinlerin gelecekteki satis miktarinin tahmini, kaynak miktar
tahmini, risk analizi, misterilerin firmaya ve lriinlere bakisi, dolandiricilig1 tespit

etmek gibi bir¢ok islem yapilabilir [49].

Veri madenciliginde uygulanan yukarida bahsedilen islemler ile sirketin
rekabet giicli artar, firmanin gelismesi ve biiylimesi saglanir, ekonomik kayiplar en

aza indirgenir ve kurumlarin miisteri portfoyii genisler [49].

Veri Madenciligi ile ugrasan kisilere “Veri Bilimcisi” denmektedir. Bir Veri
bilimcisinin bilgi ¢ikariminda bulunmak, veriler arasindaki kaliplari ve iliskileri
belirlemek gibi sorumluluklart vardir. Veri bilimcisi bu gibi gorevleri
gergeklestirebilmek i¢cin Hadoop, Pig, Hive, Spark, MapReduce gibi teknolojileri ya
da Python, R dili gibi programlama dillerinikullanarak tahmine dayali makine

O0grenmesi modellemesi yapar [50].

Veri madenciligi, Oriintii Madenciligi, Metin madenciligi, Web Madenciligi,
Fikir Madenciligi gibi kategorilerde uygulanmaktadir. Pazarlama, bankacilik,
sigortacilik, miihendislik, saglik, ulastirma, giivenlik vb. bir¢cok alanda wveri

madenciligi ¢aligmalarinda yararlanilmaktadir.

Metinsel verilerin kullanildig1 ¢alismalarda birden fazla alana ayrilmaktadir.
Bunlara metin madenciligi, dogal dil isleme ve duygu analizi 6rnek verilebilir. Bu
alanlar birbirleri ile hibrit olarak da kullanilabilmektedirler. Metin madenciligi
metinsel veriler ile ilgili ¢ikarimlar elde etmeyi hedeflerken dogal dil isleme insan
dili ile bilgisayar dilini yakinlastirmayr hedeflemektedir. Duygu analizi ise

metinlerdeki duyguyu ortaya ¢ikarmay1 amaglamaktadir.

3.5. Dogal Dil isleme

Dogal dil isleme yapay zekanin bir alt dali olarak insan dilindeki anlamin
bilgisayarlar tarafindan ortaya c¢ikarilmasiyla ilgilenmektedir. Dogal dilin
anlasilmasini saglayan teori ve yontemleri kapsar. Dogal dil islemenin ilk 6nemli
gelisimi 1957 ile 1970 arasinda gerceklesmistir. Bu tarihler arasinda dogal dil isleme
yapay zeka ile birlestirilmistir. Fakat 1970°e yaklasirken dogal dil islemede istatistiki

yaklasim ile korpusun olusturulmasi konusunda yasanilan sorunlar bu alana giiveni
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sarsmigtir. Bu alandaki uygulamalarin istenilen seviyeye gelemeyecegi kanisina

sebep olmustur [51].

Ikinci 6nemli gelisim 1971 ile 1993 yillar1 arasindadir. Arastirmacilarm dogal
dil isleme alanlarindan konusma tanima alaninda Gizli Markov Modeline dayali
basarilar1 ve 1980’lerin basi ile sdylem analizinin gelismesi dogal dil islemenin ivme

kazanmasini sagladi [51].

1990’11 yillarin ortalarina dogru bilgisayar hizindaki ve depolamadaki hizin
artis1 dogal dil islemenin ticari gelisimini saglamistir. Ayrica internetin ticarilesmesi
de dogal dil islemedeki talebi artirmistir. YoshuaBengio 2001 yilinda dogal dil

isleme alaninda ilk ileri beslemeli sinir ag1 modelini 6nermistir [51].

Giliniimlizde o6zellik c¢ikarimi yontemleri olarak karsimiza c¢ikan BOW
yontemi, TF-IDF modeli, N-gram yontemleri,Word2Vec, GloVe, FastText gibi
kelime gdmme metotlari, konu modelleme olarak bilinen Gizli Dirichlet Tahsisi, dil
modelleme ve sonraki ciimle tahmininde kullanilan BERT yontemi dogal dil isleme

alaninda kullanilan yontemlerdir.

3.6. Duygu Analizi

Duygusal durum ve yargi calismalarinda ortaya ¢ikan duygu analizi kelime,
kelime 6bekleri, climleler ve bazen de tiim belgenin duygu ifade ettigi durumlarla
ilgilidir. Kelime tabanli daha ¢ok tercih edilir. Duygudogrudan veya ortiikolabilir
[52].

Duygu analiziproblemin karmasiklig1 sebebiyle ii¢c gorevi kapsar. Ilki metnin
0znel veya nesnel olmasi anlamindaki fikir tespitidir. Fikir tespiti metindeki sifatlar
ile belirlenebilir. Ikincisi ise duygu polaritesinin siniflanmasidir. Duygu analizinde

polarite genellikle pozitif ve negatif kutupluluk olarak sonug¢lanir [52].

Yukaridaki iki gorev i¢in farkli diizeylerde uygulama yapilabilir. Bunlar
kelime diizeyi, ifade diizeyi veya ciimle diizeyi olabilir. Sozliikler, kelime torbalari,
n-gram kelime diizeyinde iken konusma boliimii etiketleme (part-of-speech-tagging)

ise tamlamama climle tabanli olmaktadir [52].
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Duygu analizinin iiciincii gorevi ise goriisiin hedefinin belirlenmesidir. Uriin
analizlerinde bu ¢ok 6nemli bir etmendir ve bazen birden fazla hedef vardir. Bu

durumda nesneler degerlerini en iyi temsil eden bir siraya konulabilir [52].

3.7. Metin Madenciligi

Calismada Metin madenciligi yontemleri kullanilmistir. Metin madenciligi
yapisal olmayan metin verilerinin yapisal hale getirilmesi ile ilgilenir. Biiyiik metin
verilerinden bilgiye erisen ve bilgi ¢ikaran, veri tabanlarindan bilgi kesfeden,
organizasyonlarda bilgi yonetimini ve veri ile bilginin gorsellestirilmesi agamalarini
birlestiren bir mimaridir [6].

Metin madenciligi temel adimlari;
a) Veri toplama

b) Onisleme

¢) Ozellik Cikarmmi

d) Siniflama

e) Degerlendirme ve Yorumlamadir.

3.7.1.Metin Madenciliginde Onislem Asamasi Yontemleri
3.7.1.1. Tokenizasyon Islemi

Tokenizasyon cilimleleri daha kiigiik birimlere yani ‘token’lere bdlme
islemidir. Dogal dil isleme ve metin madenciliginde verileri simgelestirme tam
anlamiyla metni bolmeyi gerektirir. Bu islem metinde eslesen kaliplari bulmamizi
saglar. Python “nltk” kiitiiphanesi ile kelime tokenizasyonuve ciimle

tokenizasyonuyapilabilmektedir [53].
Ornek olarak:

Ciimle: “Ayse hastalandig i¢in, bugiin okula gitmedi.”

[

Tokenizasyon islemi sonrasi: [“Ayse”, “hastalandigi”, “i¢in”, “,”, “bugilin”,

29 <¢ 99 ¢

“okula”, “gitmedi”, “.”’]
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3.7.1.2. Durak kelimelerinin Kaldirilmasi

Durak kelimeleri her metinde bulunma ihtimali yiiksek kelimelerdir. Bunlar
baglaclar, edatlar, gibi kelimelerdir. Bu kelimelerin metindeki varligi1 siniflama igin
bir fayda saglamaz. Yani siiflama asamasinda tahmini kolaylastirma agisindan bir
rolii olmaz. Bu ylizden kaldirilmasi gerekir. Bunlar gibi sayilarin ve gereksiz

kelimelerin de metinden kaldirilmast uygun olur [55].
3.7.1.3. Kok Alma(Stemming) Islemi

Kok alma islemi kelimenin 6n ek ve son eklerinin ¢ikarilma islemidir. Bu
kelime bir isim ise ¢ogul eki almis olabilir ya da bir fiil ise ¢ekim ekli almis olabilir.
Kok alma islemi ile bu ¢ogul eklerini ya da ¢ekim eklerini kelimeden ¢ikarmak
i¢indir. Bu islem Ingilizce kelimeler icin Python dilinde bulunan birgok eklenti ile
yapilabilmektedir. Tiirkce kelimeler i¢in kok alma isleminde ise Zemberek [54]

kiitliphanesi yaygin olarak kullanilmaktadir.

Bu islemde kdk morfolojik olmak zorunda degildir. Bu islemin amaci 6zellik
cikarimi asamasindaki 6zellik sayisim1 azaltmak, bir kokten tiiremis kelimelerin tek
bir 6zellikte birlesmesini saglamaktir. Bu sekilde smiflama performans: da artmis

olacaktir [55].
3.7.1.4. Lemmatizasyon Islemi

Lemmatizasyon islemi kok alma islemi gibi kdke indirme isini yapmaktadir.
Ama kok alma(stemming) isleminden farkli calisma yontemi vardir. Ozellikle
Ingilizce kelimelerde kok alma(stemming) islemi sadece sondaki eki almaya

yoneliktir. Bu islem bu ylizden kaldirilmamasi gereken harfleri silebilir [56].

Lemmatizasyon islemi ise kelimeleri morfolojik olarak inceler. Hangi tiirde
bir kelime ise o tlire gore ekleri kaldirir. Kelime birfiil ise ve ¢ekimli bir kelime ile
islem yapiliyorsa lemmatizasyon ¢ekim eklerini kaldirir. Kelime bir isim ise ve ¢ogul
eki almig ise lemmatizasyon islemi ¢ogul ekini kaldirir. Bu islemin de amaci 6zellik
¢ikarimi asamasindaki 6zellik sayisini azaltmak, bir kokten tiiremis kelimelerin tek

bir 6zellikte birlesmesini saglamaktir [56].
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3.7.2. Metin Madenciliginde Ozellik Cikarim Yontemleri

Metin madenciliginde 6zellik ¢ikarimi, Onisleme siireci ile gereksiz tim
Ogelerinden temizlenen metinsel verilerin belirleyici bir 6zellik dogrultusunda sayisal

hale getirilmesi iglemidir. Literatiirde bir¢cok 6zellik ¢ikarimi yontemi bulunmaktadir.
3.7.2.1. Kelime Torbasi Yontemi (BoW)

Kelime Torbast Model metinde yer alan kelimelerin dilsel ve anlamsal
yoniine bakmadan sadece sikligi ile ilgilenir. Essiz kelimeler i¢in olusturulan kelime
torbasindaki her bir kelimenin metin i¢inde kullanilma sikligina gore vektor uzayi

modeli elde edilir [57].

Daha detayli anlatmak gerekirse Oncelikle verilerin bulundugu metinsel ifadeler
kelime kelime ayrilir. Bu kelimelerden essiz bir sozlik yani kelime torbasi
olusturulur. Olusturulan kelime torbasindaki kelimeler ile her veri satir1 i¢in matris

olusturulur. Ornek asagida gosterilmistir.

Ciimle 1: “Bugiin ¢ok ders ¢calismam gerekiyor”

Ciimle 2: “Eger bugiin hava giizel olursa biraz gezecegim”

Ciimleler 6nislemden gectikten sonra asagidaki gibi olacaktir.

Ciimle 1: “bugiin ders ¢alisma gerek”, Ciimle 2: “bugiin hava giizel olur gez”

Kelime Torbasi: “bugiin,ders,hava,calisma,gerek,giizel,olur,gez”

bugiin | Ders hava caligma | gerek giizel olur | gez

Cimlel |1 1 0 1 1 0 0 0

Ciimle2 |1 0 1 0 0 1 1 1

Ciimle 1= {1,1,0,1,1,0,0,0}

Ciimle 2= {1,0,1,0,0,1,1,1}
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3.7.2.2. Terim Frekansi — Ters Dokiiman Frekansi (TF-IDF)

TF-IDF yontemi, bir belgedeki kelimenin sayismnin diger belgelerdeki
sikliginin ters orantili olarak ifade edilmesidir. Bu yontemde iki ayr1 terim kullanilir.

Birincisi terim frekansi (TF), ikincisi ise ters dokiiman frekansi(IDF)’dir.

Terim frekansi(TF), bir terimin bir belgede bulunma sayisi olarak ifade edilir.
Ornegin, 10.000 kelime bulunan bir belgede “yénetim” kelimesi 50 kere gecmis
olsun. Ve ayni kelime diger 200 belgeden 10’unda da gegiyor olsun. Bilinir ki ¢ok
kelime sayisina sahip belgelerde bir kelimenin bulunma ihtimali az kelime sayisina
sahip belgelerdekine gore daha fazladir. Biiylik ve kiigiik belgelerin bir arada oldugu
caligmalarda bu durum bir sorun teskil etmektedir. Terim Frekansi hesaplanirken bu
sorun goz Oniine alinir ve belgedeki tiim kelimelerin sayisi istenen kelimenin sayisina

béliiniir. Bu sekilde TF degeri hesaplanir. Ornegimize gore;
TF=50/10000=0.005 olarak hesaplanir.

Ters Dokiiman Frekansi da (IDF) bir kelimenin diger belgelerin kaginda
oldugu ile ilgilidir. Bu kelime “ve” gibi ¢ok kullanilan bir kelime ise bu kelimeyi
onemsiz az kullanilan bir kelimeyi de onemli yani belirleyici kelime durumuna

getirir. Agirlig1 daha fazla olur. Ornegimize devam edecek olursak,
IDF=10g(200/10)=1.301 olarak hesaplanir.

Yukaridan anlasilacagi lizere TF ile bir terimin belgedeki fazlaligi ile
sikliginin daha ¢ok olacagi, IDF ile bir terimin diger belgelerde bulunma sayisi ile
oneminin artmasi ifade edilmektedir. TF-IDF degeri de TF degeri ile IDF degerinin
carpilmasi ile elde edilmektedir [58].

TF-IDF= 0.005*1.301=0,006505 olarak hesaplanur.
3.7.2.3. Word2Vec

Word2Vec Google tarafindan olusturulmus olan bir kelime gémme
metodudur. Metin verileri vektorel olarak ifade edilir. Word2Vec kullandig1 yapay
sinir a8 sayesinde kelimeler arasindaki anlamsal iligki seviyesini de

belirleyebilmektedir [59].

Word2Vec kelime gdbmme metodunun iki 6grenme yontemi bulunmaktadir.
Bunlar CBOW ve Skip-Gram yontemleridir. Her iki yontemde kelime tahmininde
bulunur. Girdi olarak metin alir gikt1 olarak kelime vektérii iiretir. Urettigi kelime
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vektorii kelimeyi temsil eder ve bu 6grenme yoluyla gerceklesir. Kelime vektoriiniin
ogrenildigini ise yakin kelimeleri tahmin etmesiyle anlayabiliriz. Yontem yakin

kelimeleri bulmak i¢in mesafe aracini kullanir [60].

Word2Vec kelime gomme metodunda birbirine yakin kelimeler birbirine

yakin degerdeki vektorlerle ifade edilir [61].

Her iki model de kelimelerdeki baglamlara dikkat etmektedir. CBOW
yontemi baglamlardan hedef kelimeyi tahmin etmeye ¢alisir. Skip-Gram ydntemi ise

hedef kelimenin etrafindaki baglam kelimeleri tahmin etmeye calisir [62].

Girig Katmam

w(h-2)

Gizli Katman Cikas Katmam
el \A\
—’— wi(h)
) ///
w(h2) (a) CBOW
Cilas Katmam

wih-2)
Girig Katmam
Gizli Katma.u/ wi(h-1)

wi(h) —r—

\‘\ T
(b) Skap-Gram

wih+2)

Sekil 2 Word2Vec CBOW ve Skip-Gram Metodlar

3.7.2.4. FastText

FastText, Facebook yapay zeka laboratuvarlarinda olusturulan kelime gémme
metodudur [63]. Yapay sinir ag1r kullanir. En 6nemli 6zelligi hizli ve verimli
olmasidir. Facebook standart ¢cok g¢ekirdekli bir CPU ile 10 dakikada 1 milyardan

fazla kelime tizerinde egitilebilecegini savunmaktadir [64] .
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FastText verimliligi ve hiz1 arttirmak igin skip-gram yontemini kullanir
[65].Mikolav ve arkadaslarma gore de Skip-Gram yontemi CBOW yonteminden
daha basarilidir [66].N-gramlarin eslesmesinin verimli ve hizli olmasi i¢in karma
islevi kullanilir [67]. Ayrica ¢ok smifli problemlere uygularken Huffman kodlama
agacina dayali hiyerarsik softmax fonksiyonu kullanilabilir. Bu, hesaplamanin

karmagikligint azaltmak i¢in yapilir [68].
3.7.2.5. GloVe

Son donemde kullanilan vektér uzay modelleri kelimeleri temsil eden
vektorlerin belirlenmesinde Onemli basar1 elde etmisler ve calismalar kelime
vektorleri arasindaki mesafeye dayali yaklagimi kullanmiglardir. Bu ¢alismalar iki
ana modele ayrilmiglardir. Biri Gizli Semantik Analiz gibi matris carpanlarina

ayirma yontemleri ve digeri Skip-Gram gibi baglama dayali1 yontemlerdir [71].

Mikolov ve arkadaglar1 da Onerdikleri yontemde sozdizimsel ve kelime
analojisine dayali kelime temsillerini elde etmislerdir. Vektorlerin 6grenilmesi
asamasinin RNN algoritmasi ile yapildigi ¢alismada kosiniis mesafesi ile vektor
offset yontemi calisilmistir. Vektor offset kelimenin vektor karsiligi anlamina
gelmektedir. Tutarh bir vektor offset bir kelime ¢iftleri arasinda dgrenilen vektorlerin

yakin olmast anlamina gelmektedir [72].

GloVeda Stanford Universitesi tarafindan olusturulan metinsel verileri
vektorel olarak gosterilmesini saglayan kelime gdbmme metotlarindan bir digeridir

[69].

GloVe metindeki kelimelerin vektorel temsillerini olusturma igin birlikte
olma istatistiklerini kullanir. Global diizeyde gerceklesen yontem TF-IDF gibi
sayimma dayali denetimsiz bir 6grenme yontemidir. Baska bir ifadeyle GloVe hem
TF-IDF modeli gibi sayima dayali modellerin sezgisini kullanirken hem de
Word2Vec gibi dogrusal yapiy1 da yakalayabilen bir yontemdir. Bir bagka ifadeyle
matrise dayali yontem ile baglama dayali yontemi birlikte kullanir. “Global Log-
Bilinear Regresyon” modeli de denilen bir yonteme dayanan GloVe’un temelinde
yatan fikir, iki kelimenin birlikte ortaya ¢ikma olasiligini bir kelime temsili vektorii

olarak ifade edilmesidir [70].

Omegin GloVe vektdrlerinin kullanildigi bir c¢alismada Pennington ve

arkadaslar1 “buz” ve “buhar” kelimeleri incelemis, “buz” kelimesinin “kat1” ile buhar
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kelimesinin de “gaz” ile daha cok birlikte ortaya ciktigini bulmustur. Ayrica
calismada her iki kelimenin de su ile siklikla birlikte bulundugu da belirlenmistir

[71].
3.7.2.6. BERT

Devlin ve arkadaslan tarafindan 2018 yilinda sunulan, ag¢ilimi “Bidirectional
Encoder RepresentationsfromTransformers” olan BERT yeni bir dil temsili modeli
ve makine Ogrenimi ¢ergevesidir. Bu ¢ergeve Onceden egitilmis bir cercevedir

[73,74].

Déontstiiriiciiden (Transformer) Cift Yonlii Kodlayic1 anlamina gelen BERT
giris verisini ayn1 anda hem soldan hem de sagdan,yani her iki yonden de okuma
yetenegine sahiptir. BERT bu yoniiyle diger yontemlerden ayrilir. Bu sekilde bir
kelimenin baglamini her yoniiyle 6grenir [75].BERT in iki stratejisi vardir. Bunlar

maskeli dil modelleme ve sonraki ciimle tahminidir.
Maskeli Dil Modeli

BERT girdi degerlerinin bir kismini rastgele maskeler. Bunu “Mask” belirteci
ile degistirerek yapar. Daha sonra maskelenmemis olan degerlerin baglamini dikkate

alarak maskeli degerleri tahmin eder [75].
Sonraki Ciimle Tahmini

BERT sonraki ciimle tahmininde ciimle ¢iftlerini kullanir.Sistem art arda
gelen ikili climleler ile ikinci ciimlesi rastgele belirlenen ciimle ¢iftleri kullanir. Girdi
degerlerinin %50’si art arda gelen, %50’si ise ikinci ciimlenin rastgele oldugu ikili
climlelerdir. BERT egitilirken ikinci ciimlenin ilk gercek olan mi yoksa rastgele
eklenen ciimle mi oldugunu anlamaya calisir. Sonraki ciimle tahmini bu sekilde

gergeklesir [74,75].
3.7.2.7. Gizli Dirichlet Tahsisi

Gizli  Dirichlet Tahsisi ilk  olarak 2003 yilinda Blei ve
arkadaglartarafindangelistirilmis olan, metinsel belgelerdeki gizli anlamsal yapilar

ortaya c¢ikaran denetimsiz bir kiimeleme modelidir [76,77].

Gizli Dirichlet Tahsisi’nde temel olan, her konuyu anlatan farkli kelimelerin

dagitimi ile belgenin gizli konularinin oldugunu ve bu konularm bir karigimi oldugu
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fikridir. Ayrica belge birden fazla konunun parcasi olabilir. Amag bir belgenin ait
oldugu konular1 bulabilmektir [77].

Gizli Dirichlet Tahsisinin, belgedeki gizli konular1 kesfetmek, kesfettigi
konulara gore belgeleri kiimelemek, kiimeleme sonrasi verileri vektorel hale getirip

siiflandirma algoritmasina sunmak gibi faydalari1 bulunmaktadir.

Belgeler D
Kelimeler X
/"\ h
O+—~O—~0O—@
Z o w
o Q(l d,n d.n
Konular K
P

O

Sekil 3 Gizli Dirichlet Tahsisi

Sekil 3’te Gizli DirichletTahsisi’nin belgenin konularinin kesfedilmesi siireci
gosterilmektedir. Siyah dairedeki Wq4 gozlemlenebilir degiskenleri, Zg ise kelime
basina atanan konuyu, Px kelimeler iizerinden konu dagilimlarini, 4 ise belgelerin
konu dagilimlarint  gosterir. n,Br’nin, adafBg’nin  Onceki dagilimlar igin

hiperparametrelerdir [77].

3.8. Makine Ogrenimi

Insanlar tarimdan sanayiye, hizmet sektdriinden ev islerine kadar uzanan
bircok konuda islerinin yapilmasi i¢in makineleri kullanmaktadirlar. Kullanilan
makineler ihtiyaca gore giincellenmektegerekirse yenileri icat edilmektedir. Islemci

sektoriindeki gelismeler de kisisel bilgisayarlarin icadinin oniinii agmistir.
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Giliniimiize gelindiginde artik mobil cihazlar hayatimizi kolaylastirmis ve

bir¢ok makinenin yerini akilli cihazlar almaya baslamistir.

Makine Ogrenimi ise bilgisayarlarin agikca programlanmadan verilere
bakarak kendi i¢ goriileriyle 68renme yetenegi kazanmasi olarak ifade edilir.

Denetimli 6grenme ve denetimsiz 6grenme olarak ikiye ayrilir [78].

3.8.1. Denetimli Ogrenme

Denetimli Ogrenme giris verisi ve ¢ikis verisinin eslenmesi {izerine
olusturulan bir 6grenme sistemidir. Tiim verinin ¢ikt1 etiketi bulunmalidir. Veriler
egitim verisi ve test verisi olarak ayrilir. Egitim verisi lizerinden algoritma bir kalip
¢ikarimi yapar. Test verisine de bu kalibi uygular. Denetimli Ogrenme iizerine birgok
algoritma bulunur. Bu algoritmalara Dogrusal Regresyon, Lojistik Regresyon, Karar
Agaci, K-en Yakin Komsu, Naive Bayes, Rastgele Orman ve Destek Vektor

Makineleri 6rnek olarak verilebilir [78].

Dogrusal Regresyon, iki degisken altinda toplanan verilerin arasindaki iliskiyi
modelleyen algoritmadir. Degiskenlerden biri bagimli  diger ise aciklayici

degiskendir [79,80].

Lojistik regresyon bir regresyon algoritmast da ikili siniflama problemlerinde
kullanilir ve degiskenler arasinda dogrusal bir iligki aranmaz. Bagimli degisken 0 ile

1 arasinda degerler alir [81].

Karar agaci algoritmasi da regresyon ve siniflama problemleri i¢in kullanilan
denetimli 6grenme algoritmasidir. Karar agaci algoritmasi egitim verisi ile ¢ikarimda
bulundugu karar kurallarin1 test verisine uygulayip tahminde bulunmasi yada

siniflandirma yapmasidir [82].

K-en yakin komsu algoritmasi smiflandirma veya tahmin i¢in yakinligi
kullanan denetimli &grenme algoritmasidir. Onceden etiketli olan egitim veri
setindeki gruplara test veri setindeki her bir veriyi yakinlik degerine gore grup

atamasini yapar. Bunu yaparken en yakin k komsunun ortalamasi alinir [86].

Naive Bayes algoritmasi kosullu olasilik olarak bilinen Bayes Teorimini
kullanan denetimli 6grenme algoritmasidir. Egitim verisinde ¢alisip her bir veri i¢in
olasilik hesab1 yapar. Test veri setinde de verilerin olasilia gore hangi gruba ait

oldugunu tahmin eder [87].
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Rastgele orman algoritmasi topluluk 6grenme algoritmalarina bir Ornektir.
Denetimli 6grenme algoritmast olan Rastgele orman algoritmasi tahmin islemini
birden fazla karar agacinin bir araya gelmesi ve bu karar agaclarinin ortalamasinin
alinmasi ile yapmaktadir. Bu tahmin dogrulugunu artirir. Bu sekilde algoritma sadece
bir karar agacina giivenmemis olur. Ormanda ne kadar fazla aga¢ var ise bu

dogrulugun yiikselmesini saglar ve asir1 uymay1 onler [89].

Destek vektor makineleri algoritmasi verileri en iyi sekilde siniflayabilen
hiperdiizlemi bulma {izerine kuruludur. Aslinda veriler arasinda bir¢ok hiperdiizlem
elde edilebilir. Fakat veri gruplar1 arasindaki en uzak mesafeyi elde ettigimiz
hiperdiizlem aradigimizdir. Bu sekilde yeni eklenecek verinin de hangi gruba dahil

olacag1 daha net belirlenebilecektir [90].

3.8.2. Denetimsiz Ogrenme

Denetimsiz 6grenmede verinin ¢ikis degeri yoktur. Bilgisayar bir “dogru
cevaba” basvurmaz. Verideki iliskileri ve gruplarn belirlemeye calisir. Algoritma
kendisi veri i¢inde gruplar olusturur. K-means kiimeleme, hiyerarsik kiimeleme,

Apriori algoritmalar1 denetimsiz 6grenmeye 6rnek algoritmalardir [91].

K-meanskiimeleme algoritmasi1 sadece giris verilerini inceleyerek veriyi
kiimelere ayiran denetimsiz dgrenme algoritmasidir. Onceden belirlenmis k degeri
kadar veriyi gruplara ayirir. Bunu yaparken her bir grup icin bir merkez noktasi

belirler. Yeni veri merkezlerden hangisine daha yakin ise o gruba dahil olur [92].

Hiyerarsik kiimeleme algoritmasinda ise iki yontem kullanilmaktadir. Biri
aglomeratif diger ise boliicli hiyerarsik kiimelemedir. Aglomeratif yontemde her bir
veri bir kiime olarak baglar ve daha sonra birbirine yakin kiimeler birlesir en az kiime
sayisina ulasincaya kadar bu durum devam eder. Boliicli yontemde ise basta tiim veri
tek bir kiimedir. Verilerin arasindaki mesafeye bakarak kiime boliiniir. ideal kiime

sayisina ulasincaya kadar boliinme devam eder [93].

Birliktelik kurali algoritmalarindan olan Apriori algoritmasi da denetimsiz
o0grenme modellerine girmektedir. Bu algoritma kullanilan verilerin arasinda en sik
olan1 bulma, hangi veri hangisiyle daha sik bir arada bunu bulmak ig¢in
kullanilmaktadir. Algoritma istedigi en sik olanlar1 bulmak icin birlestirme ve

budama tekniklerini kullanir [94].
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3.9. Yapay Sinir Aglar1 (YSA)

Insan viicudunda sinir sistemi 6nemli bir role sahiptir. Sinir ag1 milyonlarca
sayida néron dedigimiz 6zellesmis hiicrelerden meydana gelmektedir. Bu ndéronlarin
hepsi birbirine bagli yapidadir. Noronlar arasindaki iletisim birtakim elektriksel ve
kimyasal olaylar ile gergeklesir [95]. Disaridan alinan duyusal bilgiyi almak,
kaslarimiza motor komutlar géndermek, elektriksel sinyalleri doniistiirmek ve

iletmek néronlarm gérevidir [96].

Bir noronu bir agaca benzetebiliriz. Bu agacin ii¢ boliimii vardir. Bunlar
dallar, kokler ve govdedir. Dallar Dendrit, kdkler Akson, govde ise Hiicre Govdesi
veya Soma olarak adlandirilmaktadir. Akson noron hiicresinin verici kismidir. Sinir
hiicresinin gévdesindeki elektriksel sinyalin diger norona iletilmesini saglar. Dendrit
ise ndronun alict kismidir. Bagka bir néronun akson ucundan gelen elektriksel sinyali
alip kendi somasina (hiicre gévdesi) ulastiran yapidir. Soma (aga¢ govdesi), iginde

cekirdegi barindiran dendrit ve akson boyunca iletiminin yapildig yerdir [96].

Akson Uglan

\ Dendrit
/

Sekil 4 insan Sinir Hiicresi

Insanlardaki bir sinir hiicresi Sekil 4’te gdsterilmistir.
Yapay Sinir Ag1 Kavrami insan viicudundaki bu sinir hiicrelerinden ilham

alan bir sistem olarak tanitilmistir [96].

Biyolojik néronun modellemesinde ii¢ temel bilesen yer alir. Birincisi,
sinapsler. Agirliklar olarak ifade edilir ve néronlar arasindaki bagin giicli agirhigin
degeridir. Ikinci dnemli bilesen toplayicidir ve girdileri agirhiklarina gére toplar.
Ucgiincii 6nemli bilesen ise aktivasyon fonksiyonudur ve ¢ikis degerinin genligini

diizenler. Genellikle bu genlik degeri O ile 1 arasinda ya da 1 ile -1 arasindadir [97].
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Bir YSA modeli agirlikli baglantilar ile birbirine bagli bircok diigimden
olusur. Her bir diigiim bir girdi verisi alir diger bir diiglime aktarmak iizere bir ¢ikis

verisi uretir. Cikis verisi aldig1 bilgiye baghdir [97].

Diigiimler tek baslarina ¢ok gii¢lii sonuglar elde edemezler fakat diigiimlerin
coklugu ve birbiri ile baglantili olmasi sistemin giiclinii ortaya ¢ikarir. Sistemin
olusturdugu sonuglar ile gercek sonuglar arasinda bir hata ortaya ¢ikar. Ortaya ¢ikan
hatalar geri besleme ile sisteme verilir. Bu sekilde agirliklar tekrar uyarlanir.
Agirliklarin bu sekilde agin gomiilii oldugu ortamda siirekli uyarlanmasi siirecine
sinir aginin 6grenme siireci denir. Uyarlanma hizinada 6grenme hizi denmektedir.
Sistemin performanst istenilen seviyelere gelinceye kadar geri besleme islemi devam

eder [97].

Yapay sinir aglar1 kesin net bir sonu¢ vermek yerine yaklasik sonug tretir.
Yeteri kadar verinin olmadigi veya giiriiltiiniin ¢ok oldugu verilerde kullanilmasi
Onerilmez. Cok verinin oldugu karmasik, model olusturmanin zor oldugu durumlarda

yapay sinir aglari iyi bir ¢6ziim olabilir [97].

Yapay sinir aglarinin yapilandirilmis genel bir metodolojisi olmadigindan
genel amacgh bir ¢6ziim iiretemez. YSAalgoritmalarinin ¢ikti kalitesi de tahmin

edilememektedir. Ayrica ysa algoritmalari asir1 uymaya egilimlidirler [95].

Yapay sinir aglar1 haritalama, Oriintii tanima, goriintii isleme, siniflama ve

kiimeleme problemlerinde kullanilabilmektedir [97].
Bir Yapay Sinir Ag1 NoronuSekil 5’te gosterilmektedir.

irdi degerleri
= s agurliklar

TL‘I cikts degeri

Toplam Denklemi Aktivasyon Fonksiyomu
Sekil 5 Yapay Sinir Ag1 Noronu Modeli
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3.9.1. leri Beslemeli Sinir Aglari

lleri Beslemeli sinir aginda bilginin tek ydne dogru islendigi sinir ag1
modelidir. Veriler birden fazla diiglimden gecerler ama tek yonde ilerlerler geri

doniis yapmazlar. Bu modelde herhangi bir dongilide olusmaz [98].

Ileri beslemeli sinir aglar1 cok katmanli sinir aglar1 (MLN) olarak da bilinir.
Bu modelde sigmoid noronlar kullanilir. Sigmoid néronlar dogrusal olmayan verileri
islemek i¢in daha performanshdir. Siiflama problemleri ileri beslemeli aglarda

geleneksel sinir aglarina gore daha kolay ¢oziimlenir [99].

Ileri beslemeli sinir agimin isleyisi sekil 6’da gdsterilmektedir.

Gizli Katmamn

Giris Katman

Crkis Katmam

Sekil 6 ileri Beslemeli Sinir Ag1 Modeli

Sekilde de goriildiigli gibi ileri beslemeli sinir aglarinda giris katmani, gizli

katman ve ¢ikis katmani bulunmaktadir.
Girdi Katmam

Verilerin sisteme giris yaptig1 katmandir. Bu katmandaki néron sayis1 giris

verisinin 6zellik sayis1 kadardir. Bu katman verileri bir sonraki katmana aktarir [99].
Gizli Katman

Giris ve ¢ikis katmanlari arasinda yer almaktadir. Gizli katman sayis1 modelin

tiirline baghdir. Cok biiylik ve anlasilmasi zor giris verisi olan problemlerde gizli
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katman sayisinin ¢ok olmasi gerekir. Bu sekilde bir gizli katman sonucglarmi bir

sonraki gizli katmana, son gizli katman ise ¢ikt1 katmanina iletir [99].
Cikt1 Katmam

En son tahmin edilen degerlerin elde edildigi katmandir. Bu katman c¢ikis

verisi olarak istenen deger kadar norona sahip olmalidir [99].
Aktivasyon Fonksiyonu

Ileri beslemeli sinir aglarinda néronlarm ¢ikislarindaki karar verme
mekanizmasidir. Hangi diigiimlerin ise kosulacagini da belirler. ileri beslemeli sinir
aglarinda en cok kullanilan aktivasyon fonksiyonlar1 ReLU, Sigmoid ve Tanh
fonksiyonlaridir [99].

Kayip Gradyan Sorunu

Sinir aglar1 egitim sirasinda kaybolan gradyan problemi ile karsi karsiya
kalabilmektedir. Egitim sirasinda sinir agindaki agirliklar hatalarin tekrar geri
besleme ile sisteme girilmesi ile aza indirgenmeye calisilir. Yani agirhiklar
giincellenir. Baz1 durumlarda gradyan o kadar azalir ki agirliklara etkisi olmaz. Bu
duruma kayip gradyan sorunu denir. Bu sorun ileri beslemeli sinir aglarinda da,
tekrarlayan sinir aglarinda da gergeklesebilir. Bu Soruna ¢6ziim olarak ReLU
fonksiyonu gosterilmektedir. Ayrica LSTM ve GRU sinir aglarinda da kayip gradyan
sorunu olusmamaktadir. Yani RNN’nin aksine LSTM ve GRU aglar1 uzun giris

degerlerini okuyabilir ve 6grenebilir [112].
Patlayan Gradyan Sorunu

Sinir aginda egitim sirasinda agirliklarin her iterasyonda giincellenmesi
gerekir. Bu giincelleme hata gradyanlarinin geri yayilimla sisteme dahil edilmesiyle
gergeklesir. Amag gilincelleme ile daha iyi tahmin sonucu elde etmektir. Derin sinir
aglarinda bu hata graydyanlan sistemde birikebilir ve biiylik sonuglar iiretebilir. Bu
da agin kararsiz bir yapiya biiriinmesine yol agar ve bu durumda Ogrenme
gerceklesmez, ya da egitim sonucunda NaN degerleriyle kars1 karsiya kalinabilir bu

durumda da degerler gilincellenemez [113].

Iste yukarida bahsedilen soruna patlayan gradyan sorunu adi verilir. Bu

sorunun ¢oziimlerinden biri de LSTM sinir agin1 kullanmaktir [113].
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3.9.2. Tekrarlayan (RNN) Sinir Aglarn

RNN vyani tekrarlayan sinir aglari, ileri beslemeli sinir aglarindaki her adimin
bir sonraki adima girdi olarak kullanilmasiyla olusturulur. Boylece gizli katmanda bir
dongii olusur kisa hafiza elde edilir ve tekrar eden birimler belirir. Asagidaki sekilde
bir RNN mimarisi gosterilmektedir [100].

Gizli Katmamn

Giris Katmam f_\]

Cikis Katmam

Sekil 7 Tekrarlayan Sinir Ag1 Modeli

RNN ile gizli katmanda islemler belirlenen sayida zaman adimi i¢in ve bir
aktivasyon fonksiyonu ile ger¢eklesir. RNN'de, gizli katmandaki agirliklar kullanilan
gradyan algoritmast ile kendilerini gilincelleyebilirler. RNN sinir agmin ileri
beslemeli bir sinir agina kiyasla iyi ¢alistig1 diisiiniilse de bu ¢ok yeterli bir seviyede
degildir. Cok uzun verilerde, RNN kisa hafiza ile basarili olmakta zorlanmaktadir.

Bu durumda kayip gradyan sorunu olusur [100].
3.9.2.1. Uzun Kisa Siireli Bellek (LSTM) Ag1

LSTM bir RNN tiiriinde derin 6grenme agidir. RNN ile yasanabilecek olan
kayip gradyan sorunu ya da bagka bir ifade ile uzun vadeli bagimliliklar sorununun
istesinden gelebilen bir model sunmaktadir. Uzun silire hatirlayabilme ve

ogrenebilme yetenegine sahiptir.
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LSTM katmanlar1 birkag 6zel yapiya, hiicre durumuna, gizli duruma ve
kapilara sahiptir. Hiicre Durumu yapinin hafizasidir. Kapilar, giris verisinin hangi
kisminin unutulacagini ve hatirlanacagini belirler ve yapinin sonuna giden hiicre
durumundan bilgi ekler veya ¢ikarir.

Ikis Verisi
Huere Durumu (¢, ) ¥ig \ (v

T Yeni Huicre Durumu (c,)

|
] |
i | y
Sigmoid I Sigmoid |~ Tanh Slgmmdj—ro
| |
l |
1 |

| L.
I Yeni Gizli Durum (h,)

N e e
unut giris Gikig
kapisi kapisi kapisi

Gizli burum (h,_)

o —

Girig verisi (x,)

Sekil 8 LSTM Sinir Ag1 Modeli

LSTM aginin mimarisi sekil 8’degosterilmektedir [101].
Unut Kapisi

Bir dnceki gizli katmandan gelen veriler ve girdi olarak gelen veriler burada
sigmoid fonksiyonuna tabi tutulur ve 0 ve 1 sonuglarma gore unutulup
unutulmayacagi belirlenir. Sonug 0 ise unutulacak, 1 ise tutulacaktir [101].

Giris Kapisi

Giris kapisi, hiicre durumunu giincellemek i¢in kullanilir. Gizli katmandan
girdi olarak gelen veriler burada hem sigmoid hem de tanh fonksiyonlarina tabi
tutulur. Hangi bilgilerin hiicre durumunun gilincellenecegi ve saklama islemi bu

kapilarda gergeklestirilir.

Unut kapisindan ve Giris kapisindan gelen veriler toplanir ve bu hiicre

durumunun giincellenmis degeri olur [101].
Cikis kapisi

Bu kap1 hangi gizli verilerin bir sonraki katmana gidecegini belirler. Sigmoid

fonksiyonunda girdiden ve bir 6nceki gizli katmandan veriyi gegiriyoruz ve bu deger
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tanhfonksiyonundan gegirilen hiicre durumunda giincellenen verinin sonucu ile
carpiliyor. Sonug olarak hangi gizli verinin bir sonraki katmana gececegi belirlenir

[101].
3.9.2.2. Kapih Tekrarlayan Birim (GRU) Ag1

GRU katmanlar1 da LSTM katmanlarina benzer 6zel yapilara sahiptir.
LSTM’den farkli olarak GRU katmaninda bir gizli durum ve iki kap1 bulunmaktadir
ve bu yapilar ile aym1 LSTM gibi uzun vadeli bagimliliklar1 koruyabilmektedir.
GRU katmaninda bulunan kapilar sifirlama kapisi ve gilincelleme kapisidir. Bu
kapilar faydali olan gerekli bilgileri korurken gereksiz olanlar1 filtrelemektedir.
Bunun i¢in gizli durumdaki veri ile ya da giris verisi ile 0 ile 1 arasindaki vektorleri

carpar [102].

Sifirlama kapisi ile onceki gizli durumdan gelen verilerle mevcut giris
verilerini kullanir. Agirlik degerleri ile carpilan bu iki veriyi toplar ve sigmoid
fonksiyonundan gegirir. Sigmoid fonksiyonundan gecen veriye sifirlama vektorii
denilebilir. Sifirlama vektorii daha sonra matris diizeyinde onceki gizli durumla
carpilir. Bu islemle sifirlama kapisi, 6nceki zaman adimlarinda hangi bilgilerin
saklanacagina karar verir. Elde edilen degerler girdinin agirlikla carpimi ile toplanir.
Daha sonra tanh fonksiyonu ile -1 ile 1 arasindaki degerlere diistiriiliir. Elde edilen

degere "s" diyelim.

Giincelleme kapisinda ise onceki gizli durumdan gelen verilerin toplaminin
agirliklar ile carpilmasi ve mevcut giris verileri sigmoid fonksiyonundan gegirilmesi
gerceklesir. Bu deger giincelleme vektorii olarak adlandirilabilir. Giincelleme
vektorii, onceki gizli durumdan gelen verilerle matris diizeyinde ¢arpilir. Bu degere

de "g" degerini verelim.

Sifirlama kapisinda olusturdugumuz "s" degeri, giincelleme vektoriiniin tersi
ile matris diizeyinde c¢arpilir. Bu sekilde gizli tutulacak veriler belirlenir. Elde
ettigimiz veriler ve "g" degeri toplanir.Boylelikle bir sonraki gizli duruma verilecek

deger olusturulur.
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Girig verisi (x,)

Sekil 9 GRU Sinir Ag1 Modeli

Sekil 9°da bir GRU mimarisi gosterilmektedir [102].

3.9.3.Hiperparametreler
3.9.3.1. Ogrenme Orani

Derin Ogrenmede ve sinir aglarinda &grenme gerceklesirken agirliklar
optimizasyon algoritmalari ile giincellenmektedir. Agirliklarin giincellendigi miktara
ogrenme oranit denmektedir. Geri yayilimla elde edilen hatalar sisteme tekrar geri
verilir. Ama bu hatanin tamamu ile yapilmaz 6grenme orami ile carpilarak sadece
belirli bir oran1 ile yapilir. Ornegin 6grenme oran1 0.1 ise hata ile ¢arpimi sonucu
sisteme hatanin %10’u verilmis olur. Yani boylelikle agirliklarin %10°u
giincellenmis olur. Ogrenme orani hiperparametresi modelin égrenme hizini kontrol
etmektedir. Agirliklarin  her giincellemedeki hata miktar1 kontrol edilir. lyi
belirlenmis bir O6grenme oran1 fonksiyonu en 1iyi yaklagmayr saglayacaktir.
Gerekenden biiyiik bir 6grenme orani, 6grenmenin hizli olmasini saglar ama salinima
sebep olur ve yakinsama gerceklesmeyebilir. Gerekenden diisiik 6grenme oraninda

ise yakinsama olur fakat 6grenme uzun siirede gergeklesir [103].
3.9.3.2.Parti Boyutu (Batch Size)

Parti boyutu verinin kagarli gruplar halinde egitime tabii tutulacaginin
sayisidir. 100 satirlik veriniz oldugunu varsayalim. Olusturdugumuz modelde parti
boyutunu 5 yaparsak, beser satirlik 20 parca seklinde verinin egitime katilacagini
belirtmis oluruz. Modelin agirliklar1 da her 5 parcanin sonunda giincellenecektir

[104].
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3.9.3.3. Donem Sayis1 (Number of Epoch)

Donem sayis1 egitim sirasinda veri setinin algoritma tarafindan calisilma
sayisidir. Her Donemde tekrar algoritma calistirilir. Bu da egitimde 68renmenin
gelistirilmesi anlamina gelir. Parti boyutunun da belirlendigi bir ¢alismada donem
sayist her bir partinin ¢alisma sayisi anlamina gelir. Donem sayist 1 ile sonsuz
arasinda bir tamsay1 olabilir. Calismanin en iyi donem sayist denenerek bulunabilir.
Egitim sirasinda elde edilen hata degeri degismedigi yerde donem sayisi

durdurulabilir. Daha sonra donem sayis1 bu degerle giincellenebilir [104].
3.9.3.4. Optimize Ediciler

Optimize edici gorevi agirliklar1 giincelleyip kayip degerini en aza
indirmektir, kayip fonksiyonunu sifira yaklastirmaktir. Bu da gergek sonug ile tahmin

edilen sonucun birbirine yakinlagmasi1 anlamina gelmektedir [105].
Optimize edici olarak kullanilan algoritmalar agagida gosterilmistir.
Gradyan Inis

Gradyan inis bir modelin amag¢ fonksiyonu minimize etmenin bir yoludur.
Sinir aglarini optimize etmek en ¢ok kullanilan optimizasyon algoritmalarindandir

[106].
Gradyan inis algoritmasinin varyantlar1 asagida aciklanmuistir.
Toplu Gradyan Inis

Toplu gradyan inis algoritmasi egitim sirasinda gradyanlar1 her hesaplamada
tiim veriyi kullamir. Ogrenme orami sabittir. Biiyiik veri kullaniminda hiz1 yavastir

[106].
Stokastik Gradyan Inis (SGD)

Amag fonksiyonlar1 genellikle stokastiktir, yani olasiliksaldir. Stokastik
Gradyan inis algoritmasi toplu gradyan inis algoritmasina gore daha hizlidir. Sebebi

ise her egitim sirasinda rastgele bir veri kullaniyor olmasidir [106].
Adagrad

Adagrad oOgrenme hizim1 parametreye uyarlayan bir gradyan inis

algoritmasidir. Seyrek veriler i¢in uygun bir algoritmadir. Dean ve arkadaslar
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Adagrad algoritmasmin Stokastik Gradyan Inis Algoritmasmni saglamlastirdigini

iddia etmektedirler [107].

Adagrad 6grenme oranini varsayilan olarak 0.01 degerini kullanir. Manuel
ayarlama zorunlulugunu da bu sekilde ortadan kaldirmistir. Adagrad formiilii
paydada gradyanlarin karesinin birikmesine sebep olur. Bu da 6grenme hizinin

kiigiilmesine sebep olur [106].
RMSprop

RMSprop algoritmas1 Adagrad algoritmasinin smirliliklarinin diizelten bir
algoritmadir. Bu algoritma GeoffHinton tarafindan gelistirilmistir. RMSprop
Ogrenme orani degerini Adagrad algoritmasinda da katlanarak azalan gradyanlarinin
kare degerlerinin ortalamasina boler. Hinton momentum faktoriinii 0,9'a

ayarlanmasini 6nerirken, 6grenme orani i¢in varsayilan deger 0,001'dir [106].
Adam

Adam momemtumlu stokastik gradyan inig algoritmas1 gibi davranir.
Momentum egimlerin yatay olarak yonlenmesini saglar. Kiiresel minimuma ulasmay1
hizlandirir. Ayrica Momentum ile RMsprop algoritmasinin birlesimi olarak da

goriilebilir [106].
3.9.3.5. Kayip Fonksiyonlari

Smiflandirma  problemlerinde algoritmalar siniflar1  tahmin etmeye
caligmaktadir. Dogruluk degerinin de artirilmasi gerekmektedir. Kayip fonksiyonu
algoritmanin c¢iktis1 ile ger¢ek c¢ikti arasindaki farki hesaplayan fonksiyondur
[108].Optimizasyon problemlerinde amag¢ fonksiyonu kayip fonksiyonuna doniisiir.
Kayip fonksiyonu egitim sirasinda elde edilir. Ne kadar diisiiriilebilirse model o

kadar basaril1 demektir.

Kayip fonksiyonlari regresyon i¢in ve siniflandirma i¢in olmak {iizere iki
gruba ayrilmaktadir. Simiflandirma igin kullamlan bazi kayip fonksiyonlari ikili
Capraz Entropi, Kategorik Capraz Entropi ve Seyrek Kategorik Capraz Entropi

fonksiyonlaridir.
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ikili Capraz Entropi

Ikili Capraz entropi iki simifli problemler icin kayip fonksiyonu olarak
kullamilmaktadir.  ikili ¢apraz entropinin kullanildign problemlerde aktivasyon

fonksiyonu olarak sigmoid fonksiyonu kullanilir.
Kategorik Capraz Entropi

Kategorik Capraz Entropi kayip fonksiyonu ile kullanilan aktivasyon
fonksiyonu softmax fonksiyonudur. Bu aktivasyon fonksiyonunun ¢iktisin1 en aza
indirmek kategorik ¢apraz entropi kayip fonksiyonunun gorevidir. Softmax 0 ve 1
gibi tam sayilar degilde O ile 1 arasinda ondalik say1 tiretir. Kategorik ¢apraz entropi
bu tiretilen sayilarin 0 ve 1 gibi istenilen degerlere yakinlagsmasini saglar. Cok sinifli

problemlerde “one-hot encoded” tipte ¢iktilar i¢in kullanilir.
Seyrek Kategorik Capraz Entropi

Seyrek Kategorik capraz entropi, kategorik ¢apraz entropi ile ayni islevi yapar
ve ayni aktivasyon fonksiyonu ile birliktekullanilir. Ondan tek farki ¢ikti degerleri
tamsay1 tipinde olmasidir. Kategorik ¢apraz entropi “one-hot encoded” tipte ¢iktilar

i¢in, seyrek kategorikcapraz entropi tamsayi tipinde ¢iktilar i¢in kullanilir.
3.9.3.6. Aktivasyon Fonksiyonlar:

Aktivasyon fonksiyonu bir ndéronun aga girip girmeyeceginin belirlenmesini
saglayan fonksiyondur. Beyinde de durum benzerdir. Noronun aktive edilip

edilmemesi girdi sinyallerinin yogunluguna baglidir ve karar buna gore verilir.

Aktivasyon fonksiyonunun en 6nemli rolii gelen agirlikli girdiyi bir sonraki
gizli katmanin kullanacag: girdiye doniistiirmektir. Aktivasyon fonksiyonu aslinda

sinir agina dogrusal-olmayanlik 6zelligi kazandirmaktadir.
Denklem 6’daki toplam denklemine gore;
z=Xixw;+b (6)

tiim girdi degerlerinin agirliklarla ¢arpildiktan sonra toplanmasi ve en son bias degeri
ile yani tahmin edilen ile ger¢ek arasindaki hata ile toplanir ve aktivasyon
fonksiyonuna gonderilir. Aktivasyon fonksiyonu da bu toplam ile elde edilen z

degerini kendisine girdi olarak kullanir.
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Aktivasyon fonksiyonu olmayan bir sinir ag1 sadece dogrusal bir sonug elde
edecektir. Agdaki gizli katman sayisinin bir énemi olmayacak model bir dogrusal
regresyon sonucu iretebilecektir. Aktivasyon fonksiyonu sinir agimi iste bu

dogrusalliktan kurtarmaktadir [109].

Ucg ¢esit aktivasyon fonksiyonu bulunmaktadir. Bunlar ikili adim aktivasyon
fonksiyonu, dogrusal aktivasyon fonksiyonu ve dogrusal olmayan aktivasyon

fonksiyonlaridir.
ikili Adim(Binary Step) Aktivasyon Fonksiyonu

Ikili adim aktivasyon fonksiyonunda eger girdi degeri belirli bir esik
degerinin lstline ¢ikarsa aktive edilir ve diger gizli katmana iletilir, yoksa aktive

edilmez yani bir sonraki gizli katmana iletilmez [109].

10

£
|

Sekil 10 ikili Adim Aktivasyon Fonksiyonu

Ikili Adim aktivasyon fonksiyonu sekil 10°da grafigi gosterilmektedir. Bu
aktivasyon fonksiyonu ¢ok degere sahip problemlerde kullanilmaz. Yani ¢ok sinifl
problemler i¢in aktivasyon fonksiyonu olarak kullanilamaz. Adim fonksiyonunun
gradyam sifira esittir. Bu durum da geri yayilim engeller. Ikili Adim Aktivasyon

fonksiyonunun denklemi asagida gosterilmektedir [109].

0, x<0 7
f(x)={1’ x=>0 7
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Dogrusal Aktivasyon Fonksiyonu

Dogrusal Aktivasyon fonksiyonu agirliklar ile carpimi yapilip toplanan girdi
degerlerine bir etki yapmaz. Sadece diger gizli katmana bu degeri iletir. Geri
yayilima izin vermez. Sinir agindaki katman sayisinin bir 6nemi yoktur. Dogrusal tek

bir katmanin sonucunu tiretir [ 109].

Sekil 11 Dogrusal Aktivasyon Fonksiyonu

Dogrusal Aktivasyon Fonksiyonunun grafigi sekil 11°de gosterilmistir.

Fonksiyonun denklemi de asagida gosterilmektedir [109].

fx)=x (8)
DogrusalOlmayan Aktivasyon Fonksiyonlari

Lineer aktivasyon fonksiyonu geri yayilima izin vermediginden giris katmani
ile ¢ikis katmani arasindaki karmasik eslesmelerin olugmasina saglayamaz. Dogrusal

olmayan Aktivasyon Fonksiyonlari ise asagidaki problemlere ¢6ziim bulur.

e Geri yayilima izin verir, ve hatalarin tekrar sisteme dahil edilmesi ile
agirliklar da giincellenir. Bu sayede daha basarili bir tahmin miimkiin
olmaktadir.

e Gizli katmanda karmasik eslesmelerin yapilabilmesi ile ¢oklu sinifa

sahip ¢iktilarin da tahmin edilebilmesi miimkiin olabilmektedir.

Dogrusal olmayan bazi aktivasyon fonksiyonlar1 agsagida agiklanmaktadir.
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Sigmoid Aktivasyon Fonksiyonu

Sigmoid fonksiyonu girdi olarak verilen degerleri O ile 1 arasindaki ¢ikti
degerleri olarak verir. Girdi degeri biiyiidiikce c¢ikt1 1 e yaklasir, girdi degeri
kiiciildiikge ¢ikt1 degeri 0’ a yaklasir. Pozitif negatif ya da olumlu olumsuz gibi ¢ikti
degerlerine sahip problemler i¢in ¢ok kullanilan bir aktivasyon fonksiyonudur.

Sigmoid fonksiyonu bazi problemlerde kayip gradyan sorununa sebep olabilir [109].

Sigomid Fonksiyonunun formiilii denklem 9°da gosterilmektedir.

)

f(x)=1+e‘x

Fonksiyonun grafigi de sekil 12’de gosterilmektedir.

[

10T

Sekil 12 Sigmoid Fonksiyonu

Tanh Aktivasyon Fonksiyonu

Tanh fonksiyonu girdi olarak verilen degerleri -1 ile 1 arasinda dondiiriir.
Girdi degeri biiylidiikce ¢ikt1 1 e yakinsar, girdi degeri kiigiildiikge ¢ikt1 degeri -1° e
yakinsar. Tanh fonksiyonunda ii¢ farkli ¢ikti degeri olusturulabilir. Bunlar pozitif
icin +1, notr i¢in 0, negatif i¢in -1’dir. Tanh aktivasyon fonksiyonu sigmoid

fonksiyonuna gore daha dik gradyanlara sahip olur [109].
Tanh Fonksiyonunun formiilii denklem 10°da gosterilmektedir.

X _ p=X

o =2—°_ (10)

e*+e*
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Fonksiyonun grafigi de sekil 13°te gosterilmektedir.

3

Sekil 13Tanh Fonksiyonu

ReLU Aktivasyon Fonksiyonu

Sekil 14’teki grafikte ReLU fonksiyonu Lineer gibi goriinse de, dyle degildir.

ReLU tiirevlenebilir bir fonksiyondur ve geri yayilima da izin verir.

Sekil 14 ReLU Fonksiyonu

ReLU fonksiyonun en onemli Ozelligi tiim ndéronlar1 aynmi anda aktive

etmemesidir [109].
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ReLU’da fonksiyona giris yapan degerler negatif ise sonu¢ 0 dondiiriiliir
pozitif ise sonug oldugu gibi doner [110].

ReLU fonksiyonu lineer fonksiyona gore c¢ok daha verimlidir veglobal

minimum bulmada hizlidir [109].

f(x) = max (0, x) (11)

Fonksiyonun denklemi denklem 11°de gdsterilmektedir.

ReLU fonksiyonunda grafigin negatif kismi hep sifir dondiirdiigii i¢in negatif
degerlerin ¢ok oldugu verilerde agirliklar giincellenmemektedir. Bu duruma olii
noronlar sorunu denir. Bu sorunu 6nlemek i¢cin ReLU fonksiyonuna farkli teknikler

uygulanmigtir [111].

Sizdiran ReL U Aktivasyon Fonksiyonu

Sizdiran ReLLU, ReLU fonksiyonunda 6lii néronlar problemi ¢oziim olarak

tiretilen fonksiyondur [109].

f(x) = max (0.1x, x) (12)

12

10

Sekil 15 Sizdiran ReLLU Aktivasyon Fonksiyonu

Sizdiran ReLLU aktivasyon fonksiyonunun sekil 15°te grafigi bulunmaktadir.

Denklem 12 de sizdiran ReLU aktivasyon fonksiyonunun denklemidir [109].
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Bu fonksiyonun en 6nemli avantaji negatif giris degerleri icin geri yayilimi
aktif edebilmesidir. Bu sekilde negatif giris degerleri i¢in gradyan degeri sifirdan
farkli olur [109].

Softmax Aktivasyon Fonksiyonu

Softmax Aktivasyon fonksiyonu sigmoid fonksiyonu gibidir. Grafigi de ¢ok
benzerdir. Fakat Softmax fonksiyonu sigmoid fonksiyonu gibi her girdiye sadece 0
ya da 1 degerini geri dondiirmez. En 6nemli 6zelligi 0 ve 1 gibi iki grup degil de 2
den fazla c¢ikt1 tahmini yapilmasi gerektiginde bunu gergeklestirebiliyor olmasidir.
Softmax aktivasyon fonksiyonu, ¢oklu sigmoid fonksiyonu olarak da diisiiniilebilir.

Her bir siif i¢in olasiliksal bir deger dondiiriir [109].

Softmax aktivasyon fonksiyonunun grafigi ve denklemi agagidaki gibidir.

Sekil 16 Softmax Aktivasyon Fonksiyonu

exp (Zi) (1 3)
Zjexp(#)

softmax(z;) =

Softmax fonksiyonunda 4 tane vektor girdi degeri olsun. [0.3, 0.6, 1.2, 1.8]
degerleri softmax fonksiyonunda isledik ve sonu¢ [0.1, 0.2, 0.3, 0.6]oldugunu
varsayalim.Softmax fonksiyonunun elde ettigi sonuc¢larin toplami 1 olmaktadir en
yiiksek degerin grubu c¢ikti tahmin olarak degerlendirilebilir. Bu sekilde coklu

ciktilarda tahminin gergeklestirmesi saglanmis olur [109].
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3.9.4. Degerlendirme Metrikleri

Regresyon veya siniflama problemleri i¢in yapilan ¢aligmalarda tahmin i¢in
uygulanan algoritmanin degerlendirilmesi makine 6greniminin 6nemli bir pargasidir.
Modelin tahmin basarisindan emin olmak i¢in degerlendirme esastir. Regresyon
problemlerindeki siirekli degiskenlerin tahmininde kullanilan degerlendirme
metrikleri ile smniflama problemlerindeki nominal degiskenlerin tahmininde

kullanilan degerlendirme metrikleri birbirinden farklidir.

Degerlendirme metrikleri kayip fonksiyonlari gibi degildir. Kayip
fonksiyonlart makine 6grenimi modelinin egitilmesinde kullanilir. Degerlendirme
metrikleri ise makine 6grenimi modelinin egitim ve test sirasinda performansini izler.
Kayip fonksiyonlari makine 6grenimi modelinin parametrelerinde tiirevi alinabilir,

ancak degerlendirme metriklerinin tiirevlenebilir olmasi gerekmemektedir [114].

En ¢ok kullanilan degerlendirme metrikleri dogruluk, kesinlik(precision),
duyarlilik(recall), ve F1 skordur. Degerlendirme metriklerinden once tahmini

degerler ve gercek degerler arasindaki iligskiyi gosteren karisiklik matrisi elde edilir.

Karisiklik matrisi yapilan ¢alismada elde edilen tahminlerin dogrulugu ve
yanligligini anlatan, tahmin degerleri ile ger¢ek degerleri karsilastiran iki boyutlu bir

Ozettir ve her tahmin sinifina gore ayrilir [115].

Tahmini Degerler

Pozitif Negatif

Pozitif Dogru Pozitif Yanlis Negatif
(TP) (FN)

Negatif | Yanlis Pozitif Dogru Negatif
(FP) (TN)

Gercek Degerler

Sekil 17 iki Stmfli Karisiklik Matrisi Ornegi
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Sekil 17°de iki smmifa sahip bir karigiklik matrisinin - bir  G6rnegi
gosterilmektedir. Matris ile TP(Dogru Pozitif), FP(Yanlis Pozitif), TN(Dogru
Negatif) ve FN(Yanlis Negatif) degerleri belirlenir.

Dogru Pozitif (TP), gercek pozitif degerlerin dogrutahmin edilenlerinin

sayist,

Yanlis Pozitif (FP), ger¢ek negatif degerlerin pozitifoldugutahmin

edilenlerinin sayist,

Dogru Negatif (TN), ger¢ek negatif degerlerindogru tahmin edilenlerinin

sayist,

Yanhs Negatif (FN), gercek pozitif degerlerin negatif oldugu tahmin

edilenlerinin sayisidir.

Karigiklik matrisinde yukarida elde edilen, dogru pozitif, yanlis pozitif, dogru

negatif ve yanlis negatif degerleri ile degerlendirme metrikleri elde edilir.

Smif sayisinin n oldugu bir ¢calismada karisiklik matrisi nxn diizeyinde bir

matristir.

Sekil 18’de ¢ok sinifl1 bir karigiklik matrisinin bir 6rnegi gosterilmektedir.

Gercek siniflar

A
T
=

=

7}

=
2
=

(0}
=

£
S
[

Sekil 18 Cok Simfli Karisiklik Matrisi Ornegi

Modelin dogrulugu dogru tahmin edilen degerlerin sayisinin tiim veri sayisina

boliinmesi ile elde edilir. Dogruluk denklem 13’te ifade edilmektedir.
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=1 (tp; +tn;) (14)
ity + fny + foittny)

Dogruluk =

3.9.4.1. Kesinlik (Precision)

Kesinlik metrigi ger¢ek pozitif deger sayisinin tahmin edilen tiim pozitif
deger sayisina oranidir. Burada pozitif olarak tahmin edilenlerin ne kadarinin dogru
oldugu anlasilmaktadir. Yanlis pozitif degerine odaklanir. Kesinlik degerinin 0 ile 1
arasinda bir degerdir ve 1 olmasi1 higbir pozitif degeri kagirmadigr anlamina gelir.

Kesinlik formiilii denklem 15°te gosterilmektedir.

Yic1 o (15)
iz1(tray + fowy)

Kesmllk(l) =

3.9.4.2. Hassasiyet-Geri Cagirma(Recall)

Hassasiyet veya geri ¢agirma, pozitif olarak tahmin edilenlerin tiim gercek
pozitiflere oramidir. Metrik yanlis negatif degerine odaklanir.Burada da hassasiyetin
1’e dogru yaklagsmasi higcbir pozitif degeri kagirmadigi anlamina gelir.Hassasiyet

formiilii denklem 16’da gosterilmektedir.

Yi=1tDg) (16)
ity T

Hassasiyet;y =

3.9.4.3. F1 Skoru

F1 skoru kesinlik ve hassasiyetin harmonik ortalamasidir. Kesinlik ve geri
cagirma arasindaki dengeyi ifade eder. F1 Skor formiili denklem 17°da

gosterilmektedir.

2 x Kesinliky x Hassasiyet; (17)

F1 =
® Kesinliky + Hassasiyet
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3.9.4.4. Makro Ortalama Kesinlik

Cok sinifli siniflama problemlerinde makro ortalama kesinlik tiim siniflarin

ortalama kesinligi olarak hesaplanmaktadir.

Makro ortalama kesinlik formiili denklem 18’de sunulmaktadir.

. Kesinlik (i) (18)
n

Makro ortalama kesinlik =

3.9.4.5. Makro Ortalama Hassasiyet

Cok smifl1 siniflama problemlerinde makro ortalama kesinlik benzeri olarak
makro ortalama hassasiyet de tiim siniflarin ortalama hassasiyeti olarak karsimiza

cikar.

Makro ortalama hassasiyet formiilii denklem 19’da sunulmaktadir.

Y-, hassasiyet(i) (19)
n

Makro ortalama hassasiyet =

3.9.4.6. Makro Ortalama F1 Skoru

Makro ortalama F1 skor makro ortalama kesinlik ile makro ortalama

hassasiyet degerlerinin harmonik ortalamasidir.

Makro ortalama hassasiyet formiilii denklem 20’de sunulmaktadir.

Makro Ortalama F1 (20)

_ 2x Makro Ortalama Kesinlik x Makro Ortalama Hassasiyet

Makro Ortalama Kesinlik + Makro Ortalama Hassasiyet

Son olarak ROC egrisi adinda dogru pozitif degerler ile yanlis pozitif
degerlerin oraninin grafigi arastirmalarda kullanilmaktadir. Dogru pozitif degerler
gercekte pozitif olup dogru tahmin edilenler, yanlis pozitif degerler ise gercekte

negatif olup yanlis tahmin edilenlerdir.
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AUC (Area Under the ROC Curve) ROC egrisinin altinda kalan alan1 ifade
etmektedir. Bu egrinin altinda kalan alan ne kadar biiylikse model o seviyede basarili
olmus demektir. AUC degeri 1.0 ise tiim tahminlerin dogru oldugu anlamina gelir.0.5
ise basarili bir model olmadigi modelde degisiklik yapilmasi gerektigi anlamina

gelir. AUC degeri 0 ise tahminlerin hi¢ tutmadig1 anlamina gelir.
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4. MATERYAL METOD

4.1. Tez Cahismasimin Mimarisi

Metni kiictk harfe
dénustirme

¢ Twitter'dan

veri toplama

Gereksiz karakterleri, sayilari,
noktalama igaretlerini
metinden cikarma

Durak Kelimelerini >_
metinden ¢ikarma

4, Veri Onigleme

Yazim hatalarini dizeltme

v

Kelimere Lematizasyon
islemi Uygulama

7 -

h 4
Kelime Gomme Katmani
Ozellik
l >‘ Cikarimi
GloVe Test Egitim
= T )
*_l_* Kat 1 [
; Kat2
a
LSTM GRU Model
i o >— Siniflama — Degerlendirme Kat 3
Kat 4
Tahmin Etm
min ° Kat5

Sekil 19 Tez Calismasinin Asamalari

Tez c¢aligmasinin tiim agamalar1 Sekil 19°da gosterilmektedir. Twitter’dan
saglanan APIile veri toplama isleminden sonra gereksiz tiim ifadeleri ¢ikarmak,
yazim hatalarimi diizeltmek ve morfolojik olarak kok alma islemi igin Onislem
asamas1 gerceklestirilmistir. Ozellik ¢ikarimi asamasinda ise kelime gdmme katmani
ve GloVe vektorleri kullanilmistir. Bu asamada verideki Oznitelikler belirleyici
ozelliklerine uygun olarak vektdrlere doniistiiriilmiistiir. Onislem ve 6zellik ¢ikarimi
asamalarmin basaris1 siniflama agsamasindaki basari oranini etkileyen en 6nemli

unsurdur.

Siniflama asamasinda derin 6grenme algoritmalarinin kullanildigr iki model
olusturulmustur. Olusturulan modellerin egitim ve test verisi belirlemesi g¢apraz
dogrulama yontemiyle gergeklestirilmistir. Son olarak algoritmalarin tahmin
degerleriuygun goriilen metrikler ile degerlendirilmistir. Caligmadaki tiim asamalar

ayrintilariyla birlikte asagida sunulmustur.
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4.2. Veri Seti

Aragtirmacilar Twitter hesaplarina sahip olmak kosulu ile kendi hesaplarina
ekleyebilecekleri bir API araciligi ile belirledikleri hesaplarin Twitter paylagimlarini
veya belirledikleri bir konu ile alakali olan Twitter paylasimlarini

toplayabilmektedir. Twitter bu APlaraciligi ile veri toplamaya izin vermektedir.

Yapilan tez ¢alismasinda yine Twitter API aracilig1 ile 10454adet ingilizce
tweet toplanmistir.Toplanan tweetler 4 1{inli kisinin hesaplarindaki Twitter
paylasimlaridir. Bu kisilerin meslekleri, Politikaci, Sporcu, Oyuncu ve Isadami’dir.
Bu meslekler Holland Teorisine gore sosyal, geleneksel, sanatsal, girisimci ve
gercekei is cevrelerini yansitir. Toplanan veriler kisinin kendi yazisi olmasi igin

retweet icermemektedir.

3500

3000

2500
2000
1500 - .
1000 -
500 -
o
1] 1 2 3

Etiketler (0-Politikacy, 1-Oyuncu, 2-Sporcuy, 3-lsadami)

Sekil 20 Tweetlerin Mesleklere Gore Dagilim

Tablo 1Tweetlerin Mesleklere Gore Dagilimi

Meslek Tweet Sayisi
Isadam 3034
Politikaci 2933
Sporcu 2586
Oyuncu 1901
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Toplanan veri ile ilgili istatistiksel bilgiler Sekil 20’de,veTablo 1’de

gosterilmektedir.

4.3. Onislem Asamasi

Veri Onigsleme olarak da ifade edilen bu asama veri toplama agsamasindan
sonraki ilk adimdir. Gergek metinsel veya gorsel veriler daginik bir yapiya sahiptir.
Veriler uygulamalar veya is siiregleri tarafindan iretilir. Verilerin eksik degerlere,
gereksiz karakterlere veya yazim hatalarma sahip olmasi olasi bir durumdur. Iste
daginik olan bu verilerin belirli bir yapida ve diizende olmasi gerekir. Verinin
diizenli hale getirilmesi de Onislem asamasinda gergeklestirilir. Dogru yapilmis bir
Onislem asamasi smiflama asamasinda olusturulacak modelin daha yliksek basari

elde etmesine olumlu bir katki saglayacaktir [116].

Tweet paylasimlari da ¢ogunlukla metin verisi igerdiginden yapisal olmayan
bir veri olarak karsimiza ¢ikmaktadir. Bir tweet igerisinde hashtagler, baglantilar,
sayilar, noktalama isaretleri ve gereksiz kelimeler bulunabilir. Bu gibi ifadeler
verinin anlamlandirilmasini ve veriden bilgi ¢ikarimimi zorlastiran ifadelerdir. iste bu
sebeple gereksiz goriilen tim ifade ve karakterlerin veriden temizlenmesi

gerekmektedir.

Onislem asamasinda elimizdeki veri dnce kiiciik harflere doniistiiriilmiistiir.
Bu islemin basta yapilmis olmast Onislemin diger asamalarinda isimizi
kolaylastirmistir. Kiiciik harflere doniistiiriilen veriden daha sonragereksiz oldugu
diistiniilen hashtagler ve baglantilar kaldirilmigtir. Daha sonra kelime olmayan veriler
olan sayilar ve noktalama isaretleri kaldirilmistir. Say1 degerleri ve hashtagler farkli
caligmalarda anlamli bilgi icerir veya anlamli goriilebilir, fakat kisilerin mesleklerine
bakislarini inceledigimiz bu calismada anlamsiz goriilmiistiir. Gereksiz ifadeler,
sayilar ve noktalama isaretleri kaldirildiginda veride olusan birden fazla bosluklar ve
satirlar silinmistir. Tiim bu islemler i¢in Python re (regularexpressionoperations)

kiitiiphanesi kullanilmistir.

Sirada durak kelimelerin kaldirilmasi islemi vardir. Durak kelimeler dilin
icinde yer alan baglaglar, edatlar gibi belirleyici 6zelligi olmayan kelimelerdir. Daha
belirleyici olan kelimelerin ortaya c¢ikmasi i¢in bu tiirden durak kelimelerin

kaldirilmasi islemi gergceklesmistir.
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Durak kelimelerin kaldirilmasindan sonra metinde kalan kelimelerin yazim ve
dilbilgisi hatalariPython TextblobKiitiiphanesi ile diizeltilmistir. Ornegin, “tennnnis”

kelimesi “tenis” olarak diizeltilmesi bu asamada gergeklesmistir.

En son olarak lemmatizasyon olarak bilinen morfolojik olarak kok alma
asamast gerceklesmistir. Lemmatizasyon islemi tiim kelimeleri “lemma” yani kok
haline getirmistir. Bunu yaparken kelimelerin fiil ise ¢ekimleri diisiiriilmiis, isim ise
cogul eki kaldirilmistir. Lemmatizasyon isleminin yerine “stemming” islemi de
kullanilabilirdi. Ama g¢alismada lemmatizasyon isleminin “stemming” isleminden
daha basarilt oldugu tespit edilmistir. Lemmatizasyon islemi ile verinin Onislem
asamast tamamlanmistir veOniglem asamasinin tim asamalarni Sekil 21°de

gosterilmektedir.

Verileri Kuguk Gereksiz
SEVIEI

Kaldirilmasi

Veri Toplama - Harfe karakterlerin
Donlistirme kaldiriimasi

Yazim Noktalama
Etiketleme - Lemmatizasyon Hatalarinin isaretlerinin
Diizeltilmesi Kaldirilmasi

Sekil 21 Onislem Asamasi

Onislem asamasindan sonra veri setinin ilk 5 ve son 5 satir1 Sekil 22°de

gosterilmektedir. Veri seti karisik bir sekilde o6zellik ¢ikarimi  asamasina

gonderilmektedir. tweet group
0 honor support hero fight folio %)

1 agree 0

2 deangelohall willcompton redskins hata gun mon._ 2

3 billgates new book exceptionally clear accessi. .. 0

4 recommend factfulness highly han family member... 3
10449 second volunteer make call text voter use judg... 0
10450 suedhellmann division parent confidence child ... 3
10451  margin nearly americans believe senats hold he... 0
10452  wonder Il win team medium dmitri water war tom... 1
10453  leamn maize wheat carlo slim commit great happen 3

Sekil 22 Onislem Asamasindan sonra Veri Seti
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4.4. Ozellik Cikarmm Yontemi

Calismanin  o6zellik ¢ikarimi  asamasinda Python Keras kiitiiphanesi
kullanilmistir. Onislem asamasi sonrasinda elde edilen metin verisinden bir kelime
indeksi olusturulmustur. Olusturulan kelime indeksinde bulunan kelime sayisi
8871°dir. Bu essiz olan kelimelerin sayisidir ve ayn1 zamanda Oznitelik sayisidir.
Ardindan kelime indeksindeki her bir kelimeye belgedeki sikligi ile ters orantili
olarak bir tamsayr degeri atanmustir. Ornegin belgede en sik gegen kelimenin

karsiligr 1°dir.

Tablo 2Kelime Indeksinden Ornekler

Kelimeler Atanan Tamsay1
Degerleri

health 27
Work 4
energy 41
family 56
Story 63
student 80
inspire 111
drama 3
investment 213
security 391
Team 1
president 2
Watch 19
malaria 167
Cost 471
Vote 34
Fun 202
economy 95
Court 103
Win 85

Calismanin smiflandirma asamasinda LSTM ve GRU derin 6grenme
aglarikullanilmistir. LSTM ve GRU sinir aglarina verilecek giris verisinin ilk
asamasindan yani verilerin tamsay1 degerlerine ¢evrilmis halinden bir kesit Tablo

2’de gosterilmistir.
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Tablo 3Verinin Istatistiksel Bilgileri

Kelime indeksinde elde edilen kelime sayisi 8871
Tweetler arsindaki en yiiksek kelime sayisi 30

Tweetlerin kelime sayilarinin Aritmetik Ortalamasi 7,89
Tweetlerin kelime sayllarimin Standart Sapmasi 4,38

Derin 6grenme algoritmalarindan olan LSTM ve GRU sinir aglarina
gonderilecek olan giris verisinin sabit uzunlukta olmasi gerekmektedir. Bu sabit
degeri belirlemek i¢in bir dizi 6lgme ve degerlendirme yontemi kullanilmistir. Bu
sabit uzunluga gore baz1 tweetler kesilecek, bazilarinin ise i¢ini sifir ile dolduracagiz.

Bu isleme doldurma(Padding) islemi denilmektedir.

Istatistikte veriyi temsil edebilecek seviyede bir 6rnekleminin alinmasi sik¢a
kullanilan bir yontemdir. Bu popiilasyonun tamaminin toplanamamasi1 durumunda
Ozellikle uygulanmaktadir ve maliyetin diismesini saglamaktadir [120]. Tez
caligmasinda da verinin %95’ ini temsil edecek seviyedebir 6rneklemi kullanilmaistir.

Bunun sebebi ¢ok fazla kirpma islemi yapmamak veya veriyi gereginden fazla sifir

771N\

ile doldurmamaktir.

—26=-8,76 —16=—438 16=4.38 2c=8,76
n=7.89

Sekil 23 Verinin Normal Dagihim Grafigi
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Sekil 23’te gosterilen aritmetik ortalamaya eklenecek 1 standart sapma
verinin %68’ini 2 standart sapma ise %95’ini ifade etmektedir. Bu istatistikte z
tablosu olarak bilinen bir tablo yardimiyla bulunur. Z tablosu istatistikte dagilimin
yiizde degerini bulmamiz1 saglar. Kalan %35 degeri ondalik olarak gosterdigimizde
alfa degerini elde ederiz ki o da 0.05’tir. Bu alfa degerinin z tablosundaki karsilig1
1.96 degeridir ve bu z-skorudur. Aritemetik ortalamaya standart sapmanin 1.96 kati

yani yaklasik 2 kat1 eklenince verinin %95 lik kismi1 temsil edilmis olacaktir [117].

LSTm ve GRU sinir aglarmin istedigi sabit uzunluktaki deger bu sekilde

bulunmustur ve kullanilan denklem asagida yer almaktadir.

giris degeri = aritmetik ortalama(token sayisi)+ 1,96 Xstandart sapma(token sayisi)

(20)

Denklemi veri setine uyguladigimizda sabit uzunluk degeri 16 olarak
hesaplanmaktadir. Siitun sayis1 16 nin lstiinde olan satirlar kesme islemi ile 16’ya
indirilecek, 16’dan az olan satirlara ise sifir ile doldurma islemi uygulanacaktir.
Yapilan hesaplamalara gore doldurma isleminden sonra veri %93,7 oraninda temsil

edilmektedir. Degerler ile ilgili bilgiler asagida Tablo 4’te sunulmustur.

Tablo 4Doldurma Islemi sonras Istatistiki Bilgiler

Tweetlerin kelime sayilarinin Aritmetik Ortalamasi 7,89
Tweetlerin kelime sayilarinin Standart Sapmasi 4,38
Hesaplanan Sabit Uzunluk Degeri 16
Sabit uzunluk degerinin veri setini temsil etme oram %93,7

Doldurma iglemi sonrasinda verilerin her satir1 sabit bir deger olmasi icin
belirledigimiz 16 siitunlu hale gelmistir. Sira gémme katmani (EmbeddingLayer)
olusturmaya gelmistir. Gomme katmani ile Python Keras, verideki biitiin tamsay1
degerlerini 100 siitunlu vektorlere doniistiirmektedir. Olusturulan vektorler siniflama

algoritmalarinin egitimi siiresince kendini glincelleyecektir.
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Ozellik ¢ikarimi asamasinda gdmme katmanmin olusturdugu vektorler ile
yetinilmeyip Onceden egitilmis GloVe vektorleri de kullanilmistir [118].GloVe
vektorleri 400 bin adet kelimeye ait 100 siitunlu 6nceden egitilmis vektorlerden
olusmaktadir ve bir txt dosyasi i¢inde yer almaktadir. Daha once c¢aligmanin veri
setindeki kelimeler gomme katmani ile 100 siitunlu vektorlere doniistiirilmiistii.
Kelime indeksinde yer alan 8871 kelimedenGloVe vektorlerinin bulundugu
dosyadaki kelimelerle eslesenlerin gomme katmani vektor degerleriGloVe vektor
degerleri ile yer degistirmektedir. Bu sekilde daha 1yi smniflama basarisi

hedeflenmistir.

Ayrica ¢alismada toplanan tweet paylagimlarinin konularini belirlemek i¢in
Gizli Dirichlet Tahsisi kullanilmistir. Toplanan tweetlerin konularin1 belirten tablo

asagida gosterilmektedir.

Tablo SToplanan Tweetlerin Konulari

Meslek Tiirii Mesleki Kisilik Tipi Twitter Paylasimlar1 Konulari
Gergekei Basketbol, Spor, Miizik

Politikaci Girigimci, Sosyal Ekonomi, Politika, Iletisim, Sosyal
Sorumluluk

Oyuncu Sanatc1 Sinema, Film, Savag

Isadam Girigimci Calisma, Egitim, Iklim Degisikligi, Sosyal

Sorumluluk, Saglik, Pandemi, Yenilik

Tablo 5 incelendiginde, Twitter paylasimlart toplanan {inlii kisilerin
mesleklerine uygun tweet attiklart gizli dirichlet tahsisi ile tespit edilmistir.
Konularin mesleklerle ilgili olmasi smiflama asamasinda mesleki ilgiyi tahmin

ettigimizi ortaya koymaktadir.

4.5. Capraz Dogrulama ile Egitim ve Test Verisi Olusturma

Ozellik ¢ikarimi sonrasinda veri artik smiflandirma asamasina gecebilecek
durumdadir. Yani verinin tamami vektorel olarak ifade edilmistir. Denetimli
ogrenmede vektorel haldeki verilerin belirlenen bir yiizdesi egitim verisi kalan veri
de test verisi olarak ayrilir. Bu ayrim hep aymi yerden yapilir ve rastgelelik
olusturulmazsa, egitim verisi her c¢alisildiginda daha Onceki gordigii veriye
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rastlayacak, basar1 ylizdesi yliksek cikacaktir. Ama bu basar1 test verisine ayni
oranda yansimayacaktir. Bu sorunun olusmamasi i¢in calismada 5 kat c¢apraz
dogrulama yontemi kullamilmigtir. Bu yontemin kullanilmasindaki asil amag
siniflama algoritmasinin test verisi iizerinde yapacagi tahminlerin gegerliligini

artirmaktir.

Capraz dogrulama yonteminin uygulanist Sekil 24°te gosterilmektedir.

Veri Seti
Kat OIuﬁurmol
1. iterasyon Egitim -
2. iterosyon| - |
3. iterosyon| - |

4, itercsyon| - |

5, iterosyon-

k-kat Capraz Dogrulama

. Metrikleri Hesaplama
Egitim - >
Modeli Ogrenrwk‘ Aodeli Uygulama

Metrikleri
Saklama

Sekil 24 Calismanin Egitim Verisi ve Test Verisi Ayrim

Goriildugii gibi veri 5 kez egitime sokulmaktadir. Her defasinda veri 5
pargaya ayrilmaktadir.1.iterasyonda 5 parcanin ilk 4’i egitim verisiyken 5. parga test
verisi olarak siniflama algoritmasina sunulur. Sonraki 4 iterasyonda farkli bir par¢a

test verisi olarak ve kalan 4 parca veri egitim verisi olarak kullanilir.

Egitim verisi ile kullanilan siniflama algoritmalar1 denetimli 6grenme ile yani
sonuglarin dnceden bilinmesi yontemi ile egitilir. Egitim belirlenen deger kadar
iterasyon boyunca devam eder. Daha sonra Test verisi algoritmaya sunulur ve ¢ikti

degerleri tahmin edilmeye calisilir.

Capraz dogrulamada 5 kez egitim ve test verisi algoritmaya sunulur. Her
defasinda algoritmaya sunulan veri “kat” olarak ifade edilir. Basar1 sonucu her bir

parca i¢in ayrica elde edilir. Gerekirse basari sonuglarinin ortalamasi alinir.
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4.6.S1miflama Modeli Olusturma

Calisma i¢in farkli GRU ve LSTM modelleri olusturulup test edilmistir.
Hibrid kullanimlarin bile s6z konusu oldugu ¢alismada Sekil 25 ve Sekil 26’da
goriilen GRU ve LSTM i¢in iki model olusturulmustur. Her iki model de gémme
katmani ile baslamaktadir. Gbmme katmani ile her bir essiz kelime i¢in 100 adet
vektor elde edilmistir. Bu da 887.200 parametre etmektedir. Her iki modelde de bir
dense (yogun) katmani ve bir dropout(birakma) katmani ile bitmektedir. Birinci
modelde 3 adet GRU katmani ikinci modelde ise 3 adet LSTM katmani
bulunmaktadir. Ayrica GRU modelinin 893.592 egitilebilir parametresi bulunurken
LSTM modelinin 895.716 parametresi bulunmaktadir.

Layer (type) Output Shape Param #
enbedding-layer (Embedding) (Nome, Noms, 100) 887200
éiﬁ:lé_fiﬁﬂi ----------- (None, Nome, 16) 5618
éEﬂ:EQ_Eiﬁﬂi ----------- (None, None, 8) 600

gru_20 (GRU) (None, 4) 166
dropout_6 (Dropout) (None, 4) 0

dense_6 (Demse) (None, 4) 20

Total params: 893,592
Trainable params: 893,592
Non-trainable params: 0O

Sekil 25 Gated Recurrent Unit Network Modeli Yapisi
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Layer (type) Output Shape Param #

embedding-layer (Embedding) (None, None, 100) 887200
IQ%&:IQ_Eiéfﬁf --------- (None, None, 16) 7488
IQEQ:EB_Eiéfﬁf --------- (None, Nome, 8) 800
1stm_21 (LSTM) (None, 4) 208
dropout_6 (Dropout) (None, 4) 0
dense_6 (Demse) (None, 4) 20

Total params: 895,716
Trainable params: 895,716
Non-trainable params: 0O

Sekil 26 Long Short Term Memory Modeli Yapisi

Cikis degerleri i¢in de her deneme i¢in 4 birimden olusan “Yogun katmani”
modele eklenmistir. Sonuglarda “asirt uyma” ’y1 engellemek i¢in yogun katmanindan
once 0.43 degerinde “Dropout katmani” modele eklenmistir. Deneysel sonuglar 0.43
degerinin en iyl deger oldugunu gostermistir. Yogun katmaninda ¢ikis degerleri
2’den fazla yani 4 oldugu i¢in kullanilan aktivasyon fonksiyonu “Softmax”

aktivasyon fonksiyonudur.

Kayip fonksiyonu“Seyrek Kategorik Capraz Entropi’olarak belirlenmistir.

Optimize edici olarak “adam” secilmistir. Tablo 6’da hiperparametrelerin listesi

verilmektedir.
Tablo 6Hiperparametreler
Hiperparametreler Degerler
Optimize Edici Adam
Kayip Fonksiyonu Seyrek Kategorik Capraz Entropi
Aktivasyon Fonksiyonu Softmax
Ogrenme Orani 0.001
Donem Sayisi 50
Parti Boyutu 256
Seyreltme Degeri 0.43
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Gergek Degerler

S.BULGULAR

Yapilan tez ¢aligmasinin tamaminda Python programlama dili ile ¢aligilmustir.
Veri toplama, onigslem ve ozellik ¢ikarimi agamalarindan sonra verinin sinir agi

modellerine sunumuna gegilmistir.

Calismada iki adet derin 6grenme sinir ag1 modeli Onerilmistir. Biri GRU
ikincisi ise LSTM sinir agidir. Olusturulan modeller ROC egrisi, Karisiklik Matrisi
gibi grafikler ile desteklenmistir. Ayrica Kesinlik, Geri ¢agirma ve F1 Skor gibi
degerlendirme metrikleri ile degerlendirme yapilmistir. Egitim ve Test verisi i¢in

basar1 grafigi de gosterilmistir.

5.1. Kanisikhik Matrisleri

Sekil 27°de solda GRU modelinin, sagda iseLSTM modelinin karisiklik

matrislerinin grafigi yer almaktadir.

511 10 16 25 490 20 19 33
N p LWL 0.48%  0.77%  1.20% @ pEWELS 0.96%  091%  1.58%
N\ o
©© Q
15 18 8 19 19 3
o> 0.72% N5 - 0.91% 0.14%
o¥® 5 oW
5]
28 456 o 23 29 461 28
e 1.34% 21.81% o R 110%  1.39%
5 R
= Qé S
J0)
31 8 19 545 O 20 20
@0“\\’ 1.48%  0.38%  0.91% [ 6’6‘0\' 0.96%  0.96%
@ P
1 I 1 1 1 1
o o o \ e o (O o
O o o e R o o e
oW O\P = \%'36 ?0\\\ [®)) Y \596
Tahmini Degderler Tahmini Degerler
(a) GRU (b) LSTM

Sekil 27 GRU ve LSTM Model Karisikhik Matrisleri

Grafige gore GRU modelinin tahmin performanst LSTM modelininkinden
daha basarili ¢ikmistir. GRU model Politikact ve Isadami smiflarinda %1 oraninda
daha basarili, oyuncu sinifinda her iki model de esit tahmin oranina sahip, sporcu

siifinda ise LSTM bir miktar yaklasik %0,24 oraninda daha basarilidir. Her iki
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modelde de yanlis tahmin degerleri %1.58’in iistiine ¢ikmamustir. Dolayisiyla sekil
27°de gosterilen karisiklik matirisine gore genel olarak her iki model de yiiksek

oranda smiflama tahmini basarisina sahiptir.

5.2. Modellerin Egitim ve Dogrulama Basarilar

Sekil 28’de ise solda GRU modelinin, sagda ise LSTM modelinin egitim

basarisi ve dogrulama basarisi grafikleri yer almaktadir.

Sekil 28GRU ve LSTM egitim sirasindaki egitim ve dogrulama basarilari

Grafigi inceleyecek olursak, GRU modeli LSTM modelinden daha basarili
oldugu anlasilmaktadir. GRU modelde egitim verisi ile dogrulama verisi arasinda bir
uyum yakalanmis goziikmektedir. EZitim basaris1 grafigi bir istikrar noktasina ¢ikmis
dogrulama basaris1 grafigi de bir karar noktasina ¢ikmustir. Bu iki grup verinin

grafigi arasinda ¢ok fazla bosluk bulunmamasi da bir uyuma isaret etmektedir.

LSTM modelinin grafiginde ise dogrulama basaris1 erken bir noktada
kalmistir, ve egitim basarisi arasinda biiyiiyen bir bosluk vardir. Dogrulama basarisi
grafiginin  durumu  egitimin30. iterasyonundan sonra bitirilebilecegini
gostermektedir. Ayrica bu durum bu noktadan sonra asir1 uymanin gerceklestiginin

gostergesidir.
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Asirt uyma yada ezberleme olarak ifade edilen durum modelinegitimi
sirasinda meydana gelmektedir.Modelegitim sirasinda tahmin yaparken yliksek
degerde sonuglar iiretir ve gorlinmeyen verilere karsi dogru tahminde bulunma
yetenegini kaybeder. Caligmada kullanilan LSTM modelinde de model30.
iterasyondan sonra asir1 uyma egilimi gostermistir. Bu durumda 30. iterasyondan

sonra egitimin sonlandirimasinda bir problem olmayacaktir.

5.3. Model Basari Oranlari

Tablo 7°de GRU ve LSTM sinir ag1 modellerinin egitim sirasindaki her bir

katin egitim ve test verisi basar1 oranlart gosterilmektedir.

Tablo 7GRU ve LSTM Modelleri Basari Oranlari

Modeller GRU LSTM
Egitim Verisi Test Verisi Egitim Verisi Test Verisi
Basar1 Orani Basar1 Orani Basar1 Orani Basar1 Orani

Kat 1 %86.7 %388.6 %83.7 %86.4

Kat 2 %84.3 %87.5 %83.4 %83.8

Kat 3 %84.5 %86.7 %83.9 %86.2

Kat 4 %87.1 %88.4 %83.9 %85.9

Kat 5 %84.1 %385.6 %380.8 %85.9

Egitim 50 iterasyon olarak gerceklesmistir. Her bir kat bir kere test verisi
olarak kullanilirken diger katlar egitim verisi olarak kullanilmistir. Tablo 7’yi

inceleyecek olursak,
Kat 1°de hem egitim verisinde hem de test verisinde GRU modeli,
Kat 2’de hem egitim verisinde hem de test verisinde GRU modeli,
Kat 3’te hem egitim verisinde hem de test verisinde GRU modeli,
Kat 4’te hem egitim verisinde hem de test verisinde GRU modeli,
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Kat 5’te egitim verisinde GRU modeli test verisinde LSTM modeli, daha

basarili olmustur.

Egitim verileri ile test verilerin basar1 oranlariin birbirine yakin olmas1 veri

setlerinin diizgiin dagildiginin bir gostergesidir.

5.4. Degerlendirme

Tablo 8’de GRU ve LSTM sinir ag1 modellerinin degerlendirme sonuglari
ortaya konmaktadir. Tiim gruplarin (Politikaci, Oyuncu, Sporcu, Isadami) ayr1 ayr

degerlendirmeleri gosterilmistir.

Tablo 8 GRU ve LSTM Modelleri Degerlendirme Sonuglart

GRU Politikac1 | Oyuncu Sporcu Isadam Makro Ortalama
Kesinlik 0.873 0.866 0.895 0.908 0.886
Duyarhhk 0.909 0.893 0.842 0.903 0.887
F1 Skoru 0.891 0.879 0.868 0.906 0.886
Dogruluk 0.937 0.952 0.931 0.943 0.941
LSTM Politikac1 | Oyuncu Sporcu Isadam Makro Ortalama
Kesinlik 0.887 0.832 0.866 0.892 0.869
Duyarhhk 0.871 0.893 0.852 0.878 0.874
F1 Skoru 0.879 0.862 0.859 0.885 0.871
Dogruluk 0.932 0.943 0.924 0.930 0.932

Dogrulugun tek basina yeterli olmadigi durumlarda 6zellikle kesinlik,
duyarlilik ve F1 skoru metrikleri kullanilmaktadir. Ornegin 100 kisinin oldugu bir
grupta bir kisinin hasta olmasi %99 oraninda dogruluk degeri verirken hasta kisinin
bulasic1 bir hastaliga sahip olmasi durumunda sonug ¢ok kotii olabilir. Bu durumda
kesinlik, duyarlilik ve F1 skoru 6nem kazanmaktadir. Kesinlik dogru diye tahmin
edilen gruplarmm ka¢inin gergekten dogru oldugunun bir Slgiistidiir. Duyarlilik ise
gercek dogru degerlerin kag tanesinin dogru tahmin edildigi ile ilgilidir.F1 skoru ise
bu her iki degerin ortalamasidir. Bu ortalama aritmetik ortalama degil harmonik

ortalamadir. Harmonik ortalama daha dogru sonuglar alinmasini saglamaktadir.
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Dogru Pozitif Orani

GRU sinir ag1 modelinde makro ortalama o6zelinde dogruluk, kesinlik,

duyarlilik ve kesinlik ve duyarliligin harmonik ortalamasi olan F1 skoru sirasiyla,

0.941, 0.886, 0.887, 0.886 olarak hesaplanmistir. Ayni sekilde LSTM sinir aginda ise

degerler sirasiyla, 0.932, 0.869, 0.874 ve 0.871 bulunmustur. Bu sonuglara gore
mesleki ilgiyi GRU model %94 oraninda tahmin ederken LSTM’de bu deger %93

olarak hesaplanmistir.Ayrica Kesinlik, duyarlilik ve F1 skoruna gére de GRU sinir

ag1 modeli LSTM sinir ag modeline gore daha basarili sonuglar elde etmistir.

5.5. ROC Egrileri

Sekil 29°da solda GRU modelinin, sagda ise LSTM modelininROC Egrisi

grafikleri yer almaktadir.
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Sekil 29 GRU ve LSTM Modelleri ROC Egrisi

ROC egrisi pozitif siiflar1 negatif siiflardan ayirma oranimi gosterir. ROC

egrisinin altinda kalan alan AUC olarak ifade edilir. Eger hi¢bir pozitif deger negatif

degerlerden ayrilmamis olsayd: egrimiz grafikteki lineer regresyon cizgisi gibi

olacakti. Burada AUC degeri 0.0 olacaktir. Eger tiim negatifler ve pozitifler %100

oraninda ayrilabilseydi bu durumda ise AUC degeri 1.0 olacaktir [119].
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Yapilan tez ¢aligmasinda elde edilen ROC egrilerine bakacak olursaksolda
GRU sagda ise LSTM modeli grafikleri gosterilmistir. Egriler tiim smiflar i¢in ayri
ayr ¢izilmistir. Egrilerin sol iiste dogru yaklagmasi tahminde basarili olundugunu
gosterir. Politikaci sinifinda GRU modelinin, Sporcu sinifinda da LSTM modelinin
daha basarili oldugu, diger siniflarda ise esit basariya sahip oldugu goriilmektedir.
Her iki modelde siniflama tahmininde yiiksek basariya sahip olmaktadir. Bu da
gonderilen tweetlerin mesleklerle ilgili oldugunun belirlenmesinde ¢ok 1iyi bir

performans oldugunun gostergesidir.
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6.TARTISMA ve SONUC

John Holland’in Meslek Kisiligi Yaklagimima goére insanlarn ilgileri ile
meslekler yani ig ¢evreleri arasinda bir iliski, bir etkilesim bulunmaktadir. Holland,
kisilerin mesleki faaliyetlere olan ilgisini, “mesleki ilgi” olarak ifade etmektedir ve
mesleki ilgiyi alti kategoriye ayirmaktadir. Bunlar gercekei, sanatsal, geleneksel,
girigsimei, sosyal ve arastirmacidir. Bu yaklagima gore is ¢evreleri de ayni isimlerle

alt1 kategoriye ayrilmaktadir.

Holland, bu yaklasimin merkezindeki mesleki ilgi kavramimin kisilerin
kariyerlerinde onemli bir yer tuttugunu savunmaktadir. Bireylerin mesleki ilgilerini

Olgerken de likert tipi anketler uygulamistir.

Yapilan tez calimasinda da Holland'in teorisinden esinlenilmistir. Mesleki
ilgiyi 6lgerken ise likert tipi anket yerine sosyal aglarin en dnemlilerinden biri olan
Twitter paylasgimlart kullanilmistir Kigilerin tweet paylasimlart ile meslekleri
arasindaki iligkiyi kesfederek sosyal aglarin insanlarin kariyerlerine karar

vermelerinde yardimci olup olmadigi aragtirilmistir.

Calisma boyunca dort farkli meslekten kisilerin tweetleri kullanilmis ve
tweetlerin meslekleriyle ilgili olup olmadigi incelenmistir. Bu kapsamda is adamu,
politikaci, sporcu ve oyuncu mesleklerinden dort kisinin tweetleri dikkate
alinmistir. Toplam 10454 tweet incelenmis olup bunlarin 3034’1 isadaminin, 2933’1

politikacinin, 2586°s1 sporcunun ve 1901’1 oyuncunun paylasimlaridir.

Onislem asamasinda toplanan veri kiiciik harflere doniistiiriilmiis ve
hashtag’ler, baglantilar veriden temizlenmistir. Kisilerin mesleklerine bakislarinin
incelendigi ¢alismada veriden sayilar ve noktalama isaretleri de kaldirilmistir.Daha
sonra Onislem asamasinin 6nemli asamalarindan biri olan dilin yapisinda bulunan
edat, bagla¢ gibi 6gelerin genel ifadesi olan durak kelimelerin kaldirilmasi islemi
gerceklesmistir. Yazim hatalarmin diizeltilmesinden sonra 6nislemin en son islemi
olarak lemmatizayon islemi gergeklesmistir. Lemmatizasyon islemi ile metnin

morfolojik olarak kdklerine doniistiiriilmesi amag¢lanmistir.

Ozellik ¢ikarmm asamasinda python keras kiitiiphanesi ile kelime indeksi
olusturulmustur. Olusturulan kelime indeksi 8871 essiz kelimeden olusmaktadir. Bu

Oznitelik sayisidir. Bu kelimelerin herbiri i¢in tamsay1 degerleri atanmistr. Siniflama
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asamasinda kullanilan LSTM ve GRU modellerine sabit uzunlukta veri girisi
yapilmasi gerektiginden istatistik alanindan yararlanilarak sabit bir giris verisi degeri
elde edilmistir. Bu deger 16 olarak belirlenmistir. Bu saymin altinda kelime sayisina
sahip satirlar 0 ile doldurulmus, bu sayinin iistiinde kelime sayisina sahip satirlar
kesilip 16’ya esitlenmistir. Elde edilen 16 siitunlu satirlardan olusan verideki her
tamsay1 degeri python keras gomme katmani ile 100 siitunlu O ile 1 arasindaki
vektorlere  doniistiriilmiistiir. Bu  vektorler egitim  sirasinda  kendisini
giincellemektedir. Calismada gémme katmaninin olusturdugu vektorlerden ziyade
onceden egitilmis GloVe vektorleri de kullanilmigtir. Veri setindeki kelimelerden
GloVe vektorlerindeki ile eslesenler bu vektorlerle yer degistirmistir. Yapilan
caligmadaki denemeler neticesinde GloVe vektorlerinin kullanimi siniflama egitim
ve test verisi basarisimi artirdigini ortaya koymustur.Ayrica yapilan gizli dirichlet
tahsisi uygulamasi ile verilerin konusu belirlenmis kisilerin attig1 tweetlerin

mesleklerini yansitan konulari i¢erdigi belirlenmistir.

Smiflama asamasinda egitim verisi ve test verisi capraz dogrulama
yontemiyle belirlenmistir. Veri 5 parcaya boliinmiis her bir parga 1 kere test verisi

olmus, kalan veriler egitim verisi olmustur.

Derin 6grenme algoritmalarinin kullanildig1 ¢aligmada biri LSTM'ye, digeri
GRU'ya dayali iki model gelistirilmistir. Karigiklik matrisine gére modellerin her
ikisi de %1.58 oraninin istiinde yanlis tahminde bulunmamustir.Test verisi basari

oranlart da GRU i¢in %88.6, LSTM igin ise %84.6 olmustur.

Bu tez c¢alismasi Twitter gonderileri ile Holland mesleki kisiligin
yansimasinin sonuglarini arastirmistir. Calismada her iki model de bireylerin
mesleklerinin ve tweetlerinin tutarli olup olmadigini belirlemede etkili performans
sergilemektedir. Bununla birlikte, GRU'nun performansi biraz daha iyidir. GRU
%94.025 makro ortalama dogruluk elde ederken, LSTM ise %93.025 makro ortalama
dogruluk elde etmistir.

68



Kaynakc¢a

[1JHoff, K. A., Chu, C., Einarsdottir, S., Briley, D. A., Hanna, A., & Rounds, J.
(2022). Adolescent vocational interests predict early career success: Two 12-year

longitudinal studies. Applied Psychology, 71(1), 49-75.

[2]Kumara, A. R., Bhakti, C. P., Astuti, B., Ghiffari, M. A. N., & Ammattulloh, F. I.
(2019, June). Development of Android Application based on Holland's Theory of
Individual Student Planning. In International Conference on Social Science and
Character Educations (IcoSSCE 2018) and International Conference on Social

Studies, Moral, and Character Education (ICSMC 2018) (pp. 32-36). Atlantis Press.

[3]Gysbers, N. C. (2013). Career-ready students: A goal of comprehensive school
counseling programs. The Career Development Quarterly, 61(3), 283-288.

[4] Holland, J.L.: Making vocational choices: A theory of vocational personalities

and work environments. Psychological Assessment Resources (1997)
[5]https://www.omnicoreagency.com/twitter-statistics/

[6] Losiewicz, P., Oard, D.W. and Kostoff, R.N., “Textual data mining to support
science and technology management”, Journal of Intelligent Information Systems

2000, 15 (2): 99-119 (2000)

[7] Hoff, Kevin & Chu, Chu & Einarsdottir, Sif & Briley, Daniel & Hanna, Alexis &
Rounds, James. (2021). Adolescent Vocational Interests Predict Early Career
Success: Two  12-Year Longitudinal  Studies.  Applied  Psychology.
10.1111/apps.12311.

[8] Babarovi¢, T., Devi¢, 1. & Burusi¢, J. Fitting the STEM interests of middle school
children into the RIASEC structural space. Int J Educ Vocat Guidance 19, 111-128
(2019). https://doi.org/10.1007/s10775-018-9371-8

[9]Usslepp, Nele & Hiibner, Nicolas & Stoll, Gundula & Spengler, Marion &
Trautwein, Ulrich & Nagengast, Benjamin. (2020). RIASEC Interests and the Big
Five Personality Traits Matter for Life Success—But Do They Already Matter for
Educational Track Choices?. Journal of Personality. 88. 10.1111/jopy.12547.

69



[10] Oliveira, fris & Porfeli, Erik & Taveira, Maria do céu & Lee, Bora. (2020).
Children's Career Expectations and Parents' Jobs: Intergenerational (Dis)continuities.

The Career Development Quarterly. 68. 63-77. 10.1002/cdq.12213.

[11]Sheldon, K. M., Holliday, G., Titova, L., & Benson, C. (2020). Comparing
Holland and Self-Determination Theory measures of career preference as predictors

of career choice. Journal of Career Assessment, 28(1), 28-42.

[12] Mintram, K., Morgan, B., & de Bruin, G. P. (2020). An investigation of gender
differences in Holland’s circumplex model of vocational personality types in South
Africa. International Journal for Educational and Vocational Guidance, 20(2), 293-

310.

[13] Anggraini, W., Kurniawan, F., Susilawati, S., & Hasna, A. (2020). Validitas dan
realibilitas instrumen teori pilihan karir Holland di Indonesia. Bulletin of Counseling

and Psychotherapy, 2(2), 68-73.

[14] Rose, P., Nguyen, N. P., Kim, J. K., & Nguyen, D. (2022). The Personal Globe
Inventory: The structure of vocational interest in Vietnam. Journal of Employment

Counseling, 59(1), 27-36.

[15] Jones, K. S., Newman, D. A., Su, R., & Rounds, J. (2021). Black-White
differences in vocational interests: Meta-analysis and boundary conditions. Journal

of Business and Psychology, 36(4), 589-607.

[16] Fanny, F., Muliono, Y., & Tanzil, F. (2018). A comparison of text classification
methods k-NN, Naive Bayes, and support vector machine for news

classification. Jurnal Informatika: Jurnal Pengembangan IT, 3(2), 157-160

[17] Pratama, B. Y., & Sarno, R. (2015, November). Personality classification based
on Twitter text using Naive Bayes, KNN and SVM. In 2015 International
Conference on Data and Software Engineering (ICoDSE) (pp. 170-174). IEEE.

[18] Devika, R., Avilala, S. V., & Subramaniyaswamy, V. (2019, March).
Comparative study of classifier for chronic kidney disease prediction using naive
bayes, KNN and random forest. In 2019 3rd International conference on computing

methodologies and communication (ICCMC) (pp. 679-684). IEEE.

[19] Kumar, G. (2019, November). Breast cancer detection using decision tree, naive

bayes, KNN and SVM classifiers: a comparative study. In 2019 International

70



Conference on Smart Systems and Inventive Technology (ICSSIT) (pp. 683-686).
IEEE.

[20] Ababneh, J. (2019). Application of Naive Bayes, decision tree, and K-nearest
neighbors for automated text classification. Modern Applied Science, 13(11), 31.

[21] Dharma, E. M., Gaol, F. L., Leslie, H., Warnars, H. S., & Soewito, B. (2022).
The accuracy comparison among word2vec, glove, and fasttext towards convolution

neural network (cnn) text classification. J Theor Appl Inf Technol, 100(2), 31.

[22] Parolin, E. S., Salam, S., Khan, L., Brandt, P., & Holmes, J. (2019, May).
Automated verbal-pattern extraction from political news articles using cameo event
coding ontology. In 2019 IEEE 5th Intl Conference on Big Data Security on Cloud
(BigDataSecurity), IEEE Intl Conference on High Performance and Smart
Computing,(HPSC) and IEEE Intl Conference on Intelligent Data and Security
(IDS) (pp. 258-266). IEEE.

[23] Uday, S. S., Pavani, S. T., Lakshmi, T. J., & Chivukula, R. (2022). COVID-19
Literature Mining and Retrieval using Text Mining Approaches. arXiv preprint

arXiv:2205.14781.

[24] Mozafari, M., Farahbakhsh, R., & Crespi, N. (2020). Hate speech detection and
racial bias mitigation in social media based on BERT model. PloS one, 15(8),

e0237861.

[25] Sachi Nandan Mohanty a, E. Laxmi Lydia b , Mohamed Elhoseny ¢ , Majid M.
Gethami Al Otaibi d , K. Shankar ¢,(2020), Deep learning with LSTM based
distributed data mining model for energy efficient wireless sensor Networks,

Physical Communication, 40, 101097.

[26] Xuelian Yang , Jin Bai, and Xiaolin Wang,2021, Game User Preference Data
Analysis and Market Guidance Based on Dynamic Attention GRU, Discrete
Dynamics in Nature and Society, https://doi.org/10.1155/2021/5666405.

[27] Nayan Banik, Md. Hasan Hafizur Rahman, GRU based Named Entity
Recognition System for Bangla Online Newspapers, International Conference on

Innovation in Engineering and Technology (ICIET) 27-29 December, 2018.

[28] Aiping Guo, Ajuan Jiang, Jie Lin, Xiaoxiao Li, Data mining algorithms
for bridge health monitoring: Kohonen clustering and LSTM prediction

71



approaches,(2020), The Journal of Supercomputing, 76:932-947
https://doi.org/10.1007/s11227-019-03045-8.

[29] Massaro, A., Dipierro, G., Saponaro, A., Galiano, A., Data Mining Applied In
Food Trade Network, International Journal of Artificial Intelligence and Applications

(IJAIA), Vol.11, No.2, March 2020.

[30] Gaiping Sun, Chuanwen Jiang, Xu Wang, Xiu Yang, Short-Term Building Load
Forecast Based on a Data-Mining Feature Selection and LSTM-RNN Method, IEEJ
Transactions  On  Electrical And  Electronic  Engineering,(2020),

DOI:10.1002/tee.23144.

[31] Lei Zhang, Chenbo Xu, Yihua Gao, Yi Han , Xiaojiang Du, and Zhihong Tian,
Improved Dota2 Lineup Recommendation Model Based on a Bidirectional
LSTM,(2020), Tsinghua Science And Technology, DOL:
10.26599/TST.2019.9010065.

[32] B. Riyaz, Sannasi Ganapathy, A deep learning approach for effective intrusion
detection in wireless networks using CNN, Soft Computing(2020),24:17265-17278,
https: // doi.org/ 10.1007/ s00500-020-05017-0.

[33] Hong-Bin Liu, Hao Wu, Weiwei Sun, Ickjai Lee, Spatio-Temporal GRU for
Trajectory Classification,2019, IEEE International Conference on Data Mining

(ICDM).

[34] Dr. S. Smys, Dr. Abul Basar, Dr. Haoxiang Wang, CNN based Flood
Management System with IoT Sensors and Cloud Data,2020, Journal of Artificial
Intelligence and Capsule Networks ,Vo0l.02/ No.04, 194-200.

[35] Zhang, J., Li, Y., Tian, J., & Li, T. (2018, October). LSTM-CNN hybrid model
for text classification. In 2018 IEEE 3rd Advanced Information Technology,
Electronic and Automation Control Conference (IAEAC) (pp. 1675-1680). IEEE.
[36]Gati, L, Tal, S. (2008). Decision-Making Models and Career Guidance. In:

Athanasou, J.A., Van Esbroeck, R. (eds) International Handbook of Career
Guidance. Springer, Dordrecht. https://doi.org/10.1007/978-1-4020-6230-8 8

[37]Matthews, R. J. (2017). A theory for everything? Is a knowledge of career

development theory necessary to understand career decision making?. European

Scientific Journal, 13(7), 320-334.

72



[38]0Owen, F. K., & Owen, D. W. (2008). School counselor’s role and functions:
School administrators’ and counselors’ opinions. Ankara University, Journal of

Faculty of Educational Sciences, 41(1), 207-221.

[39]Bandura, A., Barbaranelli, C., Caprara, G. V., & Pastorelli, C. (2001).
Self-efficacy beliefs as shapers of children's aspirations and career trajectories. Child

development, 72(1), 187-206.

[40]Campbell, R. E., & Cellini, J. V. (1981). A diagnostic taxonomy of adult career
problems. Journal of Vocational Behavior, 19(2), 175-190.

[41]Bimrose, J. (2006) ‘The changing context of career practice: Guidance,

counselling or coaching?’, CeGS Occasional Paper, .

[42]Gladwell, M. (2005) Blink: The power of thinking without thinking. London:
Allen Lane.

[43]Mitchell, L., & Cubey, P. (2003). Characteristics of professional development
linked to enhanced pedagogy and children's learning in early childhood settings: Best

evidence synthesis. Wellington: Ministry of Education.

[44]Kileen, J. (1996) ‘Career Theory - Chapter Two’, in Watts, A.G., Law, B., and
Killeen, J. (eds.) Rethinking careers education and guidance: Theory, policy and

practice. London: Taylor & Francis

[45] Korkut-Owen, F., Demirtas—Zorbas, S., & Mutlu-Sural, T. (2015). Career

sailboat model as a tool for the guidance counsellor. School Guidance Handbook.

[46] Krumboltz, J.. (1996) ‘A learning theory of career counseling’, in Savickas, M.
and Walsh, W. (eds.) Handbook of career counseling theory and practice. Palo Alto,
CA: Davies-Black.: , pp. 55-81.

[47] Holland's Six Personality Types https://www.cte.nd.gov/sites/'www/files/
documents/ CRN/ Docs/ HollandTypes

[48] Oberlo. https://www.oberlo.com/blog/twitter-statistics. Accessed: 2022-02-11
[49] https://bootcamp.pe.gatech.edu/blog/what-is-data-mining/

[50] https://www.techtarget.com/searchenterpriseai/definition/data-scientist

73



[51] Kang, Y., Cai, Z., Tan, C. W., Huang, Q., & Liu, H. (2020). Natural language
processing (NLP) in management research: A literature review. Journal of

Management Analytics, 7(2), 139-172.

[52] Mejova, Y. (2009). Sentiment analysis: An overview. University of lowa,

Computer Science Department.

[53] Prasad, G. N. R. (2021). Identification of Bloom’s Taxonomy level for the given
Question paper using NLP Tokenization technique. Turkish Journal of Computer and

Mathematics Education (TURCOMAT), 12(13), 1872-1875.

[54] Akin, A. A., & Akin, M. D. (2007). Zemberek, an open source NLP framework
for Turkic languages. Structure, 10(2007), 1-5.

[55] Kadhim, A. L. (2018). An evaluation of preprocessing techniques for text
classification. International Journal of Computer Science and Information Security

(IJCSIS), 16(6), 22-32.
[56]https://en.wikipedia.org/wiki/Lemmatisation
[57]BoW, https://en.wikipedia.org/wiki/Bag-of-words_model

[58] Qaiser, S., & Ali, R. (2018). Text mining: use of TF-IDF to examine the
relevance of words to documents. International Journal of Computer

Applications, 181(1), 25-29.
[59] Word2Vec , https://code.google.com/archive/p/word2vec/

[60]Xue, B., Fu, C., & Shaobin, Z. (2014, June). A study on sentiment computing
and classification of sina weibo with word2vec. In 2014 IEEE International Congress

on Big Data (pp. 358-363). IEEE.

[61]Nawangsari, R. P., Kusumaningrum, R., & Wibowo, A. (2019). Word2vec for
Indonesian sentiment analysis towards hotel reviews: An evaluation study. Procedia

Computer Science, 157, 360-366.
[62]https://www.baeldung.com/cs/word-embeddings-cbow-vs-skip-gram
[63] Fast Text, https://en.wikipedia.org/wiki/FastText

[64]https://www.engadget.com/2016-08-18-facebook-open-sourcing-fasttext.html

74



[65] Shumaly, S., Yazdinejad, M., & Guo, Y. (2021). Persian sentiment analysis of
an online store independent of pre-processing using convolutional neural network

with fastText embeddings. Peer] Computer Science, 7, e422.

[66]Mikolov, T., Chen, K., Corrado, G., & Dean, J. (2019). Efficient estimation of
word representations in vector space. arXiv preprint (2013). arXiv preprint

arXiv:1301.3781.

[67]https://towardsdatascience.com/fasttext-bag-of-tricks-for-efficient-text-

classification-513ba9e302¢e7

[68] Alessa, A., Faezipour, M., & Alhassan, Z. (2018, June). Text classification of
flu-related tweets using fasttext with sentiment and keyword features. In 2018 IEEE
International Conference on Healthcare Informatics (ICHI) (pp. 366-367). IEEE.

[69] GloVe, https://nlp.stanford.edu/projects/glove/

[70]https://becominghuman.ai/mathematical-introduction-to-glove-word-embedding-

60124154e54c
[71]https://nlp.stanford.edu/pubs/glove.pdf

[72] Mikolov, T., Yih, W. T., & Zweig, G. (2013, June). Linguistic regularities in
continuous space word representations. In Proceedings of the 2013 conference of the
north american chapter of the association for computational linguistics: Human

language technologies (pp. 746-751).
[73]https://www.techtarget.com/searchenterpriseai/definition/BER T-language-model

[74] Devlin, J., Chang, M. W., Lee, K., & Toutanova, K. (2018). Bert: Pre-training of
deep bidirectional transformers for language understanding. arXiv preprint

arXiv:1810.04805.

[75]https://towardsdatascience.com/bert-explained-state-of-the-art-language-model-
for-nlp-f8b21a9b6270

[76] Blei, David M.; NG, Andrew Y.; Jordan, Michael I. Latent dirichlet

allocation. Journal of machine Learning research, 2003, 3.Jan: 993-1022.

[77] Bastani, K., Namavari, H., & Shaffer, J. (2019). Latent Dirichlet allocation
(LDA) for topic modeling of the CFPB consumer complaints. Expert Systems with
Applications, 127, 256-271.

75



[78] Mahesh, B. (2020). Machine learning algorithms-a review. International Journal

of Science and Research (IJSR).[Internet], 9, 381-386.
[79]https://www.vedantu.com/formula/linear-regression-formula
[80]http://www.stat.yale.edu/Courses/1997-98/101/linreg.htm

[81] https://www.ibm.com/topics/ logistic-regression

[82] https://www.kdnuggets.com/2020/01/decision-tree-algorithm-explained.html

[83] https://www.javatpoint.com/machine-learning-decision-tree-classification-

algorithm

[84] https://www.geeksforgeeks.org/decision-tree-introduction-example/
[85] https://addepto.com/blog/what-is-entropy-in-machine-learning/
[86] https://www.ibm.com/topics/knn

[87] Webb, G. 1., Keogh, E., & Miikkulainen, R. (2010). Naive Bayes. Encyclopedia
of machine learning, 15, 713-714.

[88]https://www.kdnuggets.com/2020/06/naive-bayes-algorithm-everything.html
[89]https://www.javatpoint.com/machine-learning-random-forest-algorithm

[90]https://towardsdatascience.com/support-vector-machine-introduction-to-

machine-learning-algorithms-934a444fca47

[91] Qifang Bi, Katherine E Goodman, Joshua Kaminsky, Justin Lessler, What is
Machine Learning? A Primer for the Epidemiologist, American Journal of
Epidemiology, Volume 188, Issue 12, December 2019, Pages 2222—
2239, https://doi.org/10.1093/aje/kwz189

[92] https://www.javatpoint.com/k-means-clustering-algorithm-in-machine-learning

[93]https://www.analyticsvidhya.com/blog/2019/05/beginners-guide-hierarchical-

clustering/
[94]https://www.softwaretestinghelp.com/apriori-algorithm/

[95] M. Mishra and M. Srivastava, "A view of Artificial Neural Network," 2014
International Conference on Advances in Engineering & Technology Research

(ICAETR -2014), 2014, pp. 1-3, doi: 10.1109/ICAETR.2014.7012785.

76



[96]https://gbi.ug.edu.au/brain/brain-anatomy/what-neuron

[97]Dongare, A. D., Kharde, R. R., & Kachare, A. D. (2012). Introduction to
artificial neural network. International Journal of Engineering and Innovative

Technology (IJEIT), 2(1), 189-194.

[98] https://deepai.org/machine-learning-glossary-and-terms/feed-forward-neural-

network
[99]https://www.datasciencecentral.com/feedforward-neural-networks/

[100] S.,Dobilas, “RNN: Recurrent Neural Networks—How to Successfully Model
Sequential Data in Python” https://towardsdatascience.com/rnn-recurrent-neural-

networks-how-to-successfully-model-sequential-data-in-python-5a0b9e494 {92

[101]https://towardsdatascience.com/illustrated-guide-to-Istms-and-gru-s-a-step-by-
step-explanation-44e9eb85bf2 1

[102]https://blog.floydhub.com/gru-with-pytorch/

[ 103 ]https://machinelearningmastery.com/learning-rate-for-deep-learning-neural-

networks

[ 104]https://machinelearningmastery.com/difference-between-a-batch-and-an-
epoch/#:~:text=The%20batch%20size%20is%20a%20number%200f%20samples%2
Oprocessed%?20before,samples?%20in%20the%20training%?20dataset.

[ 105]https://medium.datadriveninvestor.com/overview-of-different-optimizers-for-

neural-networks-e0ed119440c¢3

[106]Ruder, S. (2016). An overview of gradient descent optimization
algorithms. arXiv preprint arXiv:1609.04747.

[107]Dean, J., Corrado, G. S., Monga, R., Chen, K., Devin, M., Le, Q. V, Ng, A. Y.
(2012). Large Scale Distributed Deep Networks. NIPS 2012: Neural Information

Processing Systems, 1-11. http://papers.nips.cc/paper/4687-large-scale-distributed-
deep-networks.pdf

[108] https://towardsdatascience.com/what-is-loss-function-
1€2605aeb904#:~:text=The%2010ss%20function%20is%20the,be%20categorized %2
0into%20two0%20groups.

[ 109]https://www.v7labs.com/blog/neural-networks-activation-functions

77



[ 110]https://medium.com/kodcular/
[111]https://www.educative.io/answers/what-is-the-dying-relu-problem

[ 112]https://towardsdatascience.com/the-vanishing-gradient-problem-69bf08b15484
[ 113]https://machinelearningmastery.com/exploding-gradients-in-neural-networks/

[ 114]https://neptune.ai/blog/performance-metrics-in-machine-learning-complete-
guide

[ 115]https://machinelearningmastery.com/confusion-matrix-machine-learning/

[116]https://www.techtarget.com/searchdatamanagement/definition/data-

preprocessing

[117] Hajian-Tilaki, K. (2011). Sample size estimation in epidemiologic

studies. Caspian journal of internal medicine, 2(4), 289.

[118] Tang, D., Wei, F., Yang, N., Zhou, M., Liu, T., Qin, B., et al.: Learning
sentimentspecific word embedding for twitter sentiment classification. In: ACL (1),

pp. 1555-1565. Citeseer (2014)
[119]https://developers.google.com/machine-learning/glossary#ROC

[120] https://en.wikipedia.org/wiki/Sampling_(statistics)

78



OZGECMIS
Ad1 Soyadi: Omer DAGISTANLI

Yabanci Dil: Ingilizce

Egitim Durumu:
Lisans: Balikesir Universitesi, 2003-2007
Yiiksek Lisans: Balikesir Universitesi, 2009-2013

Calistig1 Kurumlar:

Yozgat Bozok Universitesi- 2011-Devam ediyor.

Yaymlari(SCI):

Dagistanli, O., Erbay, H., Yurttakal, A., H., Kér, H., “Solar Irradiaton Forecast by
Deep Learning Architectures” ,Thermal Science., 2022, Vo:26, No:4A, pp2895,2906

2. Dagistanli, O., Erbay, H., Kor, H., Yurttakal, A., H., “Reflection of people’s
professions on social media platforms” ,Neural Computing and Applications., 2022,

https://doi.org/10.1007/s00521-022-7987-8.

79



