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OZET

GORUNTU DIZILERINDEN INSAN YUZ IFADE ANALIZI

GUNES, Turan
Kirikkale Universitesi
Fen Bilimleri Enstitiisii
Elektrik — Elektronik Anabilim Dali, Yiksek Lisans Tezi
Danisman : Dog. Dr. Ediz Polat

Haziran 2009, 74 sayfa

Yiiz ifadeleri, insanlar arasi iletisimde anlam biitiinliiglinlin saglanmasi i¢in
biiyiik rol oynayan, sozlii olmayan isaretlerdir. Insanoglu yiiz ifadelerini kavramada
herhangi bir zorluk ¢ekmezken, bu durum makineler i¢in gegerli olmayip, halen

giivenilir ifade tanima sistemleri {izerinde arastirmalar yapilmaktadir.

Bu calismada, insanin i¢inde bulunabilecegi 6 ifade durumunun (6fke,
igrenme, korku, mutluluk, iziinti ve saskinlik) analizi gergeklestirilmistir. Bu
amacla, her bir ifade i¢in alinan goriintiilerin 6znitelikleri Gabor dalgaciklar

kullanilarak ¢ikartilmistir.

Gabor 6zniteliklerinin 6 farkli ifadeye gore siniflandirilmasinda k-NN, SVM

ve AdaBoost simiflandiricilart kullanilmigtir. Ayrica simiflandirma basarimlarini



arttirmak ve hiz kazanci saglamak i¢in, c¢esitli Oznitelik doniistiirme ve Oznitelik

se¢me teknikleri kullanilarak Gabor 6zniteliklerinin sayisi azaltilmistir.

Kullanilan yontemlerin ifade siniflandirilmasi iizerindeki etkileri incelenerek

detayl1 bir karsilastirma yapilmistir.

Anahtar Kelimeler: Yiiz ifade Analizi, ifade Siniflandirmasi, Boyut indirgemesi



ABSTRACT

HUMAN FACIAL EXPRESSION ANALYSIS FROM IMAGE SEQUENCES

GUNES, Turan
Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Electrical and Electronics Eng., M. Sc. Thesis
Supervisor : Assoc. Prof. Dr. Ediz Polat

June 2009, 74 pages

Facial expressions are non-verbal signs that play important role to provide
complete meaning in human communication. While humans can easily comprehend
the facial expressions, it is not valid for the computers, thus the researchers are still

working on developing reliable facial expression recognition systems.

In this research, the analysis of 6 different human facial expressions (anger,
disgust, fear, happiness, sadness and surprise) is performed from human facial
images. For this purpose, the features for every facial expression are extracted using

Gabor wavelets.

To classify the Gabor features, k-NN, SVM, and AdaBoost classifiers are

carried out. The dimension of the Gabor feature space is also reduced by using



different feature extraction and feature selection techniques to improve the

classification performances and to save time.

A detailed comparison is made to analyze the effect of the methods and

techniques used for expression classification.

Key Words: Facial Expression Analysis, Expression Classification, Dimension

Reduction
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1. GIRIS

Insanlar arasinda gergeklestirilen yiiz-yiize iletisim, gelismis insan-bilgisayar

r(H). Insan

ara yiizlerinin tasarlanmasinda ideal bir model teskil etmektedi
iletisiminin temel oOzelligi, iletisim kanallarinin ¢ok ¢esitli olmasi ve yapilan
iletisimin farkli sekillerde gergeklesmesidir. Kanal, iletisimin yapildig1r ortami
belirtirken, iletisim sekli, dis diinyadan sinyallerin alinma bigimini ifade etmektedir.
Insanlardaki iletisim kanallari, konusulan seslerin ve seslere ait vurgulamalarin
tagindig1 isitsel kanal ile yiiz ifadeleri ve beden hareketlerinin tasindigi gorsel
kanaldan olusmaktadir. Insanlardaki iletisim yapisi ¢ok gelismis olup, herhangi bir

iletisim kanalindaki problem, mesajin bir diger iletisim kanali tarafindan iletilmesi ile

telafi edilmektedir.

Insanlardaki iletisimin bu 6zelliginden yola ¢ikilarak giirbiiz ve giivenilir
insan-bilgisayar ara yiizlerinin gelistirilmesi i¢in bircok ¢alisma yapilmistir. Ornegin,
Chen vd.* ve De Silva® yiiz ve ses ifadelerinin birlestirilmesi ilizerine ¢aligmislardir.

Fakat ¢alismalar cogunlukla her bir iletisim kanali i¢in ayr1 ayri yapllmlstlr(ﬁ).

Yiiz yiize yapilan iletisim, insanlar arasindaki iletisimde ¢ok biiyiik rol
oynamaktadir. Ciinkii insan yiizii diger iletisim sekillerinin bir gostergesi ve bu
gostergenin kaynagi olan herhangi bir yiiz ifadesi de, bir insanin hissi durumunun,
anlayis tavrinin, karakterinin ve i¢inde bulundugu psikolojik durumunun goriinen
belirtisidir . Yapilan birgok sosyo-psikolojik ¢alisma, karsilikli  yapilan
konusmalarda yiiz ifadelerinin biiylik etkisinin oldugunu géstermistir(s'g).

Mehrabian®?, yiiz ifadelerinin karsimizdaki dinleyiciler {iizerinde ¢ok biiyiik

etkisinin oldugunu belirtmistir ki, bu etkilerin yaklasik %55’ 1 konusmacinin



aciklamalarindaki yiiz ifadelerinden, %38’ 1 konusmadaki kelime tonlamalarindan ve
%7’ si de konusulan kelimelerden kaynaklanmaktadir. Bu agiklamalar, insanlar
arasindaki iletisimde yliz ifadelerinin en baskin 0zellik oldugunu agikca

belirtmektedir.

Yiiz ifadeleri bigimsel olarak yiizdeki belirli bolgelerin sekil degistirmesi ile
ortaya ¢ikmaktadir. Ozellikle yiiz kaslarinin kasilarak géz kapaklari, kaslar, burun,
dudaklar ve yliz derisi gibi yliz 6zniteliklerinde gegici degisimler olusturmasi sonucu
ortaya ¢ikan, zamana bagimli ve birka¢ saniye siiren bu degisimlerin yeri, yogunlugu
ve dinamiginin Ol¢lilmesi, yiiz ifadelerinin taninarak siniflandirilmasi i¢in 6nem
tagityan niteliklerdir. Bu degisimlerin kisiye, yasa, irka, cinsiyete gore miktar ve
zaman olarak farklilik gdstermesi, problemi ¢ok boyutlu hale getirip
zorlasurmaktadlr(ll). Sekil 1.1°de yiiz ifadelerinin olusmasina neden olan kaynaklar

gosterilmistir.

Hissedilen ~ Kani » - Isaretler
duygular | Diisince ~ Mimikler | Jestler

AN / AN /

Sozli olmayan
/ iletigim

Yiiz
ifadeleri

| ' / | AN

Manipiilator Yorgunluk Iliistrator

Act Dinleyici
tepkileri

Diizenleyici

Sekil 1.1 Yiiz ifadelerinin olusmasina neden olan kaynaklar



Sabit goriintiilerin ve goriintii dizilerinin kullanilmasiyla birlikte yiiz ifade
analizi, sadece psikoloji alaninda yapilan bir arastirma konusu olmaktan ¢ikmuistir.
Bununla birlikte goriintiilerde yiiz bulma (face detection), yiiz takip etme (face
tracking) ve yliz tanima (face recognition) alanindaki ilerlemeler, yiiz ifade analizi

lizerine yapilan ¢alismalarin artmasina sebep olmustur(lz).

Tasidiklar1 bilginin 6neminden dolay1 yiiz ifadeleri, bir insan-makine ara
yiizli olarak 6rnegin, bir miisteri veya kullanicinin pazarlik igeren alim-satim islemi
gibi  durumlarda iken ig¢inde Dbulundugu duygusal durumun diizgiin
degerlendirilmesinin gereksinim duyuldugu servislerde, otomatiklestirilmis 6nlem ve
hazirliklart miimkiin kilacaktir. Bununla birlikte yiiz ifade analizi sistemleri sozlii
olamayan haberlesmede, davranig biliminde, tipta, psikolojide, psikiyatride,
ndrolojide, aci tespitlerinde, yalan belirlemede, ¢esitli robotik uygulamalarinda ve

insan-bilgisayar ara yiizlerinin gerekli oldugu birgok alanda kullanilmaktadir™ 19,

Bu c¢alismada “Yiiz Ifade Analizi”, Ekman ve Friesen”  tarafindan
tanimlanan 6 temel duyguya ait yiiz ifadelerinin (“6tke”, “igrenme”, ‘“korku”,
“mutluluk”, “Ozlinti”  ve  “saskinlik™) siiflandirilmast  gercevesinde
gergeklestirilmistir. Calismanin ilk bdliimiinde “Yiiz Ifade Analizi” nin genel olarak
nasil gergeklestirildigi anlatilmig, analizin hangi bdliimlerden olustugu ve bu
boliimlere ait bilgiler verilmis, gegmisten giiniimiize “Yiiz Ifade Analizi” {izerine

literatiirde yapilmig olan c¢aligmalar derlenmis ve bu c¢alismanin amacindan

bahsedilmistir.

Calismanin ikinci boliimiinde, yiiz ifade analizinde kullanilmis olan
yontemlere iligkin bilgiler sunulmustur. Oncelikle yiiz gériintiilerine ait 6zniteliklerin

cikartilmasinda kullanilan “Gabor dalgaciklar1” anlatilmistir. Daha sonra, ¢ok



boyutlu Gabor Oznitelik boyutunun azaltilmasi amaciyla, bir 6znitelik doniisiim
teknigi olan “Temel Bilesenler Analizi (Principle Component Analysis — PCA)” ne
iliskin bilgi verilmistir. Hemen ardindan, yine 6znitelik boyutunun azaltilmasinda
kullanilan &znitelik se¢me algoritmalar1 “Fisher Olgiit Skoru (Fisher Criterion Score
— Fisher)”, “Oznitelik Se¢iminde Sifirinct Norm Kullanilmasi (Zero Norm Feature
Selection — L0)”, “Ortak Bilgi Temelli Oznitelik Se¢ilmesi (Mutual Information
Based Feature Selection — Mutlnf)” ve “Yinelemeli Oznitelik Eliminasyonu
(Recursive Feature Elimination — RFE)” hakkinda agiklamalar yapilmistir. Son
olarak Gabor Ozniteliklerinin ilgili ifadelere gore siniflandirilmasinda kullanilan “k-
En Yakin Komsuluk (k-Nearest Neighbor — k-NN)”, “Destek Vektér Makineleri
(Support Vector Machines — SVMs)” ve “AdaBoost (Adaptive Boosting)”

algoritmalarina deginilmistir.

Uciincii béliimde, sozii edilen algoritmalar ve teknikler kullanilarak yiiz
ifadelerinin siniflandirilmasma yonelik deneyler yapilmistir. Dordiincii ve son
boliimde, elde edilen sonuglarla ilgili genel bir degerlendire yapilmistir. Hangi teknik
ve algoritmalarin dogru ve hizli yiiz ifade analizi sistemi i¢in daha uygun oldugu,

hangilerinin ise olmadig1 nedenleri ile birlikte anlatilmaya ¢aligilmistir.

1.1.  Yiiz ifade Analizi

Insanlarda 6grenmenin nasil gergeklestigi psikologlar tarafindan hala
incelenmekte olan bir konudur. Genel olarak 6grenme; gegmis deneyimler, 6rnekler
ve merakla gelen bir iglemler biitiinii olup, kesin olarak agiklanabilmesi pek miimkiin
degildir. Yiiz tanima Ornegini ele alalim. Hemen her giin aile bireylerini ve

arkadaslarimiz1  ylizlerine bakarak veya fotograflarindan, sa¢ stillerindeki



farkliliklara, makyaj yapip yapmadiklarina ve duruslarindaki degisikliklere ragmen
hi¢ zorluk ¢ekmeden taniyabiliriz. Bunu bilingsizce ve nasil gerceklestigini

aciklayamadan gergeklestiririz.

Yapay Sinir Aglarinin (YSA) bir altkiimesi olan “Makine Ogrenmesi” nin
amaclarindan biri de, insanlardaki 6grenmenin nasil gergeklestigini anlamamiza
yardimct olmaktir. Makine 6grenmesi tanimsal olarak, “bir problemin ¢dziimiinde
orekler veya gee¢mis deneyimlere ait verilerin kullanilarak bilgisayarlarin

programlanmasidir” seklinde ifade edilir.

Makine Ogrenme uygulamalari genellikle farkli nesnelerin smiflandirilmasini
amaglar. Yiliz tanima, ses tanima, karakter tanima, hava durumu tahmini, yiiz ifade
analizi ¢alismalari Makine Ogrenme uygulamalarindan sadece bir kagidir. Farkli
nesnelerin  smiflandirilmas:  islemi, bir baska deyisle Makine Ogrenme
problemlerinin  ¢6ziimii  klasik olarak Sekil 1.2° de gosterildigi gibi

gergeklestirilmektedir(ls’lg).

Ham Veri Oznitelik Oznitelik
am Verl Cikartilmasi Siniflandirmasi

Sekil 1.2 “Makine Ogrenme” problemleri i¢in genel ¢oziim yontemi

Bir makine O8renme problemi olarak “Yiiz ifade Analizi” karmasik bir
sisteme sahiptir. Cinsiyet, etnik yap1 ve yas farkliliklariin yani sira, yiizde olmasi
muhtemel sakal, kozmetik iriinler, gozliikkler ve saclar nedeniyle kisiden kisiye
degisen yiiz ifadelerini taniyan, genel ve gegerli bir sistem olusturmak bu
karmasikligin temel nedenidir. Ayrica yiiz goriinlimleri durus ve 1siktaki degisimlere

gore farkliliklar gésterebilir(ls).



Pantic ve Rothkrantz!*” yiiz ifade analizinde 3 temel problem bulundugunu
belirtmislerdir: Bir goriintiideki yiiz kisminin belirlenmesi, yiiz ifadelerine ait
Ozniteliklerin  ¢ikartilmasi ve yiliz ifadelerinin smiflandirilmasi.  Pantic ve
Rothkrantz®?” 1n isaret ettigi problemler ve makine 6grenme yaklasimi ¢ergevesinde,
yiiz ifade analizi lizerine bir ¢alisma yapilmasi i¢in oncelikle, resimlerdeki ifadelerin
tasindig1 kisim, yani yliz gorintiileri ¢ikarilir. Ardindan yiiz goriintiilerinde bulunan
ifadeleri temsil eden bilgiler (6znitelikler) ¢ikartilir. Cikartilan Oznitelikler, her bir
ifade icin siiflandirilirlar. Ayrica hizli ve dogru bir analiz yapilmasi amaciyla,
siniflandirmadan hemen Once gereksiz Oznitelikler atilarak &znitelik boyutu
azaltilabilir. “Yiiz ifade Analizi” icin genel sistem yapisi Sekil 1.3> teki gibi
gosterilirken, sistemin temel bilesenlerine iligkin bilgiler sonraki bdliimlerde

verilmistir.

1.1.1. Yiiz Belirleme

Bir yiliz ifadesinin siniflandirilabilmesi ic¢in Oncelikle goriintiideki “yiiz”
kisminin belirlenmesi gerekmektedir. Goriintiiler genellikle kisilerin 6n yiizlerinden
cekilmis sekildedir. Buradaki en Onemli problem, goriintiideki yiiz bolgesine ait
kismin dogru bir sekilde ¢ikarilmasidir. Ciinkii yiiz bolgesinin konumu ve biiyiikligi
her bir goriintii i¢in farklilik gosterebildiginden, goriintilerden yiiz kisminin
cikarilmasinda ayni tiirden bir sablon kullanilmasi pek miimkiin olmamaktadir®®. Bu

.(21,22)

nedenle yiiz kisimlari, gesitli yiiz belirleme teknikleri veya el ile yapilan

caligmalar sonucu ¢ikarilmaktadir.
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1.1.2. Yiiz ifadelerine Ait Veri Cikartilmasi

Goriintiilerde ifadeleri tasiyan yiiz kisimlarinin belirlenmesinden sonra her bir
ifadeye ait veri, yani 6znitelikler ¢ikartilir. Bu islem gorsel verinin sayisal veriye
dontstiiriilmesi seklinde agiklanabilir. Yiiz bilesenlerine (agiz, kaslar, burun) ait olan
noktalardan elde edilen “Geometrik Oznitelikler” ile yiiz bolgesindeki degisimlerden
(kirisiklik, izler) kaynaklanan “Gériintiiye Dayali Oznitelikler” olmak {izere 2 farkli

tipte 6znitelik bulunmaktadir*®.

Oznitelik cikartilmast ayn1  zamanda &znitelik uzaymin boyutunun
azaltilmasin1 da kapsamaktadir. Ciinkii bir ¢ok oriintii tanima sisteminde bulunan
bliyiik boyutlardaki veriler, problem ¢O6ziimiinii neredeyse imkansiz hale
getirmektedir. Boyut azalmasi ile verideki esas bilgi kaybolmamali, bunun yaninda
boyutu azalan veri, orijinal veriye gore sinif ayrimi1 ¢ok daha fazla olan 6znitelikleri

icermelidir.

1.1.3. Yiiz ifadelerinin Simiflandirilmasi

Bir yliz goriintiisiine ait 6znitelikler ¢ikartildiktan sonra yiiz goriintiisiiniin
tasimis oldugu ifade belirlenir. Bu islem bir siiflandirict tarafindan gerceklestirilir.
Makine, ifadelere ait belirli sayida ornekle egitilir ve bir karar kurali olusturulur.

Diger 6rnekler bu kurala gore her bir ifade i¢in siniflandirilirlar.

[fade smiflandirilmasinda literatiirde k-En Yakin Komsuluk, Destek Vektor

Makineleri, Sakli Markov Modelleri ve Karar Agaglar1 gibi birgok siniflandirict

kullanilmaktadir ¢©),



1.2.  Literatiirde Yapilms Cahismalar

1872 yilinda Darwin®”in insanlarda dogustan gelen bazi duygular1 oldugunu
belirtmesi, “Yiiz ifade Analizi” iizerine yapilan ¢aligmalarm temelini olusturmus ve
“Yiiz Ifade Analizi”, birgok davramis bilimci igin popiiler bir arastirma konusu

olmustur.

Darwin®)in yapmis oldugu calismadan yola ¢ikarak, 1971’ de Ekman ve
Friesen®” ve 1983’te Izard vd.*¥ insanlarda 6 temel duygu bulundugunu ve bu
duygusal ifadelerin her birine karsiik gelen yiiz ifadelerinin oldugunu
belirtmislerdir. Farkli kiiltiir ve milletler i¢in gegerli kabul edilmis olan bu duygular
“ofke”, “igrenme”, “korku”, “mutluluk”, “lzlinti” ve “saskinlik” olarak

gosterilmistir.

Onceleri psikoloji alaninda bir arastirma konusu olan yiiz ifade analizi
lizerine yapilan ilk calisma, 1978 de Suwa vd.® tarafindan bir gorlintii dizisi

tizerinde 20 nokta belirlenerek gerceklestirilmistir.

1980’ lerde Marcelja(%) ve Daugman(27) tarafindan insan gorsel sisteminin 2-
boyutlu karmagik Gabor fonksiyonlar1 ile modellenebildiginin gosterilmesi,

Oriintiilere ait 6zniteliklerin ¢ikartilmasinda 6nemli bir adim olmustur.

Suwa vd.®®" nin 1978 de yapmis olduklari ¢alismadan sonra, bilgisayar
temelli yiiz ifade analizi 1990’ lara kadar yapilmamaistir. Mase® yiiz ifadelerinin
taninmasinda optik akis teknigini kullanmistir.

(29)

Black ve Yacoob™ goriintiideki hareketlerden yola ¢ikarak elde ettikleri

verileri 6 temel yiiz ifadesinin siniflandirmasinda kullanmiglardir.



Rosenblum, Yacoob ve Davis®? vyiiz iizerindeki bdlgelerde optik akis hesabi
yapmiglar ve Radial Basis Fonksiyon Agi kullanarak ifade simiflandirmasini

gergeklestirmislerdir.

Essa ve Pentland® bolgesel optik akis metodunu kullanarak ifadeleri

siniflandirmislardir.

Otsuka® 6 farkli yiiz ifadesini siniflandirmak amaciyla Sakli Markov Model

(Hidden Markov Model — HMM) temelli siniflandiricilar kullanmusgtir.

Donato vd.") yiiz ifadelerinin taninmasinda farkli tiplerdeki Oznitelikleri

karsilastirmislardir.

Martinez®? yiiz goriintiilerinin, farkli aydinlik ortamlar, yiiz ifadeleri ve
goriintliyli kapayan engelleyici durumlar altinda taninmasi iizerine ¢alismistir. Bu

amagcla, Sakli Markov Modelleri kullanilmistir.

Oliver vd.®” agiz seklinin degisiminden kaynaklanan oznitelikleri Sakl
Markov Model temelli tanima sisteminde kullanmisglar ve “ifadesizlik”, “mutluluk”

ve “liziintii” gibi ifadelerin siniflandirmasi lizerine ¢alismiglardir.

Kotsia ve Pitas® goriintii dizilerinden yiiz ifade analizini Destek Vektor
Makineleri kullanarak gergeklestirmistir. Calismalarinda, dizideki ilk goriintii lizerine
yerlestirilen noktalar referans alintyor ve sonraki goriintiilerle olan yer degistirmeye

gore ifade siniflandirmasi yapiliyordu.

Bartlett vd.®®, Cohn and Kanade veri setindeki yiiz gorintiilerinden farkli
ifadeler i¢in elde ettikleri Gabor Ozniteliklerini siniflandirmak igin, yeni

gelistirdikleri AdaSVM metodunu kullanmislardir.
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1.3. Cahsmanin Amaci

Bu c¢alismada, 6 farkli yiiz ifadesinin siniflandirilmast hedeflenmistir.
Insanlarin herhangi bir zorluk ¢ekmeden taniyabildikleri bu ifadelerin makinelerce
olabildigince dogru ve hizli bir sekilde siniflandirilmast ancak, hizli ve giivenilir
algoritmalar kullanilarak, makinelerin onceden dogru oOrneklerle egitilmesi ile

miimkiin olacag1 inkar edilemez bir gercektir.

Bu amag¢ dogrultusunda, yapilan ¢aligmada, literatiirde sik rastlanilan birg¢ok
algoritma kullanilarak, hizli ve dogru yiiz ifade siniflandirilmas: i¢in kapsamli bir
inceleme gerceklestirilmistir. Calismanin temeli, farkli ifadelere ait yiiz goriintiilerine
iliskin Ozniteliklerin farkli Gabor dalgaciklar1 kullanilarak elde edilmesi iizerine
kurulmustur. En iyi ifade analizi sistemine sahip olan insan Orneginden yola
cikildiginda, insanlardaki gorme merkezindeki hiicrelerin tepki isaretlerinin Gabor
dalgacik fonksiyonlar1 ile modellenebilmesi, Oznitelik c¢ikartilmasinda Gabor

dalgaciklarinin kullanilmasinin en 6nemli nedeni olmustur.

Cikarillan Gabor Oznitelikleri k-NN, SVM ve AdaBoost algoritmalari
kullanilarak smiflandirilmistir. Ayrica, cesitli Oznitelik doniistiirme ve Oznitelik
secme algoritmalar1 kullanilarak yapilan boyut azaltilmasi ile smiflandirict
basarimlarinin  arttirilmast  amaglanmistir.  Kullanilan  boyut  indirgeme

algoritmalarinin temel 6zelligi hizli sonuglar iiretiyor olmalaridir.

Ifade siiflandirmasi iizerindeki etkileri bakimindan kullanilan algoritmalar
ve teknikler arasinda kapsamli bir karsilastirma yapilmistir. Ayrica, yiiz ifadelerinin
dogru bir sekilde smiflandirilmasina yonelik c¢esitli yaklagimlar kullanilarak

siniflandirma basarimlari arttirilmaya ¢alisilmistir.
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2. MATERYAL VE YONTEM

2.1.  Gabor Dalgaciklar1 Kullanilarak Oznitelik Cikartilmasi

Oznitelik ¢ikartilmasi, yiiz goriintiilerinde farkli ifadeler sonucu olusan
degisikliklerin sayisal gdsterimidir. Yiiz ifadelerinin neden oldugu degisikliklere ait

bilgilerin, yani 6zniteliklerin ¢ikartilmasinda genel olarak;

» Geometrik tabanli 6znitelik ¢ikartim metotlari

» Gorintii tabanl 6znitelik ¢ikartim metotlari

olmak tizere 2 tiir yaklagim vardir. Geometrik 6znitelikler, yiiz bilesenlerinin (agiz,
g0z, kaslar, burun) yerleri ve sekillerini ifade ederler. Yiiz bilesenlerine ait 6znitelik
noktalari, yiiz geometrisini belirten bir 6znitelik vektorii olugturmak igin ¢ikartilir.
Gortintilye dayali metotlarda ise Oznitelik vektorii, Gabor dalgaciklar1 gibi bir
goriintii filtresinin yiliz resminin tliimiine veya beli bir bdlgesine uygulanmasi

suretiyle elde edilir®".

Zhang vd.®® sznitelik gikartilmasindaki bu iki yaklasimi yiiz ifadelerinin
taninmasi i¢in karsilastirmislardir. Bir yiiz goriintiisiinden alinan 34 adet referans
noktasi ile bu noktalara uygulanan farkli Gabor filtreleri ile elde edilen 612 Gabor
dalgacik katsayis1 Oznitelik vektorleri olarak kullanilmig ve 6 farkli yiliz ifadesinin
taninmasinda Gabor filtreli elde edilen 6zniteliklerin daha {istiin basarim gosterdigi
goriilmiistiir. Donato vd.?) de ifade taninmasinda optik akis, temel bilesenler analizi,
bagimsiz bilesenler analizi, yerel Oznitelik analizi ve Gabor filtre tekniklerini
karsilastirmiglar ve yine en iyi sonucu Gabor filtreleri ile elde edilen Oznitelikleri

kullandiklar1 durumda almislardir. Ciinkii Gabor filtreleri ile goriintiide var olan 151k
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dagiliminin homojen olmamasinin olusturdugu negatif etkiler yok olmakla birlikte,
bu filtrelemenin kiiciik miktardaki yer degistirme ve deformasyonlara karsi daha az
duyarl olmasi da oznitelik ¢ikartilmasinda diger yontemlere iistiinliilk saglamasina

neden olmaktadir.

Literatiirde yapilmis olan bu c¢aligmalar gostermistir ki; ifade analizinde
goriintliye dayali Oznitelik ¢ikartma metotlar1 (6zellikle Gabor filtreleri) ile daha
hassas ve kesin sonuglar alinmistir. Bu yiizden, yapilan ¢alismada yiiz goriintiilerine

ait 0znitelikler Gabor filtreleri kullanilarak elde edilmistir.

2.1.1. Gabor Dalgaciklar:

1946 yilinda Dennis Gabor®® sinyallerdeki karakteristik bilgilerin elde
edilebilmesi amaciyla, sinyale uygulanacak bir fonksiyonun zaman ve frekans
eksenlerindeki bant genisliginin, Fourier analizi belirsizlik ilkesine gére minimum
olmasi gerektigini belirtmistir. Gabor®, bu fonksiyonun bir Gauss sinyali ile
modiile edilmis karmagik {stel bir sinyal ile elde edilebilecegini gostermis ve bir
boyutlu Gabor fonksiyonunu tiretmistir.

Memeli canlilardaki goriintii siteminin Gabor filtreleri ile modellenebildigini

gosteren Marcelj a®®

, goriintii sisteminde bulunan hiicrelerdeki alici alanlarin bir
goriintli karsisinda verdikleri sinyallerin ¢ift veya tek simetrik yapida oldugu
belirtmistir. Ayrica, memeli canlilardaki goriintii merkezinde bulunan hiicreler
izerine yapilan fizyolojik ¢alismalar bu hiicrelerin farkli yonelim ve uzaysal
frekanslarda sinyal verdiklerini gdstermistir. Bu bilgiler 1s18inda Daugman(27),

goriintli merkezindeki alict hiicrelerin verdikleri tepki sinyallerinin teorik olarak 2

boyutlu karmagik Gabor fonksiyonlar1 seklinde ifade edilebilecegini géstermistir.
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Daugman’ m goriintii sistemini 2 boyutlu karmasik Gabor fonksiyonlar ile

(40)

matematiksel olarak gostermesi, Gabor filtrelerinin doku boliitlemesi* ™, parmak izi

(41) (42)

tanima‘"”’, yliz tanima“’ ve iris tanima®® gibi bir¢ok bilgisayarli gorii ve Oriintii

tanima uygulamasinda 6znitelik ¢ikartilmasinda yaygin olarak kullanilmasina imkan

saglamistir. Bunun yani sira Hubel ve Wiesel’in®¥

gorlintii  sistemindeki alici
alanlarin birer kenar detektorii islevi gordiiklerini gostermesi, Gabor filtrelerinin de
iyi birer kenar detektorii olduklarini belirtmektedir. Bu o6zellik sayesinde, yiiz

ifadelerine ait Oznitelikler c¢ikartilirken gbz, agiz, kaslar, burun gibi ifadeyi temsil

eden 6nemli noktalarin belirlenmesi gerceklesmektedir.

Gabor filtresi, impuls cevabi, bir Gauss fonksiyonuyla harmonik bir
fonksiyonun carpilmasiyla tanimlanan lineer bir filtredir. Konvoliisyon isleminin
carpma Ozelliginden dolayi, Gabor filtresinin impuls cevabinin Fourier doniisiimii,
harmonik fonksiyonun Fourier donisimii ile Gauss fonksiyonunun Fourier
doniigiimiiniin konvolﬁsyonudur(45). Buradan, memeli canlilarda gérme sisteminin
modellendigi ve Daugman tarafindan 2 boyutlu hale getirilen karmasik Gabor

dalgacik fonksiyonu v, (2);

L L
O 2 U 2.1
(o2

olarak tanimlanir. 2.1 esitligi ile verilen 2 boyutlu karmasik Gabor fonksiyonda

2

[%..

2
(o)

terimi goriintiilerdeki frekansa bagimli gii¢c spektrumunun azalmasini telafi

[ 12

o] 12

ederken®, e 20" terimi Gauss dalgasini, ™" terimi de karmasik iistel sinyali

2
o

ifade etmektedir. e 2 terimi ise Gabor filtresinin goriintideki farkli 151k
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dagilimlarina kars1 etkilenmeyecek bir yapida oldugunu gostermektedir. 2.1

fonksiyonunda z=(x,y), yatay eksen x ve dikey eksen y iizerinde bulunulan
noktayr belirtir. ¢ ve v parametreleri sirasiyla, Gabor kernel’ inin yonelim ve

Olgegini belirtirken, Gauss penceresinin standart sapmasini belirten o parametresi,
Gauss pencere genigliginin dalga boyuna orani seklinde tanimlanir. Dalga vektorii

k ise;

wv

— Kk
k,, =ke 2.2
olarak tanimlanir. 2.2 fonksiyonunda

k — Koay ve ¢y=ﬂ 2.3

bi¢iminde tanimlanir. K, maksimum frekansi, f" kernel’ ler arasindaki uzaysal

frekans1 ve n de yonelim sayisini ifade eder. Bu calismada v 6{0,1,2} ve
U E {0,1,2,3} olmak {izere 3 farkl frekans ve 4 farkli yonelimde toplam 12 farkli
Gabor dalgacig yliz goriintiilerinden 6znitelik ¢ikartmak amaciyla kullanilmistir.
Gabor dalgaciklarinin diger parametreleri ise o=7, K, =7 ve f =2 olarak

secilmistir. Sekil 2.1° de uzay bolgesinde karmagik Gabor fonksiyonunun sanal ve

gercek kisimlari gosterilmektedir.
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(@) (b)

Sekil 2.1 Uzay bolgesinde karmagik Gabor fonksiyonu.
(v=2,u=0,1= J2, Knax =30 =7) (@) Fonksiyonunun gergek kismi

(¢ift simetrik) (b) Fonksiyonunun sanal kismi (tek simetrik)

Gabor filtresinin bir diger Onemli parametresi de yliz goriintiilerine
uygulanacak olan Gabor filtre maskesinin boyutudur. Filtre maskesinin boyutu
Gabor dalgaciklarin1 belirtecek kadar biiyilk olmali, fakat islemsel zorluklar

d 47)»

yasanmamasi adina ¢ok fazla da biliyiik olmamalidir. Dunn vd. ne gore Gabor

dalgaciginin boyutu, Gauss fonksiyonunun yayilma alaninin 6 kati olarak

belirlenmistir. Gauss fonksiyonunun yayilma alant —:

v

ve k, = mix olmak iizere

Gabor filtre maskesinin boyutu W ;

60 o
W=—-+1=6f"—+1
kv kmax 2.4
olarak belirlenir. Bu ¢alismada Kk, = 2, f =/2 ve Gauss fonksiyonunun standart

sapmast o =z olarak belirlendiginden Gabor filtre maskesinin boyutu;

W=6v2 2 +1 122" +1 25

16



olacaktir. Bu durumda, v € {O,l, 2} olmak tizere 3 farkli frekans i¢in Gabor filtre

maske boyutlar1 13x13, 18x18 ve 25x25 olup, bu ¢alismada 25x25 maske boyutu

kullanilmaistir.

2.1.1.1. Yiiz Goriintiilerinin Gabor Dalgacik Gosterimi

Son zamanlarda yapilan norofizyolojik c¢aligmalar goriinti merkezi
hiicrelerindeki alic1 alanlarin farkli uzaysal yapida olduklarini géstermistir(48).
Daugman(49) bu hiicre topluluklarinin en iyi, farkli yonelim ve frekanslardaki Gabor

filtrelerinden olusan bir filtre bankasiyla modellenebildigini gostermistir. Bu

calismada v € {O,l, 2} ve ue {0,1, 2,3} olmak tizere, 3 farkli frekans ve 4 farkh

yonelimde toplam 12 farkli Gabor filtresinden olusan bir filtre bankasi olusturularak,
yiiz goriintiilerinden farkli oOzelliklerde Ozniteliklerin ¢ikartilmasi amaglanmistir.

Olusturulan Gabor filtre bankasinin reel kisimlar1 Sekil 2.2” de gosterilmistir.

IEEN
NEESS

Sekil 2.2 Gabor filtre bankasinin reel kisimlari (3 farkl frekans ve 4 farkli yonelim
i¢in)
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Bir goriintiinlin - Gabor dalgacik gosterimi, goriintiiniin Gabor filtre

bankasinda bulunan her bir filtre ile ayr1 ayr1 konvoliisyonuyla elde edilir. |

gortintiisii ile v, (z) gibi herhangi bir Gabor dalgaciginin konvoliisyonu;

0,.@)=1@)*y,, () 26

bi¢iminde tanimlanir. 1(z) goriintiisiiniin tim Gabor dalgaciklar1 (3 frekans ve 4

yonelim olmak iizere 12 farkli Gabor dalgacigi) igin gosterimi;
$={0,,(0):ue{0.... 2,ve{0....31 2= (x,y)} 2.7

olarak ifade edilebilir®. Sekil 2.3” te bir goriintii ve bu goriintiiye karmagik Gabor
dalgaciklarinin uygulanmasi sonucu elde edilen Gabor goriintiilerinin biiyiikliik

cevaplar1 gosterilmektedir.
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(b)

Sekil 2.3 Gabor filtrelerinin herhangi bir goriintiiye uygulanmasi durumunda elde

edilen Gabor goriintiileri (a) Orijinal goriintii (b) Gabor goriintiilerinin

biiyiikliik cevaplar
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2.1.2. Ogznitelik Cikartilmasi

Filtrelenen goriintiilerden Ozniteliklerin ¢ikartilmasi igin literatiirde bir¢ok

(51),

yontem kullanilmaktadir. Clausi ve Jernigan a gore filtre c¢ikislarindan

Ozniteliklerin elde edilmesinde kullanilan bu yontemlerden bazilari;

Biiyiikliik cevabini kullanma
Uzaysal diizeltme uygulanmasi

Sadece reel bilesenlerin kullanilmasi

>
>
>
» Lineer olmayan sigmoidal fonksiyonun kullanilmasi
» Piksel komsulugu bilgisini kullanma

>

Tam dalga dogrultma uygulanmasi

olarak siralanmistir. Yapilan bu tezde 6znitelik vektorii filtrelenmis goriintiilerin
biiyliklik cevaplarindan elde edilmistir. z=(X,y) olmak {izere, herhangi bir giris
gortintiisit  1(z) ile herhangi bir kompleks Gabor fonksiyonu v, (z)’ nin
konvoliisyonundan elde edilen sonug olan O, (z), reel ve sanal olmak iizere iki

kisimdan olusur. O halde Oznitelik vektoriiniin elde edilmesi i¢in bu sonucun

bityiikligii HOW(Z)H;

o,.@|= \/ERZ lo,.@}+3*{0,. @) 2.8

olarak elde edilir.
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2.2.  Oznitelik Boyutunun Indirgenmesi

Yiiz goriintiilerine Gabor filtrelerinin uygulanmasi sonucu ¢ok sayida
Oznitelik elde edilmektedir. Bu durum veri analizi, makine 6grenmesi, orilintii tanima,
metin siiflandirma, web madenciligi ve biyolojik gen analizi uygulamalarinda
karsilasilan en biiyiikk problemlerden biridir. Bu nedenle, yapilan analize iliskin etkili
ve dogru sonuglar alinmasi amaciyla veri boyutunun indirgenmesi ¢ogu zaman

yararli olmaktadir.

Bircok makine O6grenme ve Oriintii tanima uygulamalarinda kullanilan
algoritmalar literatirde “boyutun laneti”®® olarak bilinen probleme karsi hassas
olduklarindan, Oznitelik sayisinin artmasi kullanilan 6grenme algoritmasinin
performansinin azalmasina neden olmaktadir. Zira Gabor filtreleme sonucu elde
edilen Ozniteliklerin tamami yiiz ifade analizi i¢in gerekli olmayip ifade
siniflandirmasi i¢in énemi ve yarari olmayan bilgiler icermektedirler. Bu nedenle,
yapilan c¢alismalarda ¢ogu zaman biiyiik boyutlu veri kiimelerinden ¢esitli boyut
indirgeme teknikleri kullanilarak daha kiiciik boyutta azaltilmis yeni veri kiimeleri
olusturulmustur. Siniflandirma ve kiimeleme iizerine yapilan g¢alismalarda boyutu
indirgenmis verilerin kullanilmasi ile daha dogru ve anlasilabilir sonuglar elde

53 . Boyut indirgeme yapilmasinin nedenleri ve avantajlari;

edilmistir
» Boyutu indirgenmis verideki Oznitelikler daha fazla ayirt edici
olabilmektedirler.
» Bircok d6grenme algoritmasi igin egitim ve siniflandirma zamani boyutun
indirgenmesiyle 6nemli dl¢lide azalir.

> Onemsiz ve yarar1 olmayan oOznitelikler smiflandirma performansini

olumsuz yonde etkilemektedirler.
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» Kullanilan algoritmalar daha hizli ¢alisir ve sistem belleginin gereksiz
yere kullanilmasi 6nlenmis olur.
bigiminde siralanabilir®®. Yapilan ¢alismalar boyut indirgemenin genel olarak Sekil

2.4’ te gosterildigi lizere 2 boyutlu bir yapisinin bulundugunu gostermistir.

Denetimli Denetimsiz

DAA

Oznitelik
Doniisiimii

Oznitelik
Kiimesi Segimi
(Filtre)
(Sarmalama)

Laplas Skoru

Oznitelik Secimi

Sekil 2.4 Denetimli ve denetimsiz 6grenme algoritmalarina gore boyut indirgeme

teknikleri

Birinci boyut, elde bulunan 6zniteliklerden belli bir kiime “segilmesini” veya
azaltilmig 6znitelik kiimesine “doniistiiriilmesini”’ tanimlarken, ikinci boyut 6grenme
algoritmasinin  “denetimli” veya “denetimsiz” olmasi ilkesine dayanmaktadir.
Denetimli boyut indirgeme teknikleri farkli smif etiketlerine gore ayrilmis verinin
boyutunu azaltir. Kullanilan algoritmanin niceligi, bir sinifi diger siniflardan en ¢ok
ayiran Ozniteliklerin bulunmasinda kullanilir. Denetimsiz boyut indirgeme teknikleri
ise herhangi bir sinif etiketine ihtiya¢ duymadan, 6znitelikler arasindaki benzerliklere
gore hangi Ozniteliklerin veri kiimesinden ¢ikarilacagina karar verirler. Benzer

oznitelikler bir arada gruplandirilirken diger Oznitelikler atilir. Ornegin Temel
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Bilesenler Analizi bir denetimsiz 6znitelik déniisiim teknigi iken, Fisher Olgiit Skoru

bir denetimli 6znitelik se¢me teknigidir®?.

2.2.1. Oznitelik Doniisiimii

Oznitelik doniisiimii, orijinal dznitelik kiimesinin cesitli teknikler kullanilarak
daha kiiciik boyutta ve gerekli bilgiyi olabildigince koruyan alternatif bir kiimenin
olusturulmasi seklinde gergeklestirilir. Bu tekniklerden en 6nemlisi orijinal 6znitelik
kiimesine uygulanacak bazi doniistiirme uygulamalariyla azaltilmis veri kiimesi
olusturulmasidir. Literatiirde denetimli 6znitelik doniisiim teknigi Dogrusal Ayirma
Analizi — DAA (Linear Discriminant Analysis) ile denetimsiz 6znitelik doniistim
teknigi Temel Bilesenler Analizi kullanilmakta olup, bu c¢alismada Oznitelik

dontisiim teknigi olarak Temel Bilesenler Analizi kullanilmistir.

2.2.1.1. Temel Bilesenler Analizi

[statistiksel bir yontem olan Temel Bilesenler Analizi’nin (TBA) amac1 boyut
indirgemesi yapmaktir. TBA, orijinal t vektoriin varyans yapisini daha az sayida ve
bu t vektoriin dogrusal bilesenleri olan yeni vektorlerle ifade etme yontemidir.
Aralarinda korelasyon (iligki) bulunan t tane vektoriin agikladigi yapiyi, aralarinda
korelasyon bulunmayan ve sayica orijinal vektor sayisindan daha az sayida (k[ t)
orijinal degiskenlerin dogrusal bilesenleri olan vektorlerle ifade etme yontemi Temel

Bilesenler Analizi olarak tanimlanir.

N tane goriinti, [ X;,X,,...,X, ] olmak lizere t boyutlu Gabor 6znitelik vektorii

ile gosterilmis olsun. Temel Bilesenler Analizi®®® k[ t olmak iizere orijinal t
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boyutlu Oznitelik uzaymi k boyutlu 6znitelik alt uzayina doniistiiren lineer bir

doniisiim bulmak i¢in kullanilmaktadir. Yeni 6znitelik vektorii vy, ;

y=W'x, (i=12,..1) 2.9

biciminde tanimlanir. Burada W aradaki lineer doniisiimii gostermekte olup, bu
lineer doniistim [ X;, X,,..., X, ]’ in istatistiksel olarak elde edilen kovaryans matrisinin
0zdeger ve dzvektorlerinin bulunmasi ile elde edilir. Buna gdre kovaryans matrisinin

Ozdeger ve 6zvektor ciftleri (4,,€),(4,,8,),...,(4,€) olmak iizere i. temel bilesen;

Y, =W'X =X, +€,X, +...+6X, 2.10

bi¢iminde elde edilir. i. temel bilesenin varyansi ise;

Var(y,) =4 211

olur. Burada 4 >4,>..2>4 20 dir. Temel bilesenler birbirleriyle iliskisizdir ve

varyanslar1 kovaryans matrisinin 6zdegerlerine esittir.

t tane temel bilesen olusturulduktan sonra, verilerin kag¢ tane temel bilesen ile
ifade edilmesi gerektigi en 6nemli konudur. Bununla ilgili olarak literatiirde ¢esitli
kurallar mevcuttur. Ancak bunlardan en yaygin kullanilan1 “Genel varyansin en az
%67’sini acgiklayan sayida temel bilesen” se¢ilmesidir. Buna gore, ilk k tane
0zdegerin toplami, tiim oOzdegerlerin toplamina oranlandiginda elde edilen %67
orani, orijinal veri setinin temsil edilebilmesi i¢in ilk k tane temel bilesenin

kullanilmasinin yeterli oldugunu ifade etmektedir®”.
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2.2.2. Ogznitelik Secimi

Boyut indirgemenin, O&znitelik verisinin yeni bir Oznitelik kiimesine
dontisiimii seklinde gerceklestirildigi 6znitelik doniisiimiine nazaran 6znitelik segcme
algoritmalari, orijinal 6znitelik kiimesinden en iyi Oznitelik alt kiimesini se¢cmeyi
amaclarlar. Oznitelik déniisiimii ile orijinal 6znitelik verisinden farkli yeni bir
Oznitelik kiimesi olusturulmakta ve bu islem baz1 veri kayiplarina neden
olabilmektedir. Tam tersine, 6znitelik se¢imi ile orijinal 6znitelik kiimesinden secilen
Oznitelikler kullanilarak yeni azaltilmig veri kiimesi olusturulmaktadir. Dolayisiyla
Oznitelik doniigiimiine gore daha anlasilir ve yorumlanabilir veri kiimesi elde edilmis

olur®?,

Oznitelik secilmesi ile esasen ilgisiz ve alakasiz Oznitelikler ile fazla ve
ihtiyag duyulmayan, yani gereksiz Ozniteliklerin atilmasi gergeklestirilmektedir.
Ornegin denetimli 6znitelik se¢me algoritmalarindan Entropi (Bilgi Kazanci)
teknigine gore Oznitelik se¢imi su sekilde gergeklestirilmektedir: E entropi’ yi

gostermek lizere F, ve F, gibi iki Oznitelik olsun. F 0Ozniteliginin bilgi kazanci

E, —E; seklinde hesaplanacaktir. E;, F 0Ozniteliginin siif bazinda bdliinmeden

once elde edilen entropi degeridir ve

E,=>__p.logp, 212

bigiminde hesaplanir. Burada p, ¢ smifinin (c=1,2,...,C) hesaplanan olasiligidur.
E, ise F. 0Ozniteliginin sinif bazinda boliindiikten sonra elde edilen entropi degeridir.

Sonug olarak, entropi teknigine gore, biiyiik bilgi kazancinin elde edildigi 6znitelik
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secilecektir. Denetimsiz Oznitelik se¢iminde ise (0rnegin kiimeleme) Oznitelikler

arasindaki uzakliga gore benzer 6znitelikler gruplandirilir ve digerleri atilir®*%®).

Oznitelik secilmesinde genel olarak “Filtre Modeli” ve “Sarmalama Modeli”
olmak iizere 2 farkli model kullanilmaktadir. Filtre modeline gore 6znitelik segme
islemi, herhangi bir 6grenme algoritmasi hesaba katilmaksizin 6nemsiz ve gereksiz
Ozniteliklerin  atilmasi1 seklinde gergeklestirilir. Bu islemde genellikle, bir
degerlendirme fonksiyonunu maksimum yapan bir kiime se¢mek i¢in bir arama
metodu kullanilir. Buna gore, bir 6zniteligin incelenen problemdeki 6nemi belirlenir
ve Onemsiz olan Oznitelikler atilarak Oznitelik sayisi azaltilmis olur. Sarmalama
modeline gore ise algoritma, segilecek gerekli Oznitelikleri belirlemek igin bir
O0grenme algoritmasi kullanir. Bunun ic¢in sarmalama algoritmasi, segilen her
Oznitelik alt kiimesi i¢in ilgili siniflandiricinin bagsarim performansini dlger ve en iyi

basarimi veren 6znitelik kiimesi segilir(ss‘sg).

Cogu Oriintli tanima uygulamasinda sarmalama modeli algoritmalar filtre
modeli algoritmalarina gore iistiin performans gostermis olmasina karsin hesaplama
bakimindan ¢ok daha zahmetlidir®. Yapilan bu ¢alismada 6znitelik veri kiimesinin
cok biiyiik boyutta olmasi nedeniyle islem yiikii fazla olmayan ve hizli sonuglar
lireten &znitelik segme algoritmalar1 tercih edilmistir. Oznitelik seciminde;

1. Fisher Olgiit Skoru

2. Oznitelik Sec¢imi I¢in Sifirinci-Norm Kullanilmasi

3. Ortak Bilgi Temelli Oznitelik Segimi

4. Yinelemeli Oznitelik Eliminasyonu
algoritmalar1 kullanilmistir. Bu algoritmalara iliskin bilgiler sonraki boliimlerde sirali

bir sekilde verilmistir.
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2.2.2.1. Fisher Olciit Skoru

Fisher 6lgiit skoru (Fisher Criterion Score)®®, 6znitelik se¢imi i¢in kullanilan

en basit filtre algoritmalarindan biridir. Iki sinif durumunda, her bir t dzniteligi igin;

(=)
F = MZ ,Uzz 213
o, +o,

degeri hesaplanir. Burada 4, Smifl’ e ait t degerlerinin ortalamasi; g, , Sinif2’ ye
ait t degerlerinin ortalamasi ve o, ile o,’ de sirasiyla Smifl ve Smif2’ nin standart

sapmalaridir. Fisher 6l¢iit skoruna gore bir 6znitelik, Sinifl ve Sinif2 dagilimlarini ne

kadar ¢ok ayirabiliyorsa o kadar 1yidir.

Iki siniftan daha fazla sinif varsa Fisher 6lciit skoru;

) 0 T R o v
F = ZM o2
i=1 1

2.14

bi¢ciminde kolayca genellestirilebilir. Burada M simf sayisidir. Fisher olciit skoru
araciligiyla tiim Oznitelikler i¢in bir siralama hesaplanir. Metodu karakterize eden,

Oznitelikler arasindaki tam bagimsizlik varsaymmidir. Her F,  katsayist tek bir

Oznitelik hakkindaki bilgiyle hesaplanir ve 6znitelikler arasindaki ortak bilgi hesaba

katiimaz®®?.

2.2.2.2. Oznitelik Secimi i¢in Sifirnci-Norm Kullanilmasi (L0)

Weston vd.®? standart destek vektér makinelerinde ¢, —norm veya

£, —norm’ un minimize edilmesi yerine ||W||0 = ‘{Wj W O}{ bi¢iminde tanimlanan
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sifirnct normun minimize edilmesini Onermislerdir. Dolayisiyla destek vektor

makinesini tanimlayan optimizasyon problemi, sifirinci norm igin;

min,, [,
yi(w.x, +b) =1 (i=12,..,1)

2.15

olarak ifade edilir. Bu optimizasyon probleminin ¢6ziimii standart destek vektor
makineleri i¢in olan problemin ¢oziimiinden daha kisadir. Buradan, segilecek
Oznitelik sayist belirlenemiyor olmasina ragmen Oznitelik secimi dolayli olarak

gerceklestirilebilir. r adet 6znitelik;

min - |w,

2.16
yi(w-x +b)>1 (i=12,...,1) ve |w|, <r
optimizasyon probleminin ¢oziilmesiyle secilebilir. Bu denklem, ||W||0 <r kisitindan
baska herhangi bir kisit olmaksizin standart destek vektér makinesi optimizasyon
problemine esittir. ||W||O kisit1, ¢oziim vektdrii W 1n sadece r adet ve sifir olmayan
O0geden olustugunu garanti eder. W? #0 durumunu saglayan | indisleri segilen

oznitelikleri gosterir.

2.2.2.3. Ortak Bilgi Temelli Oznitelik Se¢imi (MutInf)

Ortak bilgi (1), ayrik rastgele degiskenlerin stokastik (olasiliksal) bagimlilik
bilgisinin Ol¢iimiinde yaygin olarak kullanilan bir teknik olup ayni zamanda
siniflandirma problemlerinde simif degiskenlerinin 6znitelik kiimesinin se¢iminde

kullanihir®. X ve Y gibi iki ayrik rastgele degiskenin ortak bilgisi;
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I(X;Y)=yZ€Y’,X€ZX‘, D(X,y)|09% 2.17

olarak tanimlanir. 2.17 denkleminde p(X, y) , X ve Y’ nin birlesik olasilik dagilim

fonksiyonu, p(x) ve p(y)’ de sirasiyla X ve Y’ nin marjinal olasilik dagilim

fonksiyonlaridir. Yukarida verilen toplam, siirekli zamanda iki kath belirli integral

ile;

pe]

(xy)

I(X;Y):M p(X, y)Iong(y)dXdy 2.18

bi¢iminde tanimlanir. Burada, p(X, y), X ve Y’ nin birlesik olasilik yogunluk
fonksiyonu, p(x) ve p(y)’ de sirasiyla X ve Y’ nin marjinal olasilik yogunluk
fonksiyonlaridir.

log fonksiyonunun tabani belirtilmediginden verilen bu tanimlamalar
belirsizdir. Bu belirsizligi ortadan kaldirmak igin I( ) fonksiyonu, b logaritma

taban1 olmak iizere | (X ,Y,b) seklinde yeniden parametrelendirilebilir. Fakat ortak

bilgi dl¢limlerinin ¢ogunun ortak birimi “bit” oldugundan, logaritma tabani 2 olarak

belirtilebilir. Bu durumda tanimlamalar;

I(X;Y):;; p(w)'%% 2.19

ve

'(X?Y)=J£D(X, y)logzp(p(#y)dxdy 2.20

X)p(y)
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haline gelir. Ortak bilgi, X ve Y’ nin paylastiklar1 bilgiyi Ol¢er. Yani bu
degiskenlerden herhangi birinin bilinmesinin, bir digeri hakkindaki belirsizligi ne
kadar diisiirdiigii 6l¢iiliir. Ornegin, eger X ve Y bagimsiz iseler, X ’ in bilinmesi Y
hakkinda hig¢bir bilgi vermez (veya tersi). Buradan bu iki degisken arasindaki ortak
bilgi sifirdir. Ote yandan, eger X ve Y ozdes iseler X tarafindan tasman tiim

bilgiler Y ile paylasilir, bilinen X , Y degerini belirler (veya tersi).

Ortak bilgi, X ve Y ’ nin birlesik dagilimlart ile X ve Y bagimsiz olduklari

durumdaki birlesik dagilimin arasindaki farkin miktarini belirtmektedir ve;
I(X;Y)=0 < X veY bagml degillerse (X ve Y bagimsiz rastgele
degiskenler)

seklindeki bagimliligin  bir oOl¢limidiir. Yani X ve Y bagimsiz iseler

p(X,y)=p(x)x p(y) olacaktir ve buradan;

og—PY) o410 221

p(x)p(Yy)

olur. Ayrica ortak bilgi negatif degildir (yani; 1(X;Y)>0) ve simetriktir (yani;

L(X;Y)=1(Y; X)) ®,

2.2.2.4. Yinelemeli Oznitelik Eliminasyonu (RFE)

Yinelemeli Oznitelik eliminasyonu (Recursive Feature Elimination — RFE),
Guyon vd.® tarafindan son yillarda gelistirilmis bir 6znitelik segme algoritmasidir.
Algoritma, n toplam 6znitelik sayisin1 gostermek tizere, r <n kosulunu saglayan en

ilyi r boyutlu Oznitelik altkiimesini bulmaya ¢alisir. Bu islem, bir SVM
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siniflandiricist kullanilarak smiflar arast marjini en biiyilk yapan r 0Ozniteligin
secilmesi 1ile gerceklestirilir. r boyutlu 6znitelik kiimesi kalincaya kadar her

iterasyonda giris Oznitelik kiimesi azaltilir. Algoritma 6zellikle mikro dizi veri analizi

igin gen secilmesinde iyi performans gostermistir®*®®),

SVM’ ler i¢in marjin, Za a;Viy, (X X) degeri ile ters

i1 N
orantilidir. Algoritma, bu degeri kiiclik tutan 6znitelikleri ¢ikarmakta olup, bu islem

asagidaki yinelemeli siire¢ ile yapilmaktadir:

a ¢oziimii ve her bir 6znitelik p i¢in

WE,) (@)= aayy k(%7 ?) 2.22

degeri hesaplanir. (Burada X", p Ozniteligi atilan i noktasiin egitimi anlamina
gelir). Daha sonra ’V\Iz( ~-W? p)(a)‘ ifadesinin en kiigiik degerli olan ozniteligi
cikarilir. Eger smiflandirict lineer ise (g(X) =w-X+b bi¢iminde) bu algoritma, her
yinelemede en kiigiik |w;| degerli dzniteligi atar. Ozniteliklerin sayist biiyiik oldugu

zaman hesaplamalart hizlandirmak i¢in her yinelemede Ozniteliklerin yarisinin
cikarilmasi onerilmektedir. Cok-sinifli 6znitelik se¢imi “bire karsi digerleri” gibi bir
yaklasim i¢in kolaylikla elde edilebilmesine ragmen, RFE iki-sinifli problemler i¢in

tasarlanmlstlr(62) :

2.3. Gabor Ozniteliklerinin Simiflandirilmasi

Yiiz ifade analizinde son adim, ¢ikarilan Ozniteliklerin ifadelere gore

siniflandiriimasidir. ifade siniflandirmasi, bir karar islemi ile baglantili &riintii
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dagilimi modelleri igeren bir siiflandirict ile gerceklestirilmektedir. Bu islem igin
oncelikle makine, siniflandirmasi istenen 6ge kiimesinden belli sayida ornekle egitilir

ve diger 6geler egitim orneklerine gore siniflandirilirlar®.

Literatiirde yiiz ifade analizinde Destek Vektor Makineleri(67), Bayes

Aglan“‘g), En Yakin Komsu(Gg) ve Sakli Markov Modeli"® gibi bir¢ok smiflandirma
algoritmasi kullanilmistir. Bu ¢alismada yiiz ifadelerinin siniflandirilmasinda en basit
smiflandirma algoritmalarindan k-NN (k-Nearest Neighbors — En Yakin Komsu) ile
en gelismis smiflandirma algoritmalarindan SVM (Support Vector Machines —
Destek Vektor Makineleri) ve AdaBoost (Adaptive Boosting) kullanilmistir.

Algoritmalarla ilgili bilgiler sonraki boliimlerde verilmistir.

2.3.1. k- En Yakin Komsuluk Siniflandirma Algoritmasi (K-NN)

K-NN siniflandirict (k-Nearest Neighbor — k-NN), bir 6rnek tabanli 6grenme
algoritmasi olup, gdézlem giftlerinin Oklidyen uzaklik gibi bir fonksiyonuna dayalidir.
Bu smiflandirma 6rneginde, once egitim kiimesinin k yakin komsulari hesaplanir.
Sonra test verisinden, bir ornegin k en yakin komsuluklarina olan benzerlikler,
komgsuluklarin siniflarina gore kiimelenir ve test drnegi en benzer siifa atanir. k-
NN’ in avantaji, siniflandirma kararinin benzer nesnelerin kiigiik komsuluklarina
dayali olmasindan otiirii, ¢oklu smiflar i¢cin uygun olmasidir. Buradan hedef sinifi
coklu (6rnegin, icerdigi nesnelerin bagimsiz degiskenleri farkli altkiimeler i¢in farkli
karakteristiklere sahip) ise k-NN dogrulugunu yine de devam ettirir. k-NN’ de
kullanilan benzer degerlerin en biiyiik dezavantaji, tim O6znitelikleri esit hesaplama
benzerlikleri i¢inde kullanmasidir. Bu, siniflandirma i¢in sadece kiigiik bir 6znitelik

kiimesi faydali iken, zayif 6l¢iimler ve siniflandirma hatalarina neden olur™,
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Genel olarak en iyi k parametresinin se¢imi veriye bagli olup k ’ nin biiyiik
degerleri siniflandirma tizerindeki giiriiltiiyli azaltir, fakat siniflar arasindaki
sinirlarin belirginligini en aza indirger. Iyi bir k degerinin se¢imi, ¢apraz gegerlilik

(cross-validation) gibi bir teknikle gergeklestirilebilir.

Sekil 2.5 Kk-NN siniflandirma 6rnegi

Sekil 2.5’ te gosterilen k-NN smiflandirma 6rnegine gore test drnegi (yesil
daire), Smifl (mavi Kkareler) veya Smmif2 (kirmizi tggenler)’ den birine
siiflandirilmalidir. Eger k =3 ise yesil daire Sinif2’ ye siiflandirilir. Ciinkii igteki
dairenin ig¢inde 2 tane liggen ve sadece 1 tane kare bulunmaktadir. Eger k=5 ise
yesil daire Sinifl’ e siniflandirilir. Ciinkii distaki dairenin i¢inde 3 tane kare, 2 tane

uc¢gen var.

Bir sinifin en yakin egitim 6rneginin sinifi olarak tahmin edildigi 6zel durum
(k=1 oldugu durum) en yakin komsuluk algoritmasi olarak bilinir. k-NN
algoritmasinin dogrulugu, giiriiltiili ve ilgisiz 6zniteliklerin bulunmasindan veya
Ozniteliklerin 6nemlerine uygun bir sekilde dlgeklendirilmemesinden dolayr ciddi

miktarda diisebilir'"®.
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2.3.2. Destek Vektor Makineleri (SVMs)

Destek Vektor Makineleri (Support Vector Machines — SVMs) veri
smiflandirma i¢in ¢ok kullanigh bir tekniktir. Bu teknige ait siniflandirma algoritmast
ilk olarak 1992 yilinda Vapnik ve ¢alisma arkadaslar tarafindan ikili siniflandirma
cercevesi icinde ileri siiriilmiistiirt ™. Son yillarda bu metot, kernel metotlar>"®

olarak bilinen tiim istatistiksel O6grenme algoritma ailesinin dogmasina yol agan

makine 6grenme c¢ergevesinde biiyiik bir ilgi kazanmistir. SVM, optik karakter

an (79,80) (36) (81)

tanima* "/, metin madenciligi(78), yiiz tanima , yuz ifade analizi"™ ve biyotip

gibi birgok uygulamada basarili olmus ve ¢ogu yaklasima tistiinliik saglamistir.

2.3.2.1. ikili Stmflandirma i¢in SVM

En basit SVM bi¢imi, Ornekler ve bu orneklere ait etiketlerden olusan
kiimenin bir ikili siniflandirma kurali 6grenme algoritmasidir. Bigimsel olarak ifade

edilirse, her bir 6rnege iliskin ikili olarak etiketlenmis bir kiime olsun. Ornegin bu
kiime S ={(X,¥):...(X,y,)} olmak iizere, (x,y;)eXx{-1, +1} ve i=12,..,1
bigimindedir.

Burada X, R? bigiminde olup, analiz edilecek veri uzayini belirtir. Ornegin

d boyutlu yiiz goériintiilerine ait ifadeler veri uzaymi, etiketler +1 ve -1’ de

ifadelerin  ikili smiflarim  belirtmektedirler. SVM’ nin amaci, S’ den

f:X —){—l, +l} seklinde bir smiflandirma fonksiyonu 6grenmektir. SVM

siiflandirict ¢ikisi, lineer bir fonksiyonun isaretine dayalidir:

f (x) =sign((w,x)+b) 2.23
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Geometrik olarak, bir (w,x)e X xR ikilisi H,, ={xeX:(w,x)+b=0} bigiminde

bir asir1 diizlem tanimlar ki bu diizlem, giris uzayr X ’i iki yarim uzaya boler ve
boylece yeni bir noktanin sinif tahmini, bu noktanin diizlemin hangi tarafinda

bulunduguna bagli olacaktir.

2.3.2.1.1. Lineer SVM (Ayrilabilir Veri Durumu)

Egitim seti lineer bir sekilde ayrilabilir oldugunda, bagka bir deyisle pozitif
ve negatif drneklerin asir1 diizlemin farkli taraflarinda bulundugu bu durum, SVM’
nin en basit ¢esidi olan Hard Marjin SVM’ dir. Hard Marjin SVM, sonsuz sayidaki
asir1 diizlem arasindan, S’ den en yakin veri noktasina en genis aralikli olani seger.

Bu aralik, asirt diizlemin marjini olarak bilinir ve genellikle » ile belirtilir. Asirt

diizlem ise Sekil 2.6° da gosterildigi gibi maksimum marjin smiflandiriciyr

tanimlar®.

o <w,x>+b>0

S <W,x>+b=0

<W,X>+b<0

»
»

Sekil 2.6 SVM, maksimum marjin y olmak flizere, pozitif (beyaz daireler) ve
negatif (siyah daireler) ornekleri ayiran (W, x)+b=0 asir1 diizlemini

bulur.
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(X, Y;) €S noktasindan H,, = {X e X :<W, X> +b= 0} asir1 diizlemine olan uzaklik

‘(<W, xi>+b)‘ /”W” ile verilir. Eger H,, bir ayirma asiri diizlemi ise, bu aralik

Y; ({(w, %) +b)

y=min Yo ((w,x ) +b)/|w], (x.y;)eS 2.24

ile verilir. Asir1 diizlemler, onlerine bir 6lgeklendirme sabiti alarak tanimlandiklar

icin H,, tanimina;

min y,((w,xi>+b)=1, (x,y;)eS 2.25

kisit1 eklenebilir. Buradan H,, asir1 diizleminin marjini — olarak elde edilir.

SVM algoritmasi, maksimum marjine sahip olan H . . asir1 diizlemini arar

ve sozii edilen maksimum marjin,

ES * H l
(w',b")= argmin §||w||2 2.26

beR

Y ((wx)+b) 21, i=1..,1 2.27

biciminde bir optimizasyon problemi olarak formiilize edilebilir®?. Optimizasyon
problemleri pratikte Lagrange duality gergevesi iginde ¢oziilebilir. 2.26 ve 2.27 ile

belirtilen primal optimizasyon problemlerine bagl olan Lagrange;

(w,b, e ——||W|| —Za (y, ({w, >+b)—1) 2.28
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biciminde ifade edilir. Burada «; >0 Kkatsayilar1 Lagrange carpanlar1 olup
Y, ((w,x)+b)>1 kisitiyla iligkilendirilir. Bu optimizasyon probleminin ¢ziimii
Lagrange’ 1n eyer noktasinda, yani L(W, b, a) " nm (W, b) > ye gdre minimumunda ve

a ’ ya gore bir maksimumunda bulunur. Sabit bir « i¢in, w ve b’ ye gore Lagrange

minimize edilir. Bu islem L(w,b,&z)’ nin w ve b’ ye gore kismi tiirevleri alinarak

gergeklestirilir ve buradan sirasiyla;

|
%L(W,b,a)zo =N W:izzl:aiyixi 2.29
a |
—L(wba)=0 = > ay=0 2.30
b =

elde edilir. Bu ifadeler (2.28) ile verilen Lagrange denkleminde yerine konulursa

orijinal problem su sekildeki dual probleme doniisiir:

@ =argmax . zai _E Zaiajyiyj <Xilxj> 2.31
i1 =
a,20,i=1..,1 2.32
|
Dy =0 2.33
i-1

Bu problem Sequential Minimal Optimization (SMO)®® algoritmasi ile ¢oziiliir ve
optimum ¢« ile karsilasildiginda karar fonksiyonu f(x):sign(<w*,x>+b*) su

sekilde olur:

i=1

f(X)zSign(ZI:ai*yi (X, xi>+b*j 2.34
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b* kaymasi da optimumda elde edilir ve noktalar Karush-Kuhn-Tucker durumunu

dogrular:

o (yi((wx)+b")-1)=0, i=L...] 2.35

Bu duruma gore sifir olmayan ¢, Lagrange carpanlari sadece VY, <<W*,Xi>+b*)=1

oldugu durumdaki (X, yi) noktalarina karsilik gelir. Bu noktalar asir1 diizlemin

marjini lizerinde bulunurlar ve smiflandiricinin “destek  vektorleri” olarak

adlandirilirlar.

2.3.2.1.2. Lineer SVM (Ayrilamayan Veri Durumu)

Avyrilabilir veri i¢in olan durumun aksine, genel olarak veriyi ayirabilen lineer
bir agirt diizlem bulunmayabilir. Ayrilamayan veri kiimeleri, pratikte her (X;,y;)e S

noktast i¢in primal problemin, 2.27 ile verilen ayrilabilirlik kisitlarini saglamak

amactyla, x,* 0 gecici degiskenlerin kullanilmasi seklinde diistiniilebilir:
Y ((w,x )+ b3 1- x 2.36

x, terimi, (x,y;) noktasimin siniflandirilmasinda yapilan hatayr agiklamaktadir.
Sekil 2.7> den goriilecegi iizere, eger X, = 0 ise, (X;,y;) noktas: dogru bir sekilde
smiflandirilir ve marjinin diginda bulunur; 0< x; < 1 ise, (X, ;) noktasi yine dogru

smiflandirilir, fakat marjinin iginde bulunur ve eger X, >1 ise, (X,Y;) noktast
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siiflandirilmaz. Agir1 diizlemin marjininin x, = 0 i¢in (X, y;)€S noktalarinda

tanimlandigina dikkat edilmelidir.

0<¢ <1

° o<W X>+b=0

»
»

Sekil 2.7 Gegici degiskenlerin gdsterimi

Gegici degiskenlerin toplami, ayrilabilirlik kisitlarinin miktariin egitim seti
tizerindeki ihlalini agiklar, dolayisiyla bu toplam 6grenme islemi siiresince kontrol
edilmelidir. Bu islem, gecici degisken niceliginin SVM optimizasyon problemi

objektif fonksiyonuna eklenmesiyle yapilir:

o x w . 1 o
(w',b",x")= argmin,,_ E||w||2+ C%l X, 537
yi(wx))+b® 1%, i=1.. 2.38
X3 0, i=1..1 2.39
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2.37 ile belirtilen amag fonksiyondaki C sabiti, %||W||2 terimi ile ifade edilen marjin

maksimizasyonu arasindaki iliskiyi gésterme anlamindadir. C’ nin azaltilmasi, artan
marjinin yarari i¢in egitim kiimesi iizerindeki biiyiik sayidaki siniflandirilmayisin
tolere edilmesini saglar. “Soft Marjin SVM” olarak bilinen bu formiilasyon,
ayrilabilir durumdaki Hard Marjin formiilasyonunun tam tersidir. Hard Marjin
formiilasyonu, egitim seti lineer olarak ayrilabilir olmasina ragmen, C=+¥ igin
diizelme gosterirken, Soft Marjin formiilasyonu ise giiriiltii ve olabilecek aykir

degerlere karsi uyumu onler.

2.3.2.1.3. Lineer Olmayan SVM

Sekil 2.8’ in sol tarafinda goriildiigii gibi lineer olarak ayrilamayan
problemlerde, lineer siniflandiricilar kiimesi diizgiin bir siniflandirma fonksiyonu

saglamak i¢in yeterli olmayabilir.

X, 4 Z,4
°
° e °® ° L4 ° ° °
°
o e \ ° f PY ) °
P o) S~
70 o [ ] o
° ; o) O\ e /\ e o
v ° o o (o) ) fe) [
N o) © (e} . o) L4
® ~2 T e o
. o °
° o o o (@] °
° ° L4 ° o o o °
> ® >
X Z, Z

Sekil 2.8 Lineer olmayan SVM gésterimi. ¢=R?> > R® seklinde seklindeki
eslestirme  ¢([x,,%,])=[2,,2,,2,] ile tammlamr. (z,=%7,z,=X; ve

Zy = \/Exlxz)

40



Lineer olmayan durumda destek vektér makineleri, orijinal veri yerine

dontstiirilmiis  veri ¢(X1),...,¢(X|) > ye lineer yaklasim  kullanilarak

genellestirilebilir. Burada ¢, giris uzayr X ’ ten yeni Oznitelik uzayr H’ ye lineer

olmayan déniisiimii gosterir. 2.31 denklemindeki (x;,x;) yerine <¢(xi),¢(xj )>

H
konulmasiyla yeni Oznitelik uzayinda lineer bir asir1 diizlem hesaplanir ve buradan

girig uzayindaki lineer olmayan ayirma fonksiyonu f ;
|
f(x):sign(Zozi (8(x).8(x)), +b] 2.40
i=1

biciminde gosterilir. Sekil 2.8’ de giris uzay1 X =R?’ de elipsoidal ayirma
fonksiyonu, yeni Oznitelik uzaymndaki (H =R®) agir1 diizlemine gore

eslestirildiginde;

o R? > R?
2.41
(Xl’XZ) |%(21’22723):<X12’X22!\/§X1X2)

haline gelir.

Bununla birlikte, egitim kiimesindeki vektorlerin daha yiiksek boyutlu uzaya
dontistiiriilmesinde bazi sayisal problemler meydana gelir. Yeni yiiksek boyutlu
Oznitelik uzayi, egitim vektorii X’ lere karsilik gelen ¢(Xi) Oznitelik vektorlerinin
ifade edilmesini hafiza ve zaman bakimindan c¢ok zahmetli kilar. Ayrica,

dontistiiriilen veriyi lineer olarak ayiran ¢ doniisiimiiniin bulunmasi ¢ok zor olabilir.

Dikkat edilirse daha once bahsedilen amag¢ fonksiyon ve asiri diizlemin

tanim1 vektorler arasindaki i¢ carpima baghdir. Eger X’ den doniistiiriilmiis ¢(Xi)
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oznitelik vektdrleri arasindaki i¢ carpimlar, ¢(x,)” yi hesaplayabilen bir fonksiyon

bulursa, hesap karmasiklig1 biiyiik 6l¢iide giderilebilir. Boyle bir fonksiyon “Kernel

Fonksiyonu” ile gerceklenebilir ve Kernel Fonksiyonu;

K(Xi,X.)E¢(Xi)T ¢(xj) 2.42

big:imindedir(84). Arastirmacilar tarafindan yeni kernel cesitleri gelistirilmesine

ragmen, literatiirde bulunan dort temel kernel Cizelge 2.1° de gosterilmektedir:

Cizelge 2.1 Dort Temel Kernel Tipi ve Fonksiyonlari

KERNEL TIPi FONKSIYON
Lineer K(x, %) =X X,
Polinomal K(xi,xj)z(yxij+r)d, 7>0

Radial Basis Function (RBF)  K(x, ;)= eXp(—J/HXi —X,-Hz), y>0

1777

Sigmoid K(x.,X;) =tanh (yx'x; +r)

2.3.2.2. Coklu Simflandirma I¢in SVM

Destek vektor makineleri aslinda ikili smiflandirma i¢in tasarlanmislardir.
Bunlarin etkin bir sekilde ¢oklu siniflandirma ig¢in kullanilabilmeleri hala devam
eden bir arastirma konusudur. Buradan ¢oklu siniflandirma problemlerinin (sinif
sayist kK olmak iizere, k>2) SVM kullanilarak ¢oziilmesinde genel olarak 3 metot
vardir:

e Multi-Class Ranking SVM (Coklu Siiflandirma) : Bu yaklasimda tiim

siiflarin siiflandirilmasi igin tek bir SVM karar fonksiyonu vardir.
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e One-Against-Rest  (One-Vs-Rest)  Classification (Bir  Sinifin

Digerlerinden Ayrilmasi) : Bu yaklasim k tane ikili smiflandiricinin

b b

diizenlenmesine gore ¢alisir. i’ nci siiflandirict, 1’ nci siniftaki pozitif
ctiketli tim ornekler ile negatif etiketli diger tiim Orneklerle egitilir. Final
cikisi, en yiiksek degerli smiflandiriciya karsilik gelen smiftir (Winner
Takes All).

e One-Against-One (One-Vs-One) Classification (Bir Sinifin Diger Bir
Smiftan Ayrilmasi) : Bu yaklasim k adet sinifin egitim setinden

olabilecek tiim ikili smiflandiricilart diizenler. Dolayisiyla k adet sinifin

ikili kombinasyonu kadar siniflandirici olusacaktir (I (k,2) =k(k-1)/2).

Final ¢ikisinda ise her siniflandirici tercih ettigi sinif i¢in bir oy verir ve en

cok oy alan smifa gore ¢ikis belirlenir (Voting).

2.3.3. Adaptive Boosting (AdaBoost)

Boosting herhangi bir 6grenme algoritmasinin performansini artiran genel bir
metot olup, 6grenme algoritmasi tarafindan tretilen zayif siniflandiricilardan iyi bir

O0grenme algoritmast olusturmayr amaglar. Schapire(%)

ilk boosting algoritmasinin
kendisi tarafindan {iretilmis oldugunu ve Freund® tarafindan gelistirildigini
belirtmistir.

Boosting teorik ve deneysel olarak bir¢ok arastirmaci tarafindan
incelenmistir. En popiiler boosting algoritmasi olan AdaBoost, Freund ve Schapire®”
tarafindan 1ileri siiriilmiis ve Onceki boosting yaklasimlarina gore istiinliik

saglamistir. AdaBoost aymi zamanda ¢oklu smiflandirma ve regresyon

problemlerinin ¢6zlimii i¢in de gelistirilmistir<87'88). AdaBoost algoritmasinin ¢oklu
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siniflandirma  problemlerinin  ¢6zlimii i¢in gelistirilen ilk versiyonu olan
AdaBoost.M1, smiflandirma islemini Cizelge 2.2° de gosterildigi sekilde

yiiriitmektedir.

Cizelge 2.2 Coklu Smiflandirma Igin AdaBoost.M1 Algoritmas1

Verilen m oOrnekten olusan egitim seti S =((x1, Yi)se (X ym)>,xi eX ve
y,eY ={l...,k} smf etiketlerini gostermek iizere iizere, agirlik degerlerine
baslangig degerleri olarak W' = D(i) =1/m, (i =1,...,m) verilir.

Her t=12,...,T i¢in; (T iterasyon sayisini gosterir)

1. p' bir olasilik dagilimini géstermek iizere agirliklar normalize edilir:

t
t w

ST

2. S egitim kiimesi iizerinde p' dagilimini saglayan bir zayif siniflandirict
h : X =Y seklinde bir hipotez hesaplar. Zayif siiflandiricinin amaci egitim

hatasin1 minimuma indiren bir hipotez bulmaktir.

3. h:ig= ZL pi h(x)=Yy, olarak ifade edilen egitim hatasi hesaplanir. Bu
hata zayif simiflandiric tarafindan saglanan p' dagilimina gore hesaplanir.
Eger hata & >1/2 ise, T =t—1 olacak sekilde ayarlanir ve dongiiden ¢ikilir.

4. B, =¢1(1-¢,) degeri hesaplanir.

5. Agirliklar W™ = w4~ "®™" jle hesaplanan yeni degerlerine giincellenir.

Bu islem T iterasyon sayisi boyunca devam eder ve h,..,h zayif

siniflandiricilari birlestirilerek kuvvetli siniflandirict bulunmus olur®”,

h; (x) =arg max i[log ’%j hOG) =V

t
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3. ARASTIRMA BULGULARI VE TARTISMA

3.1. Giris

Yiiz ifade analizinde, yiiz goriintilerinin tasidiklar1 ifadelere gore
siniflandirilmast i¢in 4 farkli deney yapilmustir. Yapilan deneylerde daha oOnce
aciklanan k-NN (k en yakin komsuluk), SVM (Destek Vektor Makineleri) ve
AdaBoost siniflandiricilarinin basarimlart gbzlenmistir. Ayrica 6znitelik dontlistimii
ve Oznitelik secimi gibi ¢esitli algoritmalar kullanilarak boyutu azaltilan 6znitelik
kiimesinin, siniflandiricilar tizerindeki etkisi incelenmis ve kullanilan algoritmalar

arasinda cesitli karsilastirmalar yapilmistir.

Yapilan deneyler, c¢esitli paket programlar(gg‘go) kullanilarak AMD Athlon
3000+ 1.8GHz 64-bit islemcili ve 1GB bellek birimine sahip bir bilgisayar ile

MATLAB ortaminda gergeklestirilmistir.

3.2. Yiiz ifade Goriintiileri Veri Seti

Bu c¢alismada, Cohn and Kanade DFAT-504"% veri setinden alinan
gorlntiiler kullanilmistir. Bu veri seti, yaslar1 18-30 arasinda degisen 100 {iniversite
dgrencisine ait goriintiilerden olusmaktadir. Ogrencilerin %65’ i bayan, %15’ i zenci
ve %3’ i Uzak Dogu ve Latin kokenlidir. Goriintiiler, analog S-video kamera ile
kisilerin 6n taraflarindan kaydedilmistir. Kisilerden 23 tane yiiz ifadesi yapmalari
istenmistir. Goriintiiler 640x480 veya 640x490 piksel boyutlarinda ve 8-bit gri tona

sahiptir.
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Bu veri setinden alinan goriintiiler her biri farkli duygusal icerik tagiyan 6
temel yliz ifadesine gore simiflandirilmistir. Bu ifadeler temel duygular olarak
adlandirilir ve tlim etnik ve kiiltiirlerde evrenseldir. Buradan duygusal goriiniimlere
gore 6 yiiz ifadesi ofke, igrenme, korku, mutluluk, iiziintii ve saskinhk olarak
stralanir. Cohn and Kanade DFAT-504"% veri setinden alinan ve 6 yiiz ifadesini

gosteren bir 6rnek Sekil 3.1° de gosterilmistir.

Sekil 3.1 6 adet yiiz ifadesine bir 6rnek (Cohn and Kanade DFAT-504 veri seti)

Cohn and Kanade DFAT-504% veri setinde farkli kisilere ait goriintiilerin
bulundugu klasorlerdeki son resim 6 yliz ifadesinden herhangi birinin en ¢ok belirgin
oldugu durumu nitelemektedir. Dolayisiyla, yiiz ifadeleri siiflandirilirken her bir
kisinin i¢inde bulundugu durumun son goriintiisii kullanilmistir. Buradan 6 temel yiiz
ifadesine gore gorilintiiler ayr1 ayr klasorlere ayrilmis ve meydana gelen her bir

ifadeye ait klasordeki goriintii sayilar1 Cizelge 3.1° de gosterilmistir.
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Cizelge 3.1 Her bir ifadeye ait goriintii sayilari

Yiiz ifade klasorii GoOriintii sayist
Ofke 47
Igrenme 42
Korku 50
Mutluluk 54
Uziintii 50
Saskinlik o1
TOPLAM 294

Yiiz ifade klasorleri olusturulurken farkli kisilere ait goriintiiler kullanilmistir.
Ciinkii ayn1 ifade smifi igin farkli kisilerden alinan 6rnekler o ifadeye ait 6zellikleri
daha belirgin yapacaktir. Ayrica Cizelge 3.1° de goriildiigi gibi, her bir ifade
klasoriindeki gorlintii sayilart farklidir. Bunun nedeni, veri setini olusturan

goriintiileri veren 6grencilerin her bir duyguyu profesyonelce ifade edememeleridir.

Her bir goriintiiniin hangi yiiz ifadesine ait oldugunun belirlenmesi esnasinda,
farkli kisilere damigilarak siniflandirmanin daha dogru bir sekilde yapilmasi
saglanmistir. Gorlintiilerin yliz ifadelerine gore simiflandirilmasi tiim g¢alismanin

sonucunu dogrudan etkileyecegi i¢in iizerinde titizlikle durulmustur.

3.3.  Onislemler

Yiiz ifade analizinde bir goriintiiniin sadece ifadeyi tasiyan kismi, yani yiiz
bolgesi Onemlidir. Buna gore, daha once 6 adet ifade smifi klasoriine gore
simiflandirilan goriintiilerin yliz kisimlart ayristirilmig ve elde edilen yeni yiiz

goriintiileri 48x48 piksel boyutlarina indirgenmistir. Boylelikle, islem fazlalig

47



azaltilmis ve bellegin gereksiz yere kullanilmamasi saglanmistir. Sekil 3.2° de iki

gorlintiiniin, yiiz kistmlarmin ayristirilmis halleri gosterilmistir.

Sekil 3.2 Iki farkli gériintiiniin yiiz kistmlarinin ayristirilmis halleri

Bu islemlerin hepsi herhangi bir programlama teknigi kullanilmadan el ile
yaptlmistir. Ciinkii literatiirde bulunan otomatik yiiz belirleme tekniklerit*??

herhangi bir goriintiiye ait yiiz bolgesinin ifade analizinde hi¢ bir 6nemi olmayan

kisimlarini da icerecek sekilde belirlediginden ¢alismada kullanilmamastir.

Ifade tasviri, bir goriintiiniin bas kisminin konumunun yer degistirmesi,
Olceklendirilmesi ve dondiiriilmesine karst hassas olabilir. Bu tiir istenmeyen
durumlarin etkisini ortadan kaldirmak icin yliz gOriintlisii geometrik olarak
standartlastirilabilir. Bu normalizasyon genellikle gozler veya burun delikleri
referans alinarak yapilir. Bu ylizden yiiz goriintiilerinin elde edilmesi esnasinda egik
duran goriintiiler diizeltilmis ve tiim yiiz goriintiileri olabildigince goz hizali olacak

bicimde Sekil 3.3” te gosterildigi gibi ayarlanmustir.
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R = B

Sekil 3.3 Farkli kisilere ait goz hizali 6 yiiz ifadesi

3.4. Deneyl

Deney 1’ de, k-NN (k — En Yakin Komsuluk) ve SVM (Destek Vektor
Makineleri) siniflandiricilarinin, herhangi bir 6znitelik indirgemesi yapilmadan 6
farkli yliz ifadesinin smiflandirmasindaki basarimlarina deginilmistir. Yapilan

islemler 5 adimda gergeklestirilmis olup, sirastyla sonraki boliimlerde agiklanmistir.
Adim 1: Smiflandirilmak Uzere Oznitelik Veri Kiimesinin Olusturulmasi

Uygulamanin ilk asamasinda 6 farkli yiiz ifadesinin siniflandirilmast igin
oncelikle, geleneksel Oriintii tanima problemlerinin ¢oziimiinde oldugu gibi, tiim
ifadelere ait 6zniteliklerin bulundugu bir 6znitelik kiimesi olusturulmustur. Oznitelik
kiimesi, yiiz ifadelerine ait her bir goriintiiniin (6fke i¢in 47, igrenme i¢in 42, korku
i¢cin 50, mutluluk i¢in 54, iiziintii i¢in 50 ve saskinlik i¢in 51 adet olmak {izere toplam

294 adet) farkli Gabor dalgacik filtreleri ile isleme tabi tutulmasiyla elde edilmistir.

Bu calismada 48x48 boyutlarinda goriintiiler 3 farkli frekans (v € {0,1, 2} ) ve

4 farkli yonelimde (u € {O,l, 2, 3} ) olmak iizere toplam 12 farkli Gabor dalgacigr ile

isleme tabi tutuldugundan, her bir goriintii icin toplam 48x48x3x4=27648 tane
Oznitelik elde edilmistir. Bu durumda, sozii edilen 6znitelik kiimesinin genel yapisi

Sekil 3.4 ile gosterildigi gibi olacaktir.
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Ofke = 47 goriintii
Igrenme = 42 goriintii
Korku = 50 goriinti
Mutluluk = 54 goriinti
Uziintii = 50 goriintii
Saskinlik = 51 goriintii
T — =
———

27648 adet dznitelik

294x27648

Sekil 3.4 Oznitelik Kiimesi Genel Yapisi

Oznitelik veri kiimesinde bulunan 6 smifin birbirinden ayirt edilmesi

amactyla kodlama yapilmistir. Bu kodlama yapis1 Sekil 3.5 te gosterilmektedir.

+1-1 -1 |-1|-1]-1
-1 (+1(-1 -1 |-1]-1
-1 (-1 (411 |-1 -1
-1 (-1 -1 f+1)-1 -1
-1 ]-1 -1 ]-1(+41|-1
-1 ]-1 -1 -1 (-1 |+1

47 satir
42 satir
50 satir
54 satir
50 satir

A R

51 satir

294x6

Sekil 3.5 Kodlama Matrisi ve Ifade Goriintii Sayilarina Gére Boyutu

Kodlama matrisindeki +1” ler verinin ilgili sinifa ait oldugunu belirlerken,
geriye kalan 5 adet -1’ de verinin diger siniflarla herhangi bir ilgisinin
bulunmadigini ifade eder. Kodlama matrisinde, her satir bir ifadeye ait goriintliyii

temsil etmektedir. Ornegin, +1 -1 -1 —1 —1 -1 vektdrii “6fke” ifadesini
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belirtmektedir. 47 tane “6fke” goriintlisii oldugu icin, matriste bu vektorden 47 tane
satir olarak bulunmaktadir. Bir diger deyisle yukaridaki kodlama matrisinde *“47
satir” ile anlatilmak istenen, ilgili vektorden 47 tane oldugu ve bunlarin her birinin de
birer “6fke” goriintlisiinii ifade ettigidir. Benzer sekilde 42 satir ile ilgili vektorden 42
adet oldugu ve bunlarin her birinin birer “igrenme” gorlntiisii oldugu sonucuna
varilabilir. Diger vektorlerle de sirasiyla belirtilen sayilarda diger ifadeler temsil

edilmektedir.
Adim 2: Oznitelik Veri Kiimesi Uzerinde Yapilan Ol¢eklendirme

Oznitelik kiimesi olusturulduktan sonra &lgeklendirme yapilmstir. Oznitelik
kiimesinin siniflandirma isleminden 6nce olgeklendirilmesi ¢ok 6nemli olup, Sarle®
herhangi bir smiflandiric1 kullanilirken neden 6lg¢eklendirme yapilmasi gerektigini

aciklamistir.

Olgeklendirme yapilmasinin en biiyiik avantaji, &znitelikleri daha kiigiik
sayisal deger aralifina indirgeyerek ¢ok biiylik sayisal araliklardan kaginmaktadir.
Diger bir avantaj ise hesaplamalar boyunca meydana gelen sayisal zorluklardan
kurtulmaktir. Ciinkii kernel degerleri genellikle 0Oznitelik  vektorlerinin i
carpimlarina baghdir ve biiylik Oznitelik degerleri sayisal problemler dogurabilir.

Hsu vd.®?, oznitelik degerlerinin [—1, +1] veya [O,+1] araligina gelecek bigimde

Olceklendirilmesini 6nermektedir.

Yapilan ¢aligmada veri kiimesi [0, +1] aralifina olgeklendirilmis ve bu islem;

- { X (i)—min A

X(i)= A i A}(yeni_max A—yeni_minA)+yeni_minA 3.1

o1



formiilasyonu ile gerceklestirilmistir. O halde N 06znitelik sayisin1 gdstermek iizere,

A veri setinde bulunan her bir X(i) Ozniteligi [0,+1] araligina olgeklendirilmis

olur.
Adim 3: Stmiflandiricilarin Kullanilmasindaki Yaklasimlar

Oznitelik kiimesi siniflandiricilar icin uygun hale getirildikten sonra bu
deneyde kullanilan simiflandiricilardan k-NN, direkt coklu smiflandirma igin
kullanilmigtir. SVM ise hem ¢oklu smiflandirma (Multi-Class SVM — MC-SVM),
hem de ¢oklu siniflandirma probleminin ¢oziimiinde kullanilan, “bir sinifin diger bir
smiftan ayrilmasi” (One-Vs-One SVM) ve “bir smifin diger simiflardan ayrilmasi”
(One-Vs-Rest SVM) big¢iminde belirtilen ikili smiflandirma problemi ¢6ziim

yaklagimlar1 olmak iizere 3 sekilde kullanilmistir.
Adim 4: Siniflandiric1 Algoritmalarinin Parametre Secimleri

En 1yi smiflandirici basarimlarinin elde edilmesi amaciyla, 6znitelik veri

kiimesi i¢in en 1iyi parametrelerin sec¢ilmesine dikkat edilmigstir. k-NN

smiflandiricisinda k  parametresinin k={1,2,3,...,15} degerleri icin denemeler

yapilmis ve en iyi sonucun k=9 en yakin komsuluk degeri igin alindigi

gozlenmistir.

SVM siniflandiricist da, daha 6nce agiklanmis olan kernel tiplerinden birisi
olan RBF kernel ile birlikte kullanilmigtir. Ciinkii RBF kernel, 6rneklerin daha
yiiksek boyutlu bir uzaya eslestirilmesini lineer olmayan bir bigimde yapar ve
boylece lineer kernelin aksine, siif etiketleri ile Oznitelikler arasindaki iligkinin
lineer olmadigi durum igin ¢6ziim sunabilir®. RBF kernel kullanilmasimim ikinci

nedeni ise, RBF kernel’ in polinomal kernel’ e gore daha az paramatreye sahip
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olmasidir. Cilinkli siniflandirma performansi, artan parametre sayisindan olumsuz

yonde etkilenmektedir.

RBF kernel parametreleri C ve y’ nin Oznitelik kiimesi i¢in en uygun
degerlerinin se¢imi amaciyla capraz gegerlilik (cross-validation - CV) teknigi
kullanilmistir. v— fold c¢apraz gecerlilik tekniginde, 6nce egitim kiimesi Vv tane esit

boyuttaki alt kiimeye boliiniir. Sirasiyla her bir alt kiime, geri kalan v—1 alt kiime
tizerinde egitilen siniflandirict kullanilarak test edilir. Buradan tiim egitim kiimesinin

her mesafesi bir defa tahmin edilir ve boylece capraz gecerlilik dogrulugu, dogru bir

bicimde siniflandirilan verinin ytlizdesel olarak orani olacaktir®?,

Bu calismada 5- fold igin ¢apraz gecerlilik teknigi kullanilmig ve SVM
smiflandiricisinda en diisiik siiflandirma hatasini veren C ve y parametrelerinin

degerleri sirasiyla oo ve 16 olarak belirlenmistir.
Adim 5: Alinan Sonuclar ve Degerlendirme

SVM ve k-NN smiflandiricilart ile elde edilen siniflandirma basarimlar

sirasiyla Cizelge 3.2 ve Sekil 3.6° da gosterilmistir.

Cizelge 3.2 Oznitelik indirgemesi yapilmadan elde edilen SVM smiflandirict

basarimlari

SVM SVM SVM

BoyutIndirgeme 516 \/s.0ne)  (One-Vs-Rest)  (Multi-Class)

Uygulanmadi % 85,38 % 85,72 % 84,03
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Sekil 3.6 Oznitelik indirgemesi yapilmadan elde edilen k-NN smiflandirict

basarimlari

Cizelge 3.2’ den de goriilebilecegi iizere en iyi siniflandirict basarimi %85,72
ile SVM’ nin One-Vs-Rest yaklagimi ile kullanildigi durumda elde edilmistir.
Literatlirde bu sonuglar1 destekleyecek yonde, One-Vs-Rest yaklasimi kullanilarak
yapilan siiflandirma ile ¢ok daha dogru sonuglarin alindigi g(’)rﬁlebilir(%f%). En basit
simniflandiricilardan biri olarak gosterilen k-NN ile alinan en iyi siniflandirma

basarimi ise, k=9 en yakin komsuluk degeri i¢cin %72,65 olarak gézlenmistir.

3.5. Deney 2

Bu deneyde k-NN ve SVM smiflandirma algoritma basarimlarini artirmak ve
gereksiz igslem yiikiinden kurtulmak amaciyla, “Temel Bilesenler Analizi (TBA)”
kullanilarak Deney 1° de elde edilen 6znitelik kiimesinin boyutu indirgenmistir.
Literatiirde “genel varyansin en az %067’sini aciklayan sayida temel bilesen”

se¢ilmesinin yeterli oldugu belirtilmis olmasina ragmen, bu ¢alismada bu oran %95’
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cikarilarak, daha fazla sayida temel bilesenle calisilmis, boylece ¢cok daha dogru
sonuglar elde edilmistir. Boyutu indirgenen 6znitelik kiimesi i¢in alinan SVM ve k-

NN smiflandirict performanslar sirasiyla Cizelge 3.3 ve Sekil 3.7” de gosterilmistir.

Cizelge 3.3 TBA ile boyut indirgemesi yapildiktan sonra elde edilen SVM

siniflandirici basarimlari

Boyut Indirgeme SVM SVM SVM
v g (One-Vs-One) (One-Vs-Rest) (Multi-Class)
TBA % 86,40 % 87,77 % 83,34

Siniflandirma Dogrulugu (%)

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
k - En Yakin Komsuluk

Sekil 3.7 TBA ile boyut indirgemesi yapildiktan sonra elde edilen k-NN

siiflandiric1 basarimlari

Gortilebilecegi lizere, Temel Bilesenler Analizi ile boyutu indirgenen
Oznitelik kiimesi her iki siniflandiricinin da performansini az da olsa olumlu yonde
etkilemistir. En iyi siniflandirma basarimlari, SVM(One-Vs-Rest) siniflandiricisi ile

%87,77 ve yine k=9 en yakin komsuluk degerinde k-NN smiflandiricist ile %77,23
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olarak alinmistir. Boyut azalmasinin siniflandirma siirelerinde, Deney 1 ile

karsilastirma yapildiginda 6nemli miktarlarda kazang sagladig1 goriilmiistiir.

3.6. Deney3

Bu uygulamada yiiz ifade smiflandirilmasinda 6znitelik se¢iminin nasil bir
etki yaptig1 incelenmistir. Oznitelik sec¢imi, “iki smifli” ve “cok smifli” dznitelik
secimi olmak iizere 2 farkli bigimde gerceklestirilmistir. Oznitelik segme
algoritmalarindan LO, MutInf ve RFE sadece “iki sinifli” 6znitelik se¢imi i¢in, Fisher
ise hem “iki sinifl’” hem de “cok sinifli” 6znitelik se¢imi i¢in kullanilmistir. Deney 1
ve Deney 2’ de en iyi simiflandirma basarimimi SVM algoritmasi verdiginden bu

uygulamada tercih edilmistir.

3.6.1. iki Simfli Oznitelik Se¢imi

Iki sinifli 6znitelik seciminde, dznitelik se¢iminin yapilmast igin kullanilacak
olan 6znitelik kiimeleri iki farkli yaklasim ile olusturulmustur. Bu yaklasimlar ¢oklu
siniflandirma probleminin literatiirde “One-Vs-Rest” ve “One-Vs-One” bi¢iminde

ifade edilen ikili siniflandirma problemi olarak formiilize edilmesine dayanmaktadir.

Iki siifli 6znitelik seciminde yapilan islemler 4 adimda gerceklestirilmis

olup, sonraki boliimlerde bu islemler sirasiyla ayrintili bir bigimde anlatilmastir.
Adim 1: Oznitelik Seciminde “One-Vs-Rest” Yaklasimi

Bu yaklagima gore olusturulan 6znitelik kiimeleri, siniflandirma probleminin
literatiirde One-Vs-Rest biciminde ifade edilen ikili siniflandirma problemi olarak

gosterilmesine dayanilarak olusturulmustur. One-Vs-Rest yaklagimina gore, ikili
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siniflandirma problemi yliz ifade siniflarindan birinin digerlerinden ayristirilmasi
biciminde ifade edilir. Calismada 6 yiiz ifadesinin analizi yapildigindan meydana

gelen yliz ifadeleri kiimesi;
Yiiz Ifadeleri = {Ofke, Igrenme, Korku, Mutluluk, Uziintii, Saskinlik}

biciminde olacaktir. One-Vs-Rest yaklagiminin yapisi geregi meydana gelebilecek
Oznitelik kiime sayis1 da yiiz ifadeleri kiimesinin eleman sayisi kadar olacaktir.
Siniflandirma probleminin ¢oziimii i¢in gereken Oznitelik kiimeleri Cizelge 3.4’ te

gosterildigi tizere 6 adet ikili siniflandirma problemi olarak ifade edilir.

Cizelge 3.4 One-Vs-Rest yaklagimina goére olusturulan 6znitelik kiimeleri

Ofke —  Digerleri
Igrenme —  Digerleri
Korku —  Digerleri
Mutluluk —  Digerleri
Uziintii —  Digerleri
Saskinlik —  Digerleri

Oznitelik kiimelerinden her bir znitelik segme algoritmasi igin toplam 6 adet
Oznitelik altkiimesi elde edilir. Herhangi bir 6znitelik segme algoritmasi i¢in sec¢ilen
Oznitelik altkiimeleri sirasiyla;

S1 = { Ofke-Digerleri veri dosyasindan segilen 6znitelik alt kiimesi }

S2 = { Igrenme-Digerleri veri dosyasindan segilen dznitelik alt kiimesi }

S3 = { Korku-Digerleri veri dosyasindan segilen 6znitelik alt kiimesi }

S4 = { Mutluluk-Digerleri veri dosyasindan secilen 6znitelik alt kiimesi }

S5 = { Uziintii-Digerleri veri dosyasindan segilen dznitelik alt kiimesi }

S6 = { Saskinlik-Digerleri veri dosyasindan segilen 6znitelik alt kiimesi }
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bi¢iminde olacaktir.
Adim 2: Oznitelik Seciminde “One-Vs-One” Yaklasim

Oznitelik se¢iminde kullanilan bu yaklasima gére ise, olusturulan dznitelik
kiimeleri, siniflandirma probleminin literatiirde One-Vs-One bi¢iminde ifade edilen
ikili siniflandirma problemi bi¢iminde gosterilmesine dayanilarak olusturulmustur.
One-Vs-One yaklagimina gore, ikili siniflandirma problemi yiiz ifade siniflarindan
birinin digerinden ayristirtlmasi bigiminde ifade edilir. Bu durumda k ifade simif
sayisint - gostermek lizere, ikili smiflandirma problemi sayisi k’ nm ikili
kombinasyonu kadar ([1 (k,2) =k(k—1)/2) olacaktir. Yapilan bu calismada 6 ifade
smifi oldugundan toplam 15 adet ikili siniflandirma problemi meydana gelir ve

bunlara karsilik gelen 6znitelik kiimeleri de Cizelge 3.5’ te gosterilmistir.

Cizelge 3.5 One-vs-One yaklasimina gore olusturulan 6znitelik kiimeleri

Ofke — Igrenme Igrenme — Korku Korku — Uziintii
Ofke — Korku Igrenme — Mutluluk Korku — Saskinlik
Ofke — Mutluluk Igrenme — Uziintii Mutluluk — Uziintii
Ofke — Uziintii Igrenme — Saskinlik Mutluluk — Saskinlik
Ofke — Saskinlik Korku — Mutluluk Uziinti - Saskinlik

One-Vs-Rest yaklasimina benzer sekilde her bir 6znitelik se¢me algoritmasi

icin toplam 15 adet 6znitelik altkiimesi elde edilir.
Adim 3: Oznitelik Final Kiimesinin Olusturulmasi

Her iki yaklasima gore elde edilen Oznitelik kiimelerinden, her bir 6znitelik
segme algoritmasi i¢in meydana gelen Oznitelik altkiimeleri kendi aralarinda

birlestirilerek smiflandirmak tizere kullanilacak o6znitelik kiimesi olusturulur. S,
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Oznitelik alt kiimesini, T ilgili yaklasima gore olusturulan 6znitelik altkiime sayisini

ve “algo” kullanilan oznitelik se¢gme algoritmalarindan birini gostermek iizere,

siniflandirmak tizere kullanilacak dznitelik final kimesi F , matematiksel olarak;

.
Fop = US, 3.2

bigiminde ifade edilir.
Adim 4: Alinan Sonugclar ve Degerlendirme

Ikili 6znitelik seciminde, “One-Vs-Rest” ve “One-Vs-One” yaklasimlarina
gore olusturulan Oznitelik kiimelerinden her bir 6znitelik segme algoritmasiyla, %1
ve %3 oranlarinda 6znitelik secilmis ve kendi aralarinda birlestirilerek 6znitelik final
kiimesi elde edilmistir. Oznitelik final kiimeleri SVM smuflandiricilart ile
smiflandirilmistir. Deney 1’ de oldugu gibi, SVM simiflandiricilart RBF (Radial

Basis Function) kernel ile birlikte kullanilmis ve kernel parametreleri C ve y’ nin

degerleri sirasiyla oo ve 16 olarak belirlenmistir.

Cizelge 3.6 ve 3.7’ de “One-Vs-Rest” yaklagimina gore olusturulan 6znitelik
kiimelerinden %1 ve %3 oranlarinda, 4 farkli 6znitelik segme algoritmasi ile segilen
oznitelikler icin smflandirict  basarimlari  bulunmaktadir. Oznitelik  sayilari
arasindaki farklilik, ilgili 6znitelik se¢me algoritmasinin yapisina gore degiskenlik
gostermektedir. Benzer sekilde Cizelge 3.8 ve 3.9 da, “One-Vs-One” yaklagimina
gore olusturulan Oznitelik kiimelerinden secilen Oznitelikler i¢in smiflandirict

basarimlar1 bulunmaktadir.
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Cizelge 3.6 One-Vs-Rest yaklasimina gore olusturulan 6znitelik kiimelerinden %1

oraninda secilen Oznitelikler i¢in alinan SVM siiflandirici basarimlari

Oznitelik

Kiimesi Oznitelik Onitelik
Umes Secme A syM1  SVM2  SVM3
olusturma . sayist
Algoritmasi
yaklagimi
Fisher 2220 % 87,18 %86.75 % 86,76
0 0 0
One-Vs-Rest LO 2515 %90,16 %9253 9% 90,48
(%1)
MutInf 2318 % 87,42 %85,38 % 86,07
RFE 2674 %9185 %9252 % 92,86

Cizelge 3.7 One-Vs-Rest yaklasimina gore olusturulan 6znitelik kiimelerinden %3

oraninda secilen 6znitelikler i¢in alinan SVM simiflandirici basarimlari

Oznitelik w L
kiimesi Oznitelik 5, itelik
d Secme SVM1 SVM2 SVM3
olusturma . sayi1sl
Algoritmasi
yaklagimi
Fisher 5253 % 85,05 %87,76 % 87,77
0 0 0
One-Vs-Rest LO 6080 % 91,51 %90,15 % 89,12
(%3)
Mutinf 5494 % 87,77 %87,76 % 87,08
RFE 6343 %9185 %9150 % 89,46
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Cizelge 3.8 One-Vs-One yaklasimina gore olusturulan 6znitelik kiimelerinden %1

oraninda secilen Oznitelikler i¢in alinan SVM siiflandirici basarimlari

Oznitelik w
Kiimesi Oznitelik Ognitelik
LHmeEst Se¢me 2 SVM1 SVM2 SVM3
olusturma . sayi1sl
Algoritmasi
yaklagimi
Fisher 2301 % 88,45 %86,07 % 87,43
0, 0, 0,
One-Vs-One LO 2538 % 89,47 %90,49 % 87,43
(%1)
MutInf 2301 % 87,76 % 88,11 % 88,78
RFE 2633 %90,82 %93,19 % 88,78

Cizelge 3.9 One-Vs-One yaklasimina gore olusturulan 6znitelik kiimelerinden %3

oraninda secilen Oznitelikler i¢in alinan SVM siiflandirici basarimlari

Oznitelik

kiimesi Oznitelik ¢y coopii
u Secme SVM1 SVM2 SVM3
olusturma . Sayis1
Algoritmast
yaklasimi
Fisher 5642 % 87,43 % 88,44 % 86,41
0 0 9
One-Vs-One LO 5990 % 89,47 % 88,11 % 88,78
(%3)
Mutinf 5562 % 89,12 %89,46 % 86,73
RFE 6198 % 90,49 % 89,13 % 88,79

Alinan sonuglar, 6znitelik kiimesi olusturma yaklagimlarinin, se¢ilen 6znitelik
oranlarmin ve SVM smiflandiricilarinin  kendi aralarinda karsilastirilabilmesi

amactyla Cizelge 3.10 ve 3.11° de gosterildigi gibi 6zetlenebilir.
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Cizelge 3.10 One-Vs-Rest yaklasimina gore olusturulan 6znitelik kiimelerinden %1

ve %3 oranlarinda secilen Oznitelikler i¢in alinan ortalama SVM

siniflandirici basarimlari

Oznitelik kiimesi
olusturma SVM 1 SVM 2 SVM 3
yaklagimi

One-Vs-Rest (%1) %89,15 %8930 % 89,04

One-Vs-Rest (%3) % 89,05 %8929 % 88,36

Cizelge 3.11

One-Vs-One yaklagimina gore olusturulan 6znitelik kiimelerinden %1
ve %3 oranlarinda segilen Oznitelikler i¢in alinan ortalama SVM

siiflandirici basarimlari

Oznitelik kiimesi
olusturma SVM 1 SVM 2 SVM 3
yaklagimi

One-Vs-One (%1) %89,13  %89,47 % 88,11

One-Vs-One (%3) % 88,79 % 89,13 % 87,68

Cizelge 3.10 ve 3.11° den goriilecegi lizere “One-Vs-Rest” yaklasimina gore

olusturulan 6znitelik kiimelerinden secilen 6znitelikler ile daha yiiksek siniflandirma

dogrulugu elde edilmistir. Dolayisiyla One-Vs-Rest” yaklagimina gore olusturulan

Oznitelik kiimelerinden smif ayrimi1 daha fazla olan 6znitelikler segilebilmistir.

Secilen Oznitelik oranlarinin siniflandirma  basarimi {izerindeki etkileri

incelendiginde ise, daha az sayida Oznitelik ile daha dogru sonuclarin alindig:

gozlenmistir.

Bu durum, segilen Oznitelik sayisi1 arttikca, ilgisiz ve ise yaramayan

Ozniteliklerin secildiginin bir gostergesidir. Ayrica, Deney 1 ve Deney 2’ de alinan

sonuglara paralel olarak, en iyi siniflandirma bagarimi yine SVM(One-Vs-Rest)

siiflandiricist ile elde edilmistir. Kullanilan 6znitelik se¢gme algoritmalarinin SVM
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siniflandiricilar {izerindeki etkileri ise, 0znitelik kiimesi olusturma yaklagimlarina

gore Cizelge 3.12 ve 3.13° de gosterilmistir.

Cizelge 3.12 “One-Vs-Rest” dznitelik kiimesi olusturma yaklasimina gore 6znitelik

se¢me algoritmalari i¢in ortalama SVM siniflandirict basarimlart

Oznitelik kiimesi ~ Oznitelik

olusturma Se¢me SVM 1 SVM 2 SVM 3
yaklagimi Algoritmast
Fisher %86,12 %87.26 % 87.27
LO %9084 %9134 % 89,80
One-Vs-Rest
Mutinf %8759 %8657 % 86,58
RFE %9185 %9201 %91,16

Cizelge 3.13 “One-Vs-One” 6znitelik kiimesi olusturma yaklagimina goére 6znitelik

secme algoritmalari i¢in ortalama SVM siniflandirict basarimlari

Oznitelik kiimesi ~ Oznitelik

olusturma Se¢cme SVM 1 SVM 2 SVM 3
yaklagimi Algoritmast
Fisher %8794 %87,26 % 86,92
LO % 89,47 %89,30 % 88,11
One-Vs-One
Mutinf % 88,44  %88,79 % 87,76
RFE %9066 %91,16 % 88,79

Her iki cizelgeden de goriilecegi tlizere, yiiz ifade simiflandirilmasinda RFE
algoritmas1 ile secilen Oznitelikler ile en iyi smiflandirma performans: elde
edildiginden RFE, kullanilan diger 6znitelik se¢cme algoritmalari iginde en etkili

olanidir.
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3.6.2. Cok Smifh Oznitelik Secimi

Cok smifli 6znitelik se¢imi, farkli ifadelere ait 6znitelikler igeren “cok sinifli
Oznitelik kiimesi” nin boyutunun azaltilmast amaciyla uygulanmistir. Bu ¢alismada
“Fisher Olgiit Skoru” algoritmasi bu amag i¢in kullamlmistir. Bu deneyde, ikili
Oznitelik secilmesinde “One-Vs-Rest” ve “One-Vs-One” yaklasimlarina gore
olusturulan 0Oznitelik kiimelerinden, %1 ve %3 oranlarinda Fisher ile secilen
Ozniteliklerin final kiimesindeki toplam sayilar1 kadar Oznitelik secilmistir. Elde

edilen siniflandirma basarimlar1 Cizelge 3.14° te gosterilmistir.

Cizelge 3.14 Iki ve ¢ok siifli kiimelerden Fisher ile secilen 6znitelikler icin SVM

basarimlari

Oznitelik kiimesi Oznitelik SVM 1 SVM 2 SVM 3
olusturma yaklagimi sayist

Fisher (One-Vs-One - %1) 2301 %88,45 %86,07 % 87,43
Fisher (Cok sinifl1) 2301 % 86,07 % 85,04 % 84,02
Fisher (One-Vs-Rest - %1) 2220 % 87,18 %86.75 % 86,76
Fisher (Cok sinifl1) 2220 % 86,07 % 86,06 9% 84,35
Fisher (One-Vs-One - %3) 5642 % 87,43 % 88,44 % 86,41
Fisher (Cok sinifl1) 5642 % 85,46 %86,42 % 86,38
Fisher (One-Vs-Rest - %3) 5253 % 85,05 %87,76 % 87,77
Fisher (Cok sinifli) 5253 %8456 %86,41 % 86,75

Cizelge 3.14° ten elde edilen sonuglar 6znitelik se¢iminde, iki smifli 6znitelik
kiimelerinden secilen Ozniteliklerin, ¢ok siifli 6znitelik kiimesinden secilen

Ozniteliklere nazaran daha ¢ok bilgi tasidiklarin1 gostermektedir.
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3.7. Deney4

Bu deneyde, 6 farkli yiiz ifadesine ait Ozniteliklerin bulundugu kiime
tizerinde, c¢oklu siniflandirma igin tasarlanan AdaBoost algoritmasinin basarimi
izlenmistir. Zayif siniflandirict olarak 1-NN (en yakin komsuluk) algoritmasi
kullanilmistir. AdaBoost smiflandiricist ile alman sonuglar Sekil 3.8° de

gosterilmistir.
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Sekil 3.8 AdaBoost Siniflandiricis1 Bagarimi

Simdiye kadar gergeklestirilen deneylerde gozlenen siniflandirma
basarimlarindan ¢ok daha iyi sonuglarin alindigi AdaBoost siniflandiricisi ile sadece
5 iterasyon sonunda %93,15 seviyesinde siniflandirma basarimi elde edilmistir. 50
iterasyon sonunda %96,58 oraninda ¢ok yiiksek bir siniflandirma dogrulugu elde
edilmis olmasina ragmen, iterasyon sayisi arttik¢a siniflandirma siiresi de oldukca

uzamaktadir.
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4. SONUC

Bu c¢alismada, bir makine Ogrenme problemi olan yiliz ifadelerinin
siniflandirilmasinda, gesitli siniflandirma ve 6znitelik boyut indirgeme algoritmalari

kullanilarak karsilagtirmali bir analiz yapilmastir.

Yapilan ilk deneyde, geleneksel Oriintii tanima problemlerinde oldugu gibi,
Oznitelik kiimesinde herhangi bir boyut indirgemesi yapilmadan k-NN ve SVM
siiflandiricilar ile ifade smiflandirilmasi gergeklestirilmistir. Ardindan literatiirde
oldukga sik kullanilan ve bir denetimsiz 6znitelik doniisiim teknigi olan TBA ile
Oznitelik kiimesinin boyutu, siniflandirilma yapilmadan once azaltilmistir. Boyut
azalmasmnin smiflandirma basarimlar1 ve siireleri agisindan, k-NN ve SVM
simniflandiricilart tizerinde olumlu etkisinin oldugu gozlenmistir. Sonuglar, k-NN
siiflandiricisina gére SVM smiflandiricilart ile ¢ok daha dogru sonuglar alindigini
gdstermistir. Ifade siniflandirmasi probleminin ¢dziimiinde 3 farkli yaklasim ile
birlikte kullanilan SVM’ nin, ¢ok smifli siniflandirma problemini ¢6zmek amaciyla
gelistirilmis olan SVM (Multi-Class) yaklagiminin, ¢oklu siniflandirma probleminin
ikili siniflandirma problemine doniistiiriilmesi yoluyla ¢oziilen SVM (One-Vs-One)
ve SVM (One-Vs-Rest) yaklasimlarina gore daha kotii sonug verdigi goriilmiistiir.
Buradan, ¢oklu siniflandirma problemlerinin SVM kullanilarak ikili siniflandirma

problemi bi¢ciminde ¢oziimlerinin daha etkili oldugu sonucu ¢ikarilabilir.

Oznitelik segiminin, Onceki deneylerde en iyi smiflandirma basarimini
saglayan SVM smiflandiricilart iizerindeki etkisi gozlendiginde, RFE algoritmasi ile
her bir sinif i¢in daha 6zgilin Gzniteliklerin secildigi goriilmiistiir. Bir 0znitelik

kiimesinden secilecek optimal 6znitelik sayisinin belirlenemiyor olmasindan Gtiiri,
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farkli oranlarda secilen Oznitelikler icin alman smiflandirma basarimlari
incelendiginde, secilen  Oznitelik  sayisinin artmastyla siniflandirma
performanslarinda diislis oldugu goriilmiistiir. Bu durum, segilen 6znitelik sayisinin
artmasi ile gereksiz ve smif ayriminda herhangi bir yarar1 olmayan Ozniteliklerin
secilebilecegi sonucunu ifade etmektedir. Iki smmifli 6znitelik se¢iminde, One-Vs-
Rest yaklasimi ile olusturulan 6znitelik kiimelerinden secilen 6zniteliklerin, One-Vs-
One yaklasimi ile olusturulan 6znitelik kiimelerinden secilen Ozniteliklere kiyasla
daha etkili oldugu gézlenmistir. Ayrica, ¢ok sinifli 6znitelik se¢imi yapilarak elde
edilen smiflandirma basarimlari incelendiginde, ¢ok sinifli problemlerin 6nce iki
sinifli 6znitelik kiimelerine doniistiiriiliip, ardindan 6znitelik se¢imi yapildiktan sonra
birlestirilerek siniflandirmasi ile daha dogru sonuglar alinmistir. Bununla birlikte
boyut azalmasinda, 6znitelik se¢imi ile kullanilan 6znitelik doniistim teknigi arasinda
bir karsilagtirma yapilirsa, sonuglar 6znitelik se¢imi ile daha iyi basarimlar alindigin

gostermektedir.

Son deneyde, 6 farkli yiliz ifadesine ait Gabor 6znitelik kiimesi AdaBoost ile
siniflandirilmis ve en iyl smiflandirma basarimi elde edilmistir. Siniflandirma
parametresi olarak tek degiskenin (iterasyon sayisi) olmasi nedeniyle AdaBoost
algoritmasi, kullanilan diger iki smiflandirictya goére Onemli bir {stiinlik
saglamaktadir. Ciinkii SVM siniflandiricist i¢in, RBF kernel parametreleri C ve y
icin uygun degerler secilmeli iken, k-NN smiflandiricis1 i¢cinde en iyi basarimi
saglayan k-en yakin komsuluk degeri bulunmalidir. Ayrica AdaBoost
siniflandiricisinin performansi, artan iterasyon sayisindan etkilenmediginden dolay1

diger iki siniflandiriciya gore daha giirbiiz bir algoritmadir.
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