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OZET

VERI KUMESINDEKI DOGAL YAPILANMALAR ILE MAKINE OGRENMESI

Kirikkale Universitesi
Fen Bilimleri Enstitiisii
Bilgisayar Miihendisligi Anabilim Dali, Doktora Tezi
Danisman: Dog. Dr. Halil Murat UNVER
Ortak Danisman: Prof. Dr. Giiveng¢ ARSLAN
Ocak 2022, 104 sayfa

Makine Ogrenmesinde yaygin kullanilan 6grenme tiirlerinden birisi denetimli
ogrenmedir. Teknolojik gelismeler ve veri boyutlarindaki hizli artisla birlikte mevcut
denetimli 6grenme yontemlerinin daha etkin hale getirilmesi ve yeni yontemlerin
gelistirilmesi  yoniindeki ¢alismalar Onem kazanmistir. Bu dogrultuda, veri
kiimesinden daha etkin yararlanmay1 amacglayan ¢alismalar dikkat ¢ekmektedir. Bu
calismalarin bazilarinda, kiimeleme gibi denetimsiz 0grenme yontemleriyle elde
edilen dogal yapilanmalarin, denetimli 6grenme siirecinde kullaniminin arastirildig:
goriilmektedir. Mevcut calismalar, veri kiimesindeki dogal yapilanmalarin tespit
edilmesi ve bu yapilanmalarin denetimli 6grenme siirecinde kullaniminin etkin
sonuglar saglayabildigini gostermekte ve yeni c¢alismalarin gerekliligini ortaya
koymaktadir.

Bu c¢aligsmada, veri kiimesindeki yapisal bilginin (yani dogal yapilanmalarin) elde
edilmesi ve bu bilginin denetimli 6grenme siirecinde kullanilmas: i¢in iki farkli
yaklasim arastirilmustir. Ik olarak Benzerlik Tabanli Dogal Kiimeler (SNC) olarak
adlandirilan yeni bir kiimeleme algoritmasi1 dnerilmistir. SNC kiimeleme algoritmasi
ile elde edilen yapisal kiimeler, siniflandirma siirecine adapte edilerek yeni
algoritmalar arastirilmistir. Bu sekilde, Dogal Kiimeler Tabanli En Benzer Ornekler
(NC-MSI), Dogal Kiimeler Tabanli Destek Vektér Makinesi (NC-SVM) ve Dogal
Kiimeler Tabanli Destek Vektor Makinesi-Siirlar (NC-SVM-B) siiflandirma
algoritmalar1 Onerilmistir. Bu siniflandirma algoritmalarinin her birinde yapisal
kiimeler farkl1 sekilde kullanilmistir. Onerilen algoritmalar, literatiirde yer alan benzer
yontemlerle cesitli ger¢ek hayat veri kiimeleri lizerinde karsilagtirmali olarak analiz
edilmistir. Elde edilen sonuglar, Onerilen algoritmalarin, o&zellikle bazi veri
kiimelerinde 6nemli 6rnekleri yani yapisal bilgiyi basarili sekilde tespit edebildigini
ve veri kilmesinden daha etkin yararlanabildigini gostermektedir.

Ikinci olarak, veri kiimesinden dogal yapilanmalarin elde edilmesi i¢in CURE
kiimeleme algoritmasi kullanilmistir. CURE algoritmasi ile veri kiimesinin yapisal
bilgisini elde eden ve bu bilgiyi egitim kiimesi yerine denetimli 6grenme siirecinde
kullanan Temsili Noktalar Tabanli Destek Vektor Makinesi (RP-SVM) algoritmasi
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Onerilmistir. Bu algoritmada, SVM yontemi tiim egitim kiimesi yerine daha az 6rnek
iceren temsili noktalar kiimesi ile egitilmektedir. RP-SVM yontemi, ¢esitli gergek
hayat veri kiimeleri tizerinde standart SVM, KMSVM, KNN ve CART yontemleri ile
karsilagtirmali olarak analiz edilmistir. Elde edilen sonuglar, RP-SVM yo6nteminin
standart SVM yontemi ile benzer dogruluk elde ederken egitim kiimesi boyutunu
onemli Ol¢iide azalttigini ve daha az destek vektorii kullanilmasini saglayabildigini
gostermektedir. Ayrica RP-SVM yontemi, KNN ve CART yontemlerine kiyasla daha
az egitim O6rnegi kullanarak daha iyi dogruluk elde edebilmektedir. Bununla birlikte,
RP-SVM yontemi KMSVM yontemine gore daha az veri azaltma saglamakta ancak
RP-SVM yonteminin tim veri kiimelerinde dogruluk agisindan iyi sonuglar elde
ederek KMSVM yonteminden daha kararli oldugu goriilmektedir.

Bu calisma kapsaminda elde edilen sonuglar, veri kiimesinden elde edilen dogal
yapilanmalarin denetimli 6grenme siirecine katki saglayabilecegini gostermektedir.
Onerilen yontemler, gelistirilebilir ve farkli makine 6grenmesi ydntemlerine adapte
edilebilir niteliktedir. Ayrica onerilen yaklasimlar, biiyilk veri g¢alismalari igin
motivasyon saglayabilir.

Anahtar kelimeler: CURE algoritmast, kiimeleme, dogal yapilanmalar, temsili
noktalar, destek vektor makineleri, yapisal bilgi, siniflandirma.



ABSTRACT

MACHINE LEARNING WITH NATURAL STRUCTURES IN THE DATA SET

Kirikkale University
Graduate School of Natural and Applied Sciences
Department of Computer Engineering, Ph. D. Thesis
Supervisor: Assoc. Prof. Dr. Halil Murat UNVER
Co-Supervisor: Prof. Dr. Giiveng ARSLAN
January 2022, 104 pages

One of the commonly used learning types in machine learning is supervised learning.
With the technological developments and the rapid increase in data sizes, studies
aimed at making existing supervised learning methods more effective and at
developing new methods have gained importance. In this direction, studies aiming to
make more effective use of the data set draw attention. In some of these studies, it is
seen that the use of natural structures obtained by unsupervised learning methods, such
as clustering, in the supervised learning process has been investigated. Existing studies
show that detecting the natural structures in the data set and using these structures in
the supervised learning can provide effective results, and reveal the necessity of new
studies.

In this study, two different approaches have been investigated in order to obtain the
structural information (that is, the natural structures) in the data set and to use this
information in the supervised learning process. Firstly, a new clustering algorithm
called Similarity-based Natural Clusters (SNC) was proposed. Structural clusters
obtained with the SNC algorithm were adapted to the classification and new algorithms
were investigated. In this way, the Natural Clusters-based Most Similar Instances (NC-
MSI), Natural Clusters-based Support Vector Machine (NC-SVM) and Natural
Clusters-based Support Vector Machine-Boundaries (NC-SVM-B) classification
algorithms were proposed. Structural clusters were used differently in each of these
algorithms. The proposed algorithms were analyzed comparatively on various real-life
data sets with similar methods in the literature. The results show that the proposed
algorithms can successfully detect the important instances, i.e., the structural
information, especially in some data sets, and can utilize the data set more effectively.

Secondly, the CURE clustering algorithm was used to obtain the natural structures
from the data set. A Representative Points-based Support Vector Machine (RP-SVM)
algorithm was proposed, which obtains the structural information of the data set with
the CURE algorithm and uses this information in the supervised learning instead of
the training set. In this algorithm, the SVM method is trained with a set of

Vi



representative points containing fewer samples instead of the entire training set. The
RP-SVM method was analyzed comparatively with the standard SVM, KMSVM,
KNN and CART methods on various real-life data sets. The results show that the RP-
SVM method can achieve similar accuracy to the standard SVM method, while
significantly reducing the training size and using fewer support vectors. In addition,
the RP-SVM method can obtain better accuracy by using fewer training samples
compared to the KNN and CART methods. Moreover, while the RP-SVM method
achieves less data reduction than the KMSVM method, it is seen that the RP-SVM
method is more stable than the KMSVM method by obtaining good results in terms of
accuracy in all data sets.

The results obtained within the scope of this study show that the natural structures
obtained from the data set can contribute to the supervised learning process. The
proposed methods can be improved and adapted to different machine learning
methods. In addition, the proposed approaches can provide motivation for big data
studies.

Key words: CURE algorithm, clustering, natural structures, representative points,
support vector machines, structural information, classification.
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1. GIRIS

Son yillarda, hizla yeni teknolojilerin gelismesi veri toplamanin benzeri goriilmemis
bir sekilde biiylimesine yol agmistir. Pratik uygulamalarin yayginlagmasiyla birlikte
bilgi islem giicii ve veri toplamadaki iistel biiylimeyle desteklenen makine 6grenmesi,
giiniimiizde stratejik 5neme sahip bir alan haline gelmistir (Gambella vd., 2021). insan,
analiz yaparken veya ¢oklu 6zellikler arasinda iliskiler kurmaya ¢alisirken siklikla hata
yapmaya meyillidir (Kotsiantis vd., 2007). Bu da belirli problemlerin insanlar
tarafindan ¢oziilmesini zorlastirmaktadir. Cesitli algoritmalar barindiran makine
Ogrenmesi, bu tarz problemlerin basarili bir sekilde ¢oziilmesini saglamaktadir.
Makine Ogrenmesi algoritmalari, veri kiimelerini analiz etmek ve problem
karmasiklig1 nedeniyle algoritmik bir ¢6ziimiin miimkiin olmadig1 durumlarda karar
verme sistemleri olusturmak i¢in giderek daha fazla kullanilmaktadir (Verbraeken vd.,
2020). Makine 6grenmesi algoritmalari, bilgiyi dogrudan veri iizerinden 6grenmek
icin kullanilan hesaplamali yontemlerdir. Bu yontemler, model olarak onceden
tanimlanmus esitlige dayanmazlar. Veri iizerinde kavrama saglayan ve daha iyi kararlar

ya da tahminler yapilmasini saglayan verideki dogal driintiileri tespit etmeye ¢alisirlar.

Hayatin her alanina ait biiyiik 6lgekli verilerin 6neminin artmasi, makine 6grenmesi
algoritmalar1 temelli yeni talepleri ortaya ¢ikarmaktadir (Jordan ve Mitchell, 2015).
Veri, makine 6grenmesinde dnemli bir rol oynamaktadir. Veri Oriintiileri ise 6grenme
sonuglarini ve etkilerini belirlemektedir (Meng vd., 2020). Tim makine 6grenmesi
yontemleri girdi olarak veri almakta ve veri ilizerinde islemler yapmaktadir. Ancak
uygulanan probleme gore yontemler ve ciktilar farklilik gosterebilmektedir. Son
donemlerde, makine Ogrenmesinde veriden daha etkin yararlanmaya yoOnelik
caligmalar dikkat c¢ekmektedir. Herhangi bir makine o6grenmesi algoritmasinin
performansi, modeli egitmek i¢in kullanilan verilere baghdir (Camacho vd., 2018). Bu
nedenle, 6zellikle veriden daha etkin yararlanmak ve bu sekilde denetimli 6grenmenin
verimliligini artirmak i¢in farkli yontemler arastirildigi gériilmektedir. Ornegin; Lopes
vd. (2009) egitim veri kiimesinin topolojik yapisini ¢ikaran optimal K-iliskili ag

(optimal K-associated network) temelli bir siniflandirma yontemi gelistirmislerdir.

1



Kayaalp ve Arslan (2014) ise Bulanik c-ortalamalar (Fuzzy c-means, FCM)
algoritmast yardimiyla Ornekleri kiimeleyerek veri kiimesinin yapist hakkindaki
bilgiyi kullanan yeni bir algoritma gelistirmislerdir. Bununla birlikte, veri kiimesini alt
pargalara ayirarak yerel ¢6ziimler tizerinden daha etkin yontemler arastiran galismalar
da bulunmaktadir. Ornegin; Gu ve Han (2013), pargala ve yonet mantigina dayali bir
Kimelenmis Destek Vektor Makinesi (Clustered Support Vector Machine, CSVM)
yontemi Onermislerdir. Bu yontem, K-ortalamalar kiimeleme (K-means clustering)
yontemi ile veriyi birka¢ kiime halinde gruplamakta ve ardindan veriyi yerel olarak
ayirmak i¢in her bir kiimede bir lineer destek vektor makinesi egitmektedir.
Orneklenen bu calismalarda, daha verimli makine Ogrenmesi yontemleri
gelistirilebilmek i¢in verinin yapisal bilgisinden veya verideki yerel bilgiden

yararlanildig1 yani verinin daha etkin kullaniminin arastirildigi goriilmektedir.

Veri kiimesinden elde edilen yapisal bilginin kullanildig1 yontemlerden birisi Destek
Vektor Makineleridir (Support Vector Machines, SVMSs). Denetimli &grenme
yontemlerinden biri olan destek vektdr makineleri zamanla yapay sinir aglar1 gibi
geleneksel metotlara gore genelleme yeteneginin milkemmelliginden dolay1 makine
ogrenmesi toplulugunda tinlii ve popiiler olmustur (Widodo ve Yang, 2007). Ancak
SVM yonteminin de bazi kisitlamalar1 bulunmaktadir. Bunlardan birisi, hem egitim
hem de test asamasindaki hiz ve boyut problemidir (Byun ve Lee, 2002). Egitim
kiimesindeki Ornek sayisi artttkga SVM yonteminin performanst 6nemli olgiide
azalmaktadir (Almasi ve Rouhani, 2016; Sayed ve Hassanien, 2017). Ayrica
milyonlarca destek vektorii ile ¢ok biiyliik veri kiimeleri icin egitim islemi
¢oziilememis bir problemdir (Burges, 1998). Bu problemler dikkate alindiginda,
egitim veri kiimesinin yapisal bilgisinden faydalanarak veri kiimesini 6zetleyen en
anlaml bilginin elde edilmesi ve bunun denetimli 6grenme siirecinde kullanilmasi
onem kazanmaktadir. Literatiirde, farkli yaklasimlarla veriden elde edilen yapisal
bilgiyi SVM yonteminde kullanan ve bu sekilde yontemin performansini korurken hiz
ve boyut problemlerine ¢éziim arayan veya yontemin performansini artirmaya ¢aligan
cesitli calismalar yer almaktadir (Yu vd., 2003; Wang vd., 2005; Chen ve Pan, 2010;
Bang vd., 2010; Horng vd., 2011; Chitrakar ve Chuanhe, 2012; Yao vd., 2013; Bang
ve Jhun, 2014; Almasi ve Rouhani, 2016; Gan vd., 2017). Bu ¢alismalarda, bir
denetimsiz O0grenme yoOntemi olan ve bir dizi varligin “dogal gruplara”

ayristirillmasiyla es anlamli olarak tanimlanan (Gaertler, 2005) kiimelemeden



yararlanildigr  goriilmektedir.  Kiimeleme ile  etiketsiz ~ veriden dogal
yapilanmalar/yapisal bilgi tespit edilmekte ve elde edilen yapisal bilgi farkli
yaklasimlarla SVM yontemine adapte edilmektedir. Mevcut ¢alismalar incelendiginde
ve giderek artan veri boyutlar1 dikkate alindiginda veri kiimesinden daha etkin

yararlanmak i¢in daha fazla arastirmaya ihtiyag oldugu goriilmektedir.

1.1. Makine Ogrenmesi

Makine Ogrenmesi, bilgisayarin her problemi kapsamli ve agik bir sekilde
programlamadan saglanan verilerle "Ogrenmesini" saglayan bir tekniktir. Veri
girdilerindeki derin iliskileri modellemeyi amaclar ve bir bilgi semasini yeniden
yapilandirir.  Ogrenmenin  sonucu ise kestirim, tahmin ve smiflandirma igin
kullanilabilir (Meng vd., 2020). Yapay zekanin bir alt kiimesi olan makine 6grenmesi,
gorevi gergeklestirmek icin agik¢a programlanmadan tahminler veya kararlar almak
amaciyla "egitim verileri" olarak bilinen 6rnek verilere dayali bir matematiksel model
olusturur (Zhang, 2020). Makine 6grenmesinin genel amaci, goriinmeyen sorunlarin
nasil ele alindigin1 bildiren verideki oriintiileri tanimaktir. Ornegin, otonom bir araba
gibi oldukca karmasik bir sistemde, sensorlerden gelen biiyiik miktardaki veri,
“tehlike” oOriintiisiinii tanimay1 “6grenmis” bir bilgisayar tarafindan arabanin nasil
kontrol edilecegine dair kararlara doniistiiriillmelidir (Carleo vd., 2019). Makine
Ogrenmesinin onemli bir avantaji, makine 6grenmesi yontemlerinin aksi durumda
gozden kacgirilmast mimkiin olan oriintileri bulmak igin ¢ok miktarda veriyi

inceleyebilmesidir (Camacho vd., 2018).

Son yillarda, daha uygun maliyetli ve daha hizli bilgi islem giiciiyle birlikte toplanan
ve depolanan verinin bollugu, verideki egilimleri veya Oriintiileri bulmak i¢in
algoritmalarin hizla gelismesine neden olmustur. Bu da, makine 6grenmesi alanini
ortaya ¢ikarmustir. Bilgisayar biliminin bir alt alan1 olarak dogmus olan makine
ogrenmesi, hafif modelleme varsayimlarini1 kullanmakta ve faydali karar kurallarini
kesfetmek amaciyla biiyiik veri kiimeleriyle ugrasabilen 6l¢eklenebilir algoritmalar
olusturmak i¢in veri, istatistik ve hesaplama teorisine dayanmaktadir (Bastani vd.,
2020). Bircok gergek diinya olay1, dogrudan kapali bir formda girdi-¢ikti iliskisi olarak
modellenemeyecek kadar karmasiktir. Makine 6grenmesi, mevcut verileri isleyerek ve
probleme bagli bir performans kriterini en iist diizeye ¢ikararak bu karmasik iliskilerin

hesaplama modelini otomatik olarak olusturabilen teknikler saglar.
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Model olusturmanin otomatik siirecine “egitim”, egitim amaciyla kullanilan verilere
ise “egitim verisi” adi verilir. Egitilen model, girdi degigkenlerinin ¢ikt1 ile nasil
eslendigine dair yeni bilgiler saglayabilir ve egitim verisi disindaki yeni girdi degerleri

i¢in tahminler yapmak amaciyla kullanilabilir (Bastanlar ve Ozuysal, 2014).

Makine ogrenmesine dair genel bir diyagram Sekil 1.1’de verilmistir. Egitim
asamasinda, egitim verisi kullanilarak ve hiper parametreler ayarlanarak bir makine
O0grenmesi modeli optimize edilir. Ardindan, sisteme saglanan yeni veriler igin

tahminler olusturmak iizere egitilen model kullanilir.

Egitim Asamasi egitim verisi hiper parametreler

l I optimizasyon

Makine Ogrenmesi algoritmasi

Tahmin Asamasi

Egitilmis

Yeniveri

model

Sekil 1.1. Makine 6grenmesi genel diyagram (Verbraeken vd., 2020)

Makine 6grenmesi, 6grenme sistemlerinin resmi ¢aligmasina ayrilmig bir arastirma
alanidir. Istatistik, bilgisayar bilimi, miihendislik, biligsel bilim, optimizasyon teorisi
ve diger bir¢ok bilim ve matematik disiplininden fikirler ddiing alan ve bunlara
dayanan oldukga disiplinler arasi bir alandir (Ghahramani, 2003). Makine 6grenmesi;
metin ve dokiiman simiflandirma, dogal dil isleme, konusma isleme uygulamalari,
bilgisayarli gorii uygulamalari, hesaplamali biyoloji uygulamalart gibi ¢ok genis bir
dizi pratik uygulamaya izin vermektedir. Ayrica kredi karti, telefon ve sigorta sirketleri
icin sahtekarlik tespiti, ag saldiris1 tespiti, satrang, tavla veya Go gibi oyunlar

oynamay1 0grenme, robotlar ya da arabalar gibi araclarin yardimsiz kullanimi1, medikal
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teshis, Oneri sistemlerinin tasarimi, arama motorlar1 ya da bilgi ¢ikarma sistemleri gibi
problemler makine 6grenmesi teknikleri kullanilarak ele alinmaktadir (Mohri vd.,

2018).

Makine 6grenmesi, veri ve bilgi arasindaki temel iliskileri sentezlemek i¢in sistematik
olarak algoritmalar uygulamaktadir (Awad ve Khanna, 2015). Makine 6grenmesi
algoritmalar1 6grenme tiirlerine gore temel olarak denetimsiz 6grenme (unsupervised
learning), denetimli 6grenme (supervised learning), yari denetimli 6grenme (Semi
supervised learning) ve takviyeli 6grenme (reinforcement learning) olmak ftizere 4

gruba ayrilabilir (Xu, 2019). Makine 6grenmesi tiirleri Sekil 1.2°de detayli olarak

verilmigtir.
Hedef Degisken (Ayrik) Siniflandirma
— Denetimli Ogrenme
Hedef Degisken
(Siirekli) Regresyon
'z Kiimeleme
°€
E — Denetimsiz Ogrenme Etiketsiz Veri
3 Birliktelik
E
c L
@
80
< . . , Siniflandirma
g o Birlestirilmis Veriden
= Yar Denetimli Oarenir (Etiketli
= Barenme grenir ( tiketli +
= & Etiketsiz) .
Kiimeleme
Pozitif (Odiil)
L1 Takviyeli Ogrenme
Negatif (Ceza)

Sekil 1.2. Makine 6grenmesi tiirleri (Sarker, 2021)

1.2. Makine Ogrenmesi Tiirleri

1.2.1. Denetimsiz Ogrenme

Denetimsiz 6grenme, tanimlayici veya yonlendirilmemis smiflandirma olarak

bilinmektedir. Istenen ciktiya (etikete) sahip olmayan veri bulunmas1 durumunda,
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“denetimsiz” olarak adlandirilmaktadir (Kwon vd., 2019). Denetimsiz 6grenme,
verilerdeki gizli kaliplar1 veya gruplamalari kesfetmek i¢in kullanishidir (Paper, 2020).
Tim i € [n] :=={1,2,...,n} i¢in x; € X olmak tlizere X = (x4, ..., X,), n Ornekten (ya
da noktadan) olusan bir kiime olsun. Satirlar olarak veri noktalarini igeren

(n x d) —matris X = (x] ;re[n] tanimlamak genellikle uygun olmaktadir. Bu

durumda, denetimsiz 6grenmenin amacit X verisindeki ilging yapilart bulmaktir
(Olivier vd., 2006).

Denetimsiz 6grenmede, makine 6grenmesi algoritmasi, dnceden etiketlenmemis bir
veri kiimesindeki veri driintiilerini aramaya calisir. Ornegin, reklam kampanyalarini
yonetmeye yardimer olan ¢evrimigi bir reklamcilik platformunun giinlik
operasyonlart diisliniilebilir. Platform, web sitelerini ziyaret eden ve reklamlara
tiklayan ¢ok sayida kullanicinin veri kayitlarmi toplar. Bu o6rnekte denetimsiz
O0grenme, platformun belirli bir kullanicinin  belirli  bir reklama tiklayip
tiklamayacagini tahmin etmesine yardimei olur. Bu durumda, odak kullanicinin
geemis davraniglari, demografik 6zellikleri ve reklamlarin karakteristigi “6zellikler”
ve odak kullanicinin tiklama veya geri doniis gibi bir reklama yonelik eylemi “etiket”
olmaktadir. Ayni platforma, oOnceki tiiketicilerin  davraniglarinin ~ Griintiilerini
belirlemek ve tiiketicileri farkli kategorilere gore ayirmak ve buna gore reklam
gosterimini ayarlamak i¢in de denetimsiz 6grenme uygulanabilir. Bu durum
denetimsiz 6grenmedir ¢ilinkii miisteri kategorileri etiketlerden degil 6zelliklerden

ogrenilmektedir (Bastani vd., 2020).

Denetimsiz 6grenmede yanit degiskenleri yani etiketler mevcut degildir ve denetimsiz
o0grenmenin amaci gozlemlerin altinda yatan karakteristikleri anlamaktir. Dolayisiyla
denetimsiz 6grenme, verinin dagilimindan verideki ayirt edici 6zellikleri ve iliskileri
O0grenmeye calisir. Bu nedenle denetimsiz 6grenmenin ana kullanim durumu,
icgoriileri (insight) ¢ikarmak igin 6rnekleri boliimlemek ve kiimelemek amagl kesifsel

veri analizidir (Gambella vd., 2021).

Denetimsiz 6grenme mantig1 Sekil 1.3’te verilmistir.



Girdi
(Etiketsiz Veri)

[ Denetimsiz Ogrenme ]

l

Cikti
(Siniflar)

Sekil 1.3. Denetimsiz 6grenme mantigr (Wickham, 2018)
Denetimsiz 6grenmenin yaygin uygulamalar1 sunlardir (Bonaccorso, 2017):
= Nesne segmentasyonu (Ornegin: kullanicilar, iiriinler, filmler, sarkilar vb.)
= Benzerlik tespiti
= Otomatik etiketleme

Denetimsiz 6grenme, kiimeleme ve boyut indirgeme (dimensionality reduction) olmak

tizere iki ana alt tipe sahiptir (Mak vd., 2019).

s Kiimeleme

Kiimeleme; kayitlarin, gézlemlerin veya vakalarin benzer nesnelerin siniflari halinde
gruplandirilmasimi ifade eder. Kiime, birbirine benzeyen ve diger kiimelerdeki
kayitlardan farkli olan kayitlar toplulugudur. Kiimeleme, kiimeleme islemi i¢in hedef
degisken olmamasi bakimindan smiflandirmadan farklidir. Kiimeleme gorevi, bir
hedef degiskenin degerini siniflandirmaya, kestirmeye veya tahmin etmeye ¢aligmaz.
Bunun yerine kiimeleme algoritmalari, tiim veri kiimesini, kiime i¢indeki kayitlarin
benzerliginin en iist diizeye ¢ikarildigi ve bu kiimenin disindaki kayitlara olan
benzerligin en aza indirildigi, nispeten homojen alt gruplara veya kiimelere ayirmaya
calisir (Larose, 2015). i # j icin § = U¥_, C; ve ¢; n C; # @ olmak tizere kiimeleme
yapist S’nin C = Cj, ..., Cy, alt kiimelerinin bir dizisi olarak temsil edilir. Sonug olarak,
S'deki herhangi bir 6rnek tam olarak bir ve yalnizca bir alt kiimeye aittir. (Rokach ve
Maimon, 2005).



Kiimelemede oriintiilere eklenmig/ilistirilmis herhangi bir etiket olmadigi igin
kiimeleme, denetimli simiflandirmadan daha zordur. Denetimli siiflandirma
durumunda verilen etiket, veri nesnelerinin bir biitiin olarak gruplandirilmasi igin
ipucu olmaktadir. Kiimeleme durumunda ise etiket olmadigi i¢in bir Oriintiiniin hangi

gruba ait olacagina karar vermek zorlasir (Saxena vd., 2017).

Kiime analizi, "benzer" (baz1 benzerlik olgiitlerine dayali olarak) nesneleri birlikte
gruplayarak "dogal" gruplamalar bulma siirecidir (Dy ve Brodley, 2004). Veri
noktalarinin, ait olduklar1 kiimelere gore diizenlenmesi Sekil 1.4’te gosterildigi gibi

kiime i¢i yliksek benzerlik ve kiimeler arasi diisiik benzerlikle sonug¢lanmalidir.

A A
Kime-ici benzerlik
Oy
0% o
o Oy 0...
[ ] L Kimeler-arasi
o0 benzerlik
00 ¢ o
o ®
o0
© o0
L ®
L
Kime 4
> >
a) Veri nesneleri b) Kimelenmis veri nesneleri

Sekil 1.4. Kiime i¢i ve kiimeler aras1 gosterimlerle kiimeleme 6rnegi (Ezugwu vd.,
2020)

Veri kiimesindeki kiimeleme bilgisini kullanarak en az insan etkilesimi ile veri i¢inde
gezinen ve kesfeden yontemler tasarlanabilir. Bu nedenle kiimeleme otomatik bilgi
islemenin temel bir yonidir (Gaertler, 2005). Benzer orneklerin/nesnelerin
gruplandirildig1 kiimeleme icin iki nesnenin benzer olup olmadigin belirleyebilecek
bir tiir 6l¢ii gereklidir. Bu iligkiyi tahmin etmek i¢in uzaklik Olgiileri ve benzerlik
Olgiileri olmak tizere iki ana 6lgi tiirii vardir. Birgok kiimeleme yontemi, herhangi bir
nesne ¢ifti arasindaki benzerligi veya farkliligi belirlemek i¢in uzaklik 6lgiilerini

kullanir (Rokach ve Maimon, 2005).



< Boyut Indirgeme

Boyut indirgeme, sahip olunan girdilerin sayisini1 azaltma gorevidir. Boyut indirgeme
teknikleri, diger makine 6grenmesi gorevlerini daha dogru hale getirmek igin verileri
daha kolay kullanmaya ve genellikle giiriiltiiyli ortadan kaldirmaya olanak tanir.
Genellikle, verileri bagka bir algoritmaya uygulamadan Once temizlemek igin
yapilabilecek bir 6n igsleme adimidir (Harrington, 2012). Boyutlulugun indirgenmesi,
girdi uzayindaki benzer noktalarin manifold {izerindeki komsu noktalara eslenmesi
i¢in, yiiksek boyutlu girdilerin daha az boyutluluga eslenmesini gerektirir (Reddy vd.,
2020). Boyut/6zellik sayisini azaltma adimi olan boyut indirgeme, ¢ok boyutlu
verilerin analizindeki en Onemli gorevlerden biridir. Boyut indirgeme islemini

gerceklestirmek icin temel motivasyonlar sunlardir (Bastanlar ve Ozuysal, 2014):
= Daha az 6zellik ile hesaplama daha hizlidir.

= Ayt edici olmayan ozellikler tespit edilerek kaldirilirsa zamandan ve is

giiciinden tasarruf saglanabilir ve tahmin dogrulugu artirilabilir.

= ki veya ii¢ boyutlu iz diisiimler; i¢gdrii saglamak i¢in verinin gorsel olarak
temsil edilmesine, bariz aykir1 degerler i¢in veriyi taramaya ve denetimsiz

ogrenmeyi kullanirken kiime egilimlerini gézlemlemeye yardimci olur.

1.2.2. Denetimli Ogrenme

Denetimli 6grenme, bir dizi girdi degiskeni ile bir ¢ikti degiskeni arasinda bir
eslemenin 6grenilmesini ve bu eslemenin goriilmeyen (¢iktilar1 bilinmeyen) veriler
igin ¢iktilart tahmin etmek iizere uygulanmasini gerektirir (Cunningham, 2008).
Geleneksel denetimli 6grenmede, hipotezler ¢ok sayida egitim drneginden grenilir.
Her egitim 6rneginin, 6rnek tarafindan agiklanan olayin istenen ¢iktisini gosteren bir
etiketi vardir. Smiflandirma probleminde etiket, ilgili 6rnegin dahil oldugu kategoriyi
belirtirken regresyonda; sicaklik, yiikseklik veya fiyat gibi gercek degerli bir ¢iktiy1
ifade eder (Zhou ve Li, 2010).

Denetimli 6grenmenin amaci, (x;,y;) c¢iftlerinden olusan bir egitim kiimesi
verildiginde, x'ten y'ye olan bir eslesmeyi 6grenmektir. Burada y; € Y, x; 6rneklerinin
etiketleri veya hedefleri olarak adlandirilir. Etiketler gergek sayi (regresyon) veya

tamsay1 (smiflandirma) ise y = (yi);re[n] etiketlerin siitun vektoriinii ifade eder

(Olivier vd., 2006).



Denetimli 6grenme mantig1 Sekil 1.5’te verilmistir.

Girdi
(Etiketli Veri)

Denetimli Ogrenme ]

s
l1+]
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kt
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(Eslesme)

Sekil 1.5. Denetimli 6grenme mantigi (Jones, 2017)

Denetimli 6grenmede, bilinen yanitin/etiketin tahminini degerlendirerek yapilan net
bir dogruluk 6lciisii bulunurken, denetimsiz 6grenmede ¢ikarilan yapinin gegerliligini

degerlendirmek zordur (Gambella vd., 2021).
Yaygin denetimli 6grenme uygulamalar1 sunlardir (Bonaccorso, 2017):
= Regresyon ve kategorik siniflandirmaya dayali tahmin analizi
= fstenmeyen e-posta tespiti
»  Oriintii tanima
* Dogal dil isleme
*  Duygu analizi
* Otomatik goriintii siniflandirma
= Otomatik sira isleme (Ornegin, miizik veya konusma)

Denetimli 6grenmenin, siiflandirma ve regresyon olmak iizere iki ana alt tipi vardir

(Mak vd., 2019).
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< Smiflandirma

Siiflandirma, insan faaliyetinin en sik karsilagilan karar verme gorevlerinden
birisidir. Bir takim gozlenen ozelliklere dayali olarak bir dizi grup veya smifin
kiimelenmesinden sonra, bir nesnenin, o nesneyle ilgili onceden tanimlanmis bir gruba
veya siniflara atanmasi gerektiginde bir siniflandirma sorunu ortaya ¢ikar. Bagka bir
deyisle, belirli bir test 6rneginin bir dizi sinif arasindan hangi sinifa ait olduguna karar
verilmesi gerekir (Zhang, 2020). Smiflandirma, makine 6grenmesinin en yaygin
gorevlerinden biridir ve Onceden sunulan Kkategorilerden birinde (smiflarda)
bilinmeyen 6rnegi siniflandirma sorunudur. Simiflandirmadaki énemli gozlem, hedef
fonksiyonlarin kesikli (discrete) olmasidir. Genel olarak, sinif etiketine sayisal veya
diger baz1 degerler anlamli bir sekilde atanamaz. Bu, degeri belirlenmesi gereken sinif

ozelliginin kategorik 6zellik oldugu anlamina gelir (Novakovi¢ vd., 2017).

Veriyi siiflandirma gorevi, her x;'nin bilinen bir y; sinif etiketine sahip oldugu egitim
veri kiimesine (X, y) dayali olarak etiketlenmemis bir x veri 6gesinin sinif iiyeligine
karar verilmesidir (Gambella vd., 2021). Ornegin, bir hedef pazarlama uygulamasinda,
her kayit, miisterinin belirli bir iiriine olan ilgisini (veya ilgisinin eksik olmasini) temsil
eden belirli bir etiketle etiketlenebilir. Miisterilerle iliskilendirilen etiketler, miisterinin
onceki satin alma davranmisindan alinmis olabilir. Ek olarak, miisteri demografisine
karsilik gelen bir dizi 6zellik de mevcut olabilir. Amag, satin alma davranisi
bilinmeyen bir miisterinin demografik 6zelliklerini sinif etiketiyle iliskilendirerek
belirli bir iiriinle ilgilenip ilgilenmeyecegini tahmin etmektir. Bu nedenle, daha sonra
sinif etiketlerini tahmin etmek i¢in kullanilan bir egitim modeli olusturulur (Aggarwal,

2015).

% Regresyon

Regresyon, her bir 6ge igin gercek bir deger tahmin etme problemidir. Regresyon
ornekleri arasinda, stok degerlerinin veya ekonomik degiskenlerin varyasyonlarinin
tahmini yer alir. Regresyonda, yanlis bir tahminin cezasi, tipik olarak ¢esitli kategoriler
arasinda yakinlik kavraminin olmadigi siiflandirma probleminin aksine, gercek ve

tahmin edilen degerler arasindaki farkin biiyiikliigiine baglidir (Mohri vd., 2018).
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1.2.3. Yar1 Denetimli Ogrenme

Yar1 denetimli 6grenme, denetimli ve denetimsiz dgrenmenin tam ortasindadir.
Etiketlenmemis verilere ek olarak, algoritmaya bazi1 denetim bilgileri saglanir, ancak
bu tiim 6rnekler i¢in zorunlu degildir. Cogu zaman, bu bilgi, baz1 6rneklerle iliskili
hedefler/etiketler olmaktadir. Bu durumda, X = (x;)iepn veri kiimesi, Y, =
(y1, .-, yp) etiketlerinin saglandigi X; := (x4, ..., x;) noktalari ve etiketi bilinmeyen
Xy = (X41, -+, X14) noktalari olmak iizere iki bolime ayrilabilir (Olivier vd.,

2006).

Yar1 denetimli 6grenmede kiime varsayimi ve manifold varsayimi olmak tizere iki
temel varsayim vardir. Kiime varsayimi, benzer girdilere sahip verilerin benzer sinif
etiketlerine sahip olmas1 gerektigini varsaymaktadir. Manifold varsayimi ise benzer
girdilere sahip verilerin benzer ¢iktilara sahip olmasi gerektigini varsayar. Kiime
varsayimi siniflandirma ile ilgiliyken, manifold varsayimi siniflandirma disindaki
gorevlere de uygulanabilir. Bir anlamda, manifold varsayimi, kiime varsayiminin bir

genellemesidir (Zhou ve Li, 2010).

Sekil 1.6°da yar1 denetimli 6grenme siire¢ diyagramu verilmistir. Girdi ve ¢iktilar,
elestirmen (critic) Oncesine yerlestirilen bir anahtar disinda denetimli 6grenme
tarziyla aynidir. Anahtar, bir veri 6rnegi etiketsiz oldugunda elestirmen fonksiyonun

devre dis1 birakilmasini saglamaktadir (Wickham, 2018).

Girdi
(Karma Etiket Veri)

Yari Denetimli

© Ogrenme
I
T
\G
Elestirmen ‘Ir(t
(critic) Gikti
esme
(Eslesme)

Sekil 1.6. Yar1 denetimli 6grenme mantigi (Wickham, 2018)
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Yar1 denetimli O6grenme, Verilerin nasil etiketlendigine bagli olarak asagidaki

kategorilere ayrilabilir (Zhang, 2020):

» Kendi kendine egitim (self-training), kendi kendine 6gretmek igin kendi

tahminlerini kullanan yar1 denetimli bir 6grenmedir.

» Ortak egitim (co-training), ortak egitim ayarini kullanan ¢oklu goriinim
verileri (multi-view data) igin zayif yar1 denetimli bir 6grenmedir ve

kendilerine 6gretmek igin kendi tahminlerini kullanirlar.

= Aktif 6grenme (active learning), 6grenenin, bir uzman veya Ogretmen
tarafindan hangi veri noktalarmin etiketlenmesini isteyecegini belirlemede

aktif veya katilimci bir role sahip oldugu yar1 denetimli bir 6grenmedir.

1.2.4. Takviyeli Ogrenme

Egitim verileri, odiiller ve cezalar seklinde dinamik bir ¢evrede bir yapay zeka
ajanina yalnizca geri bildirim olarak verilir. Ogrenme sistemi ve etkilesim deneyimi
arasindaki bu geri bildirim, 6grenilmekte olan gorevdeki performansi artirmak igin
yararlidir. Veri geri bildirimine dayali bu makine &grenmesi tiiriine takviyeli
ogrenme denmektedir. Popiiler modelsiz takviyeli 6grenme algoritmalarindan bir
tanesi Qlearning algoritmasidir ve bu algoritma bir 6diil veya ceza fonksiyonu
ogrenmektedir (Zhang, 2020). Takviyeli 6grenme; robotik, otonom siiriis gorevleri,
tiretim ve tedarik zinciri lojistigi gibi karmagik sistemlerin otomasyonunu artirmaya
veya operasyonel verimliligini optimize etmeye yardimci olabilecek yapay zeka
modellerini egitmek ic¢in giiclii bir aragtir, ancak temel veya dogrudan sorunlar

¢ozmek icin kullanilmasi tercih edilmez (Sarker, 2021).

Takviyeli Ogrenme, istenen davramis Orneklerinin bulunmadigi ancak bazi
performans kriterlerine gére davranis 6rneklerinin puanlanmasinin miimkiin oldugu
durumlarda devreye girer. Ornegin, cep telefonu kullanicilar1 kapsamanin yetersiz
oldugu bir yerde iyi sinyal almak i¢in ugrasir. Bu basit takviyeli 6grenme problemini,
bilinmeyen bir R 6diil fonksiyonunun optimize edilmesi olarak ele alabiliriz.
Diinyada bir x konumu verildiginde, R(x), o konumda elde edilebilecek odiildiir
(6rnegin, telefon sinyal giicli). Takviyeli 6grenmenin amaci, maksimum 6dil R(x™)
veren x* konumunu belirlemektir. Bir takviyeli 6grenme sistemine R veya herhangi
bir egitim Ornegi verilmez. Bunun yerine, x'in degerlerini segcme ve sonugta ortaya

¢ikan R(x) odiiliinii gbzlemleme yetenegine sahiptir (Barto ve Dietterich, 2004).
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Takviyeli 6grenmenin dogrudan (modelsiz) ve dolayli yontemler (model tabanli)

olmak {izere iki ana alt tiirti bulunmaktadir (Mak vd., 2019).

Takviyeli 6grenmenin temel mantig1 Sekil 1.7°de verilmistir.

Girdi
(Durumlar ve Eylemler)

Takviyeli Ogrenme

3
1]
T
Takviye Sinyali
\C
Y
Elestirmen
kt
(critic) Gileti
urum/Eylem
(D /Eylem)

Sekil 1.7. Takviyeli 6grenme mantig1 (Jones, 2017)

1.3. Tezin Amaci ve Katkilar

Makine 6grenmesinde egitim verilerinin miktarina ek olarak girdi verilerinin kalitesi,
tim makine Ogrenmesi siirecinin anahtaridir. Herhangi bir makine 6grenmesi
algoritmasinin performansi, modeli egitmek i¢in kullanilan verilere baghdir (Camacho
vd., 2018). Bu ¢alismada, makine 6grenmesinde 6nemli bir rol oynayan veriden ve
ogrenme sonuglar1 ve etkilerini belirleyen veri Oriintiilerinden daha etkin yararlanmak
amaclanmugstir. Literatiir calismalarindan motivasyon alinarak veri kiimesindeki dogal
yapilanmalarin/yapisal bilginin elde edilmesi ve bu bilginin denetimli 6§renme
siirecinde kullanilmasi hedeflenmistir. Bu dogrultuda, mevcut calismalardan farkli
olarak, benzerlik tabanli yeni bir kiimeleme yonteminin arastirilmasi ve bu yontem ile
yapisal bilgilerin tespit edilmesi hedeflenmistir. Bununla birlikte, ikinci bir yaklagim
olarak egitim kiimesinden yapisal bilginin elde edilmesi amaciyla basarili bir
kiimeleme yontemi olan ve literatiirde benzer bir amacla kullanimi bulunmayan CURE

kiimeleme yonteminin uygulanmasi aragtirilmistir.
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Bu dogrultuda 6nemli denetimli 6grenme problemlerinden biri olan siniflandirma ele

alimmugtir. Belirtilen sekilde benzerlik tabanli kiimeleme ve CURE kiimeleme

yontemleri ile veri kiimesinden dogal yapilanmalarin elde edilmesi ve elde edilen

yapilanmalarin mevcut smiflandirma yontemlerine adapte edilmesini saglayacak

yaklagimlarin gelistirilmesi {izerine durulmustur.

Bu c¢alismanin katkilar1 sunlardir:

1.4.

Veri kiimesindeki dogal yapilanmalarin tespitinde kullanilabilecek benzerlik

tabanli yeni bir kiimeleme yaklasimi aragtirilmis ve gelistirilmistir.

Onerilen benzerlik tabanl kiimeleme ydnteminin smiflandirma siirecine adapte
edilmesi ic¢in farkli yaklagimlar arastirilmistir. Sonu¢ olarak, dogal
yapilanmalar1 farkl sekillerde kullanarak siniflandirma siirecini gergeklestiren

3 fakli siniflandirma yontemi dnerilmistir.

Diger bir yaklasimda, mevcut kiimeleme yontemleri incelenmis Ve literatiirde
benzer amagclarla kullanimina rastlanmayan CURE kiimeleme yontemi temel
alimmustir. Veri kiimesinden, siniflandirma siirecinde kullanilabilecek yapisal

bilginin CURE kiimeleme ile tespiti saglanmustir.

CURE yonteminden elde edilen yapisal bilgiyi iyi bilinen smiflandirma
yontemlerinden birisi olan SVM yo6ntemine adapte eden yeni bir siniflandirma

yaklasimi Onerilmistir.

Onerilen yontemler, deneysel olarak analiz edilerek sonuglar sunulmustur.
Aragtirma bulgularina gore 6nerilen yontemler ile dikkate deger sonuglar elde
edilmistir. Bu sekilde, incelenen alanda arastirma ve gelistirmeye acik
yontemler ortaya koyulmustur. Ayrica Onerilen yontemler, veriden etkin
yararlanmanin faydali olabilecegi biiylik veri gibi c¢aligma alanlar1 igin

arastirma zemini olusturmaktadir.

Tezin Organizasyonu

Bu calisma, asagida belirtildigi sekilde organize edilmistir.

Bolim 1: Bu bolimde g¢alisma igin genel bir giris yapilmis ve makine
ogrenmesi hakkinda genel bilgilere yer verilmistir. Bu kapsamda, makine

Ogrenmesi tiirleri, ele alinan problemler ve kullanim alanlarina deginilmistir.
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Boliim 2: Bu galisma kapsaminda ele alinan arastirma konusuyla benzerlik
gosteren literatiir ¢aligmalart ve bu ¢alismalardan elde edilen bulgular detayli
olarak incelenmistir. Bu dogrultuda, benzer ¢alismalar ve ¢alismalardan elde

edilen sonuglar hakkinda bilgi bu boliimde sunulmustur.

Boliim 3: Bu boliimde, caligma siirecinde kullanilan materyal ve yontemler
hakkinda bilgi verilmektedir. Calisma kapsaminda ele alinan makine
Ogrenmesi algoritmalar1 hakkinda detayli bilgi sunulmustur. Bununla birlikte,
bu ¢alisma kapsaminda Onerilen yontemler hakkinda detayli bilgi verilmistir.
Bu yontemlerin temel adimlarina deginilmis ve yontemler uygun diyagramlar

ile ifade edilmistir.

Bolim 4: Calisgmanin bu bolimiinde, onerilen yontemlerin deneysel olarak
analiz edilmesi siirecine yer verilmistir. Bu kapsamda gerekli parametrelerin
belirlenmesi ve degerlendirme yontemleri hakkinda detayli bilgi verilmektedir.
Belirlenen kosullar altinda yiiriitiilen deneysel analiz ¢alismasina ait bulgular
da bu boliimde ele alimmustir. Elde edilen sonuglar uygun grafikler kullanilarak
karsilastirmali olarak sunulmustur. Ayrica, deneysel analizden elde edilen

bulgular karsilastirmali olarak incelenmis ve sonuclar tartisilmistir.

Boliim 5: Bu boliimde, 6nerilen yontemler ve elde edilen sonuglar genel olarak
degerlendirilmistir. Ayrica onerilen yontemlerin uygulanabilir oldugu alanlara

deginilmistir.
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2. BENZER CALISMALAR

Literatiir calismalar1 incelendiginde, son donemlerde, mevcut makine O0grenmesi
yontemlerinin performansini artirmak i¢in veri kiimesinden daha etkin yararlanmay1
amaglayan ¢alismalarin arttig1 goriilmektedir. Bu kapsamda, veri kiimesinin ¢izge
tabanli yontemlerle temsil edilmesi, veri kiimesini alt parcalara ayirarak yerel
cozlimlerden yararlanilmast ve veriden yapisal bilgi elde edilmesini saglayan
kiimeleme gibi denetimsiz O6grenme yontemlerinin  uygulanmasi yo6niindeki

arastirmalar dikkat ¢cekmektedir.

Literatiirde, veri kiimesini alt parcalara ayirarak yerel ¢oziimler {izerinden daha etkin

yontemler gelistirmeyi amaglayan ¢esitli ¢alismalar bulunmaktadir.

Gu ve Han (2013), veriyi pargala ve yonet mantigina gore ele alan CSVM yontemini
onermislerdir. Bu yontemde, K-ortalamalar kiimeleme algoritmast ile veri birkag kiime
halinde gruplamakta ve ardindan veriyi yerel olarak ayirmak i¢in her bir kiimede bir
lineer destek vektor makinesi egitilmektedir. Her bir yerel SVM’nin asir1 6grenmesini
(over-fitting) engellemek i¢in bir global diizenleme (global regularization) eklenmistir.
Cesitli veri kiimeleri iizerinde yapilan testler sonucunda, onerilen yontemin dogrusal
SVM yonteminden ve diger bazi ilgili yerel lineer siniflandiricilardan daha iyi
performans elde ettigi tespit edilmistir. Ayrica, 6nerilen yontemin ¢ekirdek SVM'den
(kernel SVM) daha etkin iken tahmin performansi agisindan ince ayarlanmis bir
¢ekirdek SVM (fine-tuned kernel SVM) ile karsilagtirilabilir diizeyde oldugu
belirtilmistir. Harris (2015) ise Gu ve Han (2013) tarafindan 6nerilmis olan CSVM
yonteminin kredi skorlama i¢in kullanimini arastirmiglardir. Arastirmacilar, CSVM
tizerinde bazi yeni ayarlamalar yapmis ve Gu ve Han (2013) tarafindan yerlestirilen
lineer ¢ekirdege ek olarak yaricap temel fonksiyon (radius basis function)
cekirdeklerin kullanimini arastirmislardir. Calismada, CSVM yontemi diger dogrusal
olmayan SVM tabanl tekniklerle karsilastirilmis ve CSVM yonteminin hesaplama
acisindan nispeten ucuz kalirken smiflandirma performansi acisindan kiyaslanabilir

seviyelere ulasabildigi tespit edilmistir.
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Son yillarda veriyi ¢izge tabanli yaklasimlarla modelleyerek denetimli 6grenmenin
etkinligini artiran calismalar da dikkat ¢ekmektedir. Cizge tabanli tekniklerin

saglamasi gereken gereksinimler sunlardir (Bertini vd., 2011):
i.  Girdi verilerinin topolojik yapisini yakalamasi

li.  Hiyerarsik veri sunumuna izin vermesi (yani bir c¢izge alt ¢izgelere

boliinebilir, her alt ¢izge daha kiigiik alt ¢izgelere boliinebilir vb.)
iii.  Rastgele sekillerdeki kiime veya siniflarin tespit edilmesi
iv.  Verinin yerel yapisi ile global istatistiklerini birlestirmeye izin vermesi

Lopes vd. (2009), veriyi modellemek igin ¢izge tabanli yeni bir siniflandirici
onermislerdir. Onerilen siniflandirici, optimal K-iliskili ag olarak adlandirilan 6zel bir
ag kullanmaktadir. K-iligkili ag, veri Ornekleri ve veri smniflar1 arasindaki
benzerlik/benzesmezlik iliskilerini temsil edebilmektedir. Arastirmacilar yaptiklar
deneysel degerlendirme sonucunda, optimal K-iligkili aga dayanan modelin, egitim
veri kiimesinin topolojik yapisini elde ettigini ve bu sekilde 6zellikle giiriiltiilii veride
siiflandirma isleminde iyi sonuglar elde edebildigini tespit etmislerdir. Ayrica
calisma, karmasik aglarin (complex networks) sadece kiimeleme problemlerinde degil

ayn1 zamanda siniflandirma islemlerinde de kullanilabilecegini gostermektedir.

Bertini vd. (2011) yaptiklar1 ¢alismada, girdi veri kiimesinden olusturulan ¢izgenin
yerel yapisini ve global istatistiksel ozelliklerini birlestiren ¢izge tabanl parametrik
olmayan ¢ok sinifli bir siniflandirma algoritmasi sunmuslardir. K-iligkili ¢izge (K-
associated graph) olarak adlandirilan 6zel bir ¢izge olusturulan bu yontemde saflik
(purity) olarak adlandirilan yeni bir 6l¢ii de tanitilmistir. Calismada 6nerilen algoritma
parametrik olmayan bir algoritma oldugu i¢in parametre ayarlamasi olmadan
siiflandirma islemini gergeklestirmekte ve model se¢imine ihtiyag duymamaktadir.
Bu durum, pratik uygulamalarda yiiksek verimlilik anlamina gelmektedir. Onerilen
yontemin, egitim kiimesinin topolojik yapisini yakaladigi ve ozellikle giiriiltiilii
verinin smiflandirilmasi1 isinde 1yi sonucglar ortaya koydugu tespit edilmistir.
Calismanin deneysel sonuglarina gore oOnerilen algoritmanin, ozellikle giirtiltiilii
veriler i¢in siniflandirma dogrulugu agisindan diger iyi bilinen siniflandirma teknikleri

kadar 1yi oldugu belirtilmistir.

Bertini vd. (2013), siniflandiricinin 6mrii boyunca veri dagilimindaki degisikliklerle
ilgili olan duragan olmayan siniflandirma problemlerine (non-stationary classification
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problems) deginmis ve duragan olmayan alanlar iizerinde siniflandirma ile basa
cikmak i¢in K-iligkili optimal ¢izge Ogrenme algoritmasinin bir uzantisin
sunmuslardir. Onerilen yontem, birgok baglantisiz bilesenden (alt ¢izgeden) olusan bir
cizge yapisina dayanmaktadir. Ayrica, zaman ic¢inde yeni veriler sunuldugunda
bilesenler dizisini giincelleyerek ve yeni bilesenler ortaya ¢iktikga eski bilesenleri
kaldirarak ¢izgenin dinamik evriminden yararlanmaktadir. Onerilen algoritma, yiiksek
siniflandirma dogrulugu ile birlikte ¢izge boyutu ve bellek kullanimi agisindan
istikrarl1 bir performans gostermistir. Aragtirmanin yapay ve gercek alanlar tizerindeki
deneysel sonuglar1 ve ileri istatistiksel analizler ile Onerilen algoritmanin duragan

olmayan siniflandirma problemlerine etkili bir ¢6ziim oldugu tespit edilmistir.

Mohammadi vd. (2015), K-iligkili optimal ¢izge algoritmasinin egitim asamasini
degistirerek ve test asamasinda yeni bir etiketleme yontemi uygulayarak, farkli
seviyelerde giiriiltii bulunmasi durumunda saglam olan yeni bir yontem sunmuslardir.
Onerilen smiflandirma yonteminde, veri kiimesindeki her bir simif, bir alt-gizgeler
dizisi olarak ifade edilmistir. Aragtirmacilarin egitim asamasinda yaptiklari iyilestirme
sayesinde, giiriiltiilii ve giiriiltiisiiz alt ¢izgeler ayirt edilebilmektedir. Onerilen yéntem,
bir ¢izge tabanl siniflandirict ve iyi bilinen siniflandiricilardan olan Karar Agact ve
Cok-Sinifli Destek Vektdr Makinesi ile karsilastiriimistir. Onerilen algoritmanin, %5
veya daha yiiksek giiriiltii seviyesinde ¢izge tabanli simiflandirma algoritmasindan
ortalama %7 daha iyi performans gosterdigi tespit edilmistir. %20 giiriiltii seviyesinde
ise Onerilen algoritmanin, Karar Agaci ve Cok-Smifli Destek Vektér Makinesi

yontemlerinden ortalama %35 daha iyi performans gosterdigi belirtilmistir.

Bertini vd. (2017), veriden ¢izgeler olusturmak i¢in alternatif yollar bulmak amaciyla
yeni bir ¢izge tiirii olusturmak iizere Ozellik Tabanli Karar Cizgesi (Attribute-based
Decision Graph, AbDG) ad1 verilen bir algoritma nermislerdir. Onerilen yéntemde,
vektor tabanli bir veri kiimesi verildiginde, verinin her 6zellik aralig1 ayrik boliintiilere
(disjoint intervals) ayrilarak ve her boliintii bir diigiim noktasi olarak temsil edilerek
bir AbDG olusturulur. Sonrasinda, farkli 6zelliklerden gelen diigiimler arasinda
onceden tamimlanmig bir Orilintllye gore kenarlar olusturulur. Bu yoOntemde
siniflandirma, yeni 6rnegin 6zellik degerleri ile AbDG arasinda bir eslestirme islemi
kullanilarak gergeklestirilir. Ayrica, AbDG eksik 6zellik degerlerini ele almak i¢in bir
i¢ mekanizma saglayarak uygulanabilirligini artirmaktadir. Siniflandirma sonuglarina

gdore AbDG’nin iyi bilinen ¢ok sinifl1 algoritmalara kiyasla rekabetci bir yaklagim
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oldugu tespit edilmistir. Arastirmacilar, bu calismada Onerilen ¢ergcevenin temel
katkisini, saglam model eslestirmeli veri siniflandirmasi gergeklestirmek igin 6zellik

ve ¢izge tabanli tekniklerin avantajlarinin birlestirilmesi olarak vurgulamislardir.

Veri kiimesinden daha etkin yararlanmak i¢in uygulanan bir diger yaklasim ise bir
denetimsiz ~ 6grenme yontemi olan kiimeleme ile elde edilen dogal
yapilanmalarin/yapisal bilginin denetimli 6grenme siirecinde kullanimidir. Bu
yaklasimi uygulamak i¢in farkli kiimeleme ve siniflandirma algoritmalarinin

birlestirildigi ¢esitli caligmalar bulunmaktadir.

Kayaalp ve Arslan (2014), niimerik 6zellikler i¢in bagimsizlik varsayimi olmadan yeni
bir Bulanik Bayes Siniflandirici (Fuzzy Bayes Classifier) gelistirmiglerdir.
Siniflandirmada yiiksek dogruluk elde etmek icin {iiyelik fonksiyonlari, FCM
kiimeleme yontemi ile olusturulmustur. Arastirmacilar, bir uzmana danismak yerine
tiyelik fonksiyonlarin1 dogrudan veri kiimesi iizerinden elde etmek i¢in FCM
kiimeleme yontemini kullanmuslardir. Onerilen ydntem, literatiirde iyi bilinen ve
sadece sayisal Ozellikler iceren iki veri kiimesi iizerinde goOsterilmistir. Arastirma
sonuglari, oOnerilen Bulanik Bayes Siniflandiricinin en az diger yontemlerle

kiyaslanabilir diizeyde oldugunu gdstermistir.

Shamsollahi vd. (2018), koroner arter hastaliklar1 olan hastalar1 etkili bir sekilde
tahmin etmede saglik sistemi uzmanlarina yardimci olmayr amaglayan ve veri
madenciliginin tanimlayici ve tahmin edici tekniklerini birlestiren bir model
sunmuslardir. Bu modelde, baz1 kiimeleme ve siniflandirma teknikleri kullanilmustir,
Onerilen yéntemde, tanimlayic1 yéntem olarak K-ortalamalar kiimeleme ve tahmin
edici yontemler olarak Karar Agaglart ve Yapay Sinir Ag1 (Artificial Neural Network)
smniflandirma yontemleri kullanilmistir. Yontemde ilk olarak kiimeleme indisleri
kullanilarak kiime sayis1 belirlenmekte ve sonrasinda koroner arter hastalarinin
tahmini icin her bir kiimeye bazi karar agaci metotlar1 ve yapay sinir agi
uygulanmaktadir. Yapilan calismada bir kalp klinigi veri tabanindan toplanan gergek
veri kullanilmistir. Arastirma sonuglarina gore C&RT Karar Agaci yonteminin 0,0074

hata ile kullanilan tiim veride en iyi sonucu elde ettigi tespit edilmistir.

SVM yontemini daha etkin hale getirmek veya bazi kisitlarini gidermek igin iyi bilinen
basarili kiimeleme yontemlerinden biri olan K-ortalamalar kiimeleme yonteminin

SVM yontemi ile adapte edildigi ¢aligmalar bulunmaktadir.

20



Wang vd. (2005), gergcek zamanli is zekasi (real time business intelligence) sistemleri
icin K-ortalamalar kiimeleme algoritmast ile SVM smiflandirma yontemini
birlestirerek K-ortalamalar Destek Vektor Makinesi (K-means SVM, KMSVM)
yontemini Onermislerdir. Arastirmacilar, gercek veri tabanlar {izerinde yaptiklari
testlerde, KMSVM algoritmasinin SVM’ye kiyasla destek vektorlerini azaltarak ve
benzer test dogrulugunu siirdiirerek yanit siiresini (response time) hizlandirdigini tespit
etmislerdir. Chen ve Pan (2010) ise biiyiik boyutlardaki veri kiimeleri tizerinde Destek
Vektor Makinelerinin egitiminin yavaghgina deginmis ve bu problemi ¢dzmek ig¢in
Kiimeleme Tabanli Geometrik Destek Vektér Makineleri (Clustering-Based
Geometric Support Vector Machines, CBGSVM) yontemini Onermislerdir.
Arastirmacilar, CBGSVM ydnteminin neredeyse ayni siniflandirma hassasiyeti altinda
standart Destek Vektor Makinelerine kiyasla egitim siirecini hizlandirdigini

belirtmislerdir.

Yao vd. (2013), son egitim kiimesi olarak kullanilmak {izere orijinal egitim
kiimesinden sadece kiiciik bir alt kiimenin se¢ildigi, kiimeleme algoritmasina dayali
yeni bir yaklasim sunmuslardir. Bu yaklasimda, K-ortalamalar kiimeleme algoritmasi
kullanilarak en bilgi saglayic1 6rnekler segilmeye ¢alisilmakta ve segilen bu 6rnekler
tizerinde egitilerek SVM smiflandirict olusturulmaktadir. Arastirmacilar yaptiklari
testlerde, onerilen yaklasimin egitim kiimesinin 6lgegini oldukga azalttigini ve
dolayisiyla SVM’nin egitim ve tahmin siiresini biiyiik Olgiide kisalttigini tespit
etmislerdir. Ayni zamanda, onerilen yontemin genelleme performansini garanti ettigi

belirtilmistir.

Gan vd. (2017), Destek Vektdr Makinesi igin K-ortalamalar tabanli Aktif Ogrenme
(K-means based on Active Learning for Support Vector Machine, KA-SVM)
yaklasimini 6nermislerdir. Bu yaklagimda, egitim kiimesi olarak 6nemli 6rneklerin bir
alt kiimesini elde eden bir 6n se¢im semast olusturmak i¢in K-ortalamalar kiimeleme
yontemi kullanilmakta ve sonrasinda SVM tiim veri kiimesi yerine boyle bir alt kiime
ile egitilmektedir. Arastirmada bazi veri kiimeleri iizerinde benzer yaklasimlarla
yapilan karsilastirmalar sonucunda, dnerilen yaklasimin hem siniflandirma dogrulugu
hem de hesaplama verimliligi bakimindan istiin performansa sahip oldugu tespit

edilmistir.

Bang ve Jhun (2014) farkli kiime merkezlerinin smiflandirmaya katkisinin farkli

olabilecegine ancak KMSVM algoritmasinda yanlig siniflandirma cezasinin her bir

21



kiime merkezi i¢in esit uygulandigina dikkat ¢ekmistir. Bu dogrultuda arastirmacilar,
smiflandirma dogrulugunu artirmak i¢in her bir kiimedeki veri noktalarinin sayisini
agirlik olarak kullanarak kiime merkezlerinin yanlis siniflandirilmasina farkli cezalar
uygulayan Agirliklandirilmis KMSVM  (Weighted KMSVM, WKM-SVM)
algoritmasini 6nermislerdir. KMSVM yonteminin degistirilmesi ile elde edilen WKM-
SVM algoritmasi i¢in yapilan testlerde, dnerilen WKM-SVM algoritmasinin, KM-

SVM algoritmasinin performansini artirabildigi tespit edilmistir.

Baz1 ¢aligmalarda ise diger bir basarili kiimeleme yontemi olan BIRCH kiimeleme
yonteminin, SVM siniflandirma yontemine adapte edilerek daha etkin siniflandirma

yaklasimlarinin arastirildigr goriillmektedir.

Yu vd. (2003) ozellikle ¢ok biiyiik veri kiimelerinde kullanilmak tizere BIRCH
kiimeleme yontemini temel alan Kiimeleme Tabanli SVM (Clustering-Based SVM,
CB-SVM) yontemini sunmuslardir. CB-SVM yontemi, SVM yontemine verinin
istatistiksel 0zetlerini tastyan yliksek kaliteli 6rnekler saglamak i¢in tiim veri kiimesini
yalnizca bir kez tarayan hiyerarsik bir mikro kiimeleme algoritmasi uygulamaktadir.
CB-SVM, smirli miktarda kaynak verilen ¢ok biiyiik veri kiimeleri i¢in en 1iyi SVM
siirini olusturmaya ¢alismaktadir. Arastirmacilar, sentetik ve gercek veri kiimeleri
tizerinde yaptiklar1 testler sonucunda, CB-SVM yonteminin yiiksek siniflandirma
dogrulugu elde ederken cok biiyiik veri kiimeleri i¢in olduk¢a 6lgeklenebilir oldugunu

tespit etmislerdir.

Horng vd. (2011), hiyerarsik bir kiimeleme algoritmasi, basit bir 6zellik se¢im yontemi
ve SVM algoritmasini birlestiren SVM tabanli bir saldir1 tespit sistemi onermislerdir.
Sistemde kullanilan BIRCH hiyerarsik kiimeleme algoritmasi, SVM yonteminin
egitimi i¢in orijinal biiyiik veri kiimesi yerine yiiksek nitelikli, soyutlanmig ve
azaltilmig veri kiimesi saglamaktadir. Bu sekilde yontemin, egitim siiresinde 6nemli
bir azalma sagladigi1 ve buna ek olarak ortaya ¢ikan SVM siniflandiricilarin, orijinal
veri kiimesini kullanan SVM smiflandiricilardan daha iyi performans gosterdigi tespit
edilmistir. Ayrica, Onerilen sistem ayni veri kiimesini kullanan diger saldir1 tespit
sistemleri ile karsilagtirildiginda, onerilen sistemin Hizmet Reddi (Denial of Service)
ve Bilgi Tarama (Probe) saldirilarinin tespitinde daha iyi performans gosterdigi ve

genel dogrulukta en iyi performansi elde edebildigi belirtilmistir.
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K-means ve BIRCH kiimeleme yontemleri disinda farkli kiimeleme yontemleri ile

SVM yoéntemini birlikle kullanan ¢alismalar da bulunmaktadir.

Bang vd. (2010), gercek diinya durumlarinda veri kiimesinin aykir1 degerler tarafindan
kirletilmis olmasinin muhtemel olduguna ve K-ortalamalar kiimeleme yonteminin bu
aykir1 degerlere karsi hassas olduguna dikkat ¢ekmislerdir. Bu dogrultuda aykir
degerlere karsi saglam olan K-uzamsal medyanlar (K-spatial medians) kiimeleme
yontemi ile SVM yontemini birlestirerek K-uzamsal Medyanlar SVM (KS-SVM)
algoritmasimi Onermislerdir. Ayrica, KS-SVM algoritmasin1 degistirerek destek
vektorlerine yakin veri noktalarin1 kurtaran ve boylece smiflandirma dogrulugunu
artiran KS-SVM Tabanli Kurtarma Siirecini (Recovery Process Based on KS-SVM)
Oonermislerdir. Arastirmacilar yaptiklar1 testler sonucunda, Onerdikleri KS-SVM
yonteminin smiflandirma dogrulugu ve destek vektorlerinin sayist agisindan KM-
SVM yonteminin performansini iyilestirebilecegini tespit etmislerdir. Ayrica KS-
SVM yonteminin birgok agidan KM-SVM yonteminden daha kararli oldugunu

vurgulamiglardir.

Almasi ve Rouhani (2016), biiyiik ve gergek diinya veri kiimelerinde SVM egitimi i¢in
hizli ve giiriiltii gideren bir SVM egitim ydntemi dnermislerdir. ilk asamada, giiriiltii
igeren veya giiriiltiilii oldugundan siiphelenilen veriler belirlenmekte ve orijinal egitim
kiimesinden ¢ikarilmaktadir. Disbiikey govde verileri, QHull algoritmas: ile
hesaplanmaktadir. Ote yandan, egitim kiimesinin boyutunu sikistirmak ve azaltmak
icin Bulanik Kiimeleme Yontemi uygulanmistir. Son olarak, azaltilmis ve
saflagtirillmis  (purified) kiime merkezleri, SVM yontemini egitmek igin
kullanmaktadir. Aragtirma sonucunda, Onerilen yontemin bilgilendirici ve anlaml
veriler ¢ikararak biiyiik ve gercek diinya veri kiimelerinde SVM yonteminin egitim
sliresini azaltabildigi tespit edilmistir. Ayrica 6nerilen yontemin, giiriltiili ve glirilti
stiphesi olan verilerin kaldirilmasinda etkili bir performansa sahip oldugu

belirtilmistir.

Chitrakar ve Chuanhe (2012) dogruluk, tespit orani (detection rate) ve yanlis alarm
orani (false alarm rate) acisindan daha iyi siniflandirma performansi elde etmek igin
nispeten daha iy1 bir kiimeleme yontemi olan k-Medoids kiimeleme yontemi ile Destek
Vektor Makinesini birlestirmislerdir. Calismada, Kyoto2006+ veri kiimeleri
kullanilarak smiflandirmanin performansi, dogrulugu, tespit orani ve yalanci pozitif

(false positive) oranini degerlendirmek i¢in simiilasyonlar yapilmistir. Yapilan
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deneyler ve analizler sonucunda, Onerilen hibrit yaklagimin, Naive Bayes ile k-
ortalamalar/k-Medoids kiimelemeyi birlestiren yaklasimdan daha iyi performans elde
ettigi gOsterilmistir. Ayrica, Onerilen yeni yaklasimin saldir1 tespiti (intrusion

detection) i¢in daha etkili ve verimli olabilecegi belirtilmistir.
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3. MATERYAL VE YONTEM

Bu calisma kapsaminda arastirilan yontemlerin gelistirilmesi ve analiz edilmesi
stirecinde ¢esitli materyal ve yontemlerden faydalanilmistir. Bu boliimde, ¢aligma
kapsaminda kullanilan materyal ve yontemlere detayli olarak yer verilmistir.

3.1. Veri Kiimesi

Bu calismanin deneysel analiz kisminda ¢esitli gercek hayat veri kiimeleri
kullanilmistir. Bu veri kiimeleri, UCI Makine Ogrenmesi Deposu (UCI Machine
Learning Repository) (Dua ve Graff, 2019) ve KEEL Veri Kiimesi Deposundan
(KEEL Dataset Repository) (Alcala-Fdez vd., 2011) elde edilmistir. Kullanilan veri
kiimeleri, 6zellikleri ve boyutlar1 bakimindan farkliliklara sahiptir. Bu veri kiimeleri

Cizelge 3.1’de 6zetlenmistir.

Cizelge 3.1. Veri kiimeleri

Veri Kiimesi |  Veri Tiirii | Boyut (;z‘;lll;:‘ Kagi‘;‘:‘gﬁgi Z:}‘y‘il
Iris Cok degiskenli 150 4 Reel say1 3
Wine Cok degiskenli 178 13 Tam say1, reel say1 3
Sonar Cok degiskenli 208 60 Reel say1 2
Glass Cok degiskenli 214 9 Reel say1 7
Haberman Cok degiskenli 306 3 Tam say1 2
E.coli Cok degiskenli 336 7 Reel say1 8
Bupa Cok degiskenli 345 6 Tam say1, reel say1 2
lonosphere Cok degiskenli 351 33 Tam say1, reel say1 2
Breast-cancer | Cok degiskenli 699 9 Tam say1 2
Transfusion Cok degiskenli 748 4 Reel say1 2
Vehicle Cok degiskenli 846 18 Tam say1 4
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Cizelge 3.1°de goriildiigii izere kullanilan veri kiimelerinin boyutu en az 150 ve en
fazla 846’dir. Veri kiimelerindeki 6zellik sayisi ise 3 ila 60 arasinda degismektedir.
Kullanilan veri kiimeleri, tam say1 ve/veya reel sayilari iceren niimerik tiirde veri
kiimeleridir. Veri kiimelerindeki sinif sayisi ise 2 ila 8 arasinda de§ismektedir.
Deneysel analiz asamasinda, farkli sinif sayisina sahip veri kiimelerinin kullanilmas1
Onerilen yontemlerin hem iki smnifli ve hem de ¢ok sinifli siniflandirma problemi

tizerinde test edilmesini saglamaktadir.

Kullanilan veri kiimelerinden Breast Cancer Wisconsin (Original) veri kiimesinin bir
ozelliginde %2,29 oraninda eksik veri bulunmaktadir. Diger veri kiimelerinde eksik
veri bulunmamaktadir. Breast-cancer veri kiimesi kullanilmadan &nce bir 6n
islemden gegirilerek eksik veri tamamlanmustir. Ilgili veri kiimesi, niimerik tiirde
oldugu igin eksik verinin tamamlanmasi isleminde ortalama atama (mean

imputation) yontemi uygulanmaistir.

3.2. Makine Ogrenmesi Algoritmalari

Makine 6grenmesi kapsaminda ele alinan siniflandirma ve kiimeleme problemleri i¢in
literatiirde ¢esitli algoritmalar bulunmaktadir. Bu kisimda, bu algoritmalardan tez
kapsaminda yararlanilan ve/veya Onerilen yontemlerin karsilastirmali analizinde
kullanilan baz1 kiimeleme ve smiflandirma algoritmalari hakkinda detayli bilgi

verilmistir.

3.2.1. CURE Kiimeleme Algoritmasi

Temsilcileri Kullanarak Kiimeleme (Clustering Using Representatives, CURE)
algoritmasi, Guha vd. (1998) tarafindan oOnerilmis hiyerarsik bir kiimeleme
yontemidir. Guha vd. (1998) calismalarinda, geleneksel kiimeleme yontemlerinin
benzer boyutlarda ve kiiresel sekillerdeki kiimeleri tercih ettigine veya aykiri degerlere
kars1 oldukca hassas olduguna dikkat ¢ekmistir. Bu dogrultuda, aykir1 degerlere karsi
daha dayanikli ve kiiresel olmayan sekiller ile boyut olarak genis varyanslara sahip
kiimeleri tanimlayan CURE kiimeleme algoritmasini gelistirmislerdir. Ayrica bu
algoritmada, biiyiik veri tabanlar i¢in rastgele 6rnekleme (random sampling) ve

pargalama (partitioning) islemleri uygulanmaktadir.

CURE algoritmasinin genel diyagrami Sekil 3.1’de verilmistir.
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Rastgele 6rneklem olustur

-

Orneklemi parcalara ayir

-

Parcalari kismi olarak kiimele

-

Aykin degerleri ¢ikar

¢

Kismi kiimeleri kiimele

~7

Veriyi diskte etiketle

Sekil 3.1. CURE algoritmasi genel diyagrami (Guha vd., 2001)

Bu yontemde ilk olarak bir kiimedeki iyi sagilmis noktalar i¢in sabit bir ¢ sayisi
belirlenmektedir. Sacilmis noktalar, kiimenin seklini ve kapsamini yakalamaktadir.
Sonrasinda segilen sacilmis noktalar, kiimenin merkezine dogru bir a katsayisi
(fraction) ile daraltilmaktadir (Sekil 3.2). Daraltmadan sonraki bu sagilmis noktalar,
temsili noktalar olarak kullanilmaktadir. CURE hiyerarsik kiimeleme algoritmasinin

her bir adiminda, temsili noktalar1 en yakin olan kiime ¢iftleri birlestirilmektedir.

Sekil 3.2. Temsili noktalarin daraltilmasi: (a) baslangi¢ 6rnekleri, (b) sacilmis
noktalarin merkeze dogru a katsayisi ile daraltilmasi
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S c R™ girdi veri kiimesini gostersin ve bu kiimenin 6rnek sayisinin m = |§|
oldugunu varsayalim. Bu durumda, CURE algoritmasinin baslangicinda Denklem

3.1°de belirtilen sekilde m adet kiime olacaktir.
c©® ={c,¢, ...} = {tx1}, Lz}, ., L) (3.1)

Burada C© baslangigtaki kiimeler toplulugunu gostermektedir.

Bu ilk kiimeleme, 6nceden belirlenmis k sayida kiime elde edilene kadar en yakin iki
kiimenin birlestirilmesi ve her kiimenin temsili noktalarinin belirlenmesi seklinde

ilerleyecektir.

Algoritmanin 6nemli bir adimi, mevcut kiime toplulugundaki her bir kiime c¢ifti
arasindaki mesafenin hesaplanmasidir. Mevcut asamada, C = {C;, C,, ..., C;} seklinde
t adet kiime oldugunu varsayarsak kiimeler arasindaki uzaklik Denklem 3.2°de

belirtildigi sekilde olacaktir.
dij = dist(C, (), 1< ij <t (3.2)

Bu uzakliklar, mevcut kiimelemedeki en yakin kiime ¢iftini bulmak i¢in kullanilir.

1 < i < t olmak ilizere her C; kiimesi i¢in en yakin kiime Denklem 3.3 ile ifade edilsin.

d; = ]rr};r%{du} (3.3)

O halde en yakin kiime ¢ifti Denklem 3.4 tarafindan verilir.
d* = min{dj,d5, ..., d;} (3.4)

Yani en yakin kiime ¢ifti, Denklem 3.5 ve 3.6 bulunarak tanimlanacaktir.

l = arg min{d}, d5, ..., d;} (3.5)
J
u=arg ,“}‘E{dlf} (3.6)

O halde, mevcut kiimelemedeki en yakin kiime ¢ifti C, (u ile gosterilir) ve C,

(u. closest ile gosterilir) olarak tanimlanir.
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Sonrasinda, bu iki kiime birlestirilecek ve yeni temsili noktalar belirlenecektir.
Cyw = Cy U C,, olsun ve birlestirilmis kiimenin C,,,, (w ile gosterilsin) merkezi i, ile
gosterilsin. ¢ adet temsili noktanin belirlenecegini varsayarsak; C,,,, kiimesinden C,,,
kiimesinin merkezine (X,,,) en uzak nokta, ilk sa¢ilmis nokta (Scattered point) olarak

secilecektir. Bu nokta s, ile gosterilirse, o zaman Denklem 3.7 ile s; belirlenir.

s1 = arg max {dist(x,xXy,)} (3.7)

Bundan sonra, C,,,, kiimesinden, daha dnce belirlenen sagilmis noktalara en uzak olan
bir nokta se¢ilir. Eger secilmis olan h adet sagilmis nokta varsa, bu dnceden segilmis
noktalarin kiimesini D = {sy, ..., s}, (h < ¢) ile gosterelim. O halde, bir sonraki

sacilmis nokta Denklem 3.8’in bulunmasiyla secilir.
= [ D .
Sn+1 = Arg  max eD{dlst(s, )} (3.8)
Bu siirece, ¢ tane sag¢ilmis nokta segilene kadar devam edilir.

CURE algoritmasinin temel adimlar1 sunlardir:

Cluster (5 ,k)

Girdi: n 6rnek igeren girdi veri kiimesi, S

Cikti: k adet kiime

Her bir u kiimesi i¢in u. rep, u. mean ve u. closest tutulmaktadir:
u.rep: kiimenin ¢ adet temsili noktasinin dizisi

u. mean: kiimedeki noktalarin ortalamasi

u.closest: u’ ya en yakin olan kiime

Adiml. Baslangigta, her u kiimesi i¢in u.rep temsili noktalar dizisi yalnizca
kiimedeki noktay1 igerir. Bu nedenle, bu adimda, tiim girdi veri noktalar1 k-d

agaci (k-d tree) olan T’ye eklenir.

Adim2. Her bir girdi noktasini ayr1 bir kiime olarak ele al, her u kiimesi i¢in
u.closest hesapla ve ardindan her bir kiimeyi Q yiginma (heap) ekle.
(Y1ginda, kiimeler u ve u.closest arasindaki uzakligin artan sirasina gore

diizenlenir.)
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Adim3.

AdimA.

Adim).

Adimé.

Adim?7.

Adims8.

Adim)9.

While size(Q) > k (sadece k adet kiime kalana kadar)

Q y1gminin en istiindeki u kiimesi, u ve u.closest kiimelerinin en yakin
kiime ¢ifti oldugu kiimedir. Q@ ’nun en tepesindeki u elemanin ¢ikar ve u’yu

Q’dan sil.
v = u.closest olarak ayarla. v’yi Q’dan sil.

En yakin kiime ¢ifti olan u ve v kiimelerini birlestir ve bu birlesimden olusan

yeni kiime (w) i¢in yeni temsili noktalari hesapla.
uve v’yi T densil. w’yi T’ye ekle.

Birlestirilmis w kiimesi i¢in, temsili noktalarin kiimesi degisebileceginden,
bu kiimenin diger tiim kiimelere olan mesafesini hesapla ve w kiimesine en

yakin olan kiimeyi w. closest olarak ayarla.

Q'da yer alan farkli bir x kiimesi i¢in, x.closest degisebilir ve x'in Q'da
yeniden konumlandirilmas: gerekebilir. Q'daki her bir x kiimesi i¢in,

x.closest' glincelle ve x'i Q'da yeniden konumlandir.

Adiml10. w’yi Q’ya ekle.

Adiml1. Verilen kosul saglanana kadar Adim 4-10’u tekrarla.

CURE, her bir kiimeyi ¢oklu temsili noktalar ile temsil ettigi igin rastgele (arbitrary)

sekil ve boyutlardaki kiimeleri bulabilmektedir. Bununla birlikte, temsili noktalarin

merkeze dogru daraltilmasi yontemin girilti ve aykiri degerler ile alakal

problemlerden kaginmasini saglamaktadir (Karypis vd., 1999).

CURE algoritmasinin kiimeleme agamasinda uygulanan prosediir ise asagida

verilmistir (Guha vd., 2001).
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procedure cluster (S, k)
begin
1. T := build_kd_tree(S)

2. Q :=build_heap(S)

3. while size(Q) > k do {

4. u := extract_min(Q)

5. v := u.closest

6. delete(Q, v)

7. W := merge(u, V)

8. delete_rep(T, u); delete_rep(T, v); insert_rep(T, w)
9. w.closest :=x  /* X, Q’da rastgele bir kiimedir. */
10. foreachx e Q do {

11. if (dist(w, x) < dist(w, w.closest))

12. w.closest := x

13. if x.closest is either u or v {

14. if dist(x, x.closest) < dist(x, w)

15. x.closest := closest_cluster(T, x, dist(x, w))
16. else

17. x.closest :=w

18. relocate(Q, x)

19. }

20. else if dist(x, x.closest) > dist(x, w) {

21. x.closest :=w

22. relocate(Q, w)

23. }

24, }

25. insert(Q, w)

26. }

end

Bu prosediirde dist(p, ), bir ¢ift nokta (p, q) arasindaki uzakligi belirtmektedir. Bu
durumda iki kiime (u ve v) arasindaki uzaklik Denklem 3.9’da verildigi gibi ifade

edilir.

dist(u,v) = min {dist(p,q) | p € u.rep,q € v.rep} (3.9)
p.q

Guha vd. (1998), uzaklik i¢in Manhattan (L) veya Oklid (L,) gibi L,, metriklerinden
herhangi birinin kullanilabilecegini belirtmisler ve CURE algoritmasinin testlerinde
Oklid uzakligimi kullanmuslardir. Uygun uzaklik fonksiyonun belirlenmesi ¢ogu
makine 6grenmesi algoritmasi i¢in dnemlidir (Xiang vd., 2008). Literatiirde, 6zellik

uzayinda iki nokta arasindaki uzakligi 6l¢mek i¢in ¢esitli uzaklik fonksiyonlari

31



bulunmaktadir. Bu uzaklik fonksiyonlarindan en yaygin kullanilan Oklid uzakligidir
(Hu vd., 2016). Bu nedenle, 6nerilen RP-SVM yo6nteminin kiimeleme asamasinda

noktalar aras1 uzakligin hesaplanmasinda Oklid uzakhig1 kullanilmistir.

3.2.2. K-ortalamalar SVM (K-means SVM, KMSVM)

K-ortalamalar, iyi bilinen kiimeleme problemini ¢dzen en popiiler denetimsiz 6grenme
algoritmalarindan biridir (Sinaga ve Yang, 2020). O = {04,0,,...,0,}, K adet
kiimeden olusan bir dizi, C = {C;, i = 1, ..., k}, halinde kiimelenecek olan n adet veri
orneginden olusan bir kiime olsun. K-ortalamalar kiimelemenin amaci, Denklem
3.10’da tamimlandigi gibi k kiimenin tamami {izerindeki karesel hata (squared error)

toplamini en aza indirmektir (Xie vd., 2019).

k

J© =) > (02 (3.10)

i=1 0;€C;
Denklem 3.10°da C;, Z;, O, ve k sirasiyla i. kiimeyi, i. kiimenin agirlik merkezini, i.
kiimeye ait veri 6rneklerini ve toplam kiime sayisini temsil eder.
K-ortalamalar prosediirii asagidaki gibi 6zetlenebilir (Han vd., 2011).

Algoritma: K-ortalamalar kiimeleme algoritmasi (Her bir kiime merkezinin,
kiimedeki nesnelerin ortalama degeri ile temsil edildigi boliimleme i¢in k-ortalamalar

algoritmast)

Girdi:
k: kiimelerin say1s1
D: n adet nesne iceren veri kiimesi
Cikti: k adet kiime igeren dizi
Yontem:
1. 1lk kiime merkezleri olarak D veri kiimesinden rastgele k adet nesne seg.
2. Tekrar et.

3. Kiimedeki nesnelerin ortalama degerine dayali olarak her bir nesneyi en benzer

oldugu kiimeye yeniden ata.
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4. Kiime ortalamalarini giincelle, yani her bir kiime ic¢in nesnelerin ortalama

degerini hesapla.

5. Degisiklik olmayana kadar Adim 2-6 tekrar et.

K-ortalamalar SVM, Wang vd. (2005) tarafindan K-ortalamalar kiimeleme yontemi ile
SVM yoénteminin birlestirilmesiyle olusturulmus siniflandirma algoritmasidir. Bu
algoritmada, k-ortalamalar kiimeleme yontemi tiim veri kiimesine uygulanmaktadir.
Bu islem belirli bir sikistirma oranina (compression rate, CR) gore yapilmaktadir.

Sikistirma oran1 Denklem 3.11°de verilen sekilde belirlenmektedir.
Sitkistirma Orant (CR) = Orijinal veri sayisi/Kime sayist (3.11)
K-ortalamalar kiimeleme yontemi ile tespit edilen k adet kiime merkezine yeni sinif

etiketlerinin atanmasi ¢ogunluk oylamasi (majority voting) yontemiyle yapilmaktadir.

KMSVM algoritmasinin, SVM siniflandiricilarindan ¢ok daha az destek vektorii ve

daha yiiksek yanit hizi ile siniflandiricilar olusturmasi miimkiindiir.
KMSVM algoritmasinin adimlari sunlardir:

Adiml. 3 girdi parametresi segilir: ¢ekirdek parametresi y, ceza parametresi C ve

sikigtirma orani CR.

Adim?2. Orijinal veri iizerinde K-ortalamalar kiimeleme algoritmasi ¢alistirilir ve tiim
kiime merkezleri siniflandiricilar olusturmak ig¢in sikistirilmis veri olarak

kabul edilir.
Adim3. Sikistirilmig veri tizerinden SVM siniflandiricilar olusturulur.

Adim4. Girdi parametreleri belirlenir (Parametrelerin  belirlenmesinde ilgili
caligmada Onerilen, test dogrulugu ve yanit zamani arasindaki dengeye dayali

sezgisel arama stratejisi kullanilmaktadir).

Adim5. Girdi parametrelerinin yeni kombinasyonlarini test etmek i¢in 1. adima geri
doniiliir ve eger test dogrulugu ve yanit zamania goére kombinasyon kabul

edilebilir ise durulur.

Adim6. KMSVM siniflandiricilar, Denklem 3.12°de verildigi gibi temsil edilir.
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f(x) =sgn (Z a;K(x,x;) + b) (3.12)

i=1

Lee vd. (2007) ise kiimeleme asamasinda sinif bilgisinden yararlanarak KMSVM
yonteminin modifiye edi